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Résumé

L’extraction des motifs fréquents est une tiche essentielle et importante dans le
domaine de la fouille de données. De nombreux algorithmes ont été implémentés pour
trouver ces motifs dans le but de rechercher les combinaisons fréquentes d’items. Toutefois,
la plupart des algorithmes d’extraction des items fréquents voient leurs performances et leurs

efficacités diminuées lorsque la taille des données augmente.

Pour maintenir les performances de ces algorithmes, des méthodes et outils paralléles et
distribués semblent étre la démarche la plus communément utilisé. Notre travail consiste
d'introduire une nouvelle approche pour ’extraction des items fréquents en se basant sur une
nouvelle technologie appelé Deep Learning ou apprentissage profond. Cette technique a

connu un grand succes derniérement dans plusieurs domaines.

Mots clés : Extraction des Motifs Fréquents, Apprentissage Profond, Itemsets Fréquents,

réseaux de neurones profonds.



Abstract

Frequent pattern mining is an essential and important task in the field of data mining.
Many algorithms have been implemented to find these patterns in order to search for frequent
combinations of items. However, the performance and the efficiency of frequent pattern

mining algorithms decrease sinfully as the data size increases.

To maintain the performance of these algorithms, parallel and distributed methods seem
to be the most commonly used approach. Our work deals with the introduction of a new
approach for extracting frequent patterns based on new trend technology called Deep
Learning. This technology has a lot of success in many applications.

Keywords: frequent pattern mining, deep learning, frequent itemsets extraction, deep neuron
networks.
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INTRODUCTION GENERALE

1. Contexte

Les données prennent le pas sur la fonctionnalité. Elles sont au cceur de la réflexion, et

souvent |’obsession des plus grosses entreprises en ce moment pour sa grande valeur.

L’extraction des motifs fréquents a partir de données est I’un des champs de recherche qui
sont en plein d'expansion puisqu’elle constitue I’étape cceur de plusieurs méthodes de fouille
de données a I’instar de I’extraction des régles d’associations, la construction de certains

classifieurs, I’extraction de séries temporelles et d’autres techniques de fouille de motifs.

Le Deep Learning quant a lui est un domaine de [’intelligence artificiel qui a
littéralement exploser c’est derniére année. C’est un domaine d’expertise assez vaste dont

[’application est exploitée dans plusieurs industries.

Plus précisément, le Deep Learning ou I’apprentissage profond est une des techniques
d'apprentissage automatique les plus remarquables, qui a connu un grand succés dans de
nombreuses applications telles que l'analyse d'images, la reconnaissance de la parole et la
compréhension de textes. Ce type d'apprentissage se base sur l'utilisation des stratégies
supervisées et non supervisées pour apprendre des représentations multi-niveaux dans des
architectures hiérarchiques appliqué généralement aux tdches de classification et de

reconnaissance de formes.
2. Problématique et motivation

Au cours de ces dernieres années, le Deep Learning a joué un role important dans le
Data Mining. En effet, plusieurs techniques de Data Mining sont issues du domaine de
l'apprentissage automatique. Le Deep Learning, étant un type d'apprentissage, ses modeles ont

été utilisés dans des tiches de Data Mining.

L'extraction des motifs fréquents est une technique de Data Mining qui se repose sur un
principe relativement simple. Il consiste a extraire les structures de données qui se répetent
fréquemment dans un ensemble de données. Plusieurs méthodes et algorithmes ont été

proposés dans la littérature dans ce contexte. La majorité de ces méthodes souffrent de
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probléme de passage a 1'échele surtout en passant a I'ére de Big Data, avec des quantités de

données gigantesque.

Motivés par le succes de Deep Learning dans le traitement de données de masse et
I'efficacité de l'application de ses modéles dans plusieurs domaines, nous nous somme poser
la question suivante :" Peut on crée un modele de Deep Learning pour I’extraction de motifs
(itemsets) fréquents, qui peut étre a la fois efficace tout en ayant un temps d’exécution

capable de rivaliser avec les méthodes qui existe ?".
3. Objectifs

Le but de notre travail est en premier lieu, l'exploration de cet axe de recherche et la
détermination est ce que le Deep Learning est un une méthode appropriée pour I’extraction
des motifs fréquents. Cette derniere étant une méthode descriptive de Data Mining; or, le

Deep Learning est appliqué généralement dans les méthodes prédictives.

En deuxiéme lieu I'adaptation d'un des modeles de Deep Learning ou la proposition d'un
nouveau modele qui permet d'extraire des itemsets fréquents. Autrement dit, développer une

nouvelle méthode d’extraction des itemsets fréquents basée sur le Deep Learning.
4. Organisation du mémoire

Le mémoire se reparti en cinq chapitres

Chapitre 1 : « L’extraction des motifs fréquents »

Ce chapitre est consacré a la présentation des différents types d’algorithme pour

I’extraction des items fréquents les plus connue.
Chapitre 2 : « Deep Learning »

Dans ce chapitre nous allons présenter c’est quoi le Deep Learning ainsi que les

différentes architectures utilisées le domaine utilisé.
Chapitre 3 : « Etat de ’art »

Dans ce chapitre nous présenterons quelques revues et techniques passé qui se

rapproches le plus de notre objectif.
Chapitre 4 : « Approche proposé »

Ce chapitre, sera réservé pour exposer notre solution proposée et ces résultats.
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Chapitre S : « Tests et Expérimentation »

Le dernier chapitre concrétise et valide la méthode adoptée.
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L’extraction des itemset fréquents



Chapitre | [’extraction des itemset fréquents

1. Introduction

La découverte des connaissances utiles a partir des données est un processus de la
fouille de données. L’une des techniques les plus utilisées pour extraire ces connaissances est
la méthode d’extraction des regles d’association, elle permet de rechercher des corrélations

entres les objets appelés motifs dans un ensemble de données.

La question qui se pose donc est, c’est quoi I’extraction des motifs fréquents ? Quels

sont les algorithmes les plus utilisés pour ’extraction des motifs fréquents ?

2. Définitions

L'extraction des regles d'associations, la tache de trouver des corrélations entre les items
a recu une attention considérable, particulierement depuis la publication de I'algorithme
Apriori par Agrawal 1993 pour l'analyse de panier d'achat sous forme de régles associatives.
Ce qui est utile pour la découverte des relations intéressantes cachées dans des ensembles de

données.

Depuis la premiére proposition de cette nouvelle méthode de fouille de données et ses
algorithmes efficaces, il y a eu un flux de centaines de publications dans ce contexte. Par
conséquent, L'analyse et I'extraction des regles d'association sont devenues un champ de

recherche mature, les principes fondamentaux de cette méthode sont maintenant bien établis.
Le processus d'extraction de reégles d'association passe par deux étapes :

1. L'identification motifs fréquents de I’ensemble de données.

2. La dérivation consécutive des régles d'inférence a partir des motifs fréquents.

Par conséquent, L’extraction des motifs fréquents constitue une étape intermédiaire pour la
découverte des reégles d’association. Néanmoins, le résultat de cette technique peut étre aussi
directement exploités et interprété, ou méme utilisé comme une entré pour d’autre méthodes

de découverte de connaissance [2].

Les motifs fréquents peuvent étre définis comme étant des itemsets (ensembles d’attributs)
qui apparaissent dans un jeu de données avec une fréquence non inférieure a un seuil défini

par I’utilisateur.
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e Base de donneées :

Soit O un ensemble fini d’objets, P un ensemble fini d’éléments ou items, et R une
relation binaire entre ces deux ensembles. On appelle base de données ou contexte formel le

triplet D = (O, P, R). La base de données D représente I’espace de travail [1].

e Transaction :

Soit T= {T1, T2, T3..., Tn}, Ti O D. On appelle Ti un ensemble de lignes contenant
les occurrences de la base de données D. Tous les Ti sont appelés des transactions. Dans
I’exemple connu du panier de la ménagére, les transactions sont les tickets de caisse (c'est-a-

dire les achats effectués par les clients) [1].

e Item : On appelle item toute variable Xi représentant une occurrence de D [1].

e Itemset : On appelle itemset, I’ensemble formé d’items. Exemple le singleton {X1}

et la paire {X1, X2} sont des itemsets. Un itemset de taille k est noté k-itemset [1].

e Support: On appelle support le pourcentage de Ti ou apparait la régle

d’association, C’est-a-dire :

Freq(Xiu Xj)

(1) support(Xl -2 Xf) = card(T)

Ou support(xi — xj) Nbre de fois ou Xi et Xj apparaissent ensemble dans les

transactions T[1].

e (Confiance

On appelle confiance le pourcentage de fois ou la régle est vérifiée, c'est-a-dire [1].

Freq(Xi U Xj)
Freq (Xi)

(2) confiance(Xi — Xj) =

e Superset

Un superset est un itemset défini par rapport a un autre itemset. Exemple {a, b, ¢} est

un superset de {a, b} [1].
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e Itemset fréquent

Un Itemset fréquent est un itemset dont le support est > a minsup (support minimal en
dessous duquel I’itemset est considéré non fréquent). Si un itemset n’est pas fréquent,
tous ses supersets ne le seront pas non plus. Si un superset est fréquent alors tous ses

sous itemsets sont aussi fréquents (propriété anti-monotone) [1].
e [temset fermé

Un itemset fréquent est dit fermé si aucun de ses supersets n’a de support identique

Autrement dit, tous ses supersets ont un support strictement plus faible [1].

e [temset libre

Un itemset est libre s’il n’est pas inclus dans la fermeture d’un de ses ensembles

stricts [1].
e [temset maximal

Un itemset est dit maximal si aucun de ses supersets n’est fréquent [1].

e [temset générateur

Un itemset est dit générateur si tous ses sous-itemset sont un support strictement

supérieur [1].

3. Les algorithmes d’extraction des itemsets fréquents

Un survol des algorithmes d’extraction des motifs fréquents parus dans la littérature a
montré que la majorité de ces algorithmes sont des extensions de trois méthodologies
principales a savoir, Apriori, FP-growth et Eclat qui appartiennent a deux catégories "générer
et tester" et diviser pour régner"

On explicitera par conséquent dans cette section ces trois algorithmes de base, le reste des

algorithmes ne sont que des variantes de ces principaux algorithmes.
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3.1 L’approche de génération et de test des candidats

L'algorithme de base, représentant de cette catégorie est Apriori [3]. Le premier algorithme

proposé dans la littérature introduisant ainsi ce domaine.
3.1.1 L’algorithme Apriori

Agrawal et Srikant (1994) ont initialement proposé l'algorithme Apriori. Cet
algorithme est basé sur la propriété Apriori qui stipule que "chaque sous- (k-1)-Itemset de k-

Itemset fréquents doit étre fréquent"[3].
Deux processus principaux sont exécutés dans I'algorithme apriori :

e Le premier est le processus de génération d'un candidat, dans lequel le compte de
support des items correspondants du capteur est calculé en scannant la base de
données transactionnelle.

o le second est la génération d'un gros item set, qui est généré en éliminant les items

candidats qui ont un compte de support inférieur au seuil minimum.

Ces processus sont répétés itérativement jusqu' a ce que les items candidats ou les gros items
deviennent vides comme dans I'exemple illustré a la figure 1.1. La base de données originale
est scannée pour la premiére fois pour I’ensemble de candidats, qui consiste d'un seul élément
qui sont support a été compté, puis ces 1-Elément candidats ensemble sont élagués en
supprimant simplement les items qui ont un nombre d'éléments inférieur au seuil spécifié par
I'utilisateur (dans le cas supérieur seuil =20%). Dans la deuxiéme passe, la base de données
est scannée a nouveau pour générer 2-Itemset candidats se composent de deux éléments, puis
a nouveau taillé pour produire de grands 2-Itemset en utilisant la propriété apriori. Selon la
propriété apriori, chaque sous-ensemble de 2 items fréquents doit étre fréquent. Dans
I’exemple ci-dessous le processus se terminera aux quatriémes balayages de la base de

données pour donner les 4-Itemset candidat et le jeu d'items de grande taille sera vide [5].
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Figure 1. 1 : Exemple explicatif de I'algorithme Apriori [4].

3.1.1.1. Récapitulatif de I’algorithme Apriori.

Algorithme : Apriori [6]

Calculer L1
K=2
TANTQUE Li.i1 <> ¢ FAIRE
C = apriori — gen(Li-1)
TANTQUE t € D FAIRE
C¢= sousensemble (Ck , t)
TANTQUE c € C; FAIRE
c.count ++
FIN TANTQUE
FIN TANTQUE
Lk + {c € Ck | c.count> minSup}
K =k+l1
FIN TANTQUE
RETOURNER Uy L
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3.1.1.2. Variantes de ’algorithme Apriori

Il existe d'autres variantes de I'algorithme apriori comme :

e Apriori TID [7]
e DHP (Direct hashing and Pruning) [8]
e Apriori-Hybrid [13]

3.2 L’approche diviser pour régner

3.2.1 L’algorithme FP-Growth

Dans le domaine du data mining, 'algorithme le plus utilisé pour la détection de
motifs est l'algorithme FP-Growth. Pour traiter les deux principaux inconvénients de
I'algorithme Apriori [9]. Une nouvelle structure de données compressée nommée FP-tree est
construite, qui est une structure d'arborescence de préfixes qui stocke des informations
quantifiables sur les motifs fréquents. Un algorithme de croissance fréquente a été développé

a partir de FP-tree [10].

L’algorithme FP-growth (Fréquent Pattern growth) consiste d’abord a compresser la
base de données en une structure compacte appelée FP-Tree (Fréquent Pattern tree), puis a la
diviser ainsi compressée en sous projections pour représenter la base de données. Chacune de
ces projections est associ€e a un item fréquent. L’extraction des itemsets fréquents se fera sur

chacune des projections séparément.

L’algorithme FP-growth apporte ainsi une solution au probleme de la fouille de motifs
fréquents dans une grande base de données transactionnelle. En stockant I’ensemble des
éléments fréquents de la base de transactions dans une structure compacte, on supprime la
nécessité de devoir scanner de facon répétée la base de transactions. De plus, en triant les
¢léments dans la structure compacte, on accélere la recherche des motifs. [11].
3.2.1.1. Structure d’un FP-tree
Deux éléments essentiels constituent la structure d’un FP-tree qui sont :

1. Une structure sous forme d’un arbre avec une racine étiquetée nulle.

2. Un index (une table des pointeurs des items fréquents).
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L’arbre quant a lui est composé, d’une racine nulle et d’un ensemble de nceuds préfixé par
I’élément représenté.
Un neceud de I’arbre est composé par :

. Le nom de I’item (nom-item). Il s’agit de I’item que représente le nceud.

° Le nombre d’occurrence (count) de transaction ou figure la portion de chemin

Jjusqu’au nceud.

. Un lien vers le nceud suivant dans I’arbre. 11 s’agit d’un lien inter-nceud vers les
autres occurrences du méme €lément (ayant le méme nom-item) figurant dans
d’autres séquences de transactions. Cette valeur prend la valeur nulle s’il n’y a

pas un tel nceud.

L’Index est une table d’en-téte qui contient la liste des items fréquents et qui pointe sur la

premiére occurrence de chaque élément. [11]
Chaque entrée dans cette table contient :
° Le nom de I’élément (nom-item).

. Le pointeur téte de la séquence des nceuds ayant ce méme nom-item.

3.2.1.2. Construction d’un FP-Tree

La construction du FP-tree nécessite deux parcours de la base des transactions (T) et se fait de

la maniére suivante :

On effectue un premier parcours de la base T pour déterminer les items fréquents en fonction
du support minimum fourni. Ces items seront triés par la suite par ordre décroissant de

support dans une liste (L). Les items ainsi triés seront traités dans cet ordre.

Un second parcours de T est alors effectué. Chaque transaction est alors triée selon I’ordre des
items dans L. Le nceud racine de I’arbre nulle est d’abord crée. Durant ce méme parcours, une
branche sera créé pour chaque transaction, mais des transactions ayant un méme préfixe
partageront le méme début d’une branche de ’arbre, ainsi deux transactions identiques seront

représentées par une seule et méme branche.
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La raison pour laquelle les items sont traités du plus fréquent au moins fréquent est que les

items fréquents seront proches de la racine et seront mieux partagés par les transactions. Ceci

fait du FP-tree une bonne structure compacte pour représenter les bases transactionnelles [11].

3.2.1.3. Récapitulatif de I’algorithme FP-growth

Algorithme : FP-growth [11]

1 Balayer la base de transaction T une premiére fois

e Créer L, la liste des items fréquents avec leur support.

e Trier L en ordre décroissant du support.
2 Créer I’arbre N contenant une racine étiquetée «Null ».
3 procedure FP-growth(Fp-tree, null)

A. Si FP-tree contient un seul chemin P alors
e Pour chaque combinaison [ de P faire
e Générer I’itemset B U o de support = minimum des supports des
nceuds de p.
B. Sinon pour chaque a; dans I’index de FP-tree faire
e Générer I’itemset = a; U o de support = a;. Support.
e Construire I’itemset condition de base de f.
e Construire FP-treep
e SiFP-treeg# 0
o FP-growth (FP-treep , )

3.2.1.4. Etapes de la construction du FP-tree

La construction d’une structure FP-tree passe par 6 étapes principales. Les étapes 1 a 5

préparent la structure et insérent les éléments qui doivent s’y trouver. La sixieéme étape

consiste a valider les informations insérées dans les étapes précédentes [11] :

1. Calculer le support minimum

2. Parcours de la base des transactions pour trouver la somme totale des différentes

occurrences.

3. Définir la priorité des éléments, puis trier les items en fonction de leur priorité.
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4. Création du nceud racine.
5. Insertion des noeuds enfants.

6. Validation.
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Figure 1. 2 : Exemple d’état final de la structure FP-tree [12].
3.2.2. L’algorithme H-Mine

H-mine, est proposé pour extraire des motifs fréquents pour les ensembles de données
qui peuvent tenir dans la mémoire (principale). Une hyper-structure simple, basée sur la
mémoire, H-struct, est congue pour une extraction rapide. Théoriquement, H-mine a une
complexité spatiale polynomiale et est donc plus efficace en termes d'espace que les méthodes
de croissance de motifs telles que FP-growth et TreeProjection lors de l'exploitation
d'ensembles de données éparses, et aussi plus efficace que les méthodes basées sur Apriori qui
générent un grand nombre de candidats. Les résultats expérimentaux montrent que, dans de
nombreux cas, H-mine a un espace plafond trés limité et exactement prévisible et est plus

rapide que les méthodes Apriori et FP basées sur la mémoire [17].
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3.3.2.1. Récapitulatif de I’algorithme H-mine.

Algorithme : H-mine [17]

Entrée : une base de données de transactions TDB et un seuil de support. min sup.
Sortie : L'ensemble complet des motifs fréquents.
Méthode :

Etape 1. Scan TDB une seule fois, trouver et sortir L, I'ensemble d’items fréquente.

Etape 2. Scannez a nouveau TDB, construisez H-struct, avec la table d'en-téte H, et

Etape 3. Pour i = 1 & n faire

Laisser F-List : "x1-...xn" (n = [L]) étre une liste des items fréquents.

avec chaque xi-queue liée a la file d'attente correspondante. Entrée en H.

(a) Appeler H-mine ({xi}, H, F-liste).
(b) parcourir la xi-queue dans le tableau d'en-téte H, pour chaque projection

X d'item fréquents, lier X a la xj-queue dans le tableau d'en-téte H, ou xj est

I'item dans X apres xi immédiatement.

3.3 Les versions paralleles et distribuées des algorithmes d’extraction des
itemsets fréquents

Les algorithmes paralléles

L'un des facteurs clés dans le choix d'utiliser des algorithmes paralleles au lieu de leurs
homologues en série sont des données trop volumineuses pour pouvoir étre stockées
en mémoire sur un seul poste de travail. Méme si I'ensemble de données d'entrée peut
tenir dans la mémoire, les données intermédiaires telles que le candidat et leurs
comptages, ou les structures de données utilisées lors de la fouille fréquente, ne peut

pas.

Un deuxiéme défi important dans la conception d'un algorithme parallele efficace est
de décomposer le probléme en un ensemble de taches, ou chaque tache représente une
unité de travail, les tiches sont indépendantes et peuvent é&tre exécutées

simultanément, en parallele [105].

Les algorithmes distribués
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Les algorithmes distribués sont un sous-type des algorithmes paralléles, généralement
des parties séparées de l'algorithme sont exécutées simultanément sur des processeurs
indépendants et ne disposent que de peu d'informations sur ce que font les autres

parties de l'algorithme [106].

Un systéme de mémoire distribuée (ne partage rien), les processus n'ont accés qu’a un
fichier I'espace adresse mémoire privée locale. Le partage des données d'entrée et des
informations sur les taches doit étre fait explicitement au moyen de la communication

entre les processus [107].

3.3.1 Parallel FP-Growth

L'algorithme FP-Growth génére récursivement d'énormes quantités de motifs
conditionnels et des FP-tree conditionnels lorsque l'ensemble de données est énorme. Dans un
tel cas, a la fois ['utilisation de la mémoire et le cofit de calcul sont coliteux, de sorte que le
FP-tree ne peut pas répondre aux exigences de mémoire. Parallele FP-Growth (GFP-Growth),
est congu pour fonctionner sur le cluster des ordinateurs. Pour éviter le débordement de
mémoire, cet algorithme recherche toutes les bases de motifs conditionnels des items
fréquents par la méthode de projection sans construire un FP-tree. Par la suite, il divise la
tache d'exploitation en nombre de sous-tdches indépendantes, exécute ces sous-tidches en
paralléle sur les noeuds et ensuite regroupe les résultats pour le résultat final. L'algorithme
fonctionne indépendamment a chaque nceud. Il peut ainsi réduire efficacement le colit de
communication entre nceuds. Les essais montrent que cet algorithme parallele permet non
seulement d'éviter le débordement de mémoire mais aussi d'accélérer la vitesse de calcul. De

plus, il offre une meilleure scalabilité que l'algorithme FP-Growth [16].

3.2.2.1 Récapitulative de I’algorithme Parallel FP-Growth (GFP-Growth)

Algorithme : Parallel FP-Growth [16]

{
Trouver la liste de base de motif conditionnel (PrefixDB) ;
Le nceud principal déploie toutes les bases de motifs conditionnelles
aux nceuds de cluster;

Pour chaque Cond_phase (b) dans PrefixDB, faire

f
L8
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Cond_FPtree (b) = construire un FP-tree conditionnel selon Cond_phase (b);
Si Cond_FPtree (b) = O alors
Appeler FP-Growth (Cond_FPtree (b), b);
Sous-résulte est soumis au nceud principal ;
)
Le nceud principal regroupe tous les sous-résultats en un résultat total;

Retourne le résultat ;

}

3.2.2.2 Caractéristiques de I'algorithme GFP-Growth

e D'abord, diviser la tache entiére en sous-tAches indépendantes : les algorithmes FP-
Growth paralleles les plus anciens divisent la base de données originale en plusieurs

sous-bases de données.

Comme les bases de sous-bases de données peuvent étre interdépendantes, une
communication fréquente est nécessaire entre les threads d'exécution paralléles. dans
GFP-growth la solution consiste a diviser I'ensemble de la tiche en un groupe de sous-
taches indépendantes les unes des autres, puis a déployer les sous-tAches
indépendantes sur des nceuds de calcul pour traiter en paralléle. Une telle partition
évitera le besoin de communication d'informations et de données entre ces exécutions

de sous-taches. et les cofits de communication sont réduits [16].

e Deuxiemement, l'équilibrage dynamique de charge : I'équilibrage dynamique de
charge est une caractéristique trés importante pour un cluster d'ordinateurs pour
atteindre une utilisation optimale des ressources computationnelles d'un systéme. En
supervisant I'état de charge des nceuds de computation, le plan de répartition des
charges change au cours du temps de traitement. Selon l'algorithme GFP-Growth,
chaque nceud communiquera périodiquement les sous-résultats et I'état de la charge au
neeud principal afin que ce dernier puisse ajuster la décision de répartition de la charge
dans le temps. Si un nceud n’a pas répondu au noeud principal pendant plus d'une durée
supérieure a une valeur définie auparavant, le noeud principal l'indiquera comme étant

mort et déplacera ses sous-taches vers d'autres nceuds [16].
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Troisiémement, la communication asynchrone : dans l'algorithme GFP-Growth, la
communication est nécessaire entre le nceud principal et les nceuds non principaux
pour déployer des sous-taches et obtenir des sous-résultats. En général, il existe deux
méthodes de communication, la méthode synchrone et la méthode asynchrone. La
méthode synchrone signifie que tous les nceuds commencent a communiquer ensemble
apres la fin de la tache ; alors qu’avec la méthode asynchrone, la communication entre
les nceuds ne commence pas ensemble. L'algorithme GFP-Growth adopte la méthode
asynchrone : chaque nceud non principal communique avec le nceud principal dés qu'il
termine une sous-tiche, de sorte que le nceud principal peut obtenir des informations
d'autres nceuds dans les délais pour prendre une meilleure décision de répartition de la

charge [16].

3.3.2 Parallel Eclat

Dans Parallel Eclat (Par-Eclat), les données sont en disposition verticale, ce qui se fait

en transformant les données horizontales en liste verticale d'items. Les deux phases de I'Eclat

Paralléle sont données ci-dessous [14] :

Phase d’initialisation : Il y a 3 sous-étapes dans I'étape d'initialisation

1.

Le compte de support pour les 2-itemsets est Iu apres ['étape de prétraitement et tous
les items fréquents ayant le compte >= support minimum sont introduits dans Freq?2.
(Freqk est I'ensemble des k-itemsets fréquents)

L'un ou l'autre des schémas de clustering entre ces deux - la classe d'équivalence ou le
clustering maximum de clique hypergraphe - est appliqué a Freq2 pour produire
l'ensemble des items maximums possibles qui sont ensuite divisés entre tous les
processeurs pour atteindre 1'équilibrage de charge.

La base de données est repartitionnée de fagon a ce que chaque processeur obtienne la

liste des TID de tous les 1- itemsets du cluster qui lui sont affectés.

Phase asynchrone :

Apres la phase d'initialisation, les tid-lists sont accessibles sur le stockage local sur chaque

processeur, de sorte que chaque processeur peut utiliser son cluster maximal assigné pour

générer des items fréquents sans synchronisation avec un autre processeur. Un cluster est

traité complétement avant que le processeur ne passe au cluster suivant.
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3.3.2.1 Récapitulative de I’algorithme Parallel Eclat

Algorithme : Parallel Eclat [14]

S

Créer Freq2 a partir des comptes de support 2-itemset

Produire des clusters a partir de Freq2 en utilisant les classes d'équivalence
Affecter les clusters aux processeurs

Scanner une partie du jeu de données local

Partager les tid-lists appropriées avec les autres processeurs.

Obtenu les tid-lists des autres processors

Pour chaque cluster C trouve les objets fréquemment en utilisant la méthode

Bottom-Up ou la méthode hybride.

3.3.3 Algorithme Dist-Eclat

Dist-Eclat est une méthode en 3 étapes (figure 2.1). Chaque étape peut étre répartie entre

les cartographes pour maximiser I'efficacité [15].

3,

Trouver les items fréquents : Dans cette étape, la base de données verticale est
divisée en sous-bases de données de taille égale appelées shards et distribuée entre
plusieurs mappeurs. Les cartographes extraient les singletons fréquents de leur shard
et les envoient au réducteur. Tous les items fréquents sont rassemblés dans la phase de
réduction.

Génération de k-itemsets fréquents : L'ensemble des k-itemsets fréquents, Freqk, est
généré. Tout d'abord, chaque mappeur se voit attribuer la forme combinée des
ensembles d'items fréquents locaux. Mappers trouver les supersets fréquents de taille k
des items en utilisant l'algorithme d'Eclat et en l'exécutant jusqu'au niveau k. Puis un
réducteur assigne les items fréquents a un nouvel ensemble de Mappers. La
distribution aux cartographes est effectuée en utilisant I'algorithme Round-Robin.

Extraction de sous arbres : Cette étape utilise I'algorithme Eclat pour extraire l'arbre

de préfixes des sous-ensembles assignés. Les sous arbres peuvent étre exploités

indépendamment par les cartographes puisque les sous arbres n'ont pas besoin d'informations

provenant d'autres sous arbres.
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Figure 1. 3 : Eclat sur MapReduce Framework [15].

4. Conclusion

Dans ce premier chapitre, nous avons vu les algorithmes d’extractions d’itemsets
fréquents. En effet, on a donné une réponse a la question posée dans I’introduction de ce
chapitre, nous avons aussi expliqué leur fonctionnement. Dans le prochain chapitre nous

allons étudier I’apprentissage profond (Deep Learning).
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1. Introduction

Comment faire apprendre un ordinateur ? Vous pouvez soit écrire un programme fixe
ou vous pouvez permettre a I’ordinateur d’apprendre par lui-méme. Un étre doté d’une
conscience n’a pas de programmeur qui lui permet d’apprendre ou de développé des
compétences, Ils apprennent par eux-mémes, tout ca sans des connaissances extérieures au
préalable.et peut donc résoudre les problémes mieux que n’importe quel ordinateur
aujourd’hui. Quelles qualités sont nécessaires pour qu’un ordinateur est les mémes
comportements ? [18] Dans ce chapitre nous présentons une étude sur les réseaux de
neurones, ainsi qu’une introduction au Deep Learning, suivie des architectures actuellement

utilisés.
2. Apprentissage automatique

L'apprentissage automatique fait habituellement référence aux changements dans les
systemes qui exécutent des taches associées a l'intelligence artificielle (IA). De telles taches
comprennent la reconnaissance, le diagnostic, la planification, la commande de robot, la
prédiction, etc. Les " changements " pourraient étre soit des améliorations a des systémes déja

performants, soit une synthése de nouveaux systémes [19].

Nous pourrions dire, trés largement, qu'une machine apprend chaque fois qu'elle
modifie sa structure, son programme ou ses données (sur la base de ses entrées ou en réponse
a des informations externes) d'une maniere telle que ses performances futures s'améliorent.
Certains de ces changements, comme l'ajout d'un document a une base de données, se situent
confortablement dans la province d'autres disciplines et ne sont pas nécessairement mieux
compris pour ce qu'on appelle apprentissage. Mais, par exemple, lorsque la performance d'une
machine de reconnaissance vocale s'améliore aprés avoir entendu plusieurs échantillons de la
parole d'une personne, nous nous sentons tout a fait justifiés dans ce cas de dire que la

machine a appris [19].

Les méthodes et techniques d’apprentissage automatique sont divisées en plusieurs
catégories, adoptant chacune d’elle un type d’apprentissage. Ces types d’apprentissage sont

explicités dans ce qui suit :
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2.1. L’apprentissage supervisé

L'apprentissage supervisé ajuste les parameétres du réseau par une comparaison directe
entre la sortie réseau réelle et la sortie souhaitée. L'apprentissage supervisé est un systéme de
rétroaction en boucle fermée, ou l'erreur est le signal de rétroaction. La mesure d'erreur, qui
montre la différence entre la sortie réseau et la sortie des échantillons de I’entrainement La

mesure de l'erreur est habituellement définie par I'erreur quadratique moyenne (EQM).

1 al )
®) E:_ZHyp_j’p“ ’
i p=|

Ou N est le nombre de paires de motifs dans I'ensemble d'échantillons, yp est la partie de
sortie de la p'eme paire de motifs, et "yp est la sortie réseau correspondant a la paire de motifs
p. L'erreur E est calculée a nouveau apreés chaque époque. Le processus d'apprentissage se

termine lorsque E est suffisamment petit ou lorsqu'un critere d'échec est satisfait [20].

2.2. L’apprentissage Non supervisé

L'apprentissage non supervisé n'implique aucune valeur cible. Il essaie d'associer
automatiquement l'information des entrées avec une réduction intrinseque de la
dimensionnalité des données ou de la quantité totale des données d'entrée. L'apprentissage
non supervisé est uniquement basé sur les corrélations entre les données d'entrée, et est utilisé
pour trouver les motifs ou les caractéristiques significatives dans les données d'entrée sans
l'aide d'un enseignant. L'apprentissage non supervisé est particulierement adapté a
l'apprentissage biologique en ce sens qu'il ne dépend pas d'un enseignant et qu'il utilise des

primitives intuitives comme la compétition et la coopération neuronale [20].

2.3. L’apprentissage semi-supervisé

Dans de nombreuses applications d'apprentissage automatique, telles que la bio-
informatique, le web et le texte mining, la catégorisation de texte, le marketing de base de
données, la détection du spam, la reconnaissance des visages et l'indexation vidéo, des

quantités abondantes de données non étiquetées peuvent étre collectées automatiquement.
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Cependant, |'étiquetage manuel est souvent lent, coliteux et sujet aux erreurs. Lorsque seul un
petit nombre d'échantillons étiquetés est disponible, des échantillons non étiquetés pourraient

étre utilisés pour prévenir la dégradation de la performance due a un sur apprentissage.

L'objectif de l'apprentissage semi-supervisé est d'employer une grande collection de
données non étiquetées. Avec quelques exemples étiquetés pour améliorer la performance de
généralisation. Certaines méthodes d'apprentissage semi-supervisé sont basées sur des
hypothéses selon lesquelles relier la probabilité P(x) a la distribution conditionnelle P (Y =
1|X = x). L'apprentissage semi supervisé est lié au probléme de l'apprentissage transductif

[20].
2.4. L’apprentissage par renforcement

L'apprentissage par renforcement est un cas particulier d'apprentissage supervisé, dans
lequel la valeur exacte de la sortie désirée n'est pas connue. L'enseignante ou l'enseignant ne
fournit qu'une évaluation de la réussite ou I'échec d'une réponse. Cela est plus plausible sur le
plan cognitif que l'apprentissage supervisé. Etant donné qu'une réponse correcte et
entierement spécifiée n'est pas toujours a la disposition de I'apprenant ou méme I’enseignant

[20].

Il est fondé uniquement sur l'information permettant de savoir si la sortie réelle est
proche ou non de lestimation. L'apprentissage par renforcement est une procédure
d'apprentissage qui récompense le réseau neuronal pour son bon résultat de sortie et le punit

pour le mauvais résultat de sortie [20].

Le calcul explicite des dérivés n'est pas nécessaire. Ceci, cependant, présente un
processus d'apprentissage plus lent. Pour un systéme de contréle, si le contrdleur fonctionne
toujours correctement apres une entrée, la sortie est jugée bonne ; sinon, elle est considérée
comme mauvaise. L'évaluation de la sortie binaire, appelée renforcement externe, est utilisée

comme signal d'erreur [20].
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3. Les réseaux de neurones artificiels

Les réseaux de neurones artificiels sont communément appelés systémes
connexionnistes , Ces systémes sont capables d’apprendre tout en améliorant progressivement
les performances afin de réaliser différentes tdches en considérant quelques exemples mais
sans programmation spécifique a la tAche [22], par exemple, dans la reconnaissance d’images,
les réseaux de neurones artificiels pourrait facilement apprendre a identifier les images, qui
contiennent des chats simplement en analysant différentes images d’exemple qui ont été
étiquetées manuellement comme des images de chat. Les RNAs utilise en outre ces résultats

d’analyse afin d’identifier les chats dans d’autres images obtenues.

Les RNAs sont couramment utilisés dans différentes applications en particulier lorsque
c’est difficile d’utiliser la programmation basée sur des régles avec un algorithme traditionnel
[22]. Généralement, les neurones sont organisés en couches. Il est noté que les différentes
couches on la capacité d’effectuer différents types de transformations quand il s’agit de leurs
entrées. Les signaux partent de I’entrée initiale a la derniére couche appelée sortie, en

générale apres avoir traversé ces couches plusieurs fois.

Le but ultime des réseaux de neurones artificiels est de résoudre différents problémes
exactement de la méme maniére qu’un cerveau humain [21]. Le modéle le plus simple qui
illustre le fonctionnement d’un réseau de neurones est le perceptron, qui est un réseau
composé d’une seule couche, Notons I’existence de réseaux de neurones a multiple-couches
dits “acycliques” feedforward neural network. Dans ce réseau particulier, les différentes
données ne peuvent se déplacer que dans une seule direction qui est ’avant. L’information est
transférée de I’entrée a travers des nceuds cachés et finalement aux nceuds de sortie. Il n’y a

aucun cycle formé dans cette structure.
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3.1. Définition d’un neurone

Un neurone, est une fonction algébrique non linéaire et bornée, dont la valeur dépend
de parametres appelés coefficients ou poids. Les variables de cette fonction sont
habituellement appelées « entrées » du neurone, et la valeur de la fonction est appelée « sortie
». Un neurone est donc avant tout un opérateur mathématique, dont on peut calculer la valeur
numérique par quelques lignes de programme informatique. Il est trés rarement réalisé
physiquement sous la forme d'un objet (circuit électronique par exemple). Il est cependant

pratique de le représenter graphiquement [23].

Figure 2. 1 : Représentation graphique d'un neurone [23].

3.2. Définition des réseaux de neurones

Un neurone réalise une fonction non linéaire de ses entrées. Ces derniéres peuvent étre
les sorties d'autres neurones : on réalise ainsi un réseau de neurones, qui n'est donc rien d'autre

que la composition de fonctions non linéaires élémentaires constituées par les neurones
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individuels. La maniére dont on «relie » entre elles les sorties des neurones aux entrées

d'autres neurones définit I'architecture du réseau [23].

3.3 Fonction d’activation

Les fonctions d'activation sont une composante extrémement importante des réseaux
de neurones artificiels. IIs décident si un neurone doit étre activé ou non. Si l'information que

le neurone regoit est pertinente pour l'information donnée ou si elle doit étre ignorée [48].
Y = Activation (3 (w x X) + b)
W : poids
X : entrée
B : biais
Les fonctions d'activation peuvent étre divisées en 2 types :

1) Fonction d'activation linéaire
La fonction est une ligne ou linéaire Par conséquent, la sortie des fonctions ne
sera pas confinée entre n'importe quelle range.
Equation: f(x) =x

Range: (-c0, +00)

Cela n'aide pas avec la complexité ou les divers paramétres des données habituelles

qui sont introduites dans les réseaux de neurones [49].
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linear(x)

Deep Learning

Linear Function

3

Figure 2. 2 : Fonction d’activation linéaire [49].

1) Fonction d'activation non linéaire

Les fonctions d'activation non linéaire sont les fonctions d'activation les plus

utilisées. Il permet au modele de généraliser ou de s'adapter a une variété de données

et de différencier les résultats [10].
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Figure 2. 3 : Fonction d'activation non linéaire [49].
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Figure 2. 4 Fonctions d’activation [50].

3.4. Les limitations des réseaux de neurones classiques

La convergence est I'un des plus grands problémes du perceptron. Frank Rosenblatt a
prouvé mathématiquement que la regle d'apprentissage perceptron converge si les deux
classes peuvent étre séparées par un hyperplan linéaire, mais des problemes surgissent si les

classes ne peuvent pas étre séparées parfaitement par un classificateur linéaire [24].
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Figure 2. 5 : Données linéaire vs données non linéaire [38].

4. Apprentissage profond

Le Deep Learning ou L’apprentissage profond est un domaine relativement nouveau
de méthodes plus larges d’apprentissage automatique et de recherche, qui a été introduit
principalement dans le but de rapprocher la recherche en apprentissage automatique de
I’intelligence artificielle. Les méthodes d’apprentissage profond consistent essentiellement a
apprendre de grandes représentations de données ou, en d’autres termes, a apprendre des

algorithmes de réseau neuronal [22].

Il convient de noter que I’apprentissage profond pourrait étre effectué dans trois variétés
supervisé, non supervisé¢ ainsi que [’apprentissage profond semi-supervisé [4]. De
nombreuses interprétations d’apprentissage profond sont basées sur divers traitements de

I’information et différents modéles de communication.

Les chercheurs en apprentissage profond se consacrent également a la création de
systeémes capables d’apprendre diverses représentations d’apprentissage profond a partir de
grandes collections de données ou de données volumineuses. Diverses structures
d’apprentissage profond, y compris les réseaux de neurones profonds comme le convolutional
neural networks sont largement utilisées dans différents domaines, y compris la
reconnaissance de la parole, reconnaissance audio, traduction automatique de traitement de

langage neuronal, filtrage de réseaux sociaux et autres.
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L’apprentissage profond fait partie d’une plus grande famille d’apprentissage
automatique, et les techniques d’apprentissage profond comprennent une cascade contenant

de nombreuses couches d’unités cachées et en arriére-plan qui sont représentées de manicre

non linéaire.

Pour résumer I’apprentissage profond nous pouvons simplement dire que les méthodes
d’apprentissage profond utilisent différentes unités de couche et que I’apprentissage supervisé
et non supervisé de diverses représentations d’entités de données est représenté dans chacune

de ces couches. Leur composition dépend principalement du probléme qui va étre résolu [18]

[22] [25].
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Figure 2. 6 : Différence entre “Neural network” et “Deep neural network” [42].

4.1. Différence entre intelligence artificiel Deep Learning et Machine

Learning

1. Intelligence Artificiel

Créée en 1956 par John McCarthy, I'intelligence artificielle fait appel a des machines
capables d'accomplir des tiches caractéristiques de l'intelligence humaine. Bien que
cela soit plutdt général,
compréhension du langage, la reconnaissance des objets et des sons, l'apprentissage et

la résolution de problemes [43].

cela inclut des choses comme la planification,
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On peut classer I'TA en deux catégories, générale et étroite. L'IA générale aurait toutes
les caractéristiques de I’intelligence humaine, y compris les capacités mentionnées ci-
dessus. L'intelligence artificielle étroite présente certaines facettes de l'intelligence
humaine, et peut trés bien faire cette facette, mais elle fait défaut dans d'autres
domaines. Une machine qui reconnait trés bien les images, mais rien d'autre, serait un

exemple d'IA étroite [43].

Machine Learning

Au fond, l'apprentissage automatique n'est qu'un moyen d'atteindre I'TA. Arthur
Samuel a inventé la phrase peu de temps apres Al, en 1959, la définissant comme " la

capacité d'apprendre sans étre explicitement programmé ". Vous pouvez obtenir I'TA
sans utiliser I'apprentissage automatique, mais cela nécessiterait la construction de

millions de lignes de codes avec des régles et des arbres de décision complexes [43].

Au lieu de coder des logiciels avec des instructions spécifiques pour accomplir une

n n

tache particuliére, l'apprentissage automatique est une fagon de " entrainer " un
algorithme afin qu'il puisse apprendre comment. " L'entrainement " consiste a fournir
d'énormes quantités de données a l'algorithme et a permettre a 1'algorithme de s'ajuster

et de s'améliorer [43].

Deep Learning

L'apprentissage profond est I'une des nombreuses approches de I'apprentissage
automatique. D'autres approches comprennent l'apprentissage par arbre de décision, la
programmation logique inductive, le clustering, I'apprentissage par renforcement et les

réseaux bayésiens, entre autres [43].

L'apprentissage profond a ét€ inspiré par la structure et la fonction du cerveau, a savoir
l'interconnexion de nombreux neurones. Les réseaux de neurones artificiels (RNA)

sont des algorithmes qui imitent la structure biologique du cerveau [43].

Dans les RNA, il y a des "neurones" qui ont des couches discrétes et des connexions a
d'autres "neurones". Chaque couche choisit une caractéristique spécifique a apprendre,

comme les courbes/bords dans la reconnaissance d'image. C'est cette superposition qui
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donne a I'apprentissage profond son nom, la profondeur est créée en utilisant plusieurs

couches plutot qu'une seule couche [43].
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Figure 2. 7 : Différence entre intelligence artificiel deep learning et machine learning [42].
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Figure 2. 8 : Différence entre le Deep Learning et le Machine Learning [44].
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4.2. Historique

Les réseaux de neurones artificiels existent depuis longtemps. Leur application a été
historiquement appelée cybernétique (années 1940-1960), connexionnisme (années 1980-
1990), puis en tant qu'apprentissage profond vers 2006, lorsque les réseaux de neurones ont
commenceé a s'approfondir. Mais ce n'est que récemment que nous avons vraiment commencé

a gratter la surface de leur plein potentiel [46].

Comme le décrit Andrej Karpathy, il y a généralement "quatre facteurs distincts qui freinent

le deep learning [45] :

1. Puissance de calcul (la plus évidente : loi de Moore, GPU).

2. Données (sous une bonne forme, c’est-a-dire pas seulement quelque part sur Internet -
par exemple ImageNet).

3. Algorithmes (recherche et idées, par exemple. Backpropagation, Gradient descent).

4. Infrastructure (software, Linux, Git, AWS, TensorFlow, café, theano etc.).

Au cours de la derni¢re décennie environ, le plein potentiel de I'apprentissage profond est
finalement débloqué par les progres réalisés dans les facteurs (1) et (2), ce qui a conduit a

d'autres percées pour les facteurs (3) et (4) [45].

MACHINE
EARNING

- DEEP
K% LEARNING

1950's 1960°s 1970's 1980’s 1990°s 2000's 2010's

Figure 2. 9 : Historique de deep learning [47].
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4.3. Domaines d’application

L'apprentissage profond est en train de transformer le monde dans pratiquement tous
les domaines. Voici quelques exemples des choses incroyables que l'apprentissage en

profondeur peut faire

e Voitures auto-conduit

Les voitures qui s'auto-conduisent dépendent de l'apprentissage profond pour
des tiches visuelles comme la compréhension des panneaux routiers, la

détection des voies et la reconnaissance des obstacles [46].

Drive.ai offrira un service d'auto-conduite pour utilisation publique a Frisco,

Texas, a partir de juillet 2018 [51].

e Traduction automatique

La traduction automatique existe depuis longtemps, mais l'apprentissage
profond permet d'obtenir les meilleurs résultats dans deux domaines
spécifiques [52] [53] [54] :

= Traduction automatique de texte.

= Traduction automatique des images.

e C(lassification et détection d'objets dans les photos

Des résultats de haute qualité ont ¢été obtenus sur des exemples de
benchmarking de ce probléme en utilisant de trés grands réseaux de neurones
convolutionnaires. Une percée dans ce probléme par Alex Krizhevsky [55] des
résultats sur le probléme de classification d'ImageNet appelé AlexNet [56]
[57].

4.4. Réseaux de neurones profonds

Les réseaux de neurones profonds sont principalement des paradigmes remarquables

d’inspiration biologique qui permettent a n’importe quel ordinateur d’apprendre une large

49



Chapitre 11 Deep Learning

gamme d’informations utiles et pertinentes simplement en observant différentes données.
L’apprentissage profond et les réseaux de neurones fournissent actuellement les meilleurs
exemples de la qualité des données. Ils fournissent également les meilleures solutions
possibles a divers problémes dans différents domaines, y compris le traitement du langage

naturel, la reconnaissance de la parole et de I’image, ect [22].

Les réseaux de neurones sont congus pour nous aider a classer et a regrouper une grande
quantité de données. En d’autres termes, pensez aux réseaux de neurones comme couche de
classification et de clustering qui sont placés au-dessus des données qui seront gérées et
stockées. Les réseaux de neurones sont également congus pour aider a regrouper diverses
données non étiquetées en fonction de certaines similitudes existant dans différentes

collections de données [26].

On peut également dire que les réseaux de neurones extraient diverses caractéristiques
de données qui sont transmises a différents algorithmes pour une classification et un
regroupement plus poussés. Il faut penser au réseau de neurones en tant que divers
composants de la plus grande famille de modéles et d’applications d’apprentissage
automatique. Les réseaux de neurones impliquent différents algorithmes congus pour la
régression des données, la classification des données et le renforcement de I’apprentissage

profond [26].

Les techniques d’apprentissage en profondeur sont également capables de nous fournir
une approximation de la fonction entre n’importe quelle entrée possible et n’importe quelle
sortie potentielle. Nous devons juste supposer que les entrées et les sorties sont liées via ung=

o

y
O L

certaine corrélation [26].

Il y’a plusieurs type des réseaux de neurones profonds.
4.4.1. Réseaux de neurones convolutionnels

Les réseaux de neurones a convolution sont utilisés dans 1’apprentissage en profondeur
non supervisé. Ces techniques d’apprentissage étaient, en fait, le premier modéle artificiel
utilisé pour la reconnaissance afin d’atteindre une grande performance dans diverses tiches
[27]. Les réseaux de neurone a convolution sont créés afin de traiter diverses données qui sont

sous la forme de tableaux numériques, par exemple, une image colorée qui est composée de
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trois tableaux bidimensionnels qui contiennent également différentes intensités de pixel dans
ces trois couches de couleur [28]. Derriére le réseau de neurone a convolution, il y a quatre

idées fondamentales :
A. Etape de convolution

Le but principal de Convolution est d’extraire des caractéristiques de la donnée
d’entrée. Par exemple une image en couleur qui contient 3 couches devra passer pas
un traitement a convolution qui consiste a faire glisser un filtre ou bien le détecteur de
caractéristiques (Feature detector) sur I’image d’origine pixel par pixel. On calcule la
multiplication par éléments (entre les deux matrices) et on ajoute les sorties de
multiplication pour obtenir ’entier final qui forme un seul élément de la matrice de

sortie qui est appeler ‘Convolved Feature’ ou ‘Feature Map’ [28].
B. Non linéarité (Relu)

Une opération supplémentaire appelée ReLU est utilisée aprés chaque
opération de convolution, ReLU signifie unité linéaire rectifiée et est une opération

non linéaire.sa formule de sortie est : Sortie =Max (Zéro, Entré).

input data RelU

05 /

1

Figure 2. 10 : Relu Non-Linéarité [28].

ReLU est une opération appliquer par pixel et remplace toutes les valeurs de pixels négatifs

dans la Feature map par zéro ().le but de ReLu est d’introduire la notion de non-linéarité,
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puisque la plupart des données du monde réel que nous voudrions que notre convolutional

network apprenne serait non-linéaire [28].
C. Couche Pooling

L’étape Pooling réduit la dimensionnalité de chaque Feature Map mais
conserve les informations les plus importantes. Les deux forme les plus utiliser sont le
‘Average Pooling’ qui consiste a faire la moyen des valeurs de la zones, ou bien ‘Max
Pooling’ qui prend I’élément le plus grand de la Feature Map. Le Pooling rend les
représentations d’entrée plus petites et plus faciles a gérer. Il réduit aussi le nombre de

parametres et de calculs dans le réseau, controlant ainsi le sur-apprentissage [28].
max pooling
20|30

T QEEd
12 ]

201 30| 0
8 121 2|0

34|70} 37| 4
112/100f 25| 12

average pooling

Figure 2. 11 : Etape Max/average Pooling [27].

D. Couche Fully Connected

La couche Fully Connected est configurée exactement comme son nom
’indique : elle est entierement connectée a la sortie de la couche précédente. Une
couche enticrement connectée prend tous les neurones de la couche précédente
(qu’elle soit entierement connectée, en pool ou convolutionnelle) et la connecte a

chaque neurone qu’elle possede [28].
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4.4.2. Réseaux de neurones récurrents (RNN)

L’idée général derricre les réseaux de neurones récurent est d’utiliser des informations
séquentielles. Dans un réseau neuronal traditionnel, nous supposons que toutes les entrées (et
sorties) sont indépendantes les unes des autres. Mais si on veut prédire le mot suivant dans
une phrase, on doit savoir quels mots sont antérieurs. Les RNN sont appelés récurrents car ils
effectuent la méme tache pour chaque élément d’une séquence, avec la sortie étant

dépendante des calculs précédents [29]. Voici a quoi ressemble un RNN typique :

Recurrent network

l !
’

N output layer

input layer \ Y (class/target)
hidden layers: “deep” if > 1

Figure 2. 12 : Architecture d’un réseau de neurones récurrents [41].

4.4.2.1. Réseaux récurrents a longue mémoire a court terme (LSTM)

Les LSTM sont inspirés des RNN, contrairement a eux, les LSTM implémentent
spécifiquement Des "cellules de mémoire" qui ont la capacité de stocker de la mémoire pour

de plus longues périodes de temps [29].

Les LSTM contiennent des informations en dehors du flux normal du réseau récurrent
dans une cellule ‘gated’. Les informations peuvent étre stockées, écrites ou lues dans une
cellule, comme les données de la mémoire d’un ordinateur. La cellule prend des décisions sur
ce qu’il faut stocker, et quand autoriser les lectures, les écritures et les effacements, via des
portes qui s’ouvrent et se ferment. Contrairement au stockage numérique sur ordinateur, ces
portes sont analogiques, implémentés avec une multiplication par sigmoids, qui sont toutes

dans la plage de 0-1 [30].
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Ces portes agissent sur les signaux qu’elles recoivent et, comme les nceuds du réseau de
neurones, elles bloquent ou transmettent des informations basées sur leur force et leur
importation, qu’ils filtrent avec leurs propres ensembles de poids. Ces poids, comme les poids
qui modulent les états d’entrée et les états cachés, sont ajustés via le processus
d’apprentissage des réseaux récurrents. C’est-a-dire que les cellules apprennent a autoriser les
données a entrer, a quitter ou a étre supprimées au cours du processus itératif consistant a faire

des suppositions, des erreurs de rétropropagation et a ajuster les pondérations [30].

Inputs: outputs: Nonlinearities: Vector operations:
Input vector { » Memory from ‘ O.—l Sigmoid () Element-wise
3 ' current block ¥ ) multiplication
Memory from | . Outputof Hyperbolic ‘ o i Element-wise
S previous block ! current block tangent _— Summation /
= == Concatenation
\ Output of
previous block Bias: ()

Figure 2. 13 : Architecture d’un LSTM [39].

4.4.2.2. Réseau récurrent a portes (Gated Recurrent Unit -GRU-)

Un réseau récurent a portes est une variation d’un réseau de neurones récurent, il utilise
également des unités de controle pour moduler le flux d’informations & I’intérieur de 1’unité,

mais sans cellules de mémoire, les portes d’entrée et d’oubli fusionne pour devenir une
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(update gate). Et enfin la porte de sortie est remplacée par une porte de réinitialisation (reset
gate) [31].

LSTM, c’est que GRU a I’avantage d’étre moins lourde en calculs car possédant moins
de paramétres et d’équations, mais elle a des performances équivalentes au modéle LSTM de

base. [31].
Feed-forward unit Simple recurrent unit Gated recurrent unit (GRU)

input input input

" 9 r fi
ﬁ !1

’, e,

f
i |
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|
|
|

| I
{ \ |

Figure 2. 14 : Réseau récurrent a portes [40].

4.4.3. Generative Adversarial Networks (GAN)

L'idée derriere les GAN est que nous avons deux réseaux, un générateur et un
discriminateur, en concurrence entre eux. Le générateur génére de fausses données pour les
transmettre au discriminateur. Le discriminateur voit également des données réelles et prédit
si les données qu'il regoit sont réelles ou fausses. Le générateur est entrainé pour tromper le
discriminateur, il veut produire des données qui se rapprochent le plus possible des données
réelles. Et le discriminateur est entrainé pour savoir quelles données sont vraies et lesquelles
sont fausses. Ce qui finit par se produire, c'est que le générateur apprend a générer des
données qui ne peuvent pas étre distinguées des données réelles par rapport au discriminateur

[32].
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e Le générateur

L'entrée dans le générateur est une série de nombres générés aléatoirement appelés
échantillons latents. Une fois entrainé, le générateur peut produire des images a partir

d'échantillons latents [33].

e Le discriminateur

Le discriminateur est un classificateur entrainé en utilisant l'apprentissage supervisé. Il

classe si une image est réelle (1) ou non (0) [33].

Training Data

0
DEIDA
gEaan KA.

| Discriminator e

0 (Fake)

Latent Samiple

Generator

Figure 2. 15 : Generative Adversarial Networks [33].

4.4.4. Les Autoencoders

Un autoencoder est un algorithme de compression de données. C’est un réseau de
neurones entrainé pour copier son entrée vers sa sortie. Une couche cachée décrit le code
utilisé pour représenter l'entrée, il mappe l'entrée vers la sortie a l'aide d'un code de
représentation compressé [70].
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Figure 2.16 : Architecture d'un autoencoder.

Les couches successives détectent des motifs dans les données d'entrée et les utilisent
pour générer une représentation encodée des données. Le décodeur correspondant prend des
encodages et tente de reconstruire les entrées originales [69].

4.4.4.1 Différence entre les autoencoders et la compression des données

Les autoencoders sont spécifiques aux données :

@]

(©]

Ils ne peuvent comprimer que des données similaires a celles sur lesquelles ils
ont été entrainés [70].

Font des suppositions générales sur les données, mais pas sur les types
spécifiques exemple : .mp3 .png .mp4 [70].

Par exemple un autoencoder pour des images de chats aurait du mal a
compresser des images d'arbres parce que les caractéristiques qu'il aurai

apprises seraient spécifiques aux chats [70].

Les autoencoders subissent des pertes :
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o Ce qui signifie que les sorties décompressées seront dégradées par rapport aux
entrées originales [70].

e Les autoencoders apprennent des caractéristiques significatives sur les données.

4.4.4.2 Structure générale d'un autoencoder

Un autoencoder est un réseau de neurones qui est entrainé a essayer de copier son entrée
vers sa sortie il a une couche cachée /& qui décrit un code utilisé pour représenter I'entrée. Le
réseau peut étre considéré comme étant composé de deux parties [70] :

e Une fonction codeur & = f(x)

e Décodeur qui produit une reconstruction r = g(h)

Cette architecture est présentée dans la figure 4.4. Si un autoencoder réussit a apprendre
simplement a établir g (f (X)) = x partout, alors ce n'est pas particuliérement utile. Au lieu
de cela, les autoencoders sont congus pour étre incapables d'apprendre a copier parfaitement.
Habituellement, ils sont restreints d'une maniére qui leur permet de ne copier
qu'approximativement et de ne copier que les données d'entrée qui ressemblent aux données
de leur entrainement. Comme le modele est forcé de prioriser les aspects de l'entrée qui
doivent étre copiés, il apprend souvent les propriétés utiles sur les données [70].

X | ————)| h oy | X
input f(X) hidden g(X) output

Figure 2. 17 : La structure générale d'un autoencoder. Le mappage d'une entrée x a une sortie.
(Appelée reconstruction) r par une représentation interne ou un code h. L'autoencoder a deux
composantes : le codeur f (mappage de x a h) et le décodeur g (mappage de h ar)

4.4.4.3 variantes de ’autoencoder

4.4.4.3.1. Vanilla Autoencoders

Les autoencoders sont un type spécifique de réseaux de neurone, ol I'entrée est identique
a la sortie. Ils compressent I'entrée en un code en dimensions inférieures et reconstruisent
ensuite la sortie a partir de cette représentation. Le code est un "résumé" ou "compression"

compact de I'entrée, également appelé représentation d'espace latent.
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Un autoencoder se compose de 3 composants : encoder, code et décoder. L’encoder
compresse l'entrée et produit le code, le décoder reconstruit ensuite l'entrée en utilisant

uniquement ce code [34].

Encoder Decoder

[nput Code Output

Figure 2. 18 : Architecture d'un vanilla Autoencoder [34].

4.4.4.3.2. Variational Autoencoders (VAE)

Les Variational Autoencoders (VAE) ont une propriété fondamentalement unique qui les
sépare des vanilla Autoencoders, et c'est cette propriété qui les rend si utiles pour la
modélisation générative : leurs espaces latents sont, de par leur conception, continus,

permettant un échantillonnage et une interpolation aléatoires faciles [35].

Il atteint cet objectif en faisant quelque chose qui semble d'abord assez surprenant :
rendre son codeur non sorti d'un vecteur de codage de taille n, mais plutét, sortie de deux

vecteurs de taille n : un vecteur de moyens, . et un autre vecteur d'écarts-types, ¢ [35].

Figure 2. 19 : Exemple d'un autoencoder [35].
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4.4.4.3.3 Denoising Autoencoders

Les autoencoders automatiques sont des réseaux de neurones qui sont couramment
utilisés pour la sélection et I'extraction de caractéristiques. Cependant, lorsqu'il y a plus de
nceuds dans la couche cachée qu'il n'y a d'entrées, le réseau risque d'apprendre la fonction dite
"Identity Function", également appelée "Null Function", ce qui signifie que la sortie est égale

a 'entrée, marquant I'Autoencodeur inutile [36].

Denoising Autoencoders résoudre ce probléme en corrompant les données a dessein en
tournant au hasard certaines des valeurs d'entrée a zéro. En général, le pourcentage de nceuds
d'entrée qui sont mis a zéro est d'environ 50 %. D'autres sources suggérent un compte plus
bas, comme 30%. Cela dépend de la quantité de données et des nceuds d'entrée dont vous

disposez [36].

Encoder |~ Decoder

Compressed

representation Denoised image

Noisiy input

The feature we want to
extract from the image

Figure 2. 20 : Denoising Autoencoder [37].

5. Concepts de deep learning

e Le gradient
Le gradient est la dérivée partielle d'une fonction qui prend plusieurs vecteurs et
fournit une valeur unique (les fonctions de colit dans les réseaux de neurones). Si nous

augmentons les variables d'entrée (I’entrée et les poids de réseau) le gradient nous
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indiquera dans quelle direction aller sur le graphe pour augmenter notre sortie. Puisque
nous souhaitons diminuer notre fonction de cofit nous utilisons le gradient et allons

dans la direction opposée [81].

Figure 2. 21 : Visualisation du gradient. Les fleches rouges représentent le gradient de
la fonction tracée en bleu [81].
o Backpropagation (Rétropropagation)
La rétropropagation est une méthode efficace pour calculer les gradients dans les
graphes de computations, comme les réseaux de neurones. Ce n'est pas une méthode
d'apprentissage, mais plutdt une forme de calcul qui est souvent utilisée dans les
méthodes d'apprentissage. Il s'agit en fait d'une simple implémentation de la régle de
la chaine des dérivés, celle-ci donne simplement la possibilité de calculer toutes les
dérivées partielles requises dans un temps linéaire en termes de taille du Graphe, alors
que les approches naives le calculer de gradient se développeraient exponentiellement

par rapport a la profondeur du réseau [83].

e Vanishing Gradient (Disparition des gradients)
Lorsque nous faisons la rétropropagation, c'est-a-dire en reculant dans le réseau et en

calculant les gradients de la fonction de coiit (erreur) par rapport aux poids, les
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Error

gradients tendent a devenir de plus en plus petits a mesure que nous continuons a
reculer dans le réseau. Cela signifie que les neurones des couches antérieures
apprennent trés lentement par rapport aux neurones des couches ultérieures de la
Hiérarchie. Les couches antérieures du réseau sont les plus lentes a s’entrainer.

C'est donc ce que le probléme de la disparition de gradient fait & notre modeéle. Le
processus d’entrainement prend trop de temps et la précision de prédiction du modéle
diminuera [84].

Gradient Descent

C’est un algorithme d'optimisation qui vise a minimiser certaines fonctions de cofit en
fonction du gradient de cette fonction. Des itérations successives sont employées pour
s'approcher progressivement d'un minimum local ou global de la fonction de cotit. La
figure ci-dessous montre un exemple du « Gradient descent» fonctionnant dans une

seule dimension [82].

¥

W

Figure 2. 22 : Visualisation du ‘gradient descent’ en fonctionnement [82].

Overfitting (Sur apprentissage)

Le mot overfitting fait référence & un modéle qui apprend par cceur les données
d'entrainement. Au lieu d'apprendre la distribution générale des données, le modéle
apprend la sortie attendue pour chaque point de données et c’est pour cette raison que
le modele ne pourra pas prédire par rapport a des données généralisées

La difficulté réside dans le fait qu'a premiére vue, il peut sembler que le modéle

fonctionne correctement parce qu'il comporte une trés petite erreur sur les données
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d'entrainement. Cependant, dés qu’on lui demande de prédire de nouveaux points de

données, il va échouer [85].

a4 | OVERFITTING | 4 OPTIMUM

Figure 2. 23 : Exemple d’overfitting [86].

6. Conclusion

Dans ce chapitre nous avons introduit I’apprentissage et exposé la différence entre les
réseaux de neurones classiques et |’apprentissage profond, nous avons décrit les différentes
architectures des réseaux de neurones profonds et leur principe d’utilisation, pour pouvoir

expliquer dans le chapitre suivant le choix de la structure utilisé.

63



Chapitre 111

Extraction des motifs fréquents
basée sur les réseaux de neurones
artificiels



Chapitre 111 Extraction des motifs fréquents basée sur les réseaux de neurones artificiels

1. Introduction

Contrairement a d'autres sujets de recherche du Deep Learning et de Data Mining,
particulierement I’extraction des itemsets fréquents, dans lesquels la littérature est si vaste, le
manque de travaux de recherche est une propriété du sujet qu’on va I’aborder qui est
’extraction des itemsets fréquents en utilisant le Deep Learning. Néanmoins, un résumé de la
petite littérature disponible qui parle de quelques travaux un peu proches de ce sens est

présenté dans ce chapitre.

2. Extraction des motifs fréquents basées sur les réseaux de neurones

artificiels

A notre connaissance, Sallans est le premier a explorer I’utilisation des réseaux de
neurones pour I’extraction des régles d’association [58]. Dans ce travail, il a utilisé les
techniques non supervisées d’Analyse Factorielle et un Mélange de modéles gaussiens pour
son étude. Ce travail a li¢ les réseaux de neurones artificiel et régles d’association en raison du
fait que les régles de classification peuvent étre générées a partir des ANNs (Artificial neural
network) pour la classification. Les séries de transactions ont été simulées et basées sur
certains modeéles sous-jacents, ce qui pourrait ou ne pourrait pas étre corrélé, et avec l'ajout

d'un peu de bruit.

La conclusion de cette étude a rapporté que si le modeéle AF ne pouvait jamais converger
avec les données de RA, et qu'aucune raison claire n'a été trouvée pour un tel comportement,
le réseau MGM a montré qu'il est capable d'apprendre les modéles de graines utilisés pour

générer les transactions avec bruit.

La littérature fait plus référence a [’utilisation d’un réseau de neurone pour la

classification des regles d’association que I’extraction des itemsets.

Par exemple Gupta [60] dans son article présente une nouvelle métrique de distance
pour classer les régles d’association. Basé sur cette métrique de distance, il propose une
nouvelle technique de clustering. Il intégre les distances en utilisant la mise a I'échelle
multidimensionnelle et regroupe les points résultants dans un espace euclidien en utilisant un

self-organizing map (qui est un type de réseau de neurone artificiel) [60].

Au final méme si son travail consistait & proposer une nouvelle métrique de distance
pour regrouper les reégles d'association et non I’extraction des régles, ’utilisation d’un réseau

de neurone (SOM) fait partie de la méthodologie de regroupement proposée.
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2.1 Feed Forward Neural Network Algorithm pour ’extraction des motifs
fréquents

En 2010 Amit et Bhagat [61] ont proposé un algorithme appelé Apriori-Feed Forward
(AFF). Cet algorithme a pour but de combiner les avantages de l'algorithme Apriori et de la

structure du réseau neuronal.

L’approche qu’ils ont proposée commence par la préparation du réseau de neurone en
fonction du nombre maximal d'éléments présents dans I'ensemble de données.et ensuite suivie
d’une étape d’analyse ; la premiére transaction de I’ensemble des données est analysée pour
trouver les élément fréquents F1, puis le réseau de neurone est mis a jour pour trouver les F2,
F3 et ainsi de suite [61]. Enfin, le réseau neuronal construit est exploité par l'algorithme

Apriori-FeedForward.

Dans cet algorithme, un réseau neuronal Feed Forward complet est préparé en fonction
du nombre maximum d'éléments présents dans les ensembles de données. La premiére couche
du réseau constitue I’item fréquent 1, la deuxiéme couche représente les combinaisons de 2
items sets fréquent jusqu'a I’obtention d'une couche finale qui est un neeud unique comprenant
tous les éléments présents dans les ensembles de données. Chaque couche n + 1 est une
combinaison de I'élément n par rapport a tous les autres éléments présents dans cette

couche.la figure ci-dessous représente la structure de données des nceuds dans ce réseau [61].

I f1

12| fi12
2 0 <

1113] f13
13 £3

Figure 3. 1 : Structure de données des nceuds dans le réseau neuronal FeedForward [61].
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2.2 Mining Frequent Itemsets without Candidate Generation using Optical
Neural Network

Quant a Divya Bhatnagar [62], ils proposent une technique d’extraction d’ensemble
d’items fréquents dans de grandes bases de données en utilisant un modéle de réseau de
neurones physique. Ils se focus sur la facon dont le modéle peut étre utile pour générer des
modeles fréquents pour diverses applications. L’objectif de cet article est de trouver un moyen
rapide, polyvalent et adaptatif en utilisant un réseau neuronal optique (ONN) [62].

Dans les réseaux de neurones optiques, les neurones sont interconnectés avec des
faisceaux lumineux. Aucune isolation n'est requise entre les chemins de signaux. Les rayons
lumineux passent entre eux sans entrelacement. La densité du trajet de transmission n'est
limitée que par I'espacement des sources de lumiére, 'effet de divergence et l'espacement des
détecteurs. Par conséquence, tous les chemins de signaux fonctionnent simultanément, ce qui
se traduit par un vrai débit de données [63]. Les forces des poids sont stockées dans des
hologrammes a haute densité et peuvent étre modifiés pendant 1'opération pour produire un

systeéme entierement adaptatif [63].

Comme de nombreux k-itemsets doivent étre extraits en paralléle, plusieurs neurones
sont nécessaires pour former une couche, donc il établit un réseau de neurones a propagation
en avant a S neurones, ou chacune des entrées R est connectée a chacun des neurones et la

matrice de poids a S lignes [62].
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Figure 3. 2 : Une architecture monocouche d'un réseau homogéne a propagation a I'avant
[62].

Chaque élément du vecteur d'entrée p est connecté a chaque neurone a travers la matrice
de poids W. Chaque neurone a une fonction de transfert et une sortie a;.La différence par
rapport a d’autre réseau a propagation a I’avant est que tous les neurones ont la méme
fonction de transfert. De tels réseaux neuronaux sont communément appelé homogénes et ils
conviennent le mieux aux réalisations optoélectroniques [64]. Afin de trouver le support des
items, la présence d'un élément dans toutes les transactions doit étre résumée. La présence ou
l'absence d'un élément dans une transaction est représentée par 1 ou 0 qui est stocké en tant
quez poids dans la matrice de pondération. En optique les valeurs de lumiére peuvent étre
numérisé en binaires [65]. Dans ce modé¢le, le vecteur d'entrée P est constitué de tous les 1, c.-
a-d. P=]1 111 ..... 1] comme 1 multiplié par 1 ou 0 donne le méme résultat indiquant la

présence ou l'absence d'un item.

Notre compréhension du sujet n’est pas précise, du fait que ce soit du domaine électro-
optique et qui contient beaucoup d’information relative a des interactions avec des
composants électroniques. Nous essayons de résumé I’article sans rentrer dans les détaille

concernant ces COlT]pOS&l’lt.
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Les trois composants matériels les plus élémentaires d'un systéme de traitement
d'informations optiques sont une source, un modulateur et un détecteur [62]. Les lasers sont
une source d'illumination les plus communément utilisé car ils sont mathématiquement plus
simples a comprendre [66]. Les fonctions logiques exécutées sont la multiplication et
I'addition qui peuvent étre implémentées en utilisant des modulateurs de lumiére spatiale
(Spatial Light Modulators -SLMs-) [62]. Les SLM comprennent les films photographiques et
des dispositifs électro-optiques, ce sont des masques optiques contrdlés a l'aide d'électrodes
[67].

SLM (40%) SLM (10%)
~
~ 1 | al
i

multiplication

Figure 3. 3 : Implémentations optique des multiplications et addiction [62].

La multiplication a lieu grace un équilibrage du voltage appliqué qui rend le SLM plus
sombre ou réduit la quantité de lumicre projetée sur un SLM. L'addition de signaux optiques
est réalisée en réduisant deux signaux lumineux a un en utilisant des lentilles, des prismes ou
d'autres dispositifs capables de traiter les rayons lumineux. Pour effectuer une multiplication
de vecteur matriciel, ils utilisent un SLM qui est divisé en champs R * S [62]. L'obscurité
dans chaque champ est maintenue constante a sa valeur numérique, c'est-a-dire, 1 ou 0 selon

les poids appliqués. Le vecteur d'entrée est projeté sur le SLM.
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Figure 3. 4 : Multiplication matrice-vecteur avec masque SLM [62].

Si la lumiére passe a travers de nombreux SLM disposés en pile, une chaine de
multiplications peut étre calculée instantanément et I'intensité de la lumiére est déterminée
proportionnellement au produit de la ration d'obscurité des SLMs. Afin d'obtenir le nombre de
support de deux ou plusieurs itemsets, plusieurs SLM sont disposés et la sortie est obtenue
sous la forme de lumiére sortante [67]. Le seuil peut étre calculé et implémenté

électroniquement ou optiquement [65].

La procédure qu’ils proposent se fait en trois étapes. Tout d’abord I’installation et la
configuration du réseau de neurone optique qui consiste a utiliser une base de données de
transaction a extraire avec m transactions et m éléments, puis la création d’une matrice de
poids Mm * n, qui a m lignes et n colonnes. Ils scannent la base de données. Si I’item Ij est
dans la transaction Ti le poids Wij est mis a "1", sinon "0”. Les cellules de pondération
contenant un 0 ont un masque haute densité a travers lequel la lumiére ne passe pas, et les
cellules contenant un 1 ont un masque transparent a travers lequel la lumiére peut passer

facilement [68].

La deuxiéme étape consiste de trouver le support de tous les items. Lorsque la lumiére
tombe sur les lignes de la matrice et que cette lumiére traverse les cellules contenant le poids
1 elle donne forcément un 1 (1*1) et devient un 1 correspondent comme la sortie & ces
cellules. Toutes ces sorties individuelles sont ensuite accumulées par des photo-détecteur

comme les supports de chaque itemset. Le support ainsi obtenu est ensuite stocké
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¢lectroniquement et comparé au support minimum. Si le support de I'item> = le min-sup, le

tem est fréquent.

Exemple, si on prend une base de données D, le masque de poids qui lui correspond serai W

qui est générée a partir des transactions D comme montrer dans la fi gure 5 ci-dessous [62].

D W

Tid Items I | 2|13 1|15 16

1 I1 13 14 I6 1 0 I | 0 |
12 1315 16 0 1 1 0 1 1
3 IT 12 131516 1 I I 0 I 1
4 i2
I1

2

[ 3%

sy
h

16 0 1 0 0 I I
13 1516 1 1 1 0 | ]

‘hn

g
(B8}

Figure 3. 5 : Passage de base de données a une matrice de poids [62]

Le vecteur d'entrée [11111] est multiplié par la matrice de poids et la sortie correspond a
Iexistence ou non de I'item dans les transactions. Si le support minimum dans cet exemple
est fixé a 3 les itemsets fréquent dans F1 serai {I1}, {12}, {I3}, {I5}, {16} (Figure 6). La

procédure est répétée jusqu’a I’extraction de tous les itemset fréquents [62].
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Figure 3. 6 : Model ONN pour I'extraction des itemsets fréquents F1 [62].

Au final Divya Bhatnagar et al proposent une technique d'exploration de modéle basée sur un
modele de réseau de neurones optiques, ¢a ne produit pas d'ensembles d'items candidats, mais

utilise un réseau de neurone optique pour découvrir des ensembles d'items fréquents [62].

3. Discussion

La littérature fait plus référence a I’utilisation d’un réseau de neurone pour la

classification des regles d’association que I’extraction des itemsets.

e Pour le réseau MGM de Sallan il a montré qu'il est capable d'apprendre les
modéles de graines utilisés pour générer les transactions avec bruit, et que la
pire performance du MGM a été montrer quand les modéles étaient fortement
corrélés et les données contenait du bruit, tandis que la meilleure performance
résultait de modeéles non corrélés et de données propres.

® Quant a Gupta, au final méme si son travail consistait & proposer une nouvelle
métrique de distance pour regrouper les régles d'association et non I’extraction
des regle, I'utilisation d’un réseau de neurone (SOM) fait partie de la

méthodologie de regroupement proposée.
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e Pour la methode d’Apriori-Feedforward proposé par Amit Bhagat, I'absence
d'expériences est d’indication plus détaillé sur la fagon d'interpréter le réseau
de neurones proposer fait qu'il est difficile de considérer ce travail comme une

solution formelle au probléme posé.

e Pour le réseau de neurones optique de Divya Bhatnagar. Le défaut de cette
technique c’est que I’utilisation de multiple masque peut causer une surcharge,
et que le résultat est lié aux composants électroniques disponibles en plus
d’étre difficile a implémenté [62]. Il a quand méme I’avantage qu’il soit trés

rapide.

Enfin, en tenant compte de nos objectifs et des recherches générales en cours sur le
sujet. Nous croyons fermement qu'il est pratique de définir que cette recherche différe des
approches résumées ci-dessus car notre travail ne se concentrera pas sur I'utilisation d’un
réseau de neurone classique comme par exemple le FFN de Amit Bhagat Notre travail se
concentre davantage sur la conception d’une architecture de réseau de neurone profond

capable d’extraire les itemsets fréquents.

4. Conclusion

Dans ce chapitre, la littérature impliquée dans nos principaux objectifs est quasi
inexistante. Nous avons essayé tant bien que mal de trouvé des articles qui sont en relation
avec notre objectif. Nous avons énoncé certains travaux qui utilise des réseaux de neurone
classique pour tenter d’analysé et d’extraire les itemsets fréquents, mais il n’y a aucun article
ou thése qui mentionne la création d’un modele de Deep Learning pour I’extraction des items

fréquents.
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Chapitre IV Approche Proposée

1. Introduction

Dans ce chapitre, nous proposerons une nouvelle méthode pour extraire les itemsets
fréquents au lieu d'utiliser des algorithmes classiques tels qu’apriori. Nous utilisons un réseau
de neurones profond appelé Autoencoder. En effet, dans ce chapitre on va présenter en détails

I’approche proposée.

2. Présentation de I’approche proposée

Entrainement > encoder

modéle @
entrainé I

modéle

itemsets
Fréquents

< Déploiement
. Représentation

Traitement .

Iatent de données

Figure 4. 1 : Schéma global de I'approche proposée.

Dans la construction de notre systéme nous passons par deux phases, la premiére phase
est I'entrainement du modele et la deuxiéme phase est le déploiement et l'utilisation du

modele pour extraire les itemsets fréquents.

2.1 Modgéle de réseau profond adopté

Pour notre approche nous allons travailler avec 1’autoencoder ou nous utiliser juste le
premier partie de notre réseau (I’encoder) pour obtenir la représentation latent des transactions
on va utiliser le deuxiéme partie parce que on n’a pas besoin de reconstruire les transactions.

Pour plus de détails sur I’autoencoder consulter le chapitre 2 (architectures de deep learning).
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2.1 Les motivations pour utiliser I’autoencoder

Les étiquettes des transactions

L’étape la plus essentielle dans I’entrainement des réseaux de neurones est le calcul de
la fonction de cofit, qui est calculé de la fagon suivante (étiquette de transaction —
sortie produite par le réseau), donc on ne peut pas entrainer un réseau si on n’a pas ses
étiquette. L’autoencoder c’est un cas particulier des réseaux de neurones ot nous

n'avons pas besoin des étiquettes pour I’entrainer.

Les propriétés de I’espace latent

L’espace latent des autoencoders posséde la propriété de regrouper les transactions
identiques donc on peut utiliser cette propriété pour grouper les transactions et calculer
les supports de ces transactions on divisant le nombre de transactions dans le groupe

par le nombre total des transactions dans la base de données.

2.2 Raisons pour lesquelles nous ne pouvons pas utiliser une autre

architecture

CNN

On ne peut pas utiliser les réseaux de neurones a convolution, par ce que
’entrainement de ce réseau se fait de manieére non supervisée, si on trouve une
méthode pour I’entrainer, I’exploration des filtres (couches de convolutions) pour
trouver les itemsets fréquents est un travail presque infaisable.

LSTM

Les LSTM sont les variantes les plus puissante des réseaux de neurones récurrents, si
les RNN classiques sont capable de tenir 10 entrées on mémoire les LSTM sont
capable de tenir presque 1000 entrées, mais cet avantage n’est pas suffisant si on
travaille avec des bases de transaction qui dépasse les 10000 transactions par exemple.
VAE

Les VAE ou Variational autoencoder, c’est un variant de 1’autoencoder ou il est

utilisée généralement comme un modele générateur ou il génére des données a partir
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de son espace latent, mais pour faire ¢a au lieu d’utiliser un seul vecteur pour la
représentation latent il faut utiliser 2 vecteurs, et pour cette raison l'effet que les méme

transactions sont regroupée ne sera plus la.

2.3 Dimensions de ’autoencoder utilisé

Apres des tests empiriques, nous avons choisi les nombre de neurones et de couches suivants :

o Nombre de neurones
o Couche d’Entrée : nombre de neurones = nombre des items.
o Couche caché(L) : nombre de neurones couche (L-7)/ 2.
o Couche du milieu : 20% de couche d’Entrée
o Apres la couche du milieu le nombre de neurones dans les couches est
symétrique jusqu’a la couche de sortie qui est égale a la couche d’entrée.
Si on a N nombre de couches, le nombre de neurones dans la couche N =
nombre de neurones dans la couche 1, et le nombre de neurones dans la couche
N-1 = nombre de neurones dans la couche 2 et ainsi de suite.
e Nombre de couches
Pour ne pas tomber dans le probléme d’overfitting nous avons opté pour 5 couches :
o Couche d’Entrée
o Couche de sortie

o 3 Couches intermédiaires
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Couche d'entrée Couche de sortie
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Figure 4. 2 : Tllustration du nombre de couche et de neurones dans le modéle.

3. phases de construction du system

3.1 Phase d’entrainement du modéle

Dans cette phase, nous créons un modele et nous I'entrainons sur un dataset de listes
d'itemsets, jusqu'a ce que nous obtenions un modéle entrainé qui est prét a étre utilisé pour

extraire les itemsets fréquents. Cette phase est représentée dans la figure ci-dessous.
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Propagation vers |'avant

item 2 item 3

item 4 item 5
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item1 item2 item3 item4 item5 item 1
; o o0 1 0 \ J 0376245
1 0 1 0 0444893
1 1 1 i > —— 0591363
1 0 1 0 ""\ 0583055
0 0 1 1 0137443

Propagation vers l'arriére

Figure 4. 3 : La phase d’entrainement du modéle.

3.2 La phase de déploiement du modéle

0.444810 0.710311
0803524 0.556211
0845474 0518212
0597246 0.258615

0703557 0337648

0584526 0909496
0.146617 0753926
0508959 0933546
0239046 0.039047
0.417069 0.133219

Dans cette phase, le modele est déja entrainé. Il suffit d’utiliser une partie ou la globalité du

model pour trouver les itemsets fréquents.
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Figure 4. 4 : La phase de déploiement du modéle.
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4. Pseudo algorithme

L’algorithme proposé est nommé Autoencoder-FIM (A-FIM) comme son nom

I’indique, il est basé sur le principe d’autoencoder. L ’algorithme se présente comme suit :

4.1 Récapitulatif de I’algorithme

Algorithme : A-FIM

e Phase d’entrainement :
Entrainer le model pour n itérations
o Phase de déploiement :
Entrées : données
Pour chaque (transactions) 7j faire
Obtenir sa représentation latente
Si la représentation latent existe déja alors incrémenter le support.
Sinon
Ajouter la représentation latente
Fin Si.
Fin Pour.
Sortie : itemsets globaux avec leurs supports.
o Phase d’extraction des itemsets fréquents :
Entrées : itemsets globaux, minSup.
Pour chaque item calculer support.
Si (Supp-item < minSup) alors éliminer I’item.
Fin Si
Fin Pour.

Sommer les supports des sous ensemble des itemsets pour obtenir les itemsets

fréquents.
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4.2 Complexité de I’algorithme

e Complexité d’entrainement

Si nous supposons que l'entrainement prend N itérations [96] [97]:

O (time gradient descent) =n .n° = n® (4)

Tls : Pour trouver tous les poids entre les couches

e Complexité de déploiement

Si nous supposons qu'il y a le méme nombre de neurones dans chaque couche, et que
le nombre de couches est égal au nombre de neurones dans chaque couche, nous
trouvons [97] [98]:

Nmul=0 (n.n®) =n* (5
n :Nombre de couches et de neurones

n® : Complexité de multiplication des matrices (n*n)

5. Entrainement du modéle

5.1 Données d’entrainement

L’une des premiéres choses a considérer avant I’entrainement d’un modele sont les
données d’entrainement. Pour notre modéle nous avons travaillé sur des donnés d’item de

valeur numérique comprise entre 1 et 0 comme ’illustre la figure suivante.
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item1 item2 item3 item4 item5 item6 item7 item8 item9Q item 10

1 0 0 0 1 0 0 1 1 1 0
2 0 1 1 0 1 1 1 1 1 0
3 0 0 0 0 1 1 1 0 0 1
4 0 1 1 0 1 0 0 1 1 1
5 1 1 0 1 1 0 0 1 0 1
6 0 1 0 0 0 0 1 0 1 0
7 1 0 0 0 1 1 1 0 0 0
8 0 0 0 1 0 1 0 0 0 1

Figure 4. 5 : Exemple de données utilisées dans I’entrainement du modéle.

5.2 Fonction d’activation

Les fonctions d'activation sont une composante extrémement importante des réseaux
de neurones profonds. Ils décident si un neurone doit étre activé ou non. Si l'information que

le neurone regoit est pertinente pour l'information donnée ou si elle doit étre ignorée [77].
Y = Activation (_ (w x X) + b)

W: poids

X : entrée

B : biais
Pour notre travaille nous avons opté pour la fonction d’activation Sigmoid dans tout le model
sauf pour la couche de milieu, ou on a utilisé la fonction d’activation Leaky ReLU. La raison
principale pour laquelle nous utilisons la fonction Sigmoid est qu'elle existe entre (0 a 1).
Cette propriété de la fonction sigmoide est utile lorsque nous travaillons avec des listes
d'itemsets. La raison pour utiliser Leaky ReLU est d’avoir plus de flexibilité dans la

représentation latente.

1
1+e~*

Equation de la fonction Sigmoid :  f(x) =

x, st x>0

Equation de la fonction Leaky ReLU : f(x) = {0 s g Sy
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Figure 4. 6 : Représentation graphique de la fonction d’activation Sigmoid [78].

¥

Figure 4.7 : Représentation graphique de la fonction d’activation Leaky ReLU [78].

5.3 Fonction de cofit (Loss Function)

Souvent, lorsque nous construisons un modele d'apprentissage automatique, nous
développons une fonction de coflit capable de mesurer l'efficacité de notre modéle. Cette
fonction pénalisera toute erreur de notre modele (en assignant un cofit) par rapport aux valeurs
actuelles des parameétres. Ainsi, en minimisant la fonction de cofit, nous pouvons trouver les

paramétres optimaux qui donnent les meilleures performances du modele [75].
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Figure 4.8 : Représentation graphique d’une fonction de cofit [76].

Pour notre model on a utilisé Mean squared error (Erreur quadratique moyenne) comme
fonction de cofit. Supposons que Xi soit le vecteur dénotant les valeurs de # nombre de

prédictions. Aussi, X7 est un vecteur représentant # nombre de valeurs vraies, La formule de

I'erreur quadratique moyenne est donnée ci-dessous :
1 n G v 2
MSE = — 2 (X = Xi)

Lorsque la valeur de MSE est nulle, cela signifie qu'il y a une précision parfaite trouvée par
I'estimateur. Cette condition est idéale et généralement impossible a réaliser dans la pratique

[89].
5.4 Optimisateur

Les algorithmes d'optimisation nous aident a minimiser (ou maximiser) une "Fonction
Objective" (autre nom pour la fonction Error) E(x) qui est simplement une fonction
mathématique qui dépend des parameétres d'apprentissage internes du modéle. Il existe

plusieurs algorithmes d’optimisation a savoir [79] :

e Gradient Descent
C'est l'algorithme d'optimisation le plus populaire utilisé dans I'optimisation d'un
réseau de neurones [79].
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Variantes de Gradient Descent

Gradient Descent calculera le gradient de I'ensemble des données mais n'effectuera

qu'une seule mise a jour ; donc il peut étre trés lent et difficile a contréler pour les

datasets qui sont trés volumineux.

@]

Stochastic gradient descent
Effectue une mise a jour des parameétres pour chaque exemple d’entrainement,

il s'agit généralement d'une technique beaucoup plus rapide [79].

Optimisation de gradient descent

Il existe plusieurs algorithmes qui sont utilisés pour optimiser encore plus le Gradient

descent.

O

Momentum

La grande variance des oscillations de la SGD rend difficile I'atteinte de la
convergence. C'est pourquoi on a inventé une technique appelée Momentum
qui accéléere la SGD en naviguant dans la direction pertinente et attenue les

oscillations dans des Directions non pertinentes [79].

Nesterov accelerated gradient

Un chercheur nommé Yurii Nesterov a relevé un probléme avec Momentum.
Ce qui se passe en réalité, c'est que lorsque nous atteignons les minima, c'est-a-
dire le point le plus bas de la courbe, I'élan (Momentum) est assez élevé et il ne

sait pas ralentir ce qui lui faire rater complétement les minima [79].

Adagrad
Il permet simplement au taux d'apprentissage de s'adapter en fonction des
parametres. I fait donc de grosses mises a jour pour les paramétres peu

fréquents et de petites mises a jour pour les paramétres fréquents [79].

AdaDelta
Il s'agit d'une extension d'AdaGrad qui tend a supprimer le probléme du taux

d'apprentissage en décomposition [79].

Adam
Adam signifie Adaptive Moment Estimation. L'estimation du moment adaptatif
est une autre méthode qui calcule les taux d'apprentissage adaptatif pour

chaque paramétre [79].
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Neural Network Optimizers

7 SGD
Nomentum
RMSProp
Adam

|11

(53] (=)}

qe

Loss

w

n

o
000

Figure 4. 9 : Illustration des différentes valeurs de fonction de cofit obtenues par les différents
algorithmes d'optimisation. [80]

Nous avons travaillé avec I’optimisateur Adam parce qu’il donne la valeur minimale de la

fonction de coflt et est le premier a converger -voir figure ci-dessus-.

5.5 Taux d'apprentissage

Le taux d'apprentissage est un hyper-paramétre qui nous permet de contrdler dans
quelle mesure nous ajustons les poids de notre réseau en fonction du gradient de perte. Plus la
valeur est basse, plus la pente descendante est lente. Bien que ce soit une bonne idée (en
utilisant un faible taux d'apprentissage) pour s'assurer que nous ne manquons aucun minimum
local. Cela pourrait aussi signifier que nous prendrons beaucoup de temps pour converger,

surtout si nous sommes coincés sur un plateau [74].
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Figure 4. 10 : Figure illustrant les différentes valeurs de taux d'apprentissage et son impact
[74].

Apres les tests empiriques que nous avons faits nous avons opté pour un taux d'apprentissage

de 0.01.

5.6 Etapes de ’entrainement

L’entrainement d'un réseau de neurones se compose de 5 étapes :
1. Initialisation des poids et des biais

L'un des points de départ a prendre en charge lors de la construction de notre réseau est
d'initialiser correctement notre matrice de poids en considérant deux scénarios qui peuvent

causer des problémes pendant I’entrainement du modele [71] :

1) Initialisation de tous les poids a 0 :
Cela rend notre modele équivalent & un modéle linéaire. Lorsque nous réglons tous les
poids a 0, la dérivée par rapport a la fonction de cott est la méme pour chaque w dans

W1 donc, tous les poids ont les mémes valeurs dans 1'itération suivante.

Il est important de noter que le réglage des biais a 0 ne créera pas de problémes car les
poids non nuls prennent soin de briser la symétrie et méme si le biais est a 0, les
valeurs dans chaque neurone sont toujours différentes [71].
2) Initialisation aléatoire des poids :
L'initialisation aléatoire des poids, suivant la distribution normale standard tout en
travaillant avec un réseau (profond) peut potentiellement conduire & 2 problémes a

savoir la disparition des gradients ou I'explosion des gradients [71].
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a) Disparition des gradients

Dans le cas des réseaux profonds, pour toute fonction d'activation, Abs (dW)
deviendra de plus en plus petit au fur et & mesure que l'on recule avec chaque
couche pendant la propagation arriére. Les couches antérieures sont les plus
lentes a entrainer dans un tel cas.

La mise & jour du poids est mineure et se traduit par une convergence plus
lente. Cela ralentit l'optimisation de la fonction de cofit. Dans le pire des cas,
cela peut empécher completement le réseau de neurones de s'entrainer encore

plus [71].
Abs (dW) : valeur absolue de la dérivée partielle du poids W.

b) Explosion des gradients
C'est exactement le contraire de disparition des gradients. Lorsque ces poids
sont multipliés le long des couches, ils provoquent un changement important
dans le coflit. Ainsi, le gradient serra également importants et cela signifie que
les changements des valeurs des paramétres serra énorme, il peut en résulter
une oscillation autour des minimums ou méme un dépassement de I'optimum
de ce fait le modéle n'apprendra jamais.
Un autre impact de I'explosion des gradients est que des valeurs énormes des
gradients peuvent causer le débordement des nombres, ce qui entraine des
calculs incorrects ou I'introduction de NaN. Cela pourrait également conduire a
ce que la fonction de cofit prenne aussi la valeur NaN [71].
NaN : pas un numéro (not a number)
1.1 Imitialisation des poids
Pour les réseaux profonds, nous pouvons utiliser une heuristique pour initialiser les poids
en se basant sur la fonction d’activation non linéaire. Bien que ces heuristiques ne résolvent
pas complétement le probléme de disparition/explosion du gradient, elles aident a réduire ce

probléme en grande ampleur [71].

Des tests d'initialisation sur les trois techniques et les mémes données (dataset de
Mnist) en été effectué, et on peut observer le résultat suivant [72] :
e Initialisation a zéro :
Coft apres 15000 itérations : 0.7
Précision : 0,5
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e Initialisation aléatoire :
Coft apres 15000 itérations : 0.38
Précision : 0,83

e Initialisation avec heuristique :
Cott apres 15000 itérations : 0.07

Précision : 0,96
Dans notre modéle nous avons initialisé les poids avec I’initialisation de Xavier [88] :

var(W) = 2

Nin+Nout
Nin, Nout : nombre des entrées et de sortie dans la couche.
1.2 Initialisation des biais

Nous initialisons les biais a zéro, puisque la rupture de l'asymétrie est fournie par les

petits nombres dans les poids [87].

2. Propagation vers I'avant

En utilisant l'entrée X, les poids W et les biais b, pour chaque couche nous calculons Z et
A. La couche finale, nous calculons f (A”™ (L-1)) qui pourrait étre une fonction Sigmoid,

softmax ou linéaire de A (L-1) et cela donne la prédiction Y _hat [71].

e WU : matrice des poids de dimension (taille de couche L, taille de couche L-

o bl : vecteur des biais de dimension (taille de couche L, 1).
o 7 : linéaire activation dans la couche L.
e g% : function non linéaire.

o Al : activation non linéaire ; sortie de g[l] (Z), ou ALY est IPentrée X.

70 =yl = 40-1] 4 pl1]

Alll = g[l](z[l])
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input neuron hidden neuron output neuron performance
Loss function
| lincar combination ~ activation | lincar combination  activation " F

‘ ‘ () JW)="1{y-a"

Zm: Wlx iy am:g(z) w Z«‘A_—_— Wza(z) il aw_g(z) ( ) ( )

Figure 4. 11 : Propagation vers l'avant [73].

3. Calculer la fonction de coiit

Il s'agit d'une fonction de I'étiquette actuelle Y et de I'étiquette prévue Y _hat. Il montre
a quel point nos prédictions sont éloignées de la cible réelle. Notre objectif est de minimiser
cette fonction de cofit [71].
4. Propagation vers I'arriére
Dans cette étape, nous calculons les gradients de la fonction de cotit (Y, Y_hat) par rapport
a A, W et b appelés dA, dW et db. En utilisant ces gradients, nous mettons a jour les valeurs

des parameétres de la derniére couche a la premiére [71].

input neuron hidden neuron output neuron performance
Loss function
linear comhination ~ activation linear comhination  activation " AR
! (2 o (3= ) I ):‘:(.\'-a' )
, AR e — 3 :g(z) = — :g(x) R
R K ; K/ K [
(3:) e o) g s S
Yl {00 : (I
wl») L ) ['h \ (Mfm
Ldl ] (a:‘h \ (): i \ ()J
La*

Figure 4. 12 : Propagation vers l'arriere [73].
5. Répéter

Répéter les étapes 2 a 4 pour n itérations jusqu'a ce que nous ayons l'impression

d'avoir minimisé la fonction de cofit sans Overfitting sur les données de I’entrainement [71].
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5.7 Condition d'arrét d'entrainement

Dans l'entrainement des réseaux de neurones, I’entrainement est arrété lorsque la
fonction de coiit converge, c'est-a-dire lorsque nous ne pouvons pas avoir une petite valeur

par rapport a la valeur que nous avions dans les itérations précédentes.

Le tableau suivant montre que la fonction de cofit a diminué de 0,004 dans les dernier 4000

itérations, mais dans les premiére 2000 itérations la fonction de coiit a diminué de 0,14.

1 0.2635
2000 0.1211
4000 0.114

6000 0.1108
8000 0.1092
10000 0.1082
12000 0.1076
14000 0.1072
16000 0.1069
18000 0.1066
20000 0.1065

Tableau 4. 1 : Changement de fonction de coiit par rapport au nombre d’itération.

6. Déploiement de modele
Le déploiement d'un modele est I'étape qui vient aprés I’entrainement ol nous
sauvegardons les matrices de poids et nous utilisons la partie encodeur du réseau de neurones

pour mapper les itemsets a I'espace latent.
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ABCDETFGHIJ \A
TR IR 1 15533402 2.382362
YT YT 2 15533402 2.382362
R L rs \ 3 3300858 1.092740
P Pe—— 4  3.300658 1.092740
_— _
5 01 0 000 0 00O 5 -0.000465 -0.152109
E D7 06 008 005 / 6 -0.000465 -0.152109
7 0000010010 7 2739526 1.640597
8 0000010010 8 2739526 1.640597
9 100 100 000 1 9 5650314 0.106797
0 1 0 0 1 0 0 0 0 0 1 10 5650314 0.106797

Figure 4. 2 : Déploiement du modele et 'utilisation de I'encoder.

La figure ci-dessus montre que les mémes itemsets ont la méme valeur dans I'espace
latent prennent les itemsets N° 1 et 2, ils contiennent les deux, les items A et C et ils ont la
méme valeur dans l'espace latent [15.533402, 2.382362]. Nous pouvant utiliser cette

caractéristique pour explorer I'espace latent et extraire les itemsets fréquents.

6.1 L’exploration de I’espace lattent

En utilisant les itemsets de I'exemple de la figure 4.18 nous pouvons voir aprés le passage a
travers le réseau de neurones que les mémes itemsets sont groupés. La figure suivante illustre

cet effet.
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35-A B C D EF GH I J

@
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; ¢ 00 0 0 1 0 0 10
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15 4
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ADIJ
00 -
' B
0 2 4 6 g 10 2 14 16

Figure 4. 3 : Représentation graphique de ’espace latent.

Nous calculons ensuite le support de ces itemsets en divisant le nombre d’itemsets dans le

groupe par tous les itemsets.

FI: 0.2 - 2/10

AC:0.2 = 2/10

AD: 0.2 = 2/10

B: 0.2 = 2/10

ADJ: 0.2 - 2/10

On peut aller plus loin et obtenir le support de tous les itemsets en sommant juste le support
des sous itemsets, en utilisant la propriété de fermeture vers le bas des itemsets fréquents.
Exemple :

(AD]J) itemset fréquent =(A), (D), (J), (AD), (AJ), (DJ) sont tous fréquent
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6.1.1 Exemple de calcule de supports des itemsets

e N\

A: 0.2+0.2+0.2=0.6 AC: 0.2, AD: 0.2, ADJ: 0.2

B: 0.2 B: 0.2
/’_—\

C:0.2 AC: 0.2

F;: 0.2 FI: 0.2

a2 FI: 0.2

J: 02 ADJ: 0.2

FI1: 0.2 FI: 0.2

AC: 0.2 AC: 0.2

AD:0.2+0.2=04 AD: 0.2, ADJ: 0.2

AJ: 0.2 ADJ: 0.2

ADJ: 0.2 ADJ: 0.2

6.1.2 Résultat

Apres la sommation du support des sous itemsets on obtient le résultat suivant

[A]: 0.6
[B]: 0.2
[C]: 0.2
[D]: 0.4
[F]: 0.2
[1]: 0.2
[7]: 0.2
[F1]: 0.2
[AC]: 0.2
[AD]: 0.4
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[AJ]:0.2
[ADJ]: 0.2

Remarque :

Nous obtenons le résultat ci-dessus avec un seul passage sur I'ensemble de données.
Les données passent par le réseau neuronal ou ils seront groupés pour permettre le calcul des
supports. D'autre part si nous avions utilisé I’algorithme apriori par exemple il aurait fallu

plus de 4 passages pour obtenir le méme résultat.

7. Conclusion

Dans ce chapitre nous avons proposé un modéle de réseau neuronal profond
(autoencoder) qui peut étre utilisé pour trouver des itemsets fréquents. Nous avons montré les
¢tapes a prendre et les paramétres & considérer pour entrainer un réseau de neurones en

général ainsi que notre modéle.

Il n'y a pas de méthode exacte a utiliser ou un manuel pour obtenir les meilleurs de résultats.
Le choix des paramétres est pris apres des tests que nous avons faits. Aprés avoir entrainé
notre modéle, nous avons profité des propriétés de l'espace latent créé dans la couche
intermédiaire du réseau (les mémes itemsets vont au méme point dans le latent espace) pour

calculer le support de ces itemsets.
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Chapitre V Tests & Expérimentation

1. Introduction

Apres avoir décrit notre solution, nous aborderons dans ce chapitre la partie des
expérimentations de notre approche. En premiére partie, nous présenterons 1’environnement
de travail et les outils de développement utilisés. Ensuite, nous présentons notre jeu d’essai.

Suivie d’une discussion pour mieux comprendre notre approche.

Nous répondrons dans ce chapitre a la question de « Est-ce que notre approche donne
des résultats correcte et efficace, que ce soit en temps d’exécution ou en qualité de résultat ?

Et enfin quelles sont les apports de notre approche ? »

2. Environnement de développement

2.1. L’environnement matériel

On a utilisé :

» Un MacBook PRO 2013 avec les caractéristiques suivantes :
e 16 GORAM 1600 MHz DDR3
e 2.3 GHz Intel Core i7
e NVIDIA GeForce GT 750 M
e Systeme d’exploitation : MacOs Hight Sierra 10.13.4

» Un ordinateur de bureau avec les caractéristiques suivantes :
e 3 GORAM
e 360 GO DDR
o Intel® Core(TM) de duo CPU 2.93 GHz
e Systeme d’exploitation : Windows 10 de 64-bit

> Un ordinateur portable Lenovo avec les caractéristiques suivantes :
e 4GORAM
e 512 GO DDR
e Intel® Core(TM) i3-4005U CPU 1.7 GHz
e Systeme d’exploitation : Windows 10 de 64-bit
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2.2. L’environnement logiciel

2.2.1 Python

Python est un langage de programmation dynamique de haut niveau, interprété et
polyvalent qui met l'accent sur la lisibilit¢ du code. La syntaxe en Python aide les
programmeurs a coder en moins d'étapes que Java ou C+++. Le langage a été fondé en 1991
par le développeur Guido Van. Le Python est largement utilisé dans les grandes organisations
en raison de ses multiples paradigmes de programmation. Ils impliquent généralement une
programmation fonctionnelle impérative et orientée objet. Il dispose d'une bibliothéque
standard compléte et volumineuse qui dispose d'une gestion automatique de la mémoire et de

fonctions dynamiques [90].

Python est accompagné d'un grand nombre de bibliothéques intégrées. Beaucoup de
bibliothéques sont destinées a l'intelligence artificielle et & I'apprentissage automatique.
Certaines des bibliothéques sont TensorFlow (qui est une bibliothéque de deep learning de
haut niveau), scikit-learn (pour l'exploration de données, I'analyse de données et

I'apprentissage automatique).

% of overall question views each month

Time

Figure 5. 1 : La croissance des langages de programmation [91].
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2.2.2 Jupiter Notebook

Jupyter Notebook est une application web open-source qui vous permet de créer et de

partager des documents contenant du code, des équations, des visualisations et du texte

explicatif, Jupyter Notebook est utilisé pour [92]:

e Nettoyage et transformation de données.

Simulation numérique.
e Modélisation statistique.

Visualisation de données.

Apprentissage automatique.

2.2.3 Bibliothéques utilisées

Pandas

Pandas est un package Python qui offre des structures de données rapides, flexibles et
expressives congues pour rendre le travail avec des données "relationnelles" ou
"étiquetées" a la fois facile et intuitif [93].

TensorFlow

TensorFlow est une biblioth¢que de logiciels open source pour le calcul numérique de
haute performance. Son architecture flexible permet un déploiement facile de la
computation sur une variété de plates-formes (CPU, GPU, TPU), et des ordinateurs de
bureau aux clusters de serveurs. Développé a l'origine par des chercheurs et des
ingénieurs de I'équipe Google Brain au sein de 1'organisation d'intelligence artificielle
de Google, il s'accompagne d'un grand support pour l'apprentissage automatique et le

Deep Learning [94].
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50000 K Framework GitHub Star Count
‘ - TensorFlow ........ 44508
. cE ] scikit-learn ......... 16191
| Caffe oo 15690
; B ONTK . 9383
25000 | | MXNet . 7896
| 11 (c]) me—— 6285
Theano .............. 5568

|
12500 ‘
|
|
|
L

2013 2014 ‘ 2015 2016 2017

Figure 5. 2 : Popularité de TensorFlow par rapport aux d’autres bibliothéques de Deep
Learning [95].

e mixtend
Mixtend est une bibliotheque d’apprentissage automatique pour python qui contient

une implémentation de I’algorithme apriori [99].

3. Création du modéle

Pour la création de notre modeéle d’extraction des itemsets, on passe par deux étapes,
I’étape de génération des données pour I’entrainement ( qui est une facultative, elle peut étre

omise dans présence des données réelles), et I’étape d’entrainement.

3.1 Génération des données

Pour générer les données, on utilise la bibliothéque pandas. La figure suivante montre
comment se fait la génération, on génére 5000 itemsets de 20 items avec la probabilité de 0.7

que ces items ont la valeur 0 et 0.3 pour la valeur 1.
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A B CDEFGMH 1T JKLMNUOP QRS ST
190 4. 0°0-4 190 @ %0 10 608 1 0 6 1. 9 9 0
2 10 0 000 0 O0O0O0OO0OO0OODTO0OTOOTUOTU OT"11TO
3 000 B0 1.9 168 606 6049 .0 0.0 0 1 1
4 0101 00 O0O1TO0OT1TOOO0OOT1TT1T OOTOTDO
5 1 0 01090 0 6 6.0 0 @ 00 06 8 1 1 1
6 0 00110110010 00 1T 0 00 1 1
7 0 00O O1T OOO0OO0OO0OOM1TO0OOTM1TTT 1T 01
8 10017 00 1T 01001 0O0 1T 0 0O0O0OTDO
$ 006 11 00 0 100 01 01T 10 66 11 0

10 1 0 0 0 0 0O 0 0 OOOO O 1T O O OOO0OTUO

Figure 5. 3 : Génération des données avec pandas.

3.2 L’entrainement

Dans cette phase, nous entrainerons le modele pour 15000 itérations jusqu'a ce que la
fonction de colit converge. La figure 5.5 montrer la minimisation de la fonction de cofit par
rapport au nombre d'itérations nous remarquons que la fonction de cout n’a pas changer
pendant les 4000 dernieres itérations donc si on entraine notre model pendant 30000 itérations

la valeur de la fonction de cout sera toujours la méme.
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Figure 5. 4 : Changement de fonction de cout par rapport au nombre d’itérations

4. Tests et comparaison

Nous avons effectué des tests par rapport a deux critéres : le temps d’exécution, et la
qualité des résultats avec une comparaison avec 1’algorithme classique apriori pour évaluer la

performance et la qualité de notre approche.

4.1 Tests de qualité des résultats

4.1.1 Les résultats obtenus

Cet exemple de test est fait avec la dataset de mushrooms [100] cet dataset comprend
des descriptions d'échantillons hypothétiques correspondant a 23 espéces de champignons ces
enregistrements sont tirés a partir de The Audubon Society Field Guide pour les champignons

nord-américains le donneur de cet dataset est Jeff Schlimmer en 27 avril 1987.

Nous allons travailler un minSup de 0.4, le résultat obtenu va étre comparé avec le

résultat de 1’algorithme apriori pour voir si les résultats sont les mémes.
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support itemsets itemset supp

16 1.000000 [85] 0 [i85] 1.000000
109 0.976914 [85, 86] 1 [i86] 0.976914
17 0.976914 [86] 2 [i85,i86] 0.976914
6 0.975802 [34] 3 [i34] 0.975802

61 0.975802 [34, 85] 4 [i85,i34] 0.975802
216 0.974815 [34, 85, 86] 5 [i86,i34] 0.974815
62 0.974815 [34, 86] 6 [i85.i86,i34] 0.974815
18 0.921852 [90] 7 [i90] 0.921852
110 0.921852 [85. 90] 8 [i85,i90] 0.921852
63 0.899753 [34. 90] 12 [i85,i34,i90] 0.899753

Figure 5. 5 : Comparaison des résultats d’apriori (tableau
gauche) avec notre approche (tableau de droite)

Interprétation :

Nous remarquons que notre approche donne le méme résultat qu'apriori -qui est un
algorithme exact- en ce qui concerne le nombre d'itemsets fréquents et valeur des supports de

ces itemsets. Donc nous pouvant dire que notre algorithme est un algorithme a résultat exacte.

4.1.2 Nombre d’itemsets fréquent

Nous avons effectué ce test avec des bases de transactions de 100 transactions, et de
longueurs de transactions différentes, 10 items suivis de 20 items et ainsi de suite. Ce test est

fait pour montrer le fait que la taille de I’espace de recherche augmente exponentiellement.
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Figure 5. 6 : Nombre d’itemset fréquent dans des transactions de 5 item et 10.
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Figure 5. 7 : Nombre d’itemset fréquent dans des transactions de 20 item et 30.

Interprétation :
On remarque que le nombre d’itemsets obtenus en résultat dépend du nombre d’items entré
en paramétre ou a chaque fois qu’on augmente le nombre des items, les itemsets fréquents

obtenu en résultat augmente le contraire est vrai.

4.2 Tests de temps d’exécution

Les tests de temps d’exécution par rapport au nombre d’item et au nombre de
transactions sont faits avec des données générer pour simuler les différents scénarios et un

minsup = 0.00001 pour trouver tous les itemsets possibles.
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4.2.1 Comparaison par rapport au nombre d’item

Dans ce test nous avons utilisé des bases de transactions de longueurs de différentes.
On passe graduellement de 10 items par transaction a 100 items. Ce test est fait pour évaluer

la performance de I’approche dans un grand espace de recherche.

\nyrior

ADIori /
A * - -~~~ A

Notre )CN

)

Temp(s)
JIIIIIIllll]llll/l)llllllllllllllll

T T T T T T T T T T T T T T T T T

10 item 20 item 30 item 40 item

Nombre des items dans chaque transaction

Figure 5. 8 : Comparaison de temps d’exécution par rapport au nombre des items.

Interprétation :
On remarque que le temps d’exécution augmente quand le nombre d’item augmente. Avec
42 item apriori prend presque 10min pour terminer le calcule alors que notre approche prend 50s

la raison pour cela est que dans notre approche nous travaillons avec le paradigme top-down.

Remarque :
Dans la figure 5.6 le temps d’exécution commence a partir de la valeur 0.015s la figure

suivant (un zoom de la figure 5.6) montrer le débute de temps d’exécution.
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Figure 5. 9 : Début du temps d’exécution.

4.2.2 Comparaison par rapport au nombre de transactions
Dans ce test nous avons testé des bases de transactions de longueur différente avec 20

items. Ce test est fait pour évaluer la performance de I’approche quand on a une grande masse
p p pp q g

de données.
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Figure 5. 10 : Comparaison de temps d’exécution par rapport au nombre de transactions.

Interprétation :

On remarque que le temps d’exécution augmente quand le nombre de transactions
augmente, avec 1 million de transactions apriori prend presque 10min pour terminer le calcule
alors que notre approche prend environ 3min. La raison c’est que dans notre approche nous
atteignons ce résultat avec un seul passage sur la base des transactions alors qu’il faudra

plusieurs passages a 1’algorithme apriori pour atteindre le méme résultat.

4.2.3 Comparaison par rapport au support

Ce test est fait avec la dataset de mushrooms qui contient 8123 transactions de
longueur de 119 items [100], Ce test est fait pour évaluer la performance de I’approche avec

des supportes différents, de 0.1 (10%) jusqu’a 0.9 (90%).
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Figure 5. 11 : Comparaison de temps d’exécution par rapport aux différents supports.

Interprétation :

On remarque que le temps d’exécution augmente quand le support diminue. Avec un
minsup de 0.1 apriori prend 6min pour terminer le calcule alors que dans notre approche
I’exécution se fait en 20s. La raison pour cela est que la base de transactions contient 119 items
si on diminuer le support I’espace de recherche augment c’est pour ¢a apriori prend 6min, alors

que notre approche bénéficie d’une compression des données suivant le nombre d’item.

5. Discussion

5.1 Explication des performances supérieures de notre approche

Lorsque nous avons effectué les tests, notre approche a donné un meilleur temps
d'exécution qu’apriori. La raison de ce résultat est que la base de données initial est
compressée par notre modéle et c’est a partir de 1a que les itemsets fréquents sont extraits.
Nous appelons cela I'étape intermédiaire ou toutes les mémes transactions sont regroupées

pour que le support soit calculé.
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5.1.1 Exemple illustratif

Tests & Expérimentation

Nous avons utilisé une base de données de 50000 transaction de longueur de 10 items.

° Base de données avant compression

A B C D E F G H I J
O O 1 O 0 1-1 0O O O 1
1 1 1 o 1 o 1 0O 1 O O
20 8 S0 @ 1, 000 0. 1 1w
3 1 1 1 @ % 1 1 T 1 0O
4 O -0 1 0O 0 1 1 1T 0 1
5 & 0o 9 90 0 1 0O O O 1
6 1 0O O O o 1 @ e
7 S o O o 1 1 0O O 1 O
8 1 1 1 Q.09 1 14 0O O O
9 0 1 0O O 1 O 1 17 0 O

Figure 5. 12 : Une partie de la base de données avant la compression.

dataset.info()

<class 'pandas.core.frame.DataFrame'>

RangeIndex:
Data column
50000
50000
50000
506000
50000
5e000
56000
50000
50000
50000
dtypes: int
memory usag

UHIOTmMmOoOOw

50000 entries,

s (total
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
non-null
32(19)

e: 1.9 MB

1© columns):
int32
int32
int32
int32
int32
int32
in€t32
int32
int32
int32

© to 49999

Figure 5. 13 : Information sur la base de donnes avant la compression.
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Base de données apres compression
Apres la compression résultant de notre modeéle, on obtient 904 transaction avec leurs
supportes général, ces transactions vont étre utilisée pour obtenir le support des

itemsets fréquent final.

intermediate_itemsets support

0 ABEGIJ 0.00060
1 BFGJ 0.00100
2 BDEI 0.00218
3 BHJ 0.00192
4 ADEF 0.00108
5 ACDEG 0.00104
6 BCDGJ 0.00072
7 CGlJd 0.00114

Figure 5. 14 : Base de données aprés la compression

inter_df.info()

<class 'pandas.core.frame.DataFrame'>
RangeIndex: 904 entries, © to 903

Data columns (total 2 columns):
intermediate_itemsets 904 non-null object
support 904 non-null floaté64
dtypes: float64(1l), object(1)

memory usage: 14.2+ KB

Figure 5. 15 : Information sur la base de donnes aprés la compression.
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e Résultat final

itemset support

0 G 0.41438
1 C 0.41014
2 H 0.40248
3 B 0.40224
4 | 0.40216
2 E 0.40200
6 A 0.40038
7 D 0.40024
8 J 0.39902
9 F 0.39690

Figure 5. 16 : Résultat final.

5.2 Possibilité d’obtenir les mémes résultats avec une autre approche

Cette question se pose lorsque nous voyons la méthode de travail du modéle (compression

de la base de données), pourquoi entrainer un modéle au lieu d'utiliser le clustering ou le

hachage et pourquoi le modéle donne de meilleurs résultats.

e Le Clustering

Si nous utilisons le clustering, deux problémes se posent.

1. Sil'on consideére les itemsets intermédiaires comme des clusters et leur
support sont calculé comme le nombre d'éléments dans le cluster sur nombre
de transactions dans la base de données.

Nous aurons le probléme de ne pas connaitre le nombre de clusters pour

initialiser I'algorithme de clustering pour obtenir des résultats précis.
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2. La complexité du calcul, nous devrons calculer la similitude entre toutes les
transactions pour obtenir les clusters.
e Le Hachage
Nous ne pouvons pas utiliser le hachage pour la simple raison du probléme des

collisions ou le résultat obtenu ne sera pas précis.

5.3 Solution pour un nombre d’items qui différe du nombre d’entré du
modéle

Lorsqu’on travaille avec un nombre d'items dans les transactions qui differe du nombre

d'entrées du modele, nous sommes confrontés a deux scénarios.

e Nombre d’items inférieur au nombre d’entrées

La solution pour cette situation est de compléter les transactions avec des 0.
Exemple : nombre d’item = 5, nombre d’entrées = 10
10100 - 10100000000
Noter que dans I'exemple ci-dessus les deux transactions ont les mémes items qui ont
la valeur 1 I’item A et C, malgré que les longueurs soient différentes.

e Nombre d’items inférieur au nombre d’entrées

La solution pour cette situation est de prendre les matrices des poids du model ayant
un nombre d’items petits et initialiser avec ces matrices le grand model, pour ne pas
commencer I’entrainement du début. Cette opération est appelé Transfer Learning

[101].

5.4 Les apportes de notre approche

Lorsque nous avons effectué les tests, nous avons parlé des avantages de notre
approche comme le fait de réduire le nombre de passages sur la base de données a un seul
passage, ainsi qu’un temps d'exécution optimale, I’étape intermédiaire peut étre exploitée

pour une meilleure compréhension des résultats.

5.4.1 Exemple illustratif

Prenons un site web de commerce électronique ot les achats des clients sont

représentés de la fagon suivante :
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Article1 A2 A3 A4 A5 A6 A7 A8 A9 A10

Client 1 0 1 0 0 0 0 0 0 0 0
c2 0 1 0 0 0 0 0 0 0 0
Cc3 0 1 0 0 0 0 0 0 0 0
c4 0 0 0 1 1 0 0 0 0 0
C5 0 0 0 1 1 0 0 0 0 0
C6 0 0 0 1 1 0 0 0 0 0
c7 1 0 0 0 0 0 0 0 0 0
c8 0 0 0 0 0 0 0 1 0 0
c9 0 0 0 0 0 0 0 1 0 0
c10 0 0 0 0 0 0 0 1 0 0

Figure 5. 17 : Les achats des clients.

Ou le client 1 a acheté 'article 2, le client 5 a acheté I'article 4 et 5 et ainsi de suite si on
applique un algorithme classique d’extraction des itemsets fréquents on obtient le résultat

suivant :

e Apriori

Résultats obtenus :

(Article 2) support = 0.3
(Article 8) support =0.3
(Article 1) support = 0.1
(Article 4, Article 5) support = 0.3

Nous pouvons utiliser le résultat pour recommander Iarticle 5 pour les clients qui ont acheté

I’article 4.

e Notre approche

Si on utilise notre approche I’étape intermédiaire donne le résultat suivant (I’ordre des

transactions n’est qu’un exemple représentatif)
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Article1 A2 A3 A4 A5 A6 A7 A8 A9 A10

Client 1 @ 1. % -0 8 O 0 6.8 &
c2 0 1 0 0 0 0 0 0 0 0

c3 0 1 0 0 0 0 0 0 0 0

c4 o 0 0 1 1 0 0 0 0 0
cs Y T R R B R T
c6 0 0 0 1 1 0 0 0 0 0

| [ e T N R
cs 0 0 0 0 0 0 0 1 0 0
co 6 0 0 0 6 0 -0 1 0 0

0

. C10 o 0o o o o0 0 0 1

Figure 5. 18 : Résultat de I’étape intermédiaire.

L’étape intermédiaire :

Article 2 - {client 1, client 2, client 3,}

Article 8 = {client 8, client 9, client 10,}

Article 4, Article 5 > {client 4, client 5, client 6,}

L1 Article 2 on le négliger il a un support de 0.1

On peut prendre ’avantage de cette segmentation des clients et appliquer I’approche sur les

- profiles des clients qui sont représentés comme suite :

114



Chapitre V Tests & Expérimentation

homme femme mariée enfants age <18 age[18-40] age > 40

Client 1 1 0 0 0 0 1 0
Client 2 1 0 0 0 0 1 0
Client 3 1 0 0 0 0 1 0

homme femme mariée enfants age <18 age[18-40] age > 40

Client 8 0 1 0 0 1 0 0
Client 9 0 1 0 0 1 0 0
Client 10 0 1 0 0 1 0 0

homme femme mariée enfants age <18 age[18-40] age > 40

Client 4 1 0 1 1 0 1 0
Client 5 1 0 1 1 0 1 0
Client 6 1 0 1 1 0 1 0

Figure 5. 19 : Profiles des clients.

Résultats obtenus si on exploite I’étape intermédiaire :
e On peut a titre d’exemple recommander Particle 2 pour les clients qui sont des
hommes d’un dge entre 18 et 40 ans.
e On peut recommander Particle 8 pour les clients qui sont des femmes d’un 4ge moins
de 18 ans.
e On peut faire une promotion pour les clients qui achéte P’article 4 et 5 ensembles,

qui sont des hommes mariés avec enfants.

5.5 Scénarios ou il est plus pratique d'utiliser notre approche

1. Quand on a un nombre d’item important
Les tests de temps d'exécution montrent que notre approche a un meilleur temps
d'exécution que les méthodes classiques lorsque le nombre d’items est important.
2. Base de données qui contient beaucoup de répétitions
Les bases de données qui contiennent beaucoup de répétitions seront plus
compressées, ce qui se traduira par un meilleur temps d'exécution.

3. Sion veut une meilleure compréhension des résultats

115



Chapitre V Tests & Expérimentation

Cette avantage est expliqué dans les apportes de notre approche.

5.6 Les inconvénients de notre approche

Temps d’entrainement important

Lorsqu’on travaille avec des transactions de 1000 item le temps d’entrainement va étre
important et il faut utiliser les GPU pour accélérer I’entrainement.

Solution :

Utiliser des mod¢les qui sont déja entrainé [102] ou utiliser les matrices de poids de
ces modeles pour initialiser un nouveau model [101].

Représentation sparce de la base de données

Les modeles de deep learning suppose une représentation vectorielle de donnée. Dans
le cas d'une séquence de longueur variable, cela nécessite que les données soient
transformées de telle sorte que chaque séquence ait la méme longueur [103] cela peut
conduire a une utilisation de la mémoire qui est plus que nécessaire par rapport a la
représentation normal.

Les réseaux de neurones profonds sont des boites noires

Nous sommes confrontés a ce probléme lorsque nous essayons de donner un sens a
I'espace latent dans le but de l'exploiter un peu plus, parce que le nombre de
parameétres et de variables est important.

Solution :

Visualiser I'espace latent pour une meilleure compréhension des résultats [104].

6. Conclusion

Dans ce chapitre nous avons présenté I’environnement matériel et I’environnement

logiciel, les bibliotheques utilisées pour implémenter notre approche. On a effectué des tests

pour vérifier la qualité des résultats de notre approche et son 1’efficacité par rapport a un

algorithme classique.

Dans la discussion nous avons décrit pourquoi notre approche donne des performances

supérieures. On a essayé de montrer les apportes de notre approche et répondu a la question

posée dans I’introduction de ce chapitre.
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Conclusion générale et Perspectives

1. Conclusions

L’extraction des motifs fréquents a partir des données reste toujours I’un des sujets les
plus importants. La communauté scientifique voue un dévouement tout aussi important a la
recherche et le développement de nouveaux outils et méthode de traitement. Tout au long de
notre travail nous avons vu les différentes méthodes d’extraction d’itemsets fréquents. Nous

avons ensuite exploré et étudié les différentes structure et architectures de Deep Learning.

Et enfin nous avons décrit notre solution qui se base sur la création et I’entrainement
d’un auto-encodeur qui a pour premier fonction de compresser les données, et puis qui est
capable d’extraire les motifs fréquents d’une base de données. Notre modéle nous permet de
parcourir la base de données qu’une seule fois ce qui rend le processus plus rapide et plus

efficace que d’autres techniques disponibles.

Les résultats de nos nombreux tests ont montré que le développement de nouvelle

méthode basée sur le principe du Deep Learning est un chemin sur lequel on peut s’y attarder.

Ce travail nous a permis d’approfondir nos connaissances sur la notion d’extraction

d’itemsets fréquents, et d’apprendre de nouvelles techniques concernent le Deep Learning.

L’étude effectuée représente une ébauche a des solutions qui peuvent étre proposées,
certes elle est efficace dans un certain contexte de I’extraction des motifs fréquents tout en
apportant des nouveautés comme par exemple une meilleure compréhension des résultats

obtenus par la phase de compression.

2. Perspectives

Les perspectives de ce travail préliminaire sont nombreuses. Nous terminons notre

travail en dégagent quelques perspectives :

e Aborder et gérer le sujet de masse de données (Big Data), nous souhaitons
poursuivre I’optimisation de notre approche en combinant les concepts de Big
Data (Hadoop, HDFs, Spark) avec les concepts de deep learning. La
combinaison de ces deux concepts pourrait encore réduire le cofit de

I’extraction des motifs fréquents.
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Adopter notre approche pour traiter les données incertaines. Le probléme des
valeurs imparfaites (manquantes, imprécises...) est un probléme connu dans le
domaine de la fouille de données et de I’apprentissage automatique, on peut
utiliser une architecture appelée Denoising autoencoder pour traiter ces
données, il sera intéressant de voir comment cette méthode pourrai traiter ces
données.

Aborder le sujet des itemsets pertinents, particuliérement les itemsets rares,
alors que la littérature a été presque exclusivement centrée sur des itemsets
fréquents, dans de nombreuses situations pratiques, les itemsets rares
présentent un intérét supérieur (par exemple, dans les bases de données
médicales, des combinaisons de symptomes rares peuvent fournir des
indications utiles aux médecins), on pourrai développer des algorithmes pour
exploiter I’espace latent et essayer de trouver ces itemset, on peut filtrer par

rapport au support par exemple.
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Annexe : Détails sur d’implémentation d’un prototype de la méthode proposée

1. Installation des dépendances

Les dépendances suivantes sont nécessaires :

e Python
Pour installer python il faut installer anaconda depuis :

https://www.anaconda.com/download/

e TensorFlow
Bibliotheque de deep learning de google, pour installer TensorFlow il faut taper la
commande suivante dans le terminale :
conda install -c conda-forge tensorflow
e Pandas
Bibliothéque de manipulation des données pour installer pandas il faut taper :
conda install -c anaconda pandas
e  Numpy
Bibliothéque de calcule matriciel, pour installer Numpy il faut taper :
conda install -c anaconda numpy
e Mixtend
Bibliothéque d’apprentissage automatique :
conda install -c conda-forge mlxtend
o Bokeh
Bibliothéque de visualisation des données :

conda install -c bokeh bokeh
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2. Manipulation de données avec pandas

Lire CSV

import pandas as pd

df = pd.read_csv('mushrooms.csv')
df.head()
class _ P Cap- - Cap- pises odor

shape surface color

gill-

gill- gill-
attachment spacing size color ™

gill-

stalk-  stalk- stalk-
surface- color- color- veil- veil-
below- above- below- type color
ring ring ring

ring- ring-

number type

spore-

print-  population

color

0 p
1 e
2 e
3 p
4 e

S n p
3 Y a
J |
¥ { p

g i n

Générer des données

import pandas as pd
import numpy as np
df = pd.DataFrame(np.random

c

c

c

.choice([@, 1], size=[1000, 50], p=[.6,

S

=T T T O TT

df.head()
00123 4567 89 .. 40 41 42 43 44 45 46 47 48 49
0- 010 010100180 T S T R R
10010000000 0 1 0 1 0 0 0 1 1 0
2919000186000 10 1 0 8- 0 0.0 0 1
3110110101 1 0 0 0 0 0 1 1 0 0 0
40000110010 bog 0 e e

@ -~ - =1 =7

.41))



Annexe : Détails sur d’implémentation d’un prototype de la méthode proposée

3. Création du model avec TensorFlow

"les parametres de réseau”

num_inputs = nb_item "nombre de neurones dans 1'entrées”
hidden_neu_1 = nb_item // 2 "nombre de neurones dans la 2eme couche”
hidden_neu_2 = 1 "nombre de neurones dans z"

hidden_neu_3 = hidden_neu_1 "nombre de neurones dans la deme couche"”
num_outputs = num_inputs "nombre de neurones dans la sortie"
learning_rate = 0.01 "taux d'apprentissage”

X = tf.placeholder(tf.float32, shape=[None,num_inputs]) "place holder pour les données”
activ_func = tf.nn.sigmoid "fonction d'activation”
z_activ_func = tf.nn.relu "fonction d'activation de z
"encoder"
def encoder(X):
with tf.variable_scope(“encoder”, reuse=tf.AUTO REUSE):
hidden_layer_1 = tf.layers.dense(inputs=X, units=hidden_neu_1, activation=activ_func)
z = tf.layers.dense(inputs=hidden_layer_1, units=hidden_neu_2, activation=activ_func)
return z
"decoder"
def decoder(z):
with tf.variable_scope("decoder”, reuse=tf.AUTO_REUSE):
hidden_layer_3 = tf.layers.dense(inputs=Z, units=hidden_neu_3, activation=activ_func)
output_layer = tf.layers.dense(inputs=hidden_layer 3, units=num_outputs, activation=activ_func)
return output_layer
"la connection entre 1'encoder et le decoder"
sampled = encoder(X)
dec = decoder(sampled)
"la fonction de cout"
loss = tf.reduce_mean(tf.square(dec - X))
“optimisateure”
optimizer = tf.train.AdamOptimizer(learning rate)
train = optimizer.minimize(lossﬂ

"

4. Entrainement et sauvegarde du model avec TensorFlow

num_steps = 5009

with tf.Session() as sess:
sess.run(initializer)

for iteration in range(num_steps+1):
outputs = sess.run([train, loss],feed_dict={X:df})
if iteration % 1000 == o:
print('Iter: {}'.format(iteration))
print('Loss: {:.4}'. format(outputs[1]))
print()
saver.save(sess, './save/autoencoder_for_frequent_itemsets.ckpt')
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S. déploiement et sauvegarde du model avec TensorFlow

dic_sous_itemset = {}
dic_itemset = {}

itemsets = test_df.values

with tf.Session() as sess:
saver.restore(sess, './save/autoencoder_for_frequent_itemsets.ckpt')

latent_rep = sess.run(sampled, feed dict={X:test_df})

nb_trans = len(latent_rep)

i=20
for itemset in itemsets:
key = latent_rep[i][@]

if key in dic_sous_itemset:
dic_sous_itemset[key].support += 1/nb_trans

else:
dic_sous_itemset[key] = Sous_itemset((1/nb_trans),

[§ * chr(65 + i) for i, j in enumerate(itemset) if j])

i+=1

compressed_tran = []
compressed_tran_sup = []

for key, value in dic_sous_itemset.items():
compressed_tran.append(value.itemset)
compressed_tran_sup.append(value.support)
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