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 ملخص:

( هو السبب الرئيسي للعمى في جميع أنحاء العالم. يعد اكتشاف هذا المرض مبكرًا من خلال DRاعتلال الشبكية السكري )

 الفحص المنتظم مهمًا بشكل خاص في منع فقدان البصر.

 الآلي هي حلول لتطوير الأدوات لمساعدة الأطباء في تشخيص الأمراض والتنبؤ بمخاطرها والوقاية منها.تقنيات التعلم 

تتطلب الاختلافات والتعقيد في بيانات تصوير الشبكية التعلم من الأمثلة، وهذا أحد الاهتمامات الرئيسية في مجال التعلم 

 العميق لوصف وتمثيل الآفات في البيانات.

دد القليل من الحالات المتاحة وخاصة البيانات غير المتوازنة معالجة أولية على مجموعة البيانات المستخدمة. استلزم الع

. أظهرت التجارب التي أجريت VGG16و CNNركز هذا العمل لاحقًا على تصميم نموذجين للشبكات العصبية العميقة: 

قوة  Kaggle" الخاصة بشركة  Diabetic Retinopathy 224x224 Gaussian Filteredعلى أساس صور "

" الذي تم تطويره كجزء من هذا المشروع، وتصنيف المراحل EYE CARE. اكتشف تطبيق الويب "VGG16نموذج 

 الخمس لاعتلال الشبكية السكري

المساعدة  ية،التلافيفاعتلال الشبكية السكري، صورة الشبكية، التعلم العميق، الشبكة العصبية الكلمات المفتاحية:   

 .التفسيرية

 

Résumé : 

La rétinopathie diabétique (RD) est la principale cause de cécité dans le monde. La détection 

précoce de cette maladie par un dépistage régulier est particulièrement importante pour 

prévenir la perte de la vision. 

Les techniques d'apprentissage automatique constituent des solutions pour développer des 

outils permettant d'aider les médecins à diagnostiquer, à prédire le risque d'atteinte de 

maladies et à les prévenir. 

Les variations et la complexité des données d'imagerie rétiniennes, nécessitent un 

apprentissage à partir d'exemples, et cela constitue un des intérêts clés du domaine de 

l'apprentissage profond pour décrire et représenter les lésions dans les données. 

Le nombre réduit de cas disponible et surtout les données déséquilibrées ont nécessité tout 

d’abord d’effectuer un prétraitement sur l'ensemble de données utilisé. Ce travail s’est 

concentré par la suite sur la conception de deux modèles de réseaux neuronaux profonds : les 

CNN et le VGG16.  Les expérimentations menées sur la base d’images ‘’Diabetic 

Retinopathy 224x224 Gaussian Filtered ‘’ de Kaggle ont montré la robustesse du modèle 

VGG16. L’application Web ‘‘EYE CARE’’ développée dans le cadre de ce projet a permis 

de détecter et classer les cinq stades de la rétinopathie diabétique 

  Mots clés : Rétinopathie Diabétique, Image Rétinienne, Apprentissage profond, Réseau 

Neuronal Convolutif, Aide à l’Interprétation. 

 



Abstract:  

Diabetic retinopathy (DR) is the leading cause of blindness worldwide. Detecting this disease 

early through regular screening is particularly important in preventing vision loss. 

Machine learning techniques are solutions for developing tools to help physicians diagnose, 

predict the risk of and prevent disease. 

The variations and complexity of retinal imaging data require learning from examples, and 

this is a key interest in the field of deep learning to describe and represent lesions in data. 

The small number of available cases and especially the unbalanced data necessitated first pre-

processing on the data set used. This work subsequently focused on the design of two models 

of deep neural networks: CNNs and VGG16. Experiments using Kaggle's ‘’ Diabetic 

Retinopathy 224x224 Gaussian Filtered ‘’ images have shown the robustness of the VGG16 

model. The "EYE CARE" web application developed as part of this project detected and 

classified the five stages of diabetic retinopathy 

  Keywords: Diabetic Retinopathy, Retinal Image, Deep Learning, Convolutional Neural 

Network, Interpretation Aid. Blood vessels. A deep learning approach based on the 

convolutional neural network (CNN) can be used to automate the method of classifying 

stages of the disease. In this work, from color images of the fundus of the retina, RD is 

classified in to five stages using a CNN. The DR images are classified in to five groups 

according to the opinion of an ophthalmology expert. CNNs and VGG16 are deployed for 

classification by stage of RD.  

Keywords: diabetic retinopathy; image classification; Deep Learning; convolutional neural 

network; Vgg16. 
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Introduction générale  
 

 

Le diabète est caractérisé par une augmentation chronique du glucose dans le sang. Il est devenu 

l'une des menaces de la santé les plus croissantes à travers le monde. Cette maladie a de 

nombreux effets néfastes sur le système nerveux, le cœur, les reins et d'autres organes ; mais le 

plus susceptible d'être touché est l’œil. En effet, le diabète provoque de nombreuses 

complications sur les yeux et affecter ainsi la vision. Parmi celles-ci, citons : une augmentation 

de la fréquence de la cataracte, le glaucome, une augmentation des infections oculaires et une 

atteinte grave de la rétine et de la macula : il s’agit de la rétinopathie diabétique (RD). 

Par ailleurs, au cours des dernières décennies, l'imagerie médicale est devenue indispensable 

dans le diagnostic et la thérapie des maladies oculaires. Avec l’avènement des systèmes 

rétiniens numérisés, il est possible d’analyser de manière automatique les images du fond d’œil, 

en particulier les images rétiniennes en couleur, car leur acquisition est simple, peu coûteuse et 

non invasive.  

Les bases d'images médicales deviennent de plus en plus volumineuses, nécessitant de 

nouvelles méthodes de traitement. Les variations et la complexité des données d'imagerie 

médicale, nécessitent un apprentissage à partir d'exemples, et cela constitue un des intérêts clés 

du domaine de l'apprentissage machine pour décrire et représenter des objets tels que des lésions 

et des anatomies dans des données. 

Les techniques d'apprentissage automatique constituent des solutions pour développer des 

outils permettant d'aider les médecins à diagnostiquer, à prédire le risque d'atteinte de maladies 

et à les prévenir. 

Ce travail de recherche se focalise sur l’analyse et le traitement des images du fond d’œil, dans 

le but de proposer un système d’aide au diagnostic de la rétinopathie diabétique. Ce système, 

basé sur l’apprentissage profond, permettra de réduire le temps du diagnostic et d’aider 

l’ophtalmologue dans sa prise de décision. 
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La tâche de la classification de la RD est difficile, en raison de la complexité des images. Elle 

nécessite un réseau profond avec une bonne représentation, pour extraire les caractéristiques. 

Dans ce cadre, les modèles du deep Learning ont la capacité d'effectuer cette tâche avec une 

haute performance. Par conséquent, ce mémoire propose deux architectures : un modèle de 

réseau neuronal convolutif profond (CNN), et le modèle VGG16 pour classer les images 

rétiniennes selon ses différents stades. 

 

Organisation du mémoire 

Pour mener à bien notre travail, nous avons organisé notre travail, comme suit : 

 Le chapitre 1 est consacré au contexte médical. 

 Le chapitre 2 est dédié à l'apprentissage profond et à l'architecture des réseaux de 

neurones convolutifs. 

 Le chapitre 3 porte sur la conception du système de la classification d’images et, les 

approches proposées. 

 Le chapitre 4 est dédié à l’illustration des différents résultats obtenus, à l’évaluation des 

performances, ainsi qu’au déploiement sur le web du système réalisé,  

 

Ce mémoire sera finalisé par une conclusion générale reprenant les principaux points abordés 

et, en exposant certaines perspectives pour l’amélioration du travail présenté. 
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Chapitre I 

Contexte Médical 

 

1.1 Introduction 

Ce chapitre présente les aspects médicaux, pour comprendre l'importance de l'analyse des 

images du fond d'œil. Tout d'abord, l’anatomie de l'œil et ses principaux composants sont 

décrits ; ensuite, les différentes anomalies de l’œil sont présentées. Deux lésions liées à des 

maladies rétiniennes ont tiré notre attention ; il s’agit de la rétinopathie diabétique (RD) et la 

dégénérescence maculaire liée à l’âge (DMLA). Une description des symptômes de ces lésions, 

l’évolution ainsi que les traitements éventuels sont donnés. Nous terminons ce chapitre par une 

présentation de différentes techniques d’acquisitions des images rétiniennes ainsi que le 

dépistage de la RD et la DMLA. 

1.2 Description Générale de l’Œil 

L’œil est un organe sensoriel du corps humain qui reçoit 80% des informations extérieures. Sa 

fonction est de transformer l’information lumineuse en influx nerveux transmis au cerveau. Il 

est de faible volume (6.5 cm3) et il pèse 7 grammes. Il présente une forme d'une sphère 

d'environ 24 mm de diamètre, complétée vers l'avant par une autre sphère de 8 mm de rayon (la 

cornée). L’anatomie de l’œil se divise en deux : Le globe oculaire et les annexes (les muscles 

extra-oculaires, les nerfs, la paupière). L’œil est constitué de trois membranes : la rétine, la 

choroïde et la sclérotique, et de trois milieux transparents : l'humeur aqueuse, le cristallin et 

l'humeur vitrée [1]. La Figure. I.1 illustre les composants de l’œil. 

1.2.1 Anatomie du globe oculaire 

Le globe oculaire présente une structure grossièrement sphérique (cf. Figure. I.1). Il est 

composé de quatre parties principales : 

 La couche protectrice : cornée et sclère.  

 La couche vasculaire (nommée uvée) : iris, corps ciliaire et choroïde. 

 La couche visuelle : rétine et nerf optique. 

Le contenu de la cavité interne : humeur aqueuse, cristallin et corps vitré. 
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A l’avant de l’œil, on délimite deux zones principales : 

1) La chambre antérieure : qui se situe entre la cornée et l’iris ; elle est remplie par 

l’humeur aqueuse. 

2) La chambre postérieure : elle se situe entre l'iris et le cristallin. 

 

 

Figure. I. 1 : le fond d’œil [19] 

1.2.1.1 La couche protectrice (couche externe) 

Cette couche comprend deux parties dont la cornée et la sclère. Elles sont résistantes, épaisses 

et faites de fibres collagènes. La cornée est transparente et sert de fenêtre pour l’œil tandis que 

la sclère est opaque [20]. 

a)   La cornée 

La cornée est une membrane solide et transparente de 11 mm de diamètre au travers de 

laquelle la lumière entre à l'intérieur de l'œil. La cornée est privée de vaisseaux sanguins 

(sinon notre vision serait troublée) ; elle est donc nourrie par un liquide fluide comme l'eau : 

l'humeur aqueuse. La cornée contient 78% d'eau ; pour maintenir ce degré d'hydrophile elle 

est constamment recouverte de larmes alimentées en continu par les glandes lacrymales et 

répartis par le battement des paupières.  La cornée est la principale lentille de l'œil, elle assure 

environ 80% de la réfraction. Elle est composée de 5 couches différentes (cf. Figure. I.2) 
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 Épithélium cornéen : est la couche la plus externe et représente environ 10 % de 

l'épaisseur totale de la cornée. Elle est constituée de cinq à six couches de cellule 

régénérable. 

 Membrane de Bowman : est la couche de transition de 12 micromètres, qui sépare 

l’épithélium du stroma cornéen. 

 Stroma : est un tissu conjonctif très spécifique. Très épais (environ 400 microns), il 

représente 90% de l'épaisseur de la cornée. Il contient de l'eau, des substances 

organiques et du collagène.  

 Membrane de Descemet : est une membrane basale transparente de l'endothélium 

cornéen. Elle se situe entre le stroma postérieur et la monocouche endothéliale. 

 Endothélium : est une membrane interne, fragile et fine de 6 micromètres. La qualité 

et la quantité de ces cellules varient avec l'âge et des altérations y surviennent à partir 

de 65ans. 

                            

Figure. I. 2 : Structure de la cornée [20] 

b) La sclère 

La sclérotique ou sclère est une membrane rigide qui donne sa forme à l'œil. Cette membrane 

est fibreuse, résistante. Elle entoure et protège l'œil à l'extérieur tout en maintenant sa forme. 

La sclérotique forme le blanc de l’œil. Elle est traversée par un grand nombre de petits canaux 

(artères, nerfs, veines) et, à l'arrière, par une ouverture où passent les fibres du nerf optique. 

1.2.1.2 La couche vascularisée (couche moyenne) 

Elle est aussi appelée « l’uvée ». Elle comprend trois parties : l’iris, le corps ciliaire et la 

choroïde [1] C’est la partie la plus vascularisée du globe oculaire. 

a)  L'iris 

Cette membrane, située dans l'humeur aqueuse entre la cornée et le cristallin, sépare 

ainsi la chambre antérieure de la chambre postérieure de l'œil. Il est constitué par des 
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épithéliums pigmentés donnant sa couleur à l'œil et percé d'un trou correspondant à la 

pupille. Il est innervé par des fibres du système nerveux autonome qui activent les 

muscles dilatateurs et sphincters responsables de la dilatation et de la constriction 

pupillaires (cf. Figure. I.1). 

b) Le corps ciliaire 

Il correspond à la partie intermédiaire de l’uvée, sous forme d’un anneau saillant à 

l’intérieur de l’œil. Il joue un rôle fondamental dans l’accommodation et la sécrétion de 

l’humeur aqueuse (cf. Figure. I.1). 

c) La Choroïde 

La choroïde est la membrane intermédiaire de l’œil située entre la rétine et la 

membrane externe. Elle a pour rôle d’apporter le sang à l’œil. Située entre la sclérotique 

et la rétine et en continuité avec le corps ciliaire et l’iris, la choroïde est une couche très 

vascularisée contenant de nombreux pigments colorés. 

- Elle forme la chambre noire. 

- Elle absorbe les rayons lumineux inutiles pour la vision. 

- Elle est richement vascularisée et assure la nutrition de l’iris et de la rétine. 

1.2.1.3 La couche visuelle (couche interne) 

C’est la couche la plus interne des couches qui constituent le globe oculaire. Elle comprend la 

rétine et le nerf optique [2]. 

a) La rétine 

La rétine est la couche sensible à la lumière grâce aux photorécepteurs (les cônes et 

les bâtonnets).  

Elle a comme épaisseur 0,25 mm [2]. La rétine possède 2 types de photorécepteurs : 

 Les bâtonnets : De forme allongée, ils doivent leur nom à leur forme. Ils sont environ 

130 millions. Ils sont absents de la fovéa et se logent à la périphérie. Ils ont une très 

grande sensibilité à la lumière, d'où leur capacité à percevoir de très faibles lueurs la 

nuit : vision de nuit. Ainsi ils ont une très faible perception des détails et des couleurs 

car plusieurs dizaines de bâtonnets ne sont liés qu'à une seule fibre du nerf optique. Ils 

contiennent une substance chimique appelée rhodopsine ou pourpre rétinien. Quand la 

lumière frappe une molécule de rhodopsine, celle-ci génère un faible courant électrique. 

Les signaux ainsi recueillis forment un message qui est transmis aux cellules nerveuses 

de la rétine (cf. Figure. I.3). 

 Les cônes : Ils sont environ 5 à 7 millions à se loger dans la fovéa. Leur sensibilité à la 

lumière est très faible mais leur perception des détails est très grande pour deux raisons 

: il y a une densité très élevée de cônes dans la fovéa et surtout chaque cône de la fovéa 
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transmet son information à plusieurs fibres du nerf optique ; la vision est donc de jour. 

Ainsi, ils ont une très bonne sensibilité aux couleurs. Ils sont de trois types selon le 

pigment qu'ils contiennent et ont donc une sensibilité à des ondes lumineuses de 

longueurs différentes : cône contenant de l'érythrosine (sensibles au rouge), de la 

chloropsine (vert), et de la cyanopsine (bleu) (cf. Figure. I.3). 

 

Figure. I. 3 : la rétine [21] 

 La macula : Dans la zone elliptique centrale se trouve le maximum de cônes. Cette zone 

permet donc une vision très précise. Elle mesure 3 mm dans le grand axe et 2 mm dans 

le petit axe. Cette région se nomme la macula. Elle apparait comme une tâche jaune, 

située au centre du pôle postérieur comme une fine excavation [3]. 

 La fovéa : est la région de la rétine située dans la macula, près de l'axe optique de l'œil, 

dans la partie centrale de cette dernière.  

Cette région est de la plus haute importance pour la vision. Elle mesure 300 à 400 

microns de diamètre et contient 25 000 cônes. 

 Le nerf Optique : La transmission des informations vers le cerveau est opérée par le 

nerf optique. Toutes les fibres optiques issues des cellules visuelles convergent vers un 

point précis de la rétine : la papille. 

 La papille : est le point de l'œil qui ne voit pas. On l'appelle aussi la tache aveugle. En 

ce point débouche aussi le réseau veineux et artériel de la rétine. Les fibres optiques se 

rejoignent toutes là pour former un câble appelé le nerf optique. Il mesure 4 mm de 

diamètre et 5 cm de long (cf. Figure. I.4.). 
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 Arbre Vasculaire : il correspond à la structure vasculaire arborescente connectée. Elle 

est chargée de nourrir les parties internes de la rétine. Cette structure vasculaire provient 

dans le disque optique avec l'artère centrale de la rétine et de la veine (cf. Figure. I.4). 

 

                              Figure. I. 4 : Image rétinienne [22] 

1.2.1.4 Le contenu de la cavité interne 

Il est constitué par l’humeur aqueuse, le cristallin, et le corps vitré. Ce sont des milieux 

transparents. 

a) L’humeur aqueuse 

L'humeur aqueuse est un liquide transparent qui remplit l'espace entre la cornée et le 

cristallin. Constamment renouvelé, il est responsable du maintien de la pression 

intraoculaire (cf. Figure I.1) 

b) Le cristallin 

Le cristallin est une lentille biconvexe de l’œil, transparente, a vasculaire. Il est situé à 

l'intérieur du globe oculaire. Sa partie antérieure est en contact avec l'humeur aqueuse et sa 

partie postérieure avec le corps vitré (cf. Figure. I.1). 

c) Le corps vitré 

Le corps vitré est une masse gélatineuse claire et transparente. Il maintient la rétine 

contre les parois de l’œil, contenant 99% d'eau et représentant 60% du volume oculaire (cf. 

Figure. I.1). 
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1.3 Les pathologies rétiniennes 

Les anomalies associées à l'œil peuvent être divisées en deux classes principales. La première 

englobe les maladies de l'œil, telles que la cataracte et le glaucome.  Le deuxième groupe est 

classé comme une maladie liée à un style de vie, telles que l’hypertension, l'artériosclérose et 

le diabète [4]. Ces pathologies peuvent entraîner une réduction de l'acuité visuelle, une 

déficience visuelle et la cécité. La discussion dans cette section se concentre sur les maladies 

oculaires les plus fréquentes, telles que la rétinopathie diabétique, la dégénérescence maculaire 

liée à l’âge, la cataracte et le glaucome. La section explique comment les symptômes des 

maladies oculaires émergent et affectent la vision, les traitements envisagés ainsi que le 

diagnostic de ces anomalies. 

1.3.1 La Rétinopathie Diabétique (RD) 

La rétinopathie diabétique (RD) est l’expression clinique d’une micro- angiopathie rétinienne. 

Avec le rein et le système nerveux central, l’œil est l’un des sites majeurs de la micro-

angiopathie diabétique [4]. 

Le diabète peut résulter de facteurs génétiques et environnementaux et se caractérise par un 

excès permanent de sucre dans le sang. Face à une incroyable augmentation du nombre de 

malades, les experts parlent aujourd’hui d’épidémie. Le diabète attaque les vaisseaux sanguins 

et notamment ceux de la rétine, qui est très vascularisée. 

La rétinopathie diabétique (RD) est une des principales causes de cécité et de malvoyance. Les 

études épidémiologiques réalisées dans les pays industrialisés la citent comme une des 4 

principales causes de malvoyance dans l’ensemble de la population et la première cause de 

cécité chez les sujets de moins de 50 ans [5-6]. 

Cette affection ne se remarque pas pendant de nombreuses années, elle ne devient 

symptomatique qu’au stade de complications. Le retard du traitement est la cause essentielle de 

la perte de vision et est évitable avec un dépistage et un traitement approprié [7]. Seul un 

examen effectué régulièrement peut permettre de la diagnostiquer précocement et de la traiter. 

La cécité et la malvoyance liées à la rétinopathie diabétique sont en effet en grande partie 

évitables grâce au traitement par laser, dont l’efficacité a été depuis longtemps démontrée  

[8-1]. 

Dans ce qui suit, nous décrivons certains signes de la RD qui peuvent être détectés avec 

l'analyse des images du fond d'œil, le traitement, ainsi que la classification de la maladie. 
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1.3.2 Signes cliniques de la RD 

Les différents types de lésions qui peuvent apparaitre au cours du développement de la RD sont 

au nombre de 9, certains d’entre eux se déclinant en sous-catégories. Ils sont listés dans le 

tableau. I.1 [1]. 

1 Micro-anévrismes 

2 Hémorragies rétiniennes 

4 AMIRs (Anomalies Microvasculaires Intra Retiniennes) 

5 Anomalies veineuses 

6 Ischémie rétinienne 

7 Exsudats 

8 Nodules cotonneux 

9 Néo-vaisseaux 

Tab. I. 1 : Lésions de la RD [1] 

1.3.2.1 Les Micro-anévrismes 

Les micro-anévrismes sont les premiers signes non équivoques de la RD. Ils sont produits par 

un affaiblissement local des parois capillaires. Ils apparaissent sous forme de points rouges. 

Leur taille varie de 10 à 100 microns de diamètre. La figure. I.5 (a) montre un exemple de telles 

lésions [10]. 

1.3.2.2 Les hémorragies 

La progression de la maladie peut produire une rupture d'une paroi d'un capillaire ou d'un micro-

anévrisme ce qui provoque des hémorragies rétiniennes. Elles apparaissent soit comme des 

petits points rouges indiscernables à partir de micro-anévrismes, ou grandes taches de forme 

ronde avec contour irrégulier. La figure. I. 5(b) montre certains d'entre eux. 

  

(a)                                                                        (b) 

Figure. I. 5: Présence des micro-anévrismes et des hémorragies dans les images couleur 

de la rétine (a) micro-anévrismes montrés par une flèche (b) hémorragies [23]. 
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1.3.2.3 Les Anomalies Micro-vasculaires Intra Rétiniennes (AMIR) 

Les AMIR sont des anomalies vasculaires comme des dilatations, des ectasies ou des 

bourgeonnements. Elles témoignent d'une occlusion vasculaire et par conséquent d'une 

ischémie locale.  Elles représentent une réponse néovasculaire à cette occlusion.  

Leur forme est plutôt irrégulière, mais parfois, elles peuvent être facilement confondues avec 

des micro-anévrismes (cf. figure. I.6 (a)). 

(a)                                                       (b)  

Figure. I. 6 : Présence des AMIR et une occlusion veineuse rétinienne ;(a) : les 

AMIR ;(b) occlusion veineuse rétinienne [4]. 

1.3.2.4 Occlusions veineuses rétiniennes 

Les occlusions veineuses sont la conséquence d’un ralentissement brutal de la circulation 

veineuse dans la rétine. L’occlusion veineuse peut durer plusieurs mois, et même dans certains 

cas devenir chronique, selon le siège de l'obstruction (cf. Figure. I.6.b). On distingue deux 

formes cliniques [1] : 

 Dans le nerf optique : occlusion de la veine centrale de la rétine (OVCR), ou occlusion 

hémisphérique en cas de veine centrale dupliquée ; 

 Dans la rétine : Au niveau d'un croisement artério-veineux : occlusion d’une branche 

veineuse rétinienne (OBVR). 

 Ischémie rétinienne : On désigne par ischémie la baisse du débit sanguin local qui devient 

insuffisant pour assurer les besoins métaboliques d’un tissu dans la rétinopathie diabétique. Elle 

est secondaire à l’occlusion plus au moins étendue des capillaires rétiniens (cf. Figure. I.7.a). 

1.3.2.5 Les Exsudats durs 

Il s'agit de l'une des principales caractéristiques de la rétinopathie diabétique. En plus de la fuite 

de sang, des vaisseaux également fuient les lipides et les protéines qui causent l'apparition des 

exsudats. Ils apparaissent comme des points lumineux, jaunâtres avec contours bien définis. La 

figure. I.7(b) montre un exemple de telles lésions. 
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(a)                                                               (b) 

            Figure. I. 7 : Présence d’une ischémie rétinienne et des exsudats durs ;(a) Ischémie   

                                              Rétinienne ;(b) Exsudats durs [25]. 

 

1.3.2.6  Nodules Cotonneux 

Les nodules cotonneux sont plus souvent observés dans la rétinopathie avancée. Ils se 

présentent comme des lésions de petite taille, blanches, superficielles, d’aspect duveteux et à 

contours flous. La figure. I. 8 (a) illustre certains d'entre eux. 

1.3.2.7 Œdème maculaire 

Il correspond à une accumulation de liquide dans la zone maculaire de la rétine. Il se traduit par 

un épaississement rétinien. L'œdème maculaire est directement accompagné par une 

dégradation visuelle lente mais progressive [1]. La Figure. I. 8(b) montre un exemple de telles 

lésions. 

 

(a)                                                                (b) 

Figure. I. 8 : Présence des nodules cotonneux et d’œdème maculaire   

(a)  nodules cotonneux rétinienne ; (b) œdème maculaire [26] 

1.3.2.8 La néo-vascularisation 

La néo-vascularisation correspond à de nouveaux vaisseaux qui se développent à cause d'une 

ischémie. Ils apparaissent sous forme d’un lacis vasculaire à la surface de la rétine ou de la 

papille [27]. Ces néo vaisseaux ont un grand risque de se rompre et provoquent des hémorragies. 

La figure I. 9 illustre certains d'entre eux. 
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                                 Figure. I. 9 : Néo-vascularisation [27] 

1.4 Glaucome 

Le glaucome est une maladie de l'œil qui provoque une diminution irrémédiable du champ de 

vision. Il est la conséquence de dommages du nerf optique. Le glaucome est associé à la suite 

de l’élévation de la pression à l’intérieur de l'œil (pression intraoculaire). Le glaucome est la 

deuxième cause de cécité dans le monde [12]. La Figure. I.10.a illustre la présence du glaucome.  

 

(a) (b) 

   Figure. I. 10 : présence du glaucome et cataracte ;(a) : le glaucome ; (b) cataracte [28] 

 

1.5 Cataracte 

La cataracte est l'opacification partielle ou totale du cristallin, lentille convergente située à 

l'intérieur de l'œil [4]. Cette opacification est responsable d'une baisse progressive de la vue, au 

début accompagné de gêne à la lumière (photophobie). Cette baisse de la vision peut être rapide 

(quelques semaines) à cause d'un traumatisme (cf. Figure. I.10.b). 

1.6 Classification des stades de la RD 

Les stades de la RD sont déterminés en fonction du type, du nombre et de la localisation des 

lésions présentes (la rétine est divisée en quatre quadrants). L’´évolution de la pathologie peut 

être classifiée en un certain nombre de stades. L’´échelle que nous utilisons est l’International 
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Clinical Diabetic Retinopathy Disease Severity Scale (ICDRS) [11] qui comporte cinq stades, 

auxquels nous rajoutons un stade 0 correspondant à une absence de pathologie. Les stades de 

la RD sont décrits dans le tableau. I 2. 

Stade Description 

0: Pas de RD apparente ------------------------------------------------- 

1: Rétinopathie non prolifèrante minime Présence de micro-anévrismes uniquement 

2: Rétinopathie non prolifèrante modérée Présence de lésions autres que des micro- 

anévrismes mais ne correspond pas au stade 3 

3: Rétinopathie non prolifèrante sévère Une des 3 conditions suivantes est satisfaite : 
 Plus de 20 hémorragies intra rétinienne 

dans chacun des 4 quadrants 

 Anomalies veineuses certaines dans au 

moins 2quadrants 

 AMIR proéminant dans au moins un 
quadrant mais ne correspond pas au 

stade 4 

4: Rétinopathie proliférante Une des 2 conditions suivantes est satisfaite 

 Présence des néovaisseaux 

 Hémorragies vitrées/ prérétinienne 

5: Rétinopathie traitée non active La rétine a été traitée au laser et la Rétinopathie 
n’est plus active 

Tab. I. 2 : Classification des stades de la RD [1] 

1.7 Dégénérescence maculaire liée à l’âge (DMLA) 

Une autre maladie de la rétine qui a un effet similaire à la rétinopathie diabétique, mais d'autres 

causes est la dégénérescence maculaire liée à l'âge (DMLA). Elle apparait après l’âge de 

cinquante ans et entraîne une altération de la fonction rétinienne maculaire donc de la vision 

centrale. La prévalence globale de la maladie est de 8% après 50 ans. Cette prévalence globale 

augmente progressivement avec l’âge : ainsi, elle est d’environ 1 à 2% entre 50 et 65 ans, 10% 

entre 65 et 75 ans, et 25% entre 75 et 85 ans [10]. 

1.7.1 Signes cliniques de la DMLA 

Cliniquement, on distingue deux formes de la dégénérescence maculaire liée à l’âge [13] : une 

forme atrophique (80% des cas), et une forme exsudative (20% des cas). 
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1.7.2 Maculopathie liée à l’âge (MLA) 

La MLA représente le stade précoce de la maladie. Elle n’est pas ou peu symptomatique sur le 

plan visuel. Elle est caractérisée par la présence, dans la macula (zone centrale de la rétine) 

d’altérations au niveau de l’épithélium pigmentaire ou de dépôts au niveau de la rétine appelés 

drusen.  Au fond d’œil, les drusens apparaissent comme des amas ronds blanchâtres, de forme 

et de taille variables (cf. Figure. I.11.a). La présence d’une MLA à un ou deux yeux entraîne un 

risque de développer une DMLA à 5 ans pouvant aller jusqu’à 50 %. Selon l’importance de la 

MLA, des traitements préventifs par antioxydants peuvent être prescrits [10]. 

1.7.3 Forme atrophique 

La forme atrophique (forme sèche), résulte de l’atrophie progressive des couches de 

l’épithélium pigmentaire et des photorécepteurs. Le retentissement visuel est important mais ce 

processus est lentement évolutif (cf. Figure. I.11.b). 

1.7.4 Forme exsudative 

La forme exsudative (forme humide) est deux fois plus fréquente que la forme atrophique, elle 

se caractérise par l’apparition de néo-vaisseaux choroïdiens dans la macula, qui sont 

responsables d’œdème et d’exsudation intra ou sous rétinienne, ou d’hémorragies rétiniennes. 

Son évolution est le plus souvent rapide ou rapidement progressive (cf. Figure. I.11.c). 

               

(a)                                       (b)                                    (c) 

Figure. I. 91 : Formes cliniques de la dégénérescence maculaire liée à l’âge 

(a) Maculopathieliée à l'âge (forme précoce de DMLA) : drusens et altérations de 

l'épithélium pigmentaire ; (b) DMLA de forme atrophique ; (c) DMLA de forme 

exsudative : forme avancée avec fibrose au niveau de la macula. [29] 

 

1.8 Techniques d’Acquisition des Images Rétiniennes 

Dans cette section du chapitre, nous présentons les différents appareils permettant l’acquisition 

des différents types d’images couleur du fond d’œil. 
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1.8.1 Rétinographie mydriatique (RM) et non mydriatique (RNM) 

Le rétinographe est utilisé pour surveiller d'éventuelles modifications du fond d'œil ; il permet 

la réalisation de photographies couleurs du fond d'œil. L'examen est totalement indolore. Il peut 

être réalisé sans dilatation pupillaire (d'où le nom de RNM, Rétinographe Non Mydriatique). 

Mais si une analyse fine des 9 champs du fond d'œil est souhaitée, une dilatation pupillaire est 

souhaitable pour l'obtention de clichés de bonne qualité [8]. L'archivage des photos permettra 

un examen comparatif de l'état du fond d'œil d'une visite à l'autre afin de juger d'une éventuelle 

évolution (cf. Figure. I.12.a). 

1.8.2 Angiographie a la fluorescence 

Cet examen consiste en la prise de photographies du fond d'œil après injection intraveineuse 

d'un colorant fluorescent (fluorescéine, vert d'indocyanine). Il permet une étude détaillée des 

vaisseaux sanguins pour établir le diagnostic de certaines maladies ou guider un traitement ; par 

exemple lorsqu'une photo-coagulation au laser est envisagée [30]. Les indications essentielles 

sont la rétinopathie diabétique et les dégénérescences maculaires (cf. Figure.12. b). 

                      

           Figure. I. 102 : Rétinographie et angiographie à la fluorescence 

(a)  Rétinographie ; (b) Angiographie à la fluorescence [25] 

 

1.8.3 Tomographie a Cohérence Optique (OCT) 

La tomographie à Cohérence Optique (OCT), est un appareil ultramoderne qui permet de 

visualiser au niveau microscopique la rétine [14] et d’individualiser ses différentes couches (cf. 

Figure 13). Il utilise un laser infrarouge qui balaie la rétine. L’appareil analyse les rayons 

renvoyés et reconstruit toute l’épaisseur de la rétine grâce à des procédés informatiques. Cet 

appareil est indispensable au suivi des maladies de la rétine. L’appareil donne des images de 

l’aspect microscopique des différentes couches de la rétine. Ces images permettent ainsi de 

mieux connaitre l’état de la rétine, la présence de lésions et aiguillent dans le choix de la 

technique la plus adaptée au traitement de l’anomalie. 
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Figure. I. 13 : images de l’OCT [31] 

1.9 Dépistage de la RD et DMLA 

La prévention de la RD et la DMLA se concentre sur un contrôle continu et un traitement 

précoce. Ces actions préventives peuvent retarder ou arrêter la progression de ces maladies, 

prévenir la cécité et améliorer la qualité de la vie. Comme il n'y a pas de symptômes saillants 

dans les premiers stades de la RD et la DMLA ; le nombre de symptômes et la gravité 

augmentent essentiellement avec le temps. Un dépistage rentable sur de grandes populations 

est alors nécessaire [15-16]. Le dépistage est une action préventive secondaire qui vise à trouver 

et traiter des conditions qui ont déjà eu lieu, mais qui n'ont pas atteint un stade qui nécessitent 

des soins médicaux. Des études ont révélé que les personnes âgées et les personnes qui souffrent 

davantage de diabète doivent effectuer régulièrement une séance de dépistage [17-18].  Par 

ailleurs, la progression de ces maladies est révisée au moins une fois en 1-3 an, ce qui en résulte 

une quantité croissante d'informations pour l'examen. C'est pourquoi le développement d’un 

système d'analyse d'images est nécessaire pour le dépistage de la RD et la DMLA. 

1.10      Conclusion 

Dans ce chapitre, l’anatomie du fond d’œil, les maladies oculaires liées au diabète et la 

dégénérescence maculaire liée à l’âge ainsi que leurs symptômes ont été décrits. Les techniques 

d’acquisition des images couleur et angiographique ont été discutés par la suite. Finalement, le 

dépistage de la RD et DMLA a été présenté en montrant la nécessité du suivi, la détection 

précoce de la RD et la DMLA pour éviter la cécité et la malvoyance. Les appareils d’acquisition 

jouent un rôle très important pour le dépistage de masse qui permet d’étudier l’évolution des 

maladies sur un groupe de population. 

Dans le chapitre suivant, nous allons nous consacrer à l’étude des techniques de l'apprentissage 

automatique. Nous allons, en particulier nous intéresser à l’apprentissage profond, ses 

différentes architectures dont les réseaux de neurones convolutionnels (CNN) qui ont fait l’objet 

de ce travail.  
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Chapitre II 

 

Revue de Connaissances en Apprentissage Profond 

 

2.1 Introduction 

De nos jours, le suivi et la détection automatique des maladies rétiniennes a attiré une grande 

attention dans le champ de la vision par ordinateur.   De plus, les bases d'images médicales 

deviennent de plus en plus volumineuses, nécessitant de nouvelles méthodes de traitement. La 

variation et la complexité des données d'imagerie médicale, nécessitent un apprentissage à partir 

d'exemples, et cela constitue un des intérêts clés du domaine de l'apprentissage machine pour 

décrire et représenter des objets tels que des lésions et des anatomies dans des données.  

Les techniques d'apprentissage automatique permettent de proposer des solutions pour 

développer des outils permettant d'aider les médecins à diagnostiquer, à prédire le risque 

d'atteinte de maladies et à les prévenir.  

L'apprentissage profond (ou Deep Learning) est un axe actif de recherche dans le domaine de 

l'apprentissage automatique qui englobe un large éventail d’architectures de réseaux élaborés 

pour exécuter plusieurs tâches. Il s'intéresse aux algorithmes inspirés par la structure et la 

fonction du cerveau, à savoir les réseaux de neurones artificiels. Les modèles d'apprentissage 

en profondeur sont formés en utilisant une grande masse de données étiquetées et des 

architectures de réseau neuronal qui contiennent de nombreuses couches. 

Nous commençons donc ce chapitre, en premier lieu, par une présentation de quelques notions 

concernant les réseaux de neurones en passant en revue leurs différentes topologies. Puis, nous 

procédons à la description du Deep Learning et ses différentes architectures existantes.  Nous 

expliquons, en particulier ce qu’est un réseau de neurones basé convolution, qui s’est avéré très 

efficace dans des domaines tels que l’imagerie médicale.  Nous terminerons le chapitre par la 

présentation de quelques méthodes d’optimisation telles que la méthode du gradient conjugué.
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2.2 Réseaux de neurones 

2.2.1 Définition 

Un neurone biologique (cf. Figure. II.1) est constitué d’un corps cellulaire doté d’un noyau et 

de prolongements appelés dendrites, d’une fibre nerveuse appelée axone et d’une zone 

synaptique constituée de synapses [73]. 

 

Figure. II.1. : Neurone biologique. Inspirée de Chevalier (2017) [73]. 

Un neurone génère un signal électrique et le transmet à un autre neurone via les synapses. Si le 

signal est assez stimulant, les dendrites du noyau récepteur vont s’activer à le recevoir et le 

retransmettre de la même manière à un autre neurone en lui faisant parcourir son axone [32]. 

Un réseau de neurones artificiels (cf. Figure. I.2) est un système dont la conception est à 

l'origine inspirée du fonctionnement des neurones biologiques, et qui par la suite s'est rapproché 

des méthodes statistiques [19]. Les réseaux de neurones artificiels sont des réseaux fortement 

connectés par des processeurs élémentaires fonctionnant en parallèle.  

Chaque processeur élémentaire (neurone artificiel) calcule une sortie unique sur la base des 

informations qu’il reçoit.  

             

Figure. II.2. : Neurone artificiel [74]. 
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2.2.2 Historique   

Les réseaux neuronaux ont vu le jour en 1943 par W.MCCulloch et W. Pitts [97]. Le neurone 

formel est une abstraction du neurone physiologique. Par cette présentation, ces chercheurs ont 

démontré que le cerveau est équivalent à une machine de Turing ; la pensée devient alors 

purement des mécanismes matériels et logiques. Ils déclarèrent en 1955 "Plus nous apprenons 

de choses au sujet des organismes, plus nous sommes amenés à conclure qu'ils ne sont pas 

simplement analogues aux machines, mais qu’en est-il de cette machine ?". La démonstration 

de McCulloch et Pitts a été l’un des acteurs importants de la création de la cybernétique.  

En 1949, D. Hebb présenta dans son ouvrage "The Organization of Behavior" une règle 

d'apprentissage. De nombreux modèles de réseaux aujourd'hui s'inspirent encore de la règle de 

Hebb [97].  

En 1958, F. Rosenblatt développe le modèle du Perceptron [98]. C'est un réseau de neurones 

inspiré du système visuel. Il possède deux couches de neurones : une couche de perception et 

une couche liée à la prise de décision. C'est le premier système artificiel capable d'apprendre 

par expérience. Dans la même période, le modèle de L'Adaline (ADAptiveLINearElement) a 

été présenté par B. Widrow, chercheur américain à Stanford. Ce modèle sera par la suite le 

modèle de base des réseaux multicouches.  

En 1969, M. Minsky et S. Papert publient une critique des propriétés du Perceptron [99]. Cela 

va avoir une grande incidence sur la recherche dans ce domaine. Elle va fortement diminuer 

jusqu'en 1972, où T. Kohonen présente ses travaux sur les mémoires associatives et propose 

des applications à la reconnaissance de formes.  

C'est en 1982 que J. Hopfield présente son étude d'un réseau complètement rebouclé, dont il 

analyse la dynamique [20].  

Aujourd'hui, les réseaux neuronaux sont utilisés dans de nombreux domaines (Médecine, 

Transport, voiture autonome, Sécurité routier, production automatique…) à cause de leur 

propriété en particulier, leur capacité d'apprentissage, et qu'ils soient des systèmes dynamiques 

[20]. 

2.2.3 Topologie   

Chaque réseau de neurones est connecté entre eux de diverses manières. Nous pouvons 

distinguer deux familles de réseaux de neurones : non bouclés ou statiques et bouclés 

(dynamiques).  
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2.2.3.1 Les réseaux de neurones non bouclés  

Un réseau de neurones non bouclé réalise une (ou plusieurs) fonctions algébriques de ses 

entrées, par composition des fonctions réalisées par chacun de ses neurones [33].  

Un réseau de neurones non bouclé est représenté graphiquement par un ensemble de neurones 

"connectés" entre eux ; l’information circulant des entrées vers les sorties sans "retour en 

arrière". Si l’on représente le réseau comme un graphe dont les nœuds sont les neurones et les 

arêtes les "connexions" entre ceux-ci, le graphe d’un réseau non bouclé est acyclique. Le terme 

de "connexions" est une métaphore : dans la très grande majorité des applications, les réseaux 

de neurones sont des formules algébriques dont les valeurs numériques sont calculées par des 

programmes d’ordinateurs, non des objets physiques (circuits électroniques spécialisés) ; 

néanmoins, le terme de connexion, issu des origines biologiques des réseaux de neurones, est 

passé dans l’usage, car il est commode quoique trompeur. Il a même donné naissance au terme 

de connexionnisme.  

La Figure. II.3 représente un réseau de neurones non bouclé qui a une structure particulière, très 

fréquemment utilisée : il comprend des entrées, une couche de neurones "cachés" et des 

neurones de sortie. Les neurones de la couche cachée ne sont pas connectés entre eux. Cette 

structure est appelée Perceptron multicouche.  

            

Figure. II.3. : Un Perceptron multicouche [75]. 

Les réseaux de neurones non bouclés sont des objets statiques : si les entrées sont indépendantes 

du temps, les sorties le sont également. Ils sont utilisés principalement pour effectuer des tâches 

d'approximation de fonction non linéaire, de classification ou de modélisation de processus 

statiques non linéaires.  

2.2.3.2 Les réseaux de neurones bouclés  

Contrairement aux réseaux de neurones non bouclés dont le graphe de connexions est acyclique 

(cf. Figure. II.4). Les réseaux de neurones bouclés peuvent avoir une topologie de connexions 

quelconque, comprenant notamment des boucles qui ramènent aux entrées la valeur d'une ou 
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plusieurs sorties [34]. Pour qu'un tel système soit causal, il faut évidemment qu'à toute boucle 

soit associé un retard : un réseau de neurones bouclé est donc un système dynamique, régi par 

des équations différentielles. Comme l'immense majorité des applications sont réalisées par des 

programmes d'ordinateurs, on se place dans le cadre des systèmes à temps discret, où les 

équations différentielles sont remplacées par des équations aux différences.  

Un réseau de neurones bouclé à temps discret est donc régi par une (ou plusieurs) équations aux 

différences non linéaires, résultant de la composition des fonctions réalisées par chacun des 

neurones et des retards associés à chacune des connexions. 

Les réseaux de neurones bouclés sont utilisés pour effectuer des tâches de modélisation de 

systèmes dynamiques, de commande de processus, ou de filtrage.   

 

                     Figure. II.4. : Un réseau de neurones bouclé [76-77]. 

2.3 L’apprentissage en profondeur (Deep Learning) 

Le Deep Learning est un nouveau domaine de recherche de l’apprentissage machine ou machine 

Learning (ML), qui a été introduit dans le but de rapprocher le ML de son objectif principal à 

savoir : l’intelligence artificielle [100]. En effet, il concerne les algorithmes inspirés par la 

structure et le fonctionnement du cerveau. Ils peuvent apprendre plusieurs niveaux de 

représentation dans le but de modéliser des relations complexes entre les données. La figure ci-

dessous illustre la relation entre l’apprentissage profond, le ML et l’IA. 

 

Figure. II.5. : La relation entre l’intelligence artificielle, le ML et le Deep Learning [78]. 
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2.3.1 Définition 

L'apprentissage en profondeur est un ensemble d'algorithmes d’apprentissage automatique qui 

tentent d'apprendre à plusieurs niveaux, correspondant à différents niveaux d'abstraction. Il a la 

capacité i) d’extraire des caractéristiques à partir des données brutes grâce aux multiples 

couches de traitement composé de multiples transformations linéaires et non linéaires et ii) 

d’apprendre sur ces caractéristiques à travers chaque couche avec une intervention humaine 

minime [35-41]. 

                      

     Figure. II.6. : Schéma illustratif de DL avec plusieurs couches [79]. 

2.3.2 Historique    

L’idée du Deep Learning n’est pas une idée récente, mais elle date en réalité des années 1980, 

plus particulièrement suite aux travaux sur les réseaux de neurones multicouches et aux travaux 

de certains pionniers du machine Learning et du Deep Learning comme le français Yann Le 

Cun [101]. En collaboration avec deux autres informaticiens, Kunihiko Fukushima et Geoffrey 

Hinton, ont mis au point un type d'algorithme particulier appelé Convolutional Neural Network 

(CNN) [102].  

Bien que cette approche donne des résultats, ses progrès et son évolution sont limités par les 

progrès technologiques en matière de micro-processeurs, de puissance de calculs, et du manque 

d’accessibilités à des données afin de pouvoir entraîner les neurones. Cependant certains 

chercheurs ont continué à travailler sur ce modèle pendant environ deux décennies et, avec 

l’aide des évolutions en matière de technologies, mais surtout avec la disponibilité toujours plus 

grande de données, ont pu améliorer cette technique.  
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Afin de développer un système d'apprentissage performant, il faut pouvoir l'exercer et cela 

requiert un nombre important de données à tester.  

C'est dans ce contexte qu'en 2007, le STANFORD VISION LAB, avec Fei-Fei Li à sa tête, 

développèrent un agrégateur d'images où sont consignées et étiquetées quelques millions de 

photos : Image Net. En 2010, Image Net a regroupé 15000000 d'images toutes catégorisées en 

fonction de leurs caractéristiques propres (véhicules, animaux, …) [21]. 

En 2012, le Deep Learning est remis au goût du jour avec un succès retentissant à l’Image Net 

Large Scale Visual Recognition Challenge (ILSVRC) qui est un concours annuel de 

reconnaissance d’image fondé par l’université de Stanford, dans le cadre de son laboratoire 

STANFORD VISION LAB [99].  

Plusieurs équipes de chercheurs en informatique s’affrontent dans ce concours tous les ans afin 

de décerner la victoire au programme ayant eu le plus faible taux d’échec.  

Alors que les algorithmes d’apprentissage profond étaient absents de la compétition, c’est bel 

et bien un algorithme de Deep Learning qui va remporter l’édition 2012 à la surprise générale 

[22]. 

2.3.3 Pourquoi le choix du Deep Learning ? 

Tout d’abord les différents algorithmes du Deep (DL) ne sont apparus qu’à l’échec de 

l’apprentissage automatique tentant de résoudre une grande variété de problèmes de 

l’intelligence artificielle [102]. Les principales raisons du DL consistent à :  

 améliorer le développement des algorithmes traditionnels dans les tâches de l’IA ;  

 traiter une grande quantité de données telle que les big data ; 

 s’adapter à n’importe quel type de problème ; 

 extraire les caractéristiques de façon automatique [42].    

La Figure. II.7. illustre la comparaison entre le Machine Learning et le Deep Learning. 
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Figure. II.7. : Comparaison entre le machine Learning et le Deep Learning. 

2.4 Les différentes Architectures du Deep Learning 

Bien qu’il existe un grand nombre de variantes d’architectures profondes, il n’est pas toujours 

possible de comparer les performances de toutes les architectures, car elles ne sont pas toutes 

évaluées sur les mêmes ensembles de données. Le Deep Learning est un domaine à croissance 

rapide, et de nouvelles architectures, variantes ou algorithmes apparaissent. 

2.4.1 Les réseaux de neurones convolutifs 

Les réseaux de neurones convolutifs ou Convolutional Neural Network (CNN) sont un type de 

réseau de neurones spécialisés pour le traitement de données ayant une topologie semblable à 

une grille. Ils se sont avérés très efficaces dans des domaines tels que la reconnaissance et la 

classification d'images et vidéos. Les CNN ont réussi à identifier les visages, les objets, 

panneaux de circulation, auto-conduite des voitures et autres [43]. Les CNN ont aussi été 

efficaces dans plusieurs tâches de traitement du langage naturel (telles que la classification des 

phrases) [44-46]. 

Dans le ML, un réseau convolutif est un type de réseau de neurones feed-forward, il a été inspiré 

par des processus biologiques [47]. Il existe quatre (4) principales opérations illustrées dans le 

CNN à savoir :  

 La couche de convolution.  

 La couche Rectified Linear Unit.  

 La couche Pooling.  

 La couche entièrement connectée. 
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2.4.2 Réseau de neurones récurrents 

L’idée derrière les RNN est d’utiliser des informations séquentielles. Dans un réseau neuronal 

traditionnel, nous supposons que toutes les entrées (et les sorties) sont indépendantes les unes 

des autres. Mais pour de nombreuses tâches, c’est une très mauvaise idée. Par exemple, si on 

veut prédire le prochain mot dans une phrase, il faut connaître les mots qui sont venus avant. 

Les RNN sont appelés récurrents, car ils exécutent la même tâche pour chaque élément d’une 

séquence ; la sortie étant dépendante des calculs précédents. Une autre façon de penser les RNN 

est qu’ils ont une «mémoire» qui capture l’information sur ce qui a été calculé jusqu’ici. En 

théorie, les RNN peuvent utiliser des informations dans des séquences arbitrairement longues ; 

mais dans la pratique, on les limite à regarder seulement quelques étapes en arrière. [48-51]. Ils 

sont utilisés pour :  

 la modélisation du langage et génération de texte ; 

 la traduction automatique ; 

 la reconnaissance vocale ; 

 et la description des images.  

2.4.3 Modèle génératif 

Les modèles discriminatifs, comme les CNN ou RNN sont utilisés pour prédire les données du 

label et de l’entrée. Le modèle génératif, quant à lui décrit comment générer les données ; il 

apprend et fait des prédictions en utilisant la loi de Bayes [52]. Les modèles génératifs sont 

capables de réalise beaucoup plus qu’une simple classification ; un exemple serait de générer 

de nouvelles observations.  

Voici quelques exemples de modèles génératifs :  

 Boltzmann Machines [53].  

 Restricted Boltzmann Machines [54, 55].  

 DeepBelief Networks [56].  

 Deep Boltzmann Machines [57, 58].  

 Generative Adversarial Networks Generative Stochastic Networks [59].  

 Adversarial auto en coders [60].  

2.5 Réseaux de neurones convolutifs et apprentissage en profondeur 

Les réseaux de neurones à convolution (Convolutional Neural Networks, CNN) sont une 

catégorie de réseaux de neurones qui se sont avérés très efficaces dans des domaines tels que 
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la détection automatique des pathologies, la reconnaissance et la classification d'images.  

2.5.1 Les différentes couches de CNN 

Il existe quatre principales opérations dans le CNN (cf. Figure. II.8), tout en ayant un rôle bien 

défini [30].  

2.5.1.1 Etape de convolution  

i) La convolution : est le cœur du réseau de neurones convolutif. À l’origine, une 

convolution est un outil mathématique (on parle de produit de convolution) très 

utilisé en traitement d’image, car il permet d’en faire ressortir l’extraction des 

caractéristiques à partir des images d'entrées, afin d’appliquer un bon filtre. En fait, 

une convolution prend simplement en entrée une image et un filtre (qui est une autre 

image), effectue un calcul, puis renvoie une nouvelle image  [61].  

 

             Figure. II.8. : Une architecture exemplaire du réseau neuronal convolutif [80]. 

Les différentes convolutions  

Il existe plusieurs types de convolutions, même si en général on utilise celle de base, il 

peut s’avérer utile de connaître les outils à notre disposition [9].  

 La convolution classique, qui représente le décalage du noyau entre chaque 

calcul, et le padding qui est la manière dont on peut « dépasser » l’image pour 

appliquer la convolution.  

 La dilated convolution, identique à la convolution à ceci près que le kernel est 

éclaté (on prend, par exemple, un pixel sur deux pour calculer la convolution). 

Il y a un paramètre supplémentaire : la dilation rate, qui est le nombre de pixels 

à ignorer.  
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 La transposed convolution, qui construit la sortie comme si on inversait une 

convolution sur l’image.  

 La séparable convolution, qui est une convolution décomposable en 

convolutions plus simples : une convolution de kernel, une dilated convolution 

et une transpose de convolution  

 

 

 

 

        (a)                                         (b)                                 (c) 

              Figure. II.9. : Différents types de convolutions ;(a) : une convolution de kernel ;(b) :   

                              une dilated convolution ;(c) : une transposed convolution [81].  

ii) Fonctions d’activation 

Une fonction d’activation est une fonction mathématique appliquée à un signal en 

sortie d’un neurone artificiel. Il dérive de l’équivalent biologique qui signifie 

"potentiel d’activation, lorsque le seuil de stimulation aura été atteint entraînant 

ainsi une réponse du neurone. Son but principal est de pouvoir permettre aux réseaux 

de neurones d’apprendre des fonctions plus complexes qu’une simple régression 

linéaire. 

iii) Rectified Linear Unit (ReLU)   

Elle est utilisée après chaque opération de convolution ; toutes les valeurs de pixels 

négatifs sont mises à zéro. Le but de ReLU est d'introduire la non-linéarité dans le 

CNN, puisque l’ensemble de caractéristiques appliquées à l'une des cartes d’entrée 

donne une carte de sortie qui est également appelée carte de caractéristiques 

rectifiées [62].  La figure II.10 illustre la fonction d’activation ReLU. 
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                   Figure. II.10. : La fonction d’activation (ReLU) [82]. 

2.5.1.2 Etape de pooling 

Elle permet de réduire la dimension de chaque carte de caractéristiques, mais conserve 

l'information la plus importante. Cette étape peut être réalisée selon différents types : max, 

moyenne, somme, etc.  

En cas de Pooling max, on définit un voisinage spatial (par exemple, une fenêtre2×2) et on 

prendra le plus grand élément dans cette fenêtre.  

La fonction de Pooling consiste à réduire progressivement la taille de la carte de caractéristiques 

rectifiée. En particulier, le pooling :  

 rend les représentations d'entrée plus petites et plus faciles à gérer ; 

 réduit le nombre de paramètres et les calculs dans le réseau [63] ; 

 rend le réseau invariant aux petites transformations, les distorsions et les 

translations dans l'image d’entrée (cf. Figure. II.11) [64, 65].    

 

Figure. II.11. : Exemple de description de la couche pooling [83]. 
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Il existe plusieurs types de pooling dont [9] :  

 Le « max pooling », qui revient à prendre la valeur maximale de la sélection. C’est 

le type le plus utilisé, car il est rapide à calculer (immédiat), et permet de simplifier 

efficacement l’image. 

 Le « mean-pooling » (ou average-pooling), soit la moyenne des pixels de la 

sélection : on calcule la somme de toutes les valeurs et on divise par le nombre de 

valeurs. On obtient ainsi une valeur intermédiaire pour représenter ce lot de pixels.  

 Le « sum-pooling », c’est la moyenne sans avoir à diviser par le nombre de valeurs 

(on ne calcule que leur somme).  

 

          Un exemple illustratif de ces trois types est représenté dans la Figure. II.12. 

 

             Figure. II.12. : Calcul du pooling sur une image 4×4 [84]. 

2.5.1.3 Etape de mise à plat  

Il consiste simplement à mettre à bout toutes les images (matrices) que nous avons pour en faire 

un (long) vecteur. Les pixels (en réalité ce ne sont plus des images ou des pixels, mais des 

matrices de nombres, donc les pixels sont ces nombres) sont récupérés ligne par ligne et ajoutés 

au vecteur final (cf. Figure. II.13). 

                       

                           Figure. II.13. : Mise à plat d’une image [85]. 
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 2.5.1.4 Couche totalement connectée   

La couche entièrement connectée est un traditionnel perceptron multicouche (Multi Layer 

Perceptron) utilisant une fonction d'activation notamment appelée « softmax » dans la couche 

de sortie (d'autres classificateurs comme SVM peuvent également être utilisés). 

Le terme « entièrement connecté » implique que chaque neurone dans la couche précédente est 

connecté à chaque neurone sur la couche suivante.  

La sortie des couches de convolution et de Pooling représente les fonctions de haut niveau de 

l'image d'entrée. Le but de la couche entièrement connectée est de pouvoir utiliser ces fonctions 

pour classer l'image d'entrée dans différentes classes en fonction de l'ensemble des données 

d'apprentissage [45].  

2.6 Optimisation pour l’apprentissage en Deep Learning 

L’apprentissage peut être défini comme une phase du développement d’un réseau de neurones 

durant laquelle le comportement du réseau est modifié jusqu’à l’obtention du comportement 

désiré [67].  

L’une des premières méthodes d’apprentissage a été formulée par Donald Hebb en 1949 pour 

l’apprentissage des corrélations [68-69].  

On peut distinguer trois types d’apprentissage : 

 Apprentissage supervisé : un professeur fournit au réseau des couples de données 

(entrée, sortie désirée correspondante). Les paramètres du réseau sont ajustés de 

manière à minimiser une certaine norme de l’erreur de sortie constituée par la 

différence entre la sortie réelle du réseau et la valeur désirée correspondante 

(fournie par le professeur). [69] 

 Apprentissage par renforcement : est une approche utilisée dans les problèmes 

de planification à travers le temps. Elle utilise deux réseaux : un réseau d’action 

et un réseau d’évaluation qui joue le rôle d’un superviseur et qui génère un signal 

d’avertissement à chaque fois que les actions prises sont mauvaises. Ce signal sert 

à entraîner le réseau d’action. Les poids du réseau d’évaluation sont altérés dans 

le sens de renforcer les bonnes actions et de sanctionner les mauvaises [69]. 

 Apprentissage non supervisé : en absence de tout professeur, le réseau organise 

lui-même les formes d’entrée en classes de façon à minimiser un critère de 
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performances. Ceci peut être fait, par exemple, en désignant un certain nombre de 

neurones gagnants dans une compétition d’activation ou en désignant un certain 

nombre de bassins d’attraction dans l’espace d’état [70].  

2.6.1 Méthodes d’optimisation  

L’optimisation est l’une des branches les plus importantes des mathématiques appliquées 

modernes ; de nombreuses recherches, à la fois pratiques et théoriques, lui sont consacrées.  

Si on met de côté les problèmes d’optimisation discrète ou multicritère, alors la théorie de 

l’optimisation peut être séparée en deux grandes branches : l’optimisation locale et 

l’optimisation globale [71].  

La tâche principale de l’optimisation globale est la recherche de la solution qui minimisera un 

critère de coût donné, appelée « optimum global ». L’optimisation globale vise donc à 

rechercher non seulement un minimum local, mais surtout le plus petit de ces minima locaux.  

Il existe deux grandes approches pour atteindre l’optimum global. L’une est dite déterministe ; 

les algorithmes de recherche utilisent toujours le même cheminement pour arriver à la solution 

et on peut donc déterminer à l’avance les étapes de la recherche. L’autre est aléatoire ; pour des 

conditions initiales données, l’algorithme ne suivra pas le même cheminement pour aller vers 

la solution trouvée et peut même proposer différentes solutions.  

2.6.1.1 Algorithme de la rétro-propagation  

Plusieurs variantes de cet algorithme ont été développées par des chercheurs travaillant dans 

des domaines différents. La première formulation de la version actuelle a été faite par Werbos 

en 1974. Il a été appliqué pour les réseaux multicouches par Rumlethart en 1986 [67].  

L’algorithme de la rétro-propagation altère les coefficients synaptiques (𝒘𝒊) du réseau dans le 

sens inverse du gradient du critère d’erreur, en utilisant seulement les données d’entrée/sortie.  

A chaque itération, on retire un exemple d’apprentissage (𝒙𝒊, 𝒚𝒊) et on calcule une nouvelle 

estimation du poids synaptique 𝒘𝒊. 

Cette itération consiste en deux phases :  

 Propagation : à chaque itération, un élément de l’ensemble d’apprentissage est  

Introduit à travers la couche d’entrée. L’évaluation des sorties du réseau se fait 

couche par couche, de l’entrée vers la sortie [67].  
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 Rétro-propagation : cette étape est similaire à la précédente. Cependant, les 

calculs s’effectuent dans le sens inverse (de la sortie vers l’entrée). A la sortie du 

réseau, on forme le critère de performance 𝑬 en fonction de la sortie réelle de 

système et sa valeur désirée. Puis, on évalue le gradient de 𝑬 par rapport aux 

différents poids en commençant par la couche de sortie et en remontant vers la 

couche d’entrée.  

2.6.1.2 Méthode de recherche aléatoire (méthode de Monte-Carlo) [71]  

C’est la plus simple des méthodes stochastiques. Cette méthode consiste à tirer à chaque 

itération une solution au hasard. 

La fonction objectif f est évaluée en ce point. La nouvelle valeur est comparée à la précédente. 

Si elle est meilleure que la précédente, cette valeur est enregistrée, ainsi que la solution 

correspondante et le processus continu. Sinon, on repart du point précédent et on recommence 

le procédé, jusqu’à ce que les conditions d’arrêt soient atteintes.  

2.6.1.3 Méthode de gradient conjugué  

La méthode du gradient conjugué est plus souvent utilisée comme méthode itérative pour 

résoudre de manière approchée les grands systèmes non linéaires. Sa force vient du fait que le 

nombre d’itérations nécessaires pour obtenir une bonne approximation de 𝒙 est petit devant la 

taille 𝑵 du système [72]. Elle repose sur la recherche de directions successives permettant 

d’atteindre la solution exacte du système étudié.  

2.7 Conclusion 

Dans cette partie, nous avons exposé tout d’abord, l’un des puissants outils de l’IA, à savoir les 

réseaux de neurones. Nous avons aussi présenté des notions sur le Deep Learning ainsi que les 

trois familles majeures de ce modèle : les réseaux convolutifs, les réseaux récurrents ainsi que 

les modèles génératifs. Ces derniers font encore l’objet de recherches intensives.  

Ensuite, nous avons essayé d'expliquer les concepts principaux des réseaux de neurones à 

convolution (CNN). La mise en œuvre des CNN se fait généralement en quatre opérations : 

convolution, la fonction d’activation (à travers la fonction de non-linéarité ReLU très souvent), 

Pooling et la couche entièrement connectée. La première opération est la convolution pour 

l'extraction des caractéristiques de l'image d'entrée. La deuxième opération correspond à la 

fonction non-linéarité (ReLU) pour remplacer toutes les valeurs négatives des pixels par zéro. 

La troisième opération est le Pooling pour réduire progressivement la taille de la carte de 



Chapitre II                                              Revue de connaissances en apprentissage profond 

 

 36  
 

caractéristiques rectifiée. Enfin, une couche entièrement connectée permet d’effectuer la 

classification.   

Le prochain chapitre, traite les détails de la conception, ainsi que la méthode et les outils utilisés 

pour la réalisation de notre application.  
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Chapitre III 

Conception d’un système de classification des stades de la 

rétinopathie diabétique 

 

3.1 Introduction 

La rétinopathie diabétique (RD) est une complication du diabète qui affecte les yeux. Les 

lésions des vaisseaux sanguins du tissu photosensible de la rétine sont à l'origine de la RD.   La 

rétinopathie diabétique est l'une des causes de la cécité chez les adultes en âge de travailler. 

Environ 420 millions de personnes dans le monde ont été diagnostiquées avec un diabète sucré. 

L'universalité de cette maladie a doublé au cours des 20 dernières années [66].  

On s'attend à ce qu'environ un tiers des personnes atteintes soient diagnostiquées avec la RD, 

une maladie oculaire chronique qui peut entraîner une perte de la vision. Pour un traitement 

correct et pour prévenir la perte de la vision, la classification des stades de la RD est une phase 

très importante. La RD peut être classé en cinq stades : le premier stade est le stade normal ; le 

deuxième correspond au stade léger ou NPDR (qui signifie None-Proliferative Diabetic 

Retinopathy) ; le troisième est le stade modéré, le quatrième est le stade grave et enfin le 

cinquième correspond au stade PDR (Proliferative Diabetic Retinopathy). 

Dans la première section du chapitre, nous avons survolé quelques types de classificateurs de 

la RD, puis nous proposons notre système d’aide au diagnostic de la rétinopathie diabétique. 

Après avoir décrit la base d’images utilisées dans ce mémoire, la section qui suit se focalise sur 

la présentation des différentes approches permettant la détection de la RD par application du 

Deep Learning. Nous avons conçu deux architectures : la première est basée sur les réseaux de 

neurones convolutifs ; tandis que la deuxième repose sur l’exploitation des réseaux VGG16. 

Ces modèles permettront par la suite de réaliser la classification sur la base d’images rétiniennes 

choisie.  

Finalement, les méthodes de détection du RD proposées sont évaluées et comparées par des 

segmentations manuelles effectuées par des ophtalmologues.  
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3.2 Travaux connexes 

Il existe de nombreux classificateurs conçus pour classer la RD. La plupart d’entre eux, sont 

des classificateurs binaires, c'est-à-dire qu'ils ne classent les données que dans deux classes : 

normale (pas de RD) et présence de RD (rétine affectée) [66] [88, 89]. Récemment, des travaux 

ont traité l'utilisation du traitement d'images et des méthodes d'apprentissage approfondi pour 

diagnostiquer la rétinopathie diabétique à partir d'images du fond d'œil [89] [88]. 

En 2018, Deperlıoğlu et al. [89] ont tout d’abord amélioré les images du fond de la rétine en 

utilisant les techniques d'égalisation d’histogrammes ainsi qu’un filtre passe-bas gaussien. La 

classification a été effectuée à l'aide du réseau neuronal convolutif. Une précision de 96,67 % 

a été obtenue. 

Suriyal et al. [66] se sont concentrés sur le développement d'une application mobile pour le 

dépistage en temps réel de la rétinopathie diabétique. Elle a été créée à l'aide d'une architecture 

Tensorflow. Le modèle de réseau neuronal convolutif utilisé est MobileNets, conçu pour les 

appareils mobiles. Il est constitué de 28 couches convolutionnelles. Le résultat de la 

classification correspond à l’absence ou présence de la rétinopathie diabétique. Le modèle a 

obtenu une précision de 73,3 %.   

Alban et al.  [87] ont conçu un classificateur pour prédire le stade de la RD à partir d’images 

d'angiographie à la fluorescéine en utilisant des réseaux neuronaux convolutifs (CNN). Les 

images d'angiographie à la fluorescéine, images en noir et blanc, représentent le flux sanguin 

dans la rétine. Les images sont capables de montrer des vaisseaux sanguins anormaux ou des 

dommages dans la rétine.    

Un classificateur utilisant trois réseaux neuronaux convolutifs (CNN) séparément a été 

développé par Wang et al. [87]. Il en ressort qu'InceptionNet a atteint la plus haute précision, 

soit 63,23 %. 

3.3 Notre système 

Dans le cadre de ce projet de fin d’études, nous sommes appelées à concevoir et développer un 

système qui classifie les différents stades de la RD à partir des images fundoscopiques en 

couleur. La classification est effectuée en cinq stades en fonction de la gravité de la maladie. 

Pour cette classification, des réseaux CNN basés sur Deep Learning sont déployés. Par le passé, 

de nombreuses études médicales ont été menées dans le domaine de la conception d'un 

algorithme de classification de la rétine à partir d'une image du fond d'œil [86] [89]. Mais il ne 
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s'agissait que de classificateurs binaires qui ne différencient que deux stades de la RD.  Certains 

travaux précédents, ont également tenté de construire un classificateur de la RD en utilisant un 

CNN. Les résultats obtenus ont généré une précision de prédiction inférieure, lorsqu'ils sont 

appliqués aux données considérées dans ce travail [86, 87]. 

Dans ce travail, nous vérifions la précision des prédictions de différentes architectures des 

réseaux neuronaux convolutifs lorsqu'ils sont déployés comme classificateur de stade de la RD. 

L'étude a été réalisée sur la base d’images "Diabetic Retinopathy 224x224 Gaussian Filtered" 

qui est public et téléchargeable dans le site Kaggle qui contient 3662 images de rétines. Nous 

avons testé et implémenté deux architectures avec deux types d’apprentissage différents. La 

première architecture correspond à VGG16 avec le transfert d'apprentissage (Transfer 

Learning) et le deuxième est une architecture basée sur un réseau de neurones convolutionnel, 

afin d’avoir un classificateur offrant la plus grande précision. 

3.4 Connaissances Préalables 

Les réseaux neuronaux convolutifs (CNN) sont une architecture de réseaux neuronaux 

artificiels (ANN) principalement utilisée pour la classification des images. 

Les CNN ajoutent quelques opérations supplémentaires aux réseaux neuronaux réguliers 

comme la convolution, la non-linéarité et le sous-échantillonnage. Ils comportent 

principalement deux parties : la première est la partie d'extraction des caractéristiques et la 

seconde est la partie de classification. Dans la première partie, une série d'opérations de 

convolution et de pooling sont effectuées pour la détection des caractéristiques. Pour produire 

une carte des caractéristiques, à l'aide d'un filtre, l'opération de convolution est appliquée.  

Cette carte d'éléments contient des valeurs négatives en pixels et doit être remplacée par zéro. 

Pour cela, une opération non linéaire est effectuée après avoir effectué chaque convolution. La 

non-linéarité est introduite en utilisant l'unité linéaire rectifiée (ReLU).  

Dans la partie classification, en plus de ces caractéristiques extraites, des couches entièrement 

connectées (layers) serviront de classificateurs. Elles attribuent une probabilité à l'objet sur 

l'image. Lorsque ces images sont très grandes, l'opération de pooling réduit continuellement la 

dimensionnalité. Ceci est fait pour réduire le nombre de calculs et de paramètres dans le réseau. 

Cela réduit le temps d'entraînement et contrôle le surajustement (overfitting).  

Le pooling spatial appelé aussi sub-sampling ou down-sampling permet de conserver les 

informations les plus importantes. Le pooling spatial est principalement de trois types :  Max-
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pooling, Average pooling, et Sum-pooling. L'élément le plus important de la carte des 

caractéristiques rectifiées est pris dans le Max pooling. 

Dans le Sum-pooling, la somme de tous les éléments de la carte des caractéristiques est prise. 

Il est également possible d’ajouter autant de couches convolutives que nécessaire. 

L'architecture de base de CNN est illustrée dans la Figure III.1.  

Dans ce document, nous utilisons des architectures CNN, VGG16, pour la classification précise 

des étapes de la RD. Avant de passer à la configuration de ces couches, voyons l'architecture 

de ce réseau. 

 

                          Figure III.1. : Architecture de CNN [91]  

3.4.1 Apprentissage sans transfert à l'aide d’un CNN  

Un convolutional neural network (CNN) est un type de réseau neuronal artificiel utilisé dans la 

reconnaissance et le traitement d’images et spécifiquement conçu pour traiter les données de 

pixels.  

Un réseau neuronal convolutif se compose d'une couche d'entrée et d'une couche de sortie, ainsi 

que de plusieurs couches cachées. Les couches cachées d'un CNN consistent généralement en 

une série de couches convolutives qui se convoluent avec une multiplication ou un autre produit 

scalaire. La fonction d'activation, généralement une couche RELU , est ensuite suivie par des 

convolutions supplémentaires telles que des couches de mise en commun, des couches 

entièrement connectées et des couches de normalisation, appelées couches cachées car leurs 

entrées et sorties sont masquées par la fonction d'activation et la convolution finale. 
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Cette étape consiste à construire un modèle d’apprentissage. Avant de discuter l’apprentissage 

du CNN, nous devons modéliser son architecture par la spécification d’un certain nombre de 

paramètres. La construction d’une architecture CNN n’est pas une opération simple ; c’est un 

processus long et répétitif qui à chaque itération exige un ajustement du réseau CNN. En effet, 

il faut d’abord se fixer un nombre de couches et bien sélectionner leurs types puis, tester et avoir 

la performance du modèle. Si les résultats obtenus sont satisfaisants on sauvegarde le modèle 

sinon on ajuste le modèle en ajoutant, éliminant ou modifiant des couches pour obtenir une 

architecture qui fournit des résultats acceptables. 

Les réseaux neuronaux convolutifs ont de larges applications dans la reconnaissance d’image 

et vidéo, les systèmes de recommandation.  

3.4.2 Apprentissage par transfert à l'aide du VGG16 

L'apprentissage par transfert est la réutilisation de modèles d'apprentissage approfondi qui sont 

préformés sur d'énormes ensembles de données, comme les sous-ensembles du projet 

ImageNet, pour les adapter à un ensemble de données inédit. Le réseau neuronal convolutif 

(CNN) est un exemple d'architecture de l’apprentissage approfondi qui convient mieux aux 

signaux à plusieurs réseaux tels que les images et les vidéos. L'apprentissage profond dépend 

d'une grande quantité de données d'entraînement pour fonctionner correctement.  

 L'apprentissage par transfert, sur des réseaux neuronaux convolutionnels, a gagné en popularité 

en raison de l'insuffisance des données de formation annotées dans les modèles de construction. 

L'apprentissage par transfert peut être utilisé pour réduire les données de formation requises et 

minimiser le temps de formation de l'apprentissage profond. 

ImageNet [96] est un projet de recherche visant à développer une vaste base de données 

d'images avec des annotations, par exemple des images et leurs étiquettes. Les modèles 

préformés comme InceptionV1, Inception V2, VGG-16 et VGG-19 sont déjà entraînés sur 

ImageNet qui comprend des catégories d'images disparates [96]. Ces modèles sont construits à 

partir de zéro et formés en utilisant des GPU puissants sur des millions d'images comprenant 

des milliers de catégories d'images.  

Comme le modèle est formé sur un énorme ensemble de données, il apprend une bonne 

représentation des caractéristiques de bas niveau comme l'espace, les bords, la rotation, 

l'éclairage, les formes. 

 Ces caractéristiques peuvent être partagées entre les différentes catégories pour permettre le 

transfert de connaissances et servir d'extracteur de caractéristiques pour de nouvelles images 

dans différents problèmes de vision par ordinateur. Ces nouvelles images peuvent être de 
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catégories complètement différentes de l'ensemble de données source, mais le modèle préformé 

doit toujours être capable d'extraire les caractéristiques pertinentes de ces images en se basant 

sur les principes de l'apprentissage par transfert.   

Dans ce travail, nous allons réduire la puissance de l'apprentissage (réduire nombre d’épochès 

pour apprentissage) par transfert en utilisant le modèle préformé - VGG-16 comme un 

extracteur de caractéristiques efficace pour classer les stades de la rétinopathie diabétique. 

 

3.4.2.1 Description du VGG16 

Le réseau VGG a été présenté par les chercheurs du Visual Graphics Group à Oxford (d'où le 

nom VGG). Il a été proposé par K. Simonyan et A. Zisserman de l'Université d'Oxford dans le 

document Very Deep Convolutional Networks for Large-Scale Image Recognition [96]. 

Ce réseau est spécialement caractérisé par sa forme pyramidale, où les couches inférieures les 

plus proches de l'image sont larges, tandis que les couches supérieures sont profondes.  

Il a été formé sur l’ensemble de données ImageNet, qui est une collection de plus de 14 millions 

d'images provenant d'environ 22 000 classes. VGG16 a pu atteindre une précision de test 

d'environ 92,7% dans le top 5 dans ImageNet [96]. 

L'architecture du VGG16 est illustrée dans la Figure III.2. 

 

              Figure III.2. : Architecture en couches de VGG16 [92] 

- À partir du diagramme ci-dessus, nous pouvons voir que VGG16 a 5 blocs de 

convolution et 1 bloc entièrement connecté.  

- Chaque bloc de convolution a des couches de convolution et 1 couche de regroupement. 

Les couches de convolution utilisent des filtres 3 × 3.  

- Les couches de mise en commun utilisent la mise en commun maximale 2 × 2. 

- Le bloc entièrement connecté contient 3 couches FC, la première et la seconde ont 4096 

unités tandis que la troisième à 1000 unités en fonction du nombre de classes. 
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3.5 Méthodologie Proposée 

La méthodologie que nous avons proposée est fortement inspirée des aspects clés de la 

classification de la gravité des stades de la rétinopathie diabétique à partir des images du fond 

d'œil. Notre système prend une image de fond de l'œil par le médecin ophtalmologiste et 

l’envoie dans le site web et se dirige vers le serveur qui appliquer algorithme l'augmentation 

sur image avant passer aux réseaux neurones convolutif pour extrait les caractéristiques dans 

les images retienne suit par un FC pour classifier les données extrait. Puis renvoyez les 

catégories de maladies avec le diagnostic et montrez-les à l'ophtalmologiste sur application 

web. 

3.5.1 Architecture de l’approche adoptée  

Dans le modèle de classification de la rétinopathie diabétique que nous proposons à la figure 

III.3, l’architecture est condensée et ses éléments constitutifs sont : 

a. Augmentation des données. 

b. Prétraitement. 

c. Classification des réseaux neuronaux à convolution. 
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      Figure III.3. Schéma global du modèle proposé de classification de la RD 

Les étapes de l’approche proposée sont représentées dans l’organigramme ci-dessous (cf. figure 

III.4) : 
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Figure III.4. : Organigramme global proposé 
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3.5.2 Description des étapes de l’organigramme 

Nous décrivons dans cette partie, les différentes étapes de l’approche proposée dans 

l’organigramme de la figure III.4 

 

                                                       - Déclarer la localisation de la base de données   

1) Préparation du Dataset       - Diviser la base en 3 ensembles : apprentissage, validation, test  

                                                   - Déclarer la localisation du nouveau dataset 

 

                                                       - La dimension et la taille des images 

2) Déclaration des variables        -Le Learning rate. 

                                                       -Les fichiers h5 pour le stockage des poids et le modèle après 

                                                         L’entrainement. 

 

                                                       - Prétraitement des images de training set et validation set et  

3) Préparation des entrées         testing set. 

                                                       -Lecture des images training set et validation set 

 

4) Environnement de travail avec un CNN  

Nous avons choisi les caractéristiques suivantes pour configurer l’environnement de travail 

avec un CNN :  

    -Filtre=3, pour la 1ère et la 2ème couches de convolution 

                                                      -Filtre =4, pour la 3ème couche de convolution 

                                                      -Convolution1=8, nombre de filtres (featuresmaps 8)        

                                                      -Convolution 2=16, nombre de filtres (featuresmaps 16) 

 Créer le réseau de neurones        -Convolution 3=32, nombre de filtres (featuresmaps 32) 

                                                      - Pool size=2, taille de pool 

                                                      -Dropout=0.15, appliquer un dropout avec probabilité de 15% 

                                                      -Couche1=32, créer une 1ere couche avec 32 neurones 

                                                       -Couche 2=5, créer une 2ème   couche avec 5 neurones   

 

Avant l’entrainement du CNN       - configurer le processus d’apprentissage 

 

Compiler de modèle                       - entraîné le modèle avec 30 époques et une taille de lot  

                                                           de 32 images 

        

 

5) Environnement de travail avec un VGG16  

Dans le cas du VGG16, nous avons choisi les caractéristiques suivantes pour configurer 

l’environnement de travail : 

                                                          - Sans les couches de fully_connected 

  Importer le VGG16                        - avec les poids d’imagenet 
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    Spécifier les couches à entrainer       - On entraine seulement le nouveau classifieur sans 

     ré-entrainer les autres couches 

                                                             - Le modèle VGG16 

  -   Couche1=256, créer la 1ère couche avec 256 neurones   

 Créer un nouveau classifieur             -   Dropout=0.2, appliquer un dropout de 20% 

 -   Couche2=128, crée la 2ème couche avec 128 neurones  

 -  Dropout =0.5, appliquer un dropout de 50% 

 -  Couche3=5, créer la 3ème couche avec 5 neurones   

 

 

Avant d’entrainer le VGG16            - Configurer le processus d’apprentissage 

 

 

Compiler de modèle                         Entrainer le modèle avec 30 époques et une taille de lot de 80               

                                                         Images. 

 

Après l’entrainement         - Sauvegarder les poids et le modèle   

 

Préparation des images de test      - Lecture des images de l’ensemble, de test  

 

 

Evaluer le modèle                            - Tester le modèle avec des nouvelles images la prédiction et  

                                                          la précision. 

 

 

La méthodologie du système proposé est illustrée pour VGG16 sur la Figure III.5. 
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Figure III.5. : Méthodologie proposée (Transfer Learning par VGG16) 

3.5.3 Augmentation des données 

L'ensemble des données fournies par Kaggle est déséquilibré. Pour l'équilibrer, nous avons donc 

besoin d'une augmentation des données. Nous n'augmentons que les classes qui ont moins 

d'images. Ainsi, après l'augmentation, toutes les classes ont plus ou moins le même nombre 

d'images. 

Nous avons utilisé les techniques suivantes pour l'augmentation des données : 

1.  Renversement horizontal 

2.  Renversement vertical 

3.  Rotation 

 

En utilisant ces techniques, notre modèle est plus robuste pour différentes orientations (cf. 

Figures III.6, III.7 et III.8). 
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                                       Figure III.6 : Image originale 

                                  

                                 (a) Renversement horizontal        (b) Retournement vertical  

 

                                 Figure III.7 : Images après retournement horizontal et vertical  

 

                              
 

                                   (a) Rotation de 90 degrés              (b) Rotation de 180 degrés  

                                   Figure III.8 : Images après rotation  

Nous avons utilisé le jeu de données "Diabetic Retinopathy 224x224 Gaussian Filtered", qui 

contient 3662 images, pour la rétinopathie diabétique. A partir des 3662 images, 70% sont 
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utilisées à des fins d’apprentissage et le reste est utilisé 15% pour tester le système et 15% pour 

la validation du système. 

3.5.4 Prétraitement 

Pour entrainés notre modèles d'apprentissage en profondeur pré-entrainés, nous avons donc 

choisir une base de données avec des images rétiniennes filtrée gaussienne publier dans le 

web. L'ensemble de données fourni contient des images de différentes dimensions, alors nous 

avons redimensionnées tous les images en 224x224 pixels, pour faciliter l'entrainement et 

résolu le problème de mauvaise précision qui est provoqué par la descente de gradient. 

                            

                   Figure III.9. : Échantillon d’une image du dataset 

3.5.5 Classification 

Une fois les modèles générés durant la phase d’apprentissage (le modèle CNN, le modèle 

VGG16), le système est alors capable de diagnostiquer n’importe quelle image inconnue en 

entrée. 

3.5.5.1 Discussion de l’architecture de notre modèle VGG16  

VGG-16 est constitué de plusieurs couches, dont 13 couches de convolution et 3 couches 

entièrement connectées. Il doit donc apprendre les poids de 16 couches. 

L’image en entrée est de taille (224x224), l’image passe d’abord à la première couche de 

convolution, cette couche est composé de 64 filtres de taille (3x3), chaque couche est suivie 

d’une couche de correction ReLU. Après cette convolution 64 cartes de caractéristiques 

(features maps) de taille (224x224) sont créés. 

Les features maps obtenues à l’étape précédente, sont ensuite transmis en entrée à la deuxième 

couche de convolution qui est composée de 64 filtres. Ensuite on applique un Maxpooling pour 

réduire la taille de l’image et compresser les données. A la sortie de cette couche, nous obtenons 

64 features maps de taille (112x112). 
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On répète le même processus avec les couches de convolutions trois et quatre ; ces couches sont 

composées de 128 filtres, la fonction ReLU est toujours appliquée sur chaque convolution. Une 

couche de Maxpooling est appliquée après la quatrième couche de convolution. À la sortie nous 

aurons 128 features maps de taille (56x56). En répétant le processus, nous obtenons :  

 A la sortie de la septième couche nous aurons 256 features maps de taille 

(28x28). 

 A la sortie de la dixième couche nous aurons 512 featuresmaps de taille (14x14). 

 A la sortie de la treizième couche nous aurons 512 features maps de taille (7x7).   

Le vecteur caractéristique issu des convolutions a une dimension de 25088.  

On remplace les dernières couches par notre propre réseau de neurones composé de 3 couches 

entièrement connectées. La première couche a 256 neurones et la fonction d’activation ReLU ; 

la deuxième couche a 128 neurones avec une fonction d’activation ReLU. La troisième couche 

est obtenue en appliquant un softmax qui permet de calculer la distribution de probabilité des 5 

classes.   

La figure ci-dessous montre la configuration de notre modèle VGG16 

 

              Figure III.10 : Configuration de notre modèle VGG16 

3.5.5.2 Discussion de l’architecture de notre modèle CNN 

L’architecture de notre CNN est composée de 3 couches de convolution, 3 couches de 

maxpooling, 3 couches de batch Normalisation et 2 couches entièrement connectées. 

Nos images en entrée sont de tailles (224x224). L’image passe par la première couche de 

convolution qui est composée de 8 filtres de taille (3 x3) ; chacune de ces couches de 
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convolution est suivie d’une fonction ReLU. Cette dernière force les neurones à retourner des 

valeurs positives ; après cette convolution 8 features maps de taille (222 x222) seront créées. 

Les 8 features maps qui sont obtenues sont considérées en entrée de la deuxième couche de 

maxpooling pour réduire la taille spatiale de la sortie de cette couche ; on obtient alors   8 

features maps de taille (111 x111). Afin de stabiliser le processus d’apprentissage et réduire le 

nombre d’époques mais aussi normaliser les entrées du réseau, on ajoute une couche de batch 

normalisation. 

On répète le même processus pour la deuxième couche de convolution qui est composée de 16 

filtres de taille (3 x3), suivie d’une couche ReLU. A la sortie, on obtient 16 features maps de 

taille (109 x109). L’application du maxpooling génère par la suite 16 features maps de taille 

(54 x54) suivie de la couche de batch normalisation à la fin.  

Une troisième couche de convolution, composée de 32 filtres de taille (4 x4) et suivie d’une 

couche ReLU, après le maxpooling et la couche de batch normalisation génère 32 features maps 

de taille (25 x25). 

Le vecteur caractéristique issu des convolutions a une dimension de 20000. 

Nous utilisons un réseau de neurones composé de 2 couches entièrement connectées. La 

première couche est composée de 32 neurones avec une fonction d’activation ReLU, et la 

deuxième est une couche de softmax permettant de calculer la distribution de la probabilité des 

5 classes (nombre de classes dans la base d’image).  

La figure ci-dessous indique la configuration de notre modèle CNN 
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Figure III.11 : Configuration du modèle CNN élaboré 

3.6 Conclusion 

Parmi les autres algorithmes de classification supervisée existants, la plupart nécessitent 

davantage d'étapes de près ou de post-traitement pour identifier les différents stades de la 

rétinopathie diabétique. D'autres algorithmes requièrent également des étapes d'extraction 

manuelle des caractéristiques pour classer les images du fond d'œil.  

Dans la solution que nous proposons, le réseau neuronal convolutif (CNN) est une approche 

globale englobant tous les niveaux de détection des différents stades de la rétinopathie 

diabétique.  

Dans ce chapitre, nous avons présenté les différentes parties de notre système d’aide au 

diagnostic de la rétinopathie diabétique à ses différents niveaux.  

Nous avons commencé par schématiser le processus général de notre système ainsi que 

l'illustration du processus général de la phase d’apprentissage et de classification, ensuite nous 

avons détaillé chacune des phases citées, ainsi que l’explication de l’architecture et des 

paramètres choisis. 

Dans le prochain chapitre, nous allons présenter les outils utilisés pour l’implémentation de 

l’application et discuter les différents résultats expérimentaux obtenus par notre système. 
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Chapitre IV 

 

1Réalisation et expérimentation 
 

4.1 Introduction 

Dans ce chapitre nous allons discuter la démarche adoptée pour la réalisation de notre 

application en utilisant les algorithmes de réseaux de neurones convolutifs. Nous allons tout 

d’abord présenter, l’environnement matériel ainsi que le langage utilisé pour implémenter notre 

système. Nous décrirons également, l’environnement de développement, ainsi que la 

bibliothèque utilisée pour réaliser ce travail.  

Ensuite, nous illustrons l’application développée par quelques aperçus d’écrans montrant le 

déroulement et les différentes fonctionnalités. Nous clôturons ce chapitre par la présentation 

des différents résultats expérimentaux obtenus par les différentes modalités. 

4.2 Configuration matérielle 

4.2.1 Configuration matérielle distante (Google Colab) 

Google Collaboratory1 ou Colab, est un outil Google simple et gratuit pour s’initier aux réseaux 

profonds ou collaborer avec des collègues sur des projets en science des données. Colab permet 

d’améliorer ses compétences de codage en langage de programmation Python, de développer 

des applications en réseaux profonds en utilisant des bibliothèques populaires telles que Keras, 

TensorFlow, PyTorch et OpenCV sans installation ainsi que d’utiliser un environnement de 

développement (Jupyter Notebook) qui ne nécessite aucune Configuration. Cependant, chaque 

12 heures, la machine virtuelle mise à disposition par Google est réinitialisée nécessitant un 

mécanisme de sauvegarde des données en cours. De plus, les documents Colab (Jupyter 

Notebook) sont enregistrés directement le compte Google Drive. L’infrastructure distante mise 

à disposition par Google Colab et utilisée pour l’entraînement possède la configuration 

suivante : 

 Processeur Intel Core Xeon CPU @2.3Ghz, 45MB Cache. 

 Processeur graphique NVIDIA Tesla K80, ayant 2496 coeurs CUDA, Compute 3,7, 12 

                                                           
 

1. https://colab.research.google.com 
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 Go (11.439 Go utilisable) GDDR5 VRAM. 

 Mémoire vive de 12.6 Go. 

 Disque dur de capacité 320 Go. 

 Jupyter Notebook 

 2Système d’exploitation Linux x64 bits. 

4.2.2 Configuration matérielle locale    

Pour la classification, nous avons utilisé deux ordinateurs portables personnels avec les 

configurations suivantes :  

Pour le premier pc portable : 

 Processeur Intel Core i5-6200U CPU @2.3Ghz, with Turbo Boost up to 2.8 GHz. 

 Mémoire vive de 4 Go. 

 Disque dur hybride SSD de capacité 500 GB HDD. 

 Système d’exploitation Windows 7 x64 bits. 

  Pour le deuxième pc portable : 

 Processeur Intel(R) Core(TM) i3-6100 CPU @ 3.70GHz  

 Mémoire installée (RAM) : 8.00 Go 

 Disque dur WDC WD5000LPCX-24C6HT0 de capacité 500GB   

 Système d’exploitation Windows 10x64bits   

4.3 Environnement de développement logiciel  

4.3.1 Python 

Python2 est un langage de programmation puissant et facile à apprendre. Il dispose de structures 

de données de haut niveau et permet une approche simple mais efficace de la programmation 

orientée objet. Parce que sa syntaxe est élégante, que son typage est dynamique et qu’il est 

interprété, Python est un langage idéal pour l’écriture de scripts et le développement rapide 

d’applications dans de nombreux domaines et sur la plupart des plateformes. L’interpréteur 

Python peut être facilement étendu par de nouvelles fonctions et types de données implémentés 

en C ou C++ (ou tout autre langage appelable depuis le C). Python est également adapté comme 

langage d’extension pour personnaliser des applications. 

4.3.2 Anaconda 

Anaconda3 est une distribution libre et open source des langages de programmation Python et 

R appliquée au développement d’applications dédiées à la fouille de données et à 

                                                           
 

2. https://www.python.org/ 
3. https://www.anaconda.com/ 
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l’apprentissage automatique (traitement de données à grande échelle, analyse prédictive, 3calcul 

scientifique), qui vise à simplifier la gestion des paquets et de déploiement. 

Les versions de paquetages sont gérées par le système de gestion de paquets conda.  

La distribution Anaconda est utilisée par plus de 6 millions d’utilisateurs et comprend plus de 

250 paquets populaires fouille de données adaptés pour Windows, Linux et MacOS. 

4.3.3 TensorFlow 

TensorFlow4 est une bibliothèque de logiciels open source publiée en 2015 par Google pour 

faciliter la conception, la construction et la formation de modèles d’apprentissage en profondeur 

pour les développeurs.  

TensorFlow était prévu à l’origine comme une bibliothèque interne que les développeurs de 

Google utiliseraient pour construire des modèles en interne.  

À un niveau élevé, TensorFlow est une bibliothèque Python qui permet aux utilisateurs 

d’exprimer un calcul arbitraire sous forme de graphique de flux de données.  

Les nœuds de ce graphique représentent des opérations mathématiques, tandis que les arêtes 

représentent les données communiquées d’un nœud à un autre.  

Les données de TensorFlow sont représentées sous la forme de tenseurs, qui sont des tableaux 

multidimensionnels.  

Bien que ce cadre pour la réflexion sur le calcul soit précieux dans de nombreux domaines 

différents, TensorFlow est principalement utilisé pour l’apprentissage profond dans la pratique 

et la recherche. 

4.3.4 Keras   4 

Keras5 est une API de réseaux de neurones de haut niveau, écrite en Python et interfaçable avec 

TensorFlow, CNTK et Theano. Elle a été développée avec pour objectif de permettre des 

expérimentations rapides. Être capable d’aller de l’idée au résultat avec le plus faible délai 

possible étant la clef d’une recherche efficace. Keras a été développé pour rendre la mise en 

œuvre de modèles d’apprentissage profond aussi rapide et aussi facile que possible pour la 

recherche et le développement. Il fonctionne sur Python 2,7 ou 3,5 et peut s’exécuter en toute 

                                                           
 

4. https://www.tensorflow.org/  
5. https://keras.io/ 
 

https://keras.io/
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transparence sur les GPU et les CPU ont donné les frameworks sous-jacents. Il est diffusé sous 

la licence permissive MIT. 
5 

Keras a été développé et entretenu par François Chollet, un ingénieur de Google qui utilise 

quatre principes directeurs : 

 Modularité : un modèle peut être interprété comme une séquence ou un graphique seul. 

Toutes les préoccupations d’un modèle d’apprentissage profond sont des composants 

discrets qui peuvent être combinés de manière arbitraire. 

 Minimalisme : la bibliothèque fournit juste assez pour obtenir un résultat, sans 

fioritures et maximisant la lisibilité. 

 Extensibilité : les nouveaux composants sont intentionnellement faciles à ajouter et à 

utiliser dans le cadre, destiné aux chercheurs à l’essai et à explorer de nouvelles idées. 

 Python : aucun fichier de modèle distinct avec des formats de fichiers personnalisés. 

Tout est natif Python. 

4.3.5 Flask  

Flask6 est un framework open-source de développement web en Python. Son but principal est 

d'être léger, afin de garder la souplesse de la programmation Python, associé à un système de 

templates. 

4.4 Mesures de performance 

L’évaluation des performances7 d’un système de classification est une phase très importante car 

ces performances traduisent la fiabilité du système proposé. 

Dans les applications médicales, le taux de bonne classification et d'erreur globale ne suffisent 

pas pour juger la performance. 

Dans ce travail, nous avons analysé le comportement de nos classifieurs CNN en appliquant 

plusieurs mesures de performances afin de mieux évaluer notre système pour comprendre son 

comportement. Les mesures adoptées sont définies comme suit. 

4.4.1 Matrice de confusion 

Elle permet de générer la performance de chaque classe prise individuellement. C’est une 

matrice de taille égale au nombre de classes (cf. Figure. IV.1). 

                                                           
 

6. https://fr.wikipedia.org/wiki/Flask_(framework) 
7. hhttps://blog.expert.conciliator.ai/mesure-de-performance-et-machine-learning/  
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                                  Figure. IV.1. : Matrice de confusion. 

4.4.2 Taux de bonne classification (Accuracy) 

Taux de bonne classification (tbcs) représente l’indicateur le plus naturel et le plus évident 

permettant d’évaluer les performances d’un système de classification. Cette valeur simple à 

calculer, correspond au pourcentage d’éléments correctement identifiés par le système. 

'

'
s

N o m b r e d é lé m e n t c o r r e c te m e n t id e n ti f ié s
tb c

N o m b r e d é lé m e n ts to ta l
                                 (4.1)                                                  

4.4.3 La précision 

C’est le nombre de vrais positifs divisé par le nombre de vrais positifs et faux positifs. 

T P T P
p rec

P P o s T P F P
 


                                                  (4.2)  

4.4.4 Le rappel (Recall) 

Le rappel est le nombre de vrais positifs divisé par le nombre de vrais positifs et le nombre de 

faux négatifs. 

T P T P
rec tp r

P o s T P F N
  


                                        (4.3) 

4.4.5 F-Mesure (F1 score) 

La F-mesure correspond à une moyenne harmonique de la précision et du rappel. Elle est 

donnée par l’équation ci-dessous : 

2

2

( (1 ) * * )
1

(( * ) )

p r e c r e c
F

p r e c r e c









                                           (4.4)                                                              
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Le paramètre β permet de pondérer la précision ou le rappel ; il est fixé généralement à 1. 

L’avantage de ce choix est que lorsque la précision est égale au rappel, on obtient : 

1
m e su re

P ré c is io n R a p p e l F                                  (4.5) 

Ceci facilite la lecture et on recherche à maximiser la F-mesure en maximisant simultanément 

la précision et le rappel. 

4.4.6 Sensibilité et spécificité 

La sensibilité d’un test mesure sa capacité à donner un résultat positif lorsqu’une hypothèse est 

vérifiée. Elle s’oppose à la spécificité, qui mesure la capacité d’un test à donner un résultat 

négatif lorsque l’hypothèse n’est pas vérifiée. 

La sensibilité, ou la probabilité que le test soit positif si la maladie est présente, se mesure chez 

les malades seulement. Elle est donnée par : 

V P

V P F N
                                                           (4.6) 

Une mesure de la sensibilité s’accompagne toujours d’une mesure de spécificité.  

Cette dernière se mesure chez les non malades seulement. Ainsi, la spécificité ou la probabilité 

d’obtenir un test négatif chez les non malades, est donnée par :  

V N

V N F P
                                                               (4.7) 

4.5 Description de la base de données 

Notre tâche consiste à créer un système d'analyse automatisé capable de diagnostiquer la 

rétinopathie diabétique. Pour cela nous allons utiliser un ensemble des données originales 

correspond à "Diabetic Retinopathy 224x224 Gaussian Filtered" [93]. Cet ensemble est public 

et consistent en des images rétiniennes filtrées gaussiennes pour détecter la rétinopathie 

diabétique. Ces images de la rétine sont prises à l'aide de la photographie du fond d'œil dans 

diverses conditions d'imagerie. 

Un clinicien a évalué chaque image en fonction de la gravité de la rétinopathie diabétique sur 

une échelle de 0 à 4 [93] : 

 0 - Pas de RD (Normal) 

1 – Doux (Mild) 

2 – Modéré (Moderate) 
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3 - Sévère 

4 - RD proliférative 

 

6 
                                        Figure. IV.2. : Les cinq stades de RD [93] 

 

 Les images de l'ensemble de données proviennent de différents modèles et types de 

caméras, ce qui peut affecter l'apparence visuelle de gauche par rapport à droite. 

Certaines images sont représentées comme on si on voyait la rétine anatomiquement 

(macula à gauche, nerf optique à droite pour l'œil droit).  

D'autres sont représentées comme si on la voyait à travers une lentille de condensation 

de microscope (c'est-à-dire inversée, comme on la voit dans un examen de la vue en 

direct typique).  

 Comme tout ensemble de données du monde réel, les images et les étiquettes sont 

entachées de bruit.  

 Les images peuvent être floues, sous-exposées ou surexposées.  

 Notre objectif majeur est de développer des algorithmes robustes pouvant fonctionner 

en présence de bruit et de variation. 

4.5.1 Dataset utilisé 

Nous utilisons un dataset originales correspond à "Diabetic Retinopathy 224x224 Gaussian 

Filtered " et publier dans le site web kaggle8 et contenant un ensemble de 3662 images, divisé 

a trois ensembles comme suit : Un ensemble d’apprentissage de 2562 images, un ensemble de 

test de 554 images et un ensemble de validation de 546 images. Cette configuration sera utilisée 

pour les deux modèles : CNN et VGG16. 

La Figure. IV.3 représente le fichier csv qui contient les images id_code et leurs stades 

(Diagnosis) et la Figure. IV.4 fournit une représentation graphique du total du dataset avant 

repartit.  

                                                           
 

8.
 https://www.kaggle.com/sovitrath/diabetic-retinopathy-224x224-gaussian-filtered/activity 

 

https://www.kaggle.com/sovitrath/diabetic-retinopathy-224x224-gaussian-filtered/activity
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                                  Figure. IV.3. : Visualisation du tableau csv 

                           

                    Figure. IV.4. : Représentation graphique du Dataset. 

4.5.2 Ensemble d'apprentissage (Training set) 

Nous avons considéré 2562 images pour l’entrainement du modèle au cours du processus 

d’apprentissage (cf. Figure. IV.5).  

                           
Figure. IV.5. : Représentation graphique de l’ensemble d'apprentissage. 

4.5.3 Ensemble de validation (Validation set)  

Nous avons pris 546 images pour la validation de notre modèle qui permet de mesurer l’erreur 

de prédiction (cf. Figure. IV.6).      
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Figure. IV.6. : Représentation graphique de validation set. 

4.5.4 Ensemble de test (Testing set) 

Nous avons considéré 554 images pour le test de notre modèle. Cette phase permet de mesurer 

l’erreur du modèle final sur des données non apprises. Nous allons simplement passer ces 

données comme s'il s'agissait de données que l’on n'a encore jamais rencontrées et mesurer la 

performance de notre modèle sur ces données (cf. Figure. IV.7).  

             

                  Figure. IV.7.   . : Représentation graphique du Testing set. 

4.6 Expérimentation paramétrique 

Avant d’expérimenter le modèle final conçu et présenté dans le chapitre 3, nous allons faire 

plusieurs tests paramétriques sur le modèle CNN et le modèle VGG16. Nous présenterons par 

la suite les résultats obtenus pour les classificateurs de la RD.  

Dans les prochaines sections, nous présentons quelques expérimentations effectuées. 

4.6.1 Comparaison des réseaux VGG 16 et CNN 

 Après l'entrainement de nos deux modèles nous discuterons les résultats obtenus 

illustrée dans les figures IV.8 et 9 ci-dessous : 

 

 

Figure. IV.8. : Résultat de l’entrainement du modèle CNN 
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Figure. IV.9. : Résultat de l’entrainement du modèle VGG16 

a) Les tableaux suivants montrent les résultats de l’entrainement de nos deux modèles pour 

la première et la dernière itération :   

 

  Itération 1                                                                                 Itération 30 

 

 

 

(a) Résultats des deux modèles pour l’itération 1         (b) Résultats des deux modèles pour l’itération 30 

                    Tab. IV.1. : Résultats d’entrainement des deux modèles 

 

 Si nous faisons une comparaison entre ces deux itérations nous constatons que le taux 

d’erreur baisse tandis que la précision augmente ; cela signifie que les deux modèles ont 

été bien entrainés. 

b) Le tableau ci-dessous montre les différents résultats obtenus sur les deux modèles  

 

Data Taille du 

lot 

Nombre 

d’itérations 

Learning 

Rate 

Train Validation Test 

CNN Notre dataset      

RD (224x224) 

32 images 30 0.00001 0.923     0.736  0.759 

VGG16 80 images 30 0.0001  0.978      0.770  0.794 

 

Tab. IV.2. : Comparaison des résultats de VGG16 et de CNN 
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 Le tableau ci-dessus permet de faire une comparaison des deux modèles, en utilisant le 

même jeu de données et le même nombre d’itérations ; la taille du lot et le taux 

d’apprentissage (Learning rate) sont différents. Les résultats obtenus sont exprimés en 

termes de précision d’apprentissage, de validation, de test. Le modèle VGG16 a présenté 

les meilleurs résultats.      

     La figure. IV.10. ci-dessous Illustre la précision et la perte des deux modèles.  

                              

         

        

(a)Taux de précision et d’erreur pour CNN       (b) Taux de précision et d’erreur pour VGG16 

      Figure. IV.10. : Représentation de la précision et la perte des modèle VGG16 et CNN 

 La précision d’apprentissage et de validation obtenue est relativement acceptable pour les 

deux modèles ; elle augmente avec le nombre d’itérations. Ceci reflète qu’à chaque 

itération, les deux modèles apprennent plus d’informations. De même, l’erreur 

d’apprentissage diminue avec le nombre d’itérations. 

Nous constatons que le modèle VGG16 apprend plus d'information que le modèle CNN 

pour 30 itérations ; les performances sont meilleures que celles de CNN. 
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 Bien que le modèle VGG16 donne de meilleurs résultats que CNN, le modèle CNN est plus 

stable.  

4.7 Précisions 

Dans les deux prochaines sections, nous présenterons quelques-uns des résultats obtenus par 

les classificateurs proposés pour les deux modèles CNN et VGG16. 

4.7.1 Matrice de confusion 

Pour savoir quelles sont les erreurs commises par le modèle de classification, on utilisera la 

matrice de confusion qui donne un résumé sur les résultats de prédiction. 

Les figures. IV.11 et 12 illustrent les matrices de confusion de nos deux modèles. 

  

Figure. IV.11. : Matrice de Confusion pour le modèle CNN 
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Figure. IV.12. : Matrice de confusion pour le modèle VGG16 

 La matrice de confusion permet d’évaluer la performance des deux modèles, puisqu’elles 

reflètent les métriques du vrai positif, vrai négatif, faux positif et faux négatif. Les deux 

modèles ont bien classé les images rétiniennes. La Figure. IV.13 illustre la représentation 

graphique du taux de classification pour CNN et VGG16. 

         

                (a) Taux de classification pour CNN      (b) Taux de classification pour VGG16  

Figure. IV.13. : Représentation graphique du taux de classification des images 
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Le tableau. IV.3 ci-dessous montre le taux de classification des deux modèles : 

No_DR   Mild Moderate Severe Proliferate_DR 

CNN 0.96 0.45 0.76 0.13 0.18 

VGG16 0.98 0.45 0.83 0.17 0.27 

         Tab. IV.3. : Comparaison du taux de classification des deux modèles 

 Nous remarquons que le modèle VGG16 a une bonne prédiction des classes rétiniennes par 

rapport au CNN ; par conséquent les erreurs de classification seront réduites.     

4.7.2 Rapport de classification 

Le tableau ci-dessous montre les différents résultats de rapport de classification :    

No_DR Mild Moderate Severe Proliferate_DR 

   CNN Précision  0.90 0.44 0.63 0.44      0.62 

Rappel  0.96 0.45 0.76 0.13       0.18 

   VGG16 Précision  0.94 0.57 0.65 0.45       0.55 

Rappel  0.98 0.45 0.83 0.17       0.27 

Tab. IV.4. : Comparaison de la précision et du rappel des deux modèles 

 Pour évaluer les performances de nos deux modèles, nous allons utiliser le rapport de 

classification qui indique la proportion de résultats positifs réels identifié correctement 

(rappel) ainsi que la proportion d'identifications positives qui est effectivement correcte 

(précision). Les résultats de rappel et de précision montrent que bien qu’on ait utilisé la 

même base de données pour l’apprentissage et pour le test, le VGG16 est plus 

performante que le CNN (cf. Tab. IV.4).               

 Le VGG16 est un modèle pré-entraîné, il nous a permis de résoudre le problème de 

classification d’une manière simple en utilisant la technique de '' Transfer Learning '' et 

d’avoir ainsi une meilleure qualité des résultats pour uniquement 30 itérations 

d’entrainement. La base d’apprentissage est également un élément déterminant dans les 

réseaux de neurones convolutionnels, alors il faut avoir une base d’apprentissage de 

grande taille pour aboutir à de meilleurs résultats. 
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4.8 Discussion 

D’après les résultats obtenus dans les Figures IV.9, IV.10 et IV.12, nous remarquons que le 

modèle VGG16 donne des résultats très satisfaisants, ce qui confirme le choix de ce modèle 

pour augmenter la performance de la classification de la RD. 

A partir des tableaux IV.3 et IV.4, nous observons que les performances des modèles de 

classification augmentent sur différentes mesures utilisées. En effet, l’effet d’augmenter la base 

de données permet au classifieur CNN et VGG16 d’enrichir les informations des données à 

classifier. Il permet aussi au modèle de classer les images de manière robuste, même s’il est 

placé dans différentes orientations. Il est doté de la propriété appelée invariance. 

4.9 Présentation du déroulement de l’application 

Cette application Site Web peut détecter et classer les cinq stades de la rétinopathie diabétique 

en utilisant des images rétiniennes.  Nous avons utilisé un modèle VGG16 pré-entraîné ; le 

modèle est formé sur l’ensemble de données accessibles au public de Kaggle.  

4.9.1 Création de notre d'application Web 

Les étapes suivies pour créer notre application Web sont listées ci-dessous : 

 Utilisation du modèle entraîné pour faire la prédiction sur les données de test. 

 Utilisation du framework python Flask pour créer une application Web simple et 

interactive. 

 Déploiement de l'application Web sur localhost et sur Google colab. 

 Utilisation du modèle pré-entraîné VGG16 formé sur des données ImageNet. 

 Affichage du résultat sur le navigateur. 

4.9.2 Structure de notre projet de l'application Web 

 La structure de notre projet est illustrée dans la Figure. IV.14, comme suit : 

                         

Figure. IV.14. : Illustration de la structure de l'application Web. 
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 Dossier statique : ce support est présent dans notre dossier racine et contiendra tous les 

fichiers statiques tels que css, fichiers js, fichiers logo.png, poids du modèle, ... 

 Dossier templates : ce dossier contiendra tous les fichiers HTML que nous utiliserons 

dans tout le projet. Toutes les redirections et le routage se feront via ce dossier. C'est 

l'endroit par défaut où Flask recherche les modèles de rendu lorsque nous utiliserons la 

fonction render_template (). 

 Fichier app.py : il s'agit du fichier principal back-end. Nous écrirons tous les codes 

back-end pour la logique Flask et python dans ce fichier. 

 Nous exécuterons ce fichier pour démarrer le serveur pour héberger notre application. 

Ce fichier est essentiellement un lien entre les fichiers HTML affichant la sortie sur le 

navigateur et l’appel de modèle. 

 Fichier index.html : il s'agit de la page Web par défaut qui s'affiche lors du chargement 

de l'application. Pour accéder aux images de la Galerie de l’appareil utilisé, on appuiera 

sur le bouton "Drop image here or click to select". En fonction des choix effectués, on 

pourra télécharger l'image depuis l’ordinateur ou le Smartphone et l'envoyer ensuite à 

l'application qui analysera l'image. Le résultat du diagnostic de la rétinopathie 

diabétique est ensuite généré en un temps très minime (environ en trois secondes).  

4.10 Déploiement de l'application sur localhost et Google Colab 

Une fois que tous les modèles et fichiers prêts, nous utilisons Flask pour déployer notre 

application sur localhost. Pour cela, il suffit d'aller dans le répertoire racine et de taper «python 

app.py» dans le terminal et d'appuyer sur Entrée, Cela démarrera notre serveur au port 5000 ou 

tout autre port.  

 On recevra un message comme indiqué dans Figure. IV.15, une fois qu’on aura   réussi 

à démarrer le serveur. 

 

Figure. IV.15. : illustration du déploiement réussi du serveur principal. 

 Après cette étape, ouvrons n'importe quel navigateur Web à partir de notre PC et tapons : 

      "http://848fdc832757.ngrok.io" -> "http://127.0.0.1:5000/" / accueil 

http://848fdc832757.ngrok.io/
http://127.0.0.1:5000/
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 Maintenant, lorsque nous cliquons sur le lien ci-dessus, nous arrivons à la page 

index.html, de notre application, comme indiqué ci-dessous (cf. Figure. IV.16). 

                                   

                       Figure. IV.16. : Page d'accueil de l'application 

 En cliquant sur le bouton "Déposer l'image ici ou Cliquer pour sélectionner", nous 

amènera à la page checkup.html où nous allons sélectionner l'image du fond d'œil soit 

de notre galerie ou à partir d'autres fichiers existants. Après avoir cliqué sur le bouton 

"Soumettre", la page Web illustrée ci-dessous s’affiche (cf. Figure. IV.17). 

                                  

              Figure. IV.17. : Chargement des images du fond d'œil 

 Pour modifier l'image d’entrée, il suffit d’appuyer sur le bouton «Clear» et envoyer une 

autre image à l'application.   



Chapitre IV                                                                             Réalisation et Expérimentation 

 

73 
 

La Figure. IV.18 montre les résultats de classification des stades de la RD de notre application 

Web qui a pour but d’aider le médecin ophtalmologiste à prendre une décision afin de générer 

un diagnostic final. 

    

                      

      Figure. IV.18. : Résultats de classification des stades de la RD par notre application  

4.11 Conclusion 

Dans ce chapitre, nous avons présenté et détaillé la mise en œuvre de notre application, la 

configuration matérielle et logicielle utilisée. Après que les expérimentations aient été faites, 

nous avons présenté les résultats obtenus et comparer entre notre deux modèles CNN et 

VGG16. 

A la fin, nous avons présenté, l’application Web ‘‘EYE CARE’’ développée dans le cadre de ce 

projet. Le développement ainsi que le déploiement de cette application ont été également 

décrits. Nous pensons que notre application Web permettra d’apporter une modeste 

contribution afin d’aider le médecin ophtalmologiste dans sa prise de décision thérapeutique. 
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                                 Conclusion générale 
 

 

Nous avons présenté dans ce mémoire, la description d'un système de classification de stades 

de la rétinopathie diabétique. Dans un premier temps, nous avons mené une étude 

bibliographique sur cette pathologie pour avoir une idée précise de cette maladie et les 

différences entre ses cinq types. Nous avons également survolé divers concepts en lien avec 

notre problématique, concernant l'imagerie médicale et l'apprentissage automatique. 

La rétinopathie diabétique (RD), maladie chronique de la rétine, est une des principales causes 

de cécité et de malvoyance. La photo-coagulation par laser est aujourd'hui le traitement 

thérapeutique précoce principal utilisé pour ralentir la dégradation de la vision. Les études ont 

montré que le nombre de patients atteints de cette pathologie augmente chaque année ; par 

conséquent, le dépistage de la RD est devenu aujourd’hui un problème de santé publique.  

Nos travaux entrent dans le cadre du développement d’un système d'aide au diagnostic médical 

orienté vers la classification des images de la rétine en utilisant les techniques avancées de 

l’apprentissage automatique, en particulier celles qui reposent sur l’apprentissage profond (ou 

Deep Learning) et les réseaux de neurones convolutionnels.   

L'étude a été réalisée sur la base d’images "Diabetic Retinopathy 224x224 Gaussian Filtered" 

de Kaggle. Nous avons testé et implémenté deux architectures avec deux types d’apprentissage 

différents. La première architecture correspond à VGG16 avec le transfert d'apprentissage 

(transfer learning) et le deuxième est une architecture basée sur un réseau de neurones 

convolutionnel,  

 Pour avoir la meilleure architecture adéquate à notre problématique, nous avons mené une série 

de tests et de changements soit dans le coté architectural ou bien dans le coté paramétrage de 

plusieurs facteurs entrant en jeu durant la conception des CNN.   

Cette architecture présente quelques inconvénients : une augmentation supplémentaire pour les 

images prises par différentes caméras avec différents champs de vision.  En outre, notre 

architecture réseau est complexe et exige beaucoup de calculs, ce qui nécessite une unité de 
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traitement graphique de haut niveau pour traiter les images haute résolution lorsque le niveau 

des couches est plus élevé.  

Afin d’avoir un classificateur offrant la plus grande précision, le système développé dans notre 

projet a été évalué par plusieurs critères. Les résultats obtenus par le système sont 

encourageants, par rapport aux approches proposées dans la littérature. Comme le système 

d'analyse de l'image du fond d'œil détecte des anomalies avec une bonne sensibilité et une 

spécificité raisonnable, il peut être utilisé pour aider les ophtalmologistes dans le diagnostic afin 

de leurs fournir une aide. Notre système peut également fonctionner comme un outil pour le 

dépistage de masse de la RD. 

Ce travail reste ouvert pour des travaux de comparaison et/ou d'hybridation avec d'autres 

méthodes de classification.  Nous prévoyons aussi d'adopter des stratégies d'enrichissement et 

de sélection des échantillons d'apprentissage.   

De plus, nous avons remarqué dans nos expérimentations qu'il existe une différence de 

précision pour chaque classe étudiée. En effet, certaines classes sont plus difficiles à identifier 

que d'autres. C'est là aussi une autre piste à étudier. 
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