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 ملخص: 

العميق في مجال الاتصالات السلكية  تهدف هذه الأطروحة إلى تقديم أحدث ما توصلت إليه التكنولوجيا في التعلم  

واللاسلكية. وهو يتألف من الكشف عن مساهمة التعلم العميق في الاتصالات، ثم تقديم وعرض مفهوم الذكاء 

الاصطناعي والتعلم الآلي والتعلم العميق للتوسع في الشبكات العصبية والخوارزميات المختلفة. الخطوة التالية هي  

 . Keras و TensorFlowباستخدام مكتبات مثل    CNNشبكات  ور يعتمد علىإنشاء نموذج تصنيف للص
 

    ،العميقالتعلم ، الآليالتعلم ، الاصطناعيالذكاء ، واللاسلكيةالاتصالات السلكية كلمات المفاتيح:    

Keras ,TensorFlow, CNN الخوارزميات ,الشبكات العصبية شبكات,           

Résumé : 

Ce mémoire vise à fournir un état de l'art du Deep Learning dans les télécommunications. Il 

s'agit d'exposer la contribution du Deep Learning dans les télécommunications, puis 

d'introduire et de présenter le concept d'intelligence artificielle, de Machine Learning et de 

Deep Learning en l'étendant aux réseaux de neurones et à différents algorithmes. L'étape 

suivante consiste à créer un modèle de classification d'images basé sur les réseaux CNN en 

utilisant des bibliothèques comme TensorFlow et Keras. 

Mots clé : Télécommunication, Intelligence Artificielle, Machine Learning, Deep Learning, 

Réseaux de neurones, Algorithme, CNN networks, TensorFlow, Keras. 

 

Abstract :  

This thesis aims to provide a state-of-the-art of Deep Learning in telecommunications. It 

consists of exposing the contribution of Deep Learning in telecommunication, and then 

introducing and presenting the concept of Artificial Intelligence, Machine Learning and Deep 

Learning expanding to neural networks and different Algorithms. The next step is to create 

an image classification model based on CNN networks using libraries like TensorFlow and 

Keras. 

Keywords : Telecommunication, Artificial Intelligence, Machine Learning, Deep Learning, 

Neural Networks, Algorithm, CNN network, TensorFlow, Keras. 

 

 



  

Listes des acronymes et abréviations  

AI : Artificial Intelligence (Intelligence artificielle) 

ANN : Artificial Neural Network (Réseau neuronal artificiel) 

Cifar : Canadian Institute For Advanced Research 

CNN : Convolutional Neural Network (Réseau Neuronal Convolutionnel) 

CPU : Central Processing Unit 

GPU : Graphic Processing Unit  

DL : Deep Learning (Apprentissage profond) 

GAN : Generative Adversarial Neural Network (Réseau neuronal adversarial génératif) 

IoT : Internet of Things (Internet des Objets) 

LTSM : Long Short Term Memory (Mémoire à long terme) 

LTE : Long Term Evolution (Evolution à long terme)  

MIMO : Multiple Input, Multiple Output (Entrées multiples, Sorties multiples) 

ML : Machine Learning (Apprentissage Automatique) 

MLP : Multi-Layer Perceptron (Perceptron multicouche) 

MNIST : Modified/Mixed National Institute of Standards and Technology (Institut national 

modifié de normes et de technologies) 

NLP : Natural Language Processing (Traitement de langue naturelle) 

NOMA : Non Orthogonal Multiple Access (Accès multiple non orthogonal) 

RASH : Random Access Channel (Canal d’accés aléatoire) 
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RNN : Recurrent Neural Network (Réseau neuronal récurent) 
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Introduction générale 

 

Avec la popularisation de l'intelligence artificielle et son émergence graduelle en tant que 

technologie de base à l'origine de développements importants dans un large spectre de 

domaines, l'utilisation de Machine Learning et de Deep Learning a connu une progression 

énorme. Selon de nombreuses recherches et études, l'intelligence artificielle (IA), le Machine 

Learning et le Deep Learning devraient figurer parmi les carrières les mieux rémunérées et les 

plus profitables dans les prochaines années. 

La vision par ordinateur est le domaine académique qui vise à obtenir une compréhension 

de haut niveau des informations de bas niveau fournies par les pixels bruts des images 

numériques.  

Les robots, les moteurs de recherche, et bien d’autres ont des applications qui incluent la 

classification d'objets plus spécifiquement, la classification d’image. On peut dire que cette 

dernière est un sous-domaine de la vision par ordinateur, qui repose sur le Machine Learning 

et le Deep Learning. Au cours de la dernière décennie, le domaine de cet apprentissage a été 

dominé par les réseaux de neurones profonds, qui tirent parti des améliorations de la 

puissance de calcul et de la disponibilité des données. Un sous-type d'un réseau neuronal 

appelé réseau neuronal convolutif (CNN) est bien adapté aux tâches liées à l'image. 

Le réseau neuronal est entraîné à rechercher différentes caractéristiques, telles que les arêtes, 

les angles et les différences de couleur sur l’image et pour les combiner en formes plus 

complexes. 

Pour notre mémoire, nous passerons en revue des notions théoriques en commençant par la 

contribution importante du Deep Learning dans le domaine de télécommunication, le concept 

de base de l’IA, le Machine Learning et le Deep Learning et leur évolution, s'étendant aux 

réseaux de neurones et enfin aux réseaux convolutifs. 

Après avoir présenté les notions générales et les problèmes résolus, nous prendrons une 

problématique qui est la classification d’image, nous montrerons comment créer un modèle 

avec des architectures différentes en appliquant les modèles CIFAR 10 et MNIST comme 
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modèles sur la base d’images. On évaluera au fur et à mesure les résultats de nos tests. On 

fera appel à plusieurs bibliothèques pour faciliter l'implémentation et accélérer le processus 

d'apprentissage. 
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Chapitre 1 Les problèmes liés aux nouvelles techniques en 
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1.1 Introduction 

Internet, les appareils mobiles et autres technologies sans fil se développent de jour en jour, 

pénétrant dans tous les domaines de notre vie quotidienne, du travail au divertissement. 

Selon Cisco, le trafic Internet mondial atteindra environ 30 Go par habitant, dont plus de 63 % 

proviendront des appareils sans fil et mobiles [1] , de sorte que le trafic des smartphones 

dépassera le trafic des PC la même année. 

Ce phénomène est principalement dû à l'évolution de l'Internet à haut débit et, plus 

particulièrement, à la popularisation et à l'utilisation généralisée des smartphones et des plans 

de données accessibles associés. Bien que la 4G et son évolution à long terme (LTE) soient 

considérées comme une technologie mature, la technologie et l'architecture radio sont 

continuellement améliorées, comme dans le cadre de la norme LTE Advanced, une 

amélioration majeure de la LTE. Toutefois, à long terme, la prochaine génération de 

télécommunications (5G) est envisagée et bénéficie d'un élan considérable de la part de 

l'industrie et des chercheurs. En outre, avec le déploiement des applications de l'Internet des 

objets (IoT), des villes intelligentes, etc., une nouvelle pléthore de services 5G est apparue 

avec des exigences de conception très divergentes et technologiquement difficiles. Les futurs 

systèmes 5G évoluent pour prendre en charge l'explosion des volumes de trafic mobile, la 

gestion agile des ressources du réseau pour maximiser l'expérience de l'utilisateur et 

l'extraction d'analyses fines en temps réel. L'accomplissement de ces tâches est difficile, car 

les environnements mobiles sont de plus en plus complexes, hétérogènes et évolutifs [2]. 

La diversité et la complexité croissantes des architectures de réseaux mobiles ont rendu 

difficiles la surveillance et la gestion de la multitude d'éléments de réseaux. C'est pourquoi 

l'intégration d'une intelligence machine polyvalente dans les futurs réseaux mobiles suscite 

un intérêt inégalé de la part des chercheurs [3] . Les chercheurs en réseaux commencent 

également à reconnaître la puissance et l'importance de Deep Learning, et explorent son 

potentiel pour résoudre les problèmes spécifiques au domaine des réseaux mobiles [4]. 

Les problèmes de réseaux mobiles et d'apprentissage profond ont fait l'objet de recherches 

indépendantes. Ce n'est que récemment que des croisements entre les deux domaines sont 

apparus [5].  
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Le Machine Learning et le Deep Learning sont dominants dans les domaines de la médecine, 

de la reconnaissance d'images, des voitures [6], etc. La curiosité et les débats préliminaires 

sur la viabilité de la 5G par l'incorporation d'algorithmes de Deep Learning se sont révélés 

d'une grande importance pour l'amélioration des infrastructures sociales, le renforcement de 

nos pratiques ainsi que l'expansion de la numérisation. Même si le Deep Learning et la 

technologie sans fil 5G sont souvent considérés comme des domaines d'étude distincts, ils ont 

un effet puissant lorsqu'ils sont combinés. 

1.2 Principaux problèmes résolus par le Deep Learning 

1.2.1 Représentation du schéma de codage/décodage 

La génération de l'information à la source et la reconstruction de cette information au 

récepteur constituent respectivement les processus de codage et de décodage. Toutefois, en 

raison de la nature instable des canaux, certaines perturbations et certains bruits dans le signal 

peuvent entraîner la corruption des données [7]. En considérant les réseaux 5G, où de 

nouvelles technologies, telles que MIMO, accès multiple non orthogonal (NOMA), mmWave 

seront déployées, les schémas de codage/décodage doivent être adaptés pour fonctionner 

correctement. Ces schémas doivent caractériser plusieurs phénomènes qui peuvent avoir un 

impact sur la transmission des données, tels que la diffraction du signal, l'évanouissement, la 

perte de chemin et la diffusion. 

Dans [8], les auteurs ont proposé une solution basée sur le Deep Learning pour paramétrer le 

mappage bit-à-symbole et la détection multi-utilisateurs. Comme nous utilisons une 

modulation non orthogonale, la détection multi-utilisateurs devient un problème lourd. Dans 

[9], les auteurs ont proposé un modèle de Deep Learning pour apprendre le processus de 

codage/décodage du système MIMO-NOMA afin de minimiser l'erreur quadratique moyenne 

totale des signaux des utilisateurs. Dans [10], les auteurs ont proposé un modèle de Deep 

Learning à utiliser dans un système d'accès multiple à code clair (SCMA), qui est une technique 

NOMA prometteuse basée sur le code, dans le but de minimiser le taux d'erreur sur les bits. 

Dans [11], les auteurs ont considéré les systèmes MU-SIMO (multiuser single-input multiple-

output). 

Un modèle simple de Deep Learning a été envisagé pour la conception conjointe de formes 

d'onde multi-utilisateurs du côté de l'émetteur et la détection de signaux non cohérents du 
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côté du récepteur. L'objectif principal était de réduire la différence entre les signaux émis et 

reçus. 

1.2.2 Détection d'anomalies 

Les futurs réseaux 5G conduiront avec différents types de dispositifs sur des réseaux sans fil 

hétérogènes avec des débits de données plus élevés, une latence plus faible et une 

consommation d'énergie plus faible. Des mécanismes de gestion autonomes seront 

nécessaires pour réduire le contrôle et la surveillance de ces réseaux complexes [12]. 

Les systèmes de détection des anomalies sont importants pour identifier les flux réseau 

malveillants qui peuvent avoir un impact sur les utilisateurs et les performances du réseau. 

Cependant, le développement de ces systèmes reste un défi considérable en raison du grand 

volume de données généré dans les systèmes 5G [13].  

Dans [13], les auteurs traitent des systèmes de défense de la cybersécurité dans les réseaux 

5G, en proposant l'utilisation de modèles d'apprentissage profond capables d'extraire les 

caractéristiques des flux réseau et l'identification rapide des cybermenaces. 

Dans [14], les auteurs ont proposé une solution basée sur le Deep Learning pour détecter les 

anomalies dans le trafic réseau, en considérant deux types de comportement comme des 

anomalies de réseau : les cellules dormantes et le trafic en flèche. Les cellules dormantes 

peuvent être dues à des défaillances du matériel d'antenne ou à des défaillances du canal 

d'accès aléatoire (RACH) en raison d'une mauvaise configuration du RACH, tandis que 

l'augmentation du trafic peut résulter de la congestion du réseau, où le trafic augmente mais 

avec un débit relativement faible pour satisfaire la demande des utilisateurs. Rappelons que 

le RACH est le canal responsable de l'attribution des ressources radio aux utilisateurs. Ainsi, 

lorsque le RACH ne fonctionne pas correctement, nous avons effectivement une cellule 

endormie où aucune activité de transmission n'a lieu. 
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           1.2.3 Prévision du trafic 

On s'attend à ce que le trafic Internet soit multiplié par dix d'ici 2027. Cela agit comme un 

point d'ancrage crucial pour créer la nouvelle génération d'architecture de réseau cellulaire 

[15]. La prédiction du trafic pour le jour, l'heure ou même la minute à venir peut être utilisée 

pour optimiser les ressources système disponibles, par exemple en réduisant la 

consommation d'énergie, en appliquant un ordonnancement opportuniste ou en prévenant 

les problèmes dans l'infrastructure [15]. 

Les travaux présentés dans [16] [17] ont proposé une solution basée sur le Deep Learning pour 

prédire le trafic pour les mécanismes de découpage du réseau. Notons que la 5G repose sur 

l'utilisation du découpage du réseau afin d'accueillir différents services et locataires tout en 

les isolant virtuellement. Dans [16], un mécanisme proactif de découpage du réseau a été 

proposé et un modèle de Deep Learning a été utilisé pour prédire le trafic avec une grande 

précision. Dans [17], un mécanisme nommé DeepCog a été proposé dans un but similaire. 

DeepCog peut prévoir la capacité nécessaire pour allouer les futures demandes de trafic dans 

les tranches de réseau tout en minimisant les violations de demande de service et le 

surprovisionnement des ressources. 

Dans [18], les auteurs ont proposé différents modèles de Deep Learning pour la prédiction du 

trafic Internet mobile. Les auteurs ont utilisé les différents modèles pour considérer les 

aspects spatiaux et temporels du trafic. Le trafic maximal, moyen et minimal a été prédit pour 

les modèles proposés. 

Nous reconnaissons plusieurs autres avantages à l'utilisation de l'apprentissage profond 

pour résoudre les problèmes d'ingénierie des réseaux  

• L'un des principaux avantages de Deep Learning est qu'il permet d'extraire 

automatiquement des caractéristiques de haut niveau à partir de données présentant 

une structure complexe et des corrélations internes. Le processus d'apprentissage n'a 

pas besoin d'être conçu par un humain, ce qui simplifie considérablement l'élaboration 

préalable des caractéristiques [19]. L'importance de cet aspect est amplifiée dans le 

contexte des réseaux mobiles, car les données mobiles sont généralement générées 

par des sources hétérogènes, sont souvent bruyantes et présentent des modèles 
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spatiaux et temporels non triviaux [20], dont l'étiquetage nécessiterait un effort 

humain exceptionnel. 

• Le Deep Learning est capable de traiter de grandes quantités de données. Les réseaux 

mobiles génèrent des volumes élevés de différents types de données à un rythme 

rapide. 

1.3 Conclusion  

Le Deep Learning joue un rôle de plus en plus important dans le domaine des réseaux mobiles 

et sans fil. Dans cette thèse, nous résumons les principaux problèmes auxquels la 

communication sans fil est confrontée, nous nous concentrons sur l'apprentissage profond et 

ses applications, et nous étudions l'intersection entre ces deux domaines différents. 

Un point de préoccupation majeur dans l'intégration de la communication sans fil et de Deep 

Learning reste celui de la performance. Les solutions adoptées doivent non seulement fournir 

la solution attendue, mais elles doivent le faire au bon moment.  

En général, l'utilisation de Deep Learning dans les télécommunications a déjà produit de 

nombreuses contributions importantes et on s'attend à ce qu'elles évoluent encore plus dans 

un avenir proche malgré les nombreuses limites. 
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2.1 Introduction 

Avant de comprendre ce qu'est le Deep Learning, nous devons introduire deux concepts 

principaux : Le premier est le concept d'intelligence artificielle. Le second est le Machine 

Learning (Apprentissage Automatique).  

 

 

 

 

 

 

Figure 2.1. Intelligence Artificielle, Machine Learning et Deep Learning. 

 

2.1.1 Intelligence artificielle 

L’Intelligence Artificielle (IA) est un vaste domaine, où nous essayons d’imiter le 

comportement humain dans le but de rendre les machines si puissantes pour accomplir de 

nombreux types de tâches. Plus précisément, c’est la simulation des processus d'intelligence 

humaine par des machines, comme les ordinateurs, les systèmes embarqués, industriels, 

biomédicaux, financiers et bien d'autres encore. Ces processus comprennent l'apprentissage 

(l'acquisition d'informations et de règles d'utilisation de ces informations), le raisonnement 

(l'utilisation des règles pour parvenir à des conclusions approximatives ou définitives) et 

l'autocorrection. Les applications particulières de l'IA comprennent la reconnaissance vocale, 

la vision artificielle, le contrôle, la prédiction et divers autres domaines.  

Ainsi, l'apprentissage automatique est un sous-domaine de l'IA et l'apprentissage profond 

est un sous-domaine de l'apprentissage automatique [21]. 
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2.1.2 Machine Learning 

Le Machine Learning (L’apprentissage Automatique) est un domaine de recherche en 

informatique qui traite des méthodes d'identification et de mise en œuvre de systèmes et 

algorithmes par lesquels un ordinateur peut apprendre, ce champ est généralement lié à 

l'intelligence artificielle. 

A l’origine, ce domaine était consacré au développement de l’intelligence artificielle, mais en 

raison des limites de la théorie de la technologie qui existaient, il est devenu plus logique de 

concentrer ces algorithmes sur des taches spécifiques. La plupart des algorithmes (ML) tels 

qu’ils existent aujourd’hui se concentrent sur optimisation des fonctions. 

Par conséquent, l'utilisation des algorithmes Machine Learning devient fréquemment un 

processus répétitif d'essais et d'erreurs, dans lequel le choix de l'algorithme parmi les 

problèmes donne des résultats de performance différents. Cela est acceptable dans certains 

contextes, mais dans le cas de la modélisation du langage et de la vision par ordinateur, cela 

devient problématique [22].  

2.2 Deep Learning 

2.2.1 Historique et évolution du Deep Learning 

Les premiers réseaux de neurones 

En 1943, les premiers réseaux de neurones ont été inventés par deux mathématiciens et 

neuroscientifiques du nom de Warren McCulloch et Walter Pitts. 

Dans leur article "A Logical Calculus of the Ideas Immanent in Nervous Activity" Ils montrent 

le modèle mathématique d'un neurone biologique. Ce neurone de McCulloch Pitts a des 

capacités très limitées et ne possède aucun mécanisme d'apprentissage. Pourtant, il jettera 

les bases des réseaux neuronaux artificiels et de l'apprentissage profond [23]. 

La création du « Perceptron » 

En 1957, et dans son article "The Perceptron : A Perceiving and Recognizing Automaton ", Le 

psychologue américain du nom de Franck Rosenblatt montre le nouveau modèle du neurone 

de McCulloch-Pitts, le "Perceptron", qui avait de véritables capacités d'apprentissage pour 

effectuer une classification binaire par lui-même. Cela inspire la révolution dans la recherche 
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sur les réseaux neuronaux peu profonds pour les années à venir, jusqu'au premier hiver de 

l'IA [24]. 

La première version du modèle de rétropropagation continue 

Henry J. Kelley dans son article "Gradient Theory of Optimal Flight Paths" montre la toute 

première version du modèle de rétropropagation continue en 1960. Son modèle s'inscrit dans 

le contexte de la théorie du contrôle, mais il jette les bases d'un raffinement ultérieur du 

modèle qui sera utilisé dans les ANN (Artificial Neural Network) dans les années à venir [25]. 

Le tout premier perceptron multicouche  

En 1965, Alexey Grigoryevich Ivakhnenko ainsi que Valentin Grigorʹevich Lapa, créent une 

représentation hiérarchique d'un réseau de neurones qui utilise une fonction d'activation 

polynomiale et qui est formé à l'aide de la méthode de groupe de traitement des données 

(Group Method of Data Handling) (GMDH). 

Il est maintenant considéré comme le tout premier perceptron multicouche, et Ivakhnenko 

est souvent considéré comme le père de l'apprentissage profond [26]. 

La publication du livre "Perceptrons" qui révèle certaines imperfections que 

présente Le perceptron de Rosenblatt  

En 1969, Marvin Minsky et Seymour Papert publient le livre "Perceptrons" dans lequel ils 

montrent que Le perceptron de Rosenblatt ne peut pas résoudre des fonctions compliquées 

comme XOR. Pour de telles fonctions, les perceptrons doivent être placés dans plusieurs 

couches cachées, ce qui risque de compromettre l'algorithme d'apprentissage du perceptron. 

Ce revers déclenche l'hiver de la recherche sur les réseaux neuronaux [27]. 

Le premier hiver de l’intelligence artificielle  

De 1974 à 1980, on connut le premier hiver de l'intelligence artificielle, période durant laquelle 

il n'y eu quasiment plus d'investisseurs pour financer les recherches en I.A. L'intelligence 

artificielle était sur le point de mourir [28]. 

L’invention du Neocognitron  

En 1980, Kunihiko Fukushima invente le Neocognitron, la première architecture de réseau de 

neurones convolutifs capable de reconnaître des modèles visuels tels que des caractères écrits 

à la main [29]. 
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La création du réseau Hopfield, et l'adoption pratique de la rétropropagation 

dans les réseaux neuronaux  

En 1982, John Hopfield crée le réseau Hopfield, qui n'est autre qu'un réseau neuronal 

récurrent (Recurrent Neural Network ou RNN). Il sert comme un système de mémoire 

adressable par le contenu, et sera déterminant pour les autres modèles RNN de l'ère moderne 

de l'apprentissage profond [30]. 

D’autre part, Paul Werbos, sur la base de sa thèse de doctorat de 1974, propose l'utilisation 

de la rétropropagation pour la propagation des erreurs pendant la formation des réseaux 

neuronaux. Les résultats de sa thèse de doctorat conduiront à l'adoption pratique de la 

rétropropagation par la communauté des réseaux neuronaux dans le futur [31]. 

La création de la machine de Boltzmann  

En 1985, David H. Ackley, Geoffrey Hinton et Terrence Sejnowski créent une machine de 

Boltzmann qui est un réseau de neurones récurrent stochastique. Ce réseau de neurones ne 

possède qu'une couche d'entrée et une couche cachée, mais pas de couche de sortie [32]. 

La création de NetTalk et la réussite de la rétropropagation dans le réseau 

neuronal  

En 1986, Terry Sejnowski crée NeTtalk, un réseau de neurones qui apprend à prononcer un 

texte anglais écrit, en lui montrant un texte en entrée et en comparant les transcriptions 

phonétiques [33]. 

D’autre part, Geoffrey Hinton, Rumelhart et Williams, dans leur article "Learning 

Representations by back-propagating errors" montrent la mise en œuvre réussie de la 

rétropropagation dans le réseau neuronal. Cela a ouvert les portes pour former facilement 

des réseaux de neurones profonds complexes, ce qui était le principal obstacle dans les 

premiers temps de la recherche dans ce domaine [34]. 

L’entraînement d’un réseau neuronal convolutif à reconnaitre les chiffres, et la 

publication de la première version du Théorème d'Approximation 

Universelle  

En 1989, Yann LeCun utilise la rétropropagation pour entraîner un réseau de neurones 

convolutifs (Convolutional Neural Network ou CNN) à reconnaître des chiffres manuscrits. Il 
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s'agit d'une étape majeure, car elle jette les bases de la vision par ordinateur moderne utilisant 

l'apprentissage profond [35]. 

Par ailleurs, George Cybenko publie la première version du Théorème d'Approximation 

Universelle dans son article "Approximation by superpositions of a sigmoidal function". Il 

prouve que le réseau de neurones direct avec une seule couche cachée contenant un nombre 

fini de neurones peut approximer toute fonction continue. Il ajoute de la crédibilité au Deep 

Learning [36]. 

La publication d’un article sur un type d’architecture de réseau neuronal 

révolutionnaire  

En 1997, Sepp Hochreiter et Jürgen Schmidhuber publient un article important sur la 

"mémoire à long terme" (Long Short Term Memory) (LSTM). Il s'agit d'un type d'architecture 

de réseau de neurones récurrents qui va révolutionner l'apprentissage profond dans les 

décennies à venir [37]. 

L'utilisation des GPU pour la formation des réseaux neuronaux profonds  

En 2008, Le groupe d'Andrew NG à Stanford commence à promouvoir l'utilisation des GPU 

pour la formation des réseaux de neurones profonds afin de multiplier le temps de formation 

[38]. 

 Cela pourrait apporter des avantages pratiques dans le domaine de l'apprentissage profond 

pour la formation efficace sur d'énormes volumes de données. 

Le lancement de la base de données « ImageNet » 

En 2009, Fei-Fei Li, professeur à Stanford, lance ImageNet qui est une base de données de 14 

millions d'images libellées. Elle servira de référence aux chercheurs en apprentissage profond 

qui participeront chaque année aux concours ImageNet (ILSVRC) [39]. 

Le modèle CNN « AlexNet » remporte le concours de classification d'images 

d'Imagenet  

AlexNet, un modèle CNN (un réseau de neurones convolutifs) implémenté par un GPU et 

conçu par Alex Krizhevsky, remporte le concours de classification d'images d'ImageNet en 

2012 avec une précision de 84 %. C'est un énorme bond en avant par rapport à la précision de 
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75% que les modèles précédents étaient atteints par les modèles précédents. Cette victoire 

déclenche un nouveau boom de l'apprentissage profond au niveau mondial [40]. 

La création du GAN : le réseau neuronal adversarial génératif  

Le "Generative Adversarial Neural Network" (Réseau neuronal adversarial génératif), 

également connu sous le nom de GAN, a été créé par Ian Goodfellow en 2014 [41]. 

 Les GAN ouvrent de toutes nouvelles portes à l'apprentissage profond dans les domaines de 

la mode, de l'art et de la science, grâce à leur capacité à synthétiser des données réelles. 

Un champion humain du jeu complexe du Go perd contre Le modèle 

d'apprentissage par renforcement profond  

Le modèle d'apprentissage par renforcement profond de Deepmind bat un champion humain 

dans le jeu complexe du Go en 2016. Le jeu est beaucoup plus complexe que les échecs, cet 

exploit capte donc l'imagination de tous et porte la promesse de l'apprentissage profond à un 

tout autre niveau [42]. 

L’obtention du prix Turing par Yoshua Bengio, Geoffrey Hinton et Yann LeCun  

Yoshua Bengio, Geoffrey Hinton et Yann LeCun remportent le prix Turing 2018 pour leur 

immense contribution aux avancements dans le domaine de l'apprentissage profond et de 

l'intelligence artificielle. C'est un moment marquant pour ceux qui ont travaillé sans relâche 

sur les réseaux neuronaux alors que toute la communauté de l'apprentissage automatique 

s'en était éloignée dans les années 1970 [43]. 

2.2.2 Définition 

Le Deep Learning (Apprentissage Profond) est un domaine de recherche sur le Machine 

Learning (apprentissage Automatique) Basé sur un type spécifique de mécanisme 

d'apprentissage. 

Il se caractérise par l’effort pour créer des modèles d'apprentissage à plusieurs niveaux, dans 

lequel les niveaux les plus profonds prennent en considération les résultats des niveaux 

précédents, les Transformant et en faisant toujours plus abstraction. Cette présentation des 

niveaux d’apprentissage est inspirée par la façon dont le cerveau traite l'information et 

apprend en répondant aux stimuli externes [22].  
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Le Deep Learning est basé sur l'idée des réseaux de neurones artificiels, ces derniers sont des 

modèles bien plus complexes que tous les autres modèles de Machine Learning car ils 

représentent des fonctions mathématiques avec des millions de coefficients (les paramètres). 

De nos jours, Deep Learning est au centre de l’attention puisque sa réalisation est beaucoup 

plus importante que tout autre algorithme de Machine Learning dans des tâches aussi 

complexes, et avec une telle puissance, il est possible d’entraîner la machine sur des tâches 

plus avancées. 

2.2.3 Les réseaux des neurones 

Les réseaux de neurones artificiels sont un nouveau type de technologie informatique : Ce 

sont de multiples processeurs parallèles, hautement intégrés par un réseau de connexions qui 

créent un modèle distribué computationnel.  

Leur architecture était donc très innovante dans les années 50, lorsqu'elles sont nées en 

parfaite analogie avec la structure du cerveau : de nombreux neurones biologiques 

étroitement connectés par des synapses à travers lesquels les calculs se propagent en parallèle 

dans le cortex cérébral. Cela permet d'accéder de nouvelles capacités : trouver la solution à 

des problèmes complexes en temps réel, résistance aux fautes et erreurs, auto-apprentissage, 

etc. 

Pratiquement, tous les algorithmes de DL sont des réseaux neuronaux [44]. Ce sont des 

modèles de traitement de l’information qui simulent le fonctionnement du système nerveux 

biologique. C’est similaire à la façon dont le cerveau traite l’information au niveau du 

fonctionnement. Tous les réseaux neuronaux sont constitués de neurones inter connectés qui 

sont organisés en couches. 
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Le neurone 

Ce qui forme les réseaux de neurones, ce sont les neurones artificiels inspirés du vrai neurone 

qui existe dans notre cerveau. La figure suivante montre une représentation d’un neurone 

artificiel : 

 

Figure 2.2. Un neurone artificiel. 

 

Principe de base 

L’unité de base du calcul dans un réseau de neurones artificiel est le neurone qui a été défini 

dans [45] en 1959. Un neurone artificiel reçoit des entrées de certains autres neurones ou 

d’une source externe ayant des valeurs numériques x1, x2, ...xn auxquels il est connecté par 

des synapses et calcule une sortie y. Chaque entrée xi a un poids associé wi, qui est attribué 

en fonction de son importance relative par rapport aux autres entrées. La valeur d’entrée x 

du neurone correspond à la somme pondérée de ses entrées en ajoutant une autre entrée 

ayant un poids b appelé biais. Ce biais peut être vu comme une entrée x0 supplémentaire 

dont la valeur est toujours de 1 ensuite, le neurone applique une fonction f sur cette somme, 

comme illustré à la figure 3 : 
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Figure 2.3. Modélisation d’un neurone artificiel. 

 

 

La sortie du neurone, appelée activation de sortie, est calculée selon la formule suivante : 

𝑦 = 𝑓∑𝑤𝑖𝑥𝑖

𝑛

𝑖=1

+ 𝑏 

 

Où f est la fonction d’activation, qui sera détaillée ultérieurement. 

 

Les fonctions d’activation 

Après que le neurone a effectué le produit entre ses entrées et ses poids, il applique 

également une non-linéarité sur ce résultat. Cette fonction non linéaire s’appelle la fonction 

d’activation.  

La fonction d’activation est une partie importante du réseau neuronal. Ce que cette fonction 

a décidé est si le neurone est activé ou non. Il calcule la somme pondérée des entrées et ajoute 

le biais. Il s’agit d’une transformation non linéaire de la valeur d’entrée. 

 Après la transformation, cette sortie est envoyée à la couche suivante. La non-linéarité est si 

importante dans les réseaux de neurones, sans la fonction d’activation, un réseau de neurones 

est devenu simplement un modèle linéaire. Il existe de nombreux types de ces fonctions, 

parmi lesquelles nous trouvons [46] [47]  : 

 

• La fonction sigmoïde : Cette fonction est l’une des plus couramment utilisées. Il est 

borné entre 0 et 1, et il peut être interprété stochastiquement comme la probabilité 
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que le neurone s’active, et il est généralement appelé la fonction logistique ou le 

sigmoïde logistique.  

𝜎(𝑧) =
1

1 + ℯ−𝑧
 

 

 

 

 

 

 

Figure 2.4. Représentation graphique de la fonction Sigmoïde [65]. 

 

• La fonction ReLU : La fonction ReLU est probablement la plus proche de sa 

correspondante biologique [47]. Cette fonction est récemment devenue le choix de 

nombreuses tâches (notamment en computer vision) [46]. Comme dans la formule ci-

dessus, cette fonction renvoie 0 si l’entrée z est inférieure à 0 et retourne z lui-même 

s’il est plus grand que 0. 

𝑅(𝑧) = max(0, 𝑧) 

 

          Figure 2.5. Représentation graphique de la fonction ReLu [65]. 
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•  La fonction Softmax : La fonction Softmax est une forme plus élucidée de la fonction 

sigmoïde. Il est utilisé pour la classification multi-classes. La fonction calcule les 

probabilités d'une classe particulière dans une fonction. Ainsi, la plage de valeurs de 

sortie de la fonction est comprise entre 0 et 1. La principale différence entre la fonction 

sigmoïde et la fonction Softmax est que la fonction sigmoïde peut être utilisée pour la 

classification binaire tandis que la fonction Softmax peut également être utilisée pour 

la classification multi-classes. 

𝑆𝑜𝑓𝑡𝑚𝑎𝑥(𝑥𝑖) =
ℯ𝑥𝑖

∑ ⅇ𝑥𝑘𝑘
𝑗=0

 

 

En comparaison avec sigmoïde, la fonction ReLU accélère le temps d’apprentissage ce qui 

entraîne une efficacité calculatoire [48]. 

 

2.2.4 Topologie des réseaux de neurones 

Nous distinguons deux types de topologies de réseaux de neurones : 

Propagation vers l’avant de l’information (Feed-forward) 

Le réseau de neurones à propagation avant -ou feed-forward neural network- était le premier 

et le plus simple réseau de neurones artificiel mis au point. Il contient plusieurs neurones 

disposés en couches. Les neurones des couches adjacentes ont des connexions entre eux. 

Toutes ces connexions ont des poids qui leur sont associés.  

Un exemple de réseau de neurones à propagation avant est présenté sur la figure : 

 

Figure 2.6. Exemple d’un réseau de neurones artificiel. 
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Dans un réseau à propagation avant, les informations ne se déplacent que dans un seul sens, 

en partant des neurones d’entrée, passant par les neurones cachées (s’ils existent) et en 

arrivant aux neurones de sortie. 

Pour introduire les réseaux de neurones, nous allons commencer par présenter deux réseaux 

à propagation avant : 

• Réseaux à une couche (Feed-forward) : Appelé aussi perceptron mono-couche a été 

introduit en 1958 par Franck Rosenblatt, Il s’agit d’un réseau de neurones à 

propagation avant le plus simple qui contient une couche cachée 

 

Figure 2.7. Perceptron mono-couche. 

 

• Réseaux du perceptron multicouche (multilayer perceptron MLP) : Les perceptrons 

multicouches (MLP) également appelés les réseaux profonds (Feed-forward) 

effectuent la propagation vers l’avant de l’information, sont des réseaux de neurones 

acycliques structuré en couches. 

Cette classe de réseaux feed-forward diffère de la précédente car elle a une ou 

plusieurs couches de neurones cachés (couches cachées) entre les couches d'entrée et 

de sortie. Chaque couche a des connexions entrantes de la couche précédente et 

sortantes dans la suivante. Ce type d'architecture fournit au réseau une perspective 

globale car il augmente les interactions entre les neurones [49] [50] [51]. 
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Figure 2.8. Perceptron Multi-couches. 

 

Réseaux récurrents (Feed-back)  

Un réseau de neurones récurrent (RNN, récurrent neural network) est un type de réseau de 

neurones artificiels principalement utilisé pour résoudre les problèmes de la reconnaissance 

vocale et le traitement automatique du langage naturel. 

 Un réseau récurrent diffère des précédents par le fait qu'il est cyclique, La présence de   cycles 

à un impact profond sur les capacités d'apprentissage du réseau et sur ses performances, 

notamment rendre le système dynamique [49] [50]. 

 

 

 

 

 

 

Figure 2.9. Réseaux récurrents. 
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Les couches de réseaux neuronaux récurrentes sont des entités primitives qui permettent 

aux réseaux neuronaux d’apprendre à partir de séquences d’entrées [52]. Si la séquence que 

nous traitons est une phrase de 3 termes par exemple, le réseau va être déroulé en un 

réseau neuronal à 3 couches, une couche pour chaque mot, la figure suivante [52] 

représente cette idée : 

Figure 2.10. Un exemple d’un réseau récurrent qui se déroule [52]. 

 

Les formules qui dirigent les calculs dans RNN sont les suivantes : 

• 𝒙𝒕  est l’entrée au moment t. 

• 𝑼, 𝑽, 𝑾 sont les paramètres que le réseau va apprendre des donnés de 

l’apprentissage. 

• 𝑺𝒕 est l’état caché à l’instant t. C’est la « mémoire » du réseau, 𝑺𝒕est calculé en fonction 

de l’état caché précédent et de l’entrée à l’étape courante avec : 

𝑺𝒕 = 𝒇 (𝑼𝒙𝒕+𝑾𝒔𝒕−𝟏) 

• Ou f est la fonction d’activation (une fonction nonlineair telle que : ReLU).  

• 𝑶𝒕 Est la sortie au moment t. Par exemple, si nous souhaitons prédire le mot suivant 

dans une phrase, ce serait un vecteur de probabilités à travers notre vocabulaire [53], 

nous utiliserons alors la fonction d’activation Softmax avec :  

𝑶𝒕 = Softmax (𝑽𝑺𝒕) 
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2.3 L’apprentissage en Deep Learning 

L'apprentissage est le processus par lequel les paramètres libres d'un réseau de neurones 

s'adaptent, en utilisant un processus de stimulation à leur environnement. Le type 

d'apprentissage est déterminé par la façon dont ces adaptations ont lieu. 

Un algorithme d'apprentissage est un ensemble de règles bien définies qui résolvent un 

certain souci d'apprentissage [54] [50]. Trois grandes classes d’apprentissage existent : 

2.3.1 Apprentissage supervisé 

L'apprentissage supervisé est la tâche d'apprentissage automatique la plus simple et la plus 

connue. Il est basé sur un certain nombre d'exemples pré classifiés, dans lesquels est connu 

à priori la catégorie à laquelle appartient chacune des entrées utilisées comme exemples. 

L’algorithme le plus connu pour l’apprentissage supervisé est le gradient, qui est par 

définition, pour un neurone, l’erreur relative à ce neurone. Il peut en quelque sorte être vu 

comme la contribution du neurone à l’erreur globale. 

A chaque back propagation, on calcule le gradient de chaque neurone, en commençant par 

ceux de la couche de sortie (les gradients des couches inférieurs se calculent à partir des 

gradients des couches supérieurs). 

2.3.2 Apprentissage non supervisé 

C’est de l’apprentissage par exploration où l’algorithme d’apprentissage ajuste les poids des 

liens entre neurones pour maximiser la qualité de classification des entrées. 

2.3.3 Apprentissage par renforcement 

Les sorties idéales ne sont pas connues directement. Aussi, les poids sont ajustés de façons 

aléatoires et la modification est conservé si l’impact est positif ou non. 
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2.4 Avantages et Inconvénients des réseaux de neurones 

2.4.1 Les avantages 

Les réseaux de neurones représentent des avantages, tels que :  

• Les réseaux de neurones sont souples et génériques. Ils peuvent résoudre différents 

types de problèmes dont le résultat peut être : une classification, analyse de données, 

etc.   

• Ils traitent des problèmes non structurés sur lesquels aucune information n'est 

disponible à l'avance.  

• Les réseaux neuronaux se comportent bien parce que même dans des domaines très 

complexes. 

2.4.2 Les inconvénients 

Les réseaux de neurones ont aussi des inconvénients, tels que :  

• La lenteur d’apprentissage [55].  

• La difficulté de choisir des valeurs initiales des poids de connexion ainsi que 

l’adaptation du pas d’apprentissage [56] .  

• En cas d’erreur dans les résultats de sorties, l’utilisateur n’a aucune information sur le 

fonctionnement interne [55]. 

2.5 Conclusion 

Dans ce chapitre, Nous avons donné une introduction à l'intelligence artificielle ainsi qu'au 

Machine Learning. On a cité les différentes connaissances de base sur le Deep Learning en 

donnant un aperçu des différentes applications du Deep Learning, des réseaux neuronaux et 

nous avons expliqué le principe de fonctionnement de ces réseaux. 

On a fini ce chapitre par un bref historique de l’évolution du Deep Learning et des réseaux 

neuronaux. 
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Chapitre 3 Exploitation du Deep Learning 

 

 

 

 

 

 

 

3.1 Introduction 

Le Deep Learning ou « apprentissage profond » est une famille d’algorithmes de machine 

Learning (apprentissage automatique) pour entraîner des réseaux de neurones composés de 

plusieurs couches internes et potentiellement un grand nombre.  
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Le développement du Deep Learning fut motivé en partie par l’échec des algorithmes 

traditionnels à résoudre quelques problèmes majeurs de l’intelligence artificiel telle que 

l’analyse audio [57, 58] (reconnaissance vocale, synthèse vocale…etc.), le traitement du 

langage naturel [59], le traitement et classification des images, la reconnaissance d’objet, la 

vision assistée par ordinateur [60, 61, 62] …etc. 

Les progrès de l'apprentissage profond ont été possibles notamment grâce à l'augmentation 

de la puissance des ordinateurs et au développement de grandes bases de données (big data) 

[63]. 

Dans ce chapitre, nous présentons les problèmes susceptibles d’être résolus par le Deep 

Learning, ainsi que les algorithmes qui permettent de les résoudre. 

 

3.2 Les problèmes typiques 

Le Deep Learning peut résoudre de nombreux types de tâches, telles que la classification, la 

régression et la traduction. Dans la classification, l'algorithme spécifie à quelle catégorie 

appartiennent certaines entrées (la reconnaissance d'objet est un exemple de classification, 

où l'entrée est une image et la sortie est un code numérique qui reconnaît l'objet dans 

l'image). Régression, qui prédit la valeur d'entrée donnée (prévision du montant de la 

réclamation de l'assuré). La traduction est la tâche de convertir une série de symboles écrits 

dans une langue dans une autre langue. Les réseaux de neurones profonds ne sont pas un 

simple empilement de couches de neurones. En effet, pour résoudre des problèmes de plus 

en plus complexes. 

Il est donc nécessaire de présenter des approches différentes suivant les problèmes que l’on 

cherche à résoudre. Il existe différents types de réseaux de neurones profonds qui visent à 

résoudre différents problèmes. 

 

3.2.1 Types de tâches 

Il existe de nombreux types de tâches résolus par Deep Learning, parmi eux : 

• Traitement automatique de langue naturelle (NLP) : Le but étant d’extraire le sens 

des mots et voir des phrases pour faire de l’analyse de sentiments. L’algorithme va 

comprendre ce qui est dit dans un avis Google par exemple, ou va communiquer avec 
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des personnes via des Chatbots (un programme informatique capable de dialoguer 

avec un ou plusieurs humains par échange vocal ou textuel). 

• La reconnaissance faciale : Un algorithme de Deep Learning va apprendre à détecter 

les yeux, le nez, la bouche sur une photo. Il va s’agir en premier lieu de donner un 

certain nombre d’images à l’algorithme, puis à force d’entraînement, l’algorithme va 

être en mesure de détecter un visage sur une image. 

• Colorisation automatique : La colorisation de l’image pose le problème de l’ajout de 

couleurs aux photographies noir et blanc. Le Deep Learning peut être utilisé pour 

utiliser les objets et leur contexte dans la photographie pour colorer l’image, un peu 

comme un opérateur humain pourrait aborder le problème. Cette capacité tire parti 

des réseaux de neurones de convolution de grande qualité et cooptés pour le 

problème de la colorisation de l’image. 

• Recherche vocale et assistants à commande vocale : Avec les grands géants de la 

technologie ont déjà fait d'énormes investissements dans ce domaine, des assistants 

à commande vocale peuvent être trouvés sur presque tous les smartphones. Les plus 

populaires sont Le Siri d’Apple, Microsoft Cortana, et Alexa d’Amazon. 

• Analyse des sentiments du texte : Beaucoup d’applications ont des systèmes de 

révision basés sur des commentaires intégrés à leurs applications. La recherche sur le 

traitement du langage naturel et les réseaux de neurones récurrents ont parcouru un 

long trajet et il est maintenant tout à fait réalisable de déployer ces modèles sur le 

texte de votre application pour extraire des informations de niveau supérieur. Cela 

peut être très utile pour évaluer la polarité émotionnelle pour extraire des sujets 

significatifs à l’aide de modèles de reconnaissance d’entités nommées. 

• Analyses d’image : Les cas d’usages les plus fréquents en analyse d’image sont la 

classification d’images (trouver la catégorie de l’objet principal de l’image), la 

détection d’objets (trouver où sont situés tous les objets de l’image, ainsi que leur 

catégorie) et la segmentation d’image (déterminer pour chaque pixel de l’image à 

quelle catégorie il appartient). Ces trois cas d’usage présentent une complexité 

croissante. Cependant, avec suffisamment de données, les réseaux de neurones 
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actuels permettent d’obtenir des performances similaires à celles des humains, voire 

supérieures pour ces problématiques. 

3.3  Les algorithmes de Deep Learning 

Avant d'en savoir plus sur les algorithmes, nous allons d'abord définir ce qu'est un algorithme. 

• Un algorithme est un procédé qui permet de résoudre un problème sans avoir 

besoin d’inventer une solution à chaque fois [64]. 

• Un algorithme d'apprentissage est un ensemble de règles bien définies qui résolvent 

certains problèmes d'apprentissage sont difficiles à résoudre [50] [54]. 

 

Maintenant, nous allons entrer dans le domaine de Deep Learning. Cette série d'algorithmes 

permet de faire des progrès significatifs dans le domaine de la classification des images et du 

traitement du langage par exemple. 

Le modèle d'apprentissage profond est construit sur le même modèle que le perceptron 

multicouche Décrit avant. Cependant, il convient de noter qu'il existe beaucoup plus de 

couches intermédiaires différentes. Chaque couche intermédiaire sera subdivisée en sous-

sections, traitant de sous-problèmes plus simples et fournissant les résultats à la couche 

suivante, et ainsi de suite [65]. 

Il existe différents algorithmes de Deep Learning. Nous pouvons ainsi citer : 

 

3.3.1 Les Auto encodeurs 

Un Auto-encodeur (AE) est un réseau de neurone artificiel dans lequel l’entrée et la sortie sont 

identiques, il utilisé à des fins telles que la découverte de produits pharmaceutiques, le 

traitement d’images. Geoffrey Hinton a conçu les auto-encodeurs dans les années 1980 pour 

résoudre les problèmes d’apprentissage non supervisé (Unsupervised Learning). En effet, 

l’encodeur est constitué par un ensemble de couches de neurones, qui traitent les données 

afin d’obtenir une nouvelle représentation des données tandis que les couches de neurones 

du décodeur analysent les données encodées pour essayer de reconstruire les données 

d’origines. L’image de la figure ci-dessous montre l’architecture d’un auto-encodeur : 
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Figure 3.1. L’architecture d’un auto encodeur. 

 La couche la plus importante est la couche encodée, qui permet d’avoir une nouvelle 

représentation des données. Le nombre de neurones dans les couches cachées doit être 

inférieur à celui des couches d’entrées pour permettre aux couches cachées à apprendre plus 

de modèles de données et à ignorer les « bruits ». Si le nombre de neurones dans les couches 

cachées est supérieur à celui des couches d’entrée, le réseau neuronal aura trop de capacité 

pour apprendre des données. Dans un cas extrême, il pourrait simplement copier l’entrée 

dans les valeurs de sortie, y compris les bruits, sans extraire aucune information essentielle. 

3.3.2 Réseaux de neurones convolutifs (CNN) 

Les réseaux convolutifs ont été introduits pour la première fois par Fukushima [66], ils sont 

différents des autres formes de réseaux neuronaux artificiels, Le CNN est un type de réseau 

de neurones artificiels acycliques il a largement utilisé pour le traitement et classification 

d’images et détection d’objet et les systèmes de recommandation...etc. 

Les réseaux de neurones convolutifs sont à ce jour les modèles les plus performants pour 

classer des images. Désignés par l’acronyme CNN, de l’anglais « Convolutional Neural 

Network », ils comportent deux parties bien distinctes. En entrée, une image est fournie sous 

la forme d’une matrice de pixels. Elle a deux dimensions pour une image aux niveaux de gris. 

 La couleur est représentée par une troisième dimension, de profondeur 3 pour représenter 

les couleurs fondamentales [Rouge, Vert, Bleu]. 

Première partie d’un CNN : Est la partie convolutive à proprement parler. Elle fonctionne 

comme un extracteur de caractéristiques des images. Une image est passée à travers d’une 

succession de filtres, ou noyaux de convolution, créant de nouvelles images appelées cartes 
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de convolutions. Certains filtres intermédiaires réduisent la résolution de l’image par une 

opération de maximum local. En fin, les cartes de convolutions sont mises à plat et 

concaténées en un vecteur de caractéristiques, appelé code CNN. 

Deuxième partie est la partie classification : Ce code CNN obtenu en sortie de la partie 

convolutive est ensuite branché en entrée d’une deuxième partie, constituée de couches 

entièrement connectées appelées perceptron multicouche. Le rôle de cette partie est de 

combiner les caractéristiques du code CNN pour classer l’image. 

La sortie est une dernière couche comportant un neurone par catégorie. Les valeurs 

numériques obtenues sont généralement normalisées entre 0 et 1, de somme 1, pour 

produire une distribution de probabilité sur les catégories [67]. 

Figure 3.2. Les réseaux de neurones convolutifs. 

 

Les réseaux de neurones convolutionels sont basés sur le perceptron multicouche (MLP), et 

inspirés du comportement du cortex visuel des vertébrés. Bien qu'efficaces pour le traitement 

d'images, les MLP ont beaucoup de mal à gérer des images de grande taille, ce qui est dû à la 

croissance exponentielle du nombre de connexions avec la taille de l'image. 

Par exemple, si on prend une image de taille 32x32x3 (32 de large, 32 de haut, 3 canaux de 

couleur), un seul neurone entièrement connecté dans la première couche cachée du MLP 

aurait 3072 entrées (32*32*3). Une image 200x200 conduirait ainsi à traiter 120 000 entrées 

par neurone ce qui, multiplié par le nombre de neurones, devient énorme. 

Les couches de réseaux de neurones convolutifs 

Il y a plusieurs couches différentes pour construire ce type de réseau sont : 

o La couche de convolution (CONV) qui traite les données d'un champ récepteur. 
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o La couche de mise en commun (Pooling) qui permet de compresser l'information en 

réduisant la taille de l'image intermédiaire (souvent par sous-échantillonnage). 

o La couche de correction (ReLU) souvent appelée par abus 'ReLU' en référence à la 

fonction d'activation (Unité de rectification linéaire). 

o La couche entièrement connectée (FC) qui est une couche de type perceptron. 

o La couche de perte (LOSS). 

 

• Couche de convolution (CONV)  

La couche de convolution est parfois appelée couche d'extraction de caractéristiques, car les 

caractéristiques de l'image sont extraites dans cette couche. 

Tout d'abord, une partie de l'image est connectée à la couche CONV pour effectuer une 

opération de convolution et calculer le produit scalaire entre le champ récepteur (c'est une 

région locale de l'image d'entrée ayant la même taille que celle du filtre). Le résultat de 

l'opération est un entier unique du volume de sortie. Ensuite, nous faisons glisser le filtre sur 

le champ récepteur suivant de la même image d’entrée par une foulée et refaisons la même 

opération. Cette opération est répétée par le même processus encore et encore jusqu'à ce 

que toute l'image soit parcourue. 

 

 Figure 3.3. L'opération de convolution [68]. 

La couche CONV contient également l’activation ReLU voir figure 3.4 pour que toutes les 

valeurs négatives soient mises à zéro. 
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Figure 3.4. Principe de la fonction ReLU [68]. 

 

• Couche de mise en commun (Pooling) 

La couche de Pooling est utilisée pour réduire le volume spatial de l'image d'entrée après la 

convolution. Elle est utilisée entre deux couches de convolution. Si nous appliquons FC (Fully 

Connected) après la couche CONV sans appliquer le pooling ou le pooling maximum, le calcul 

sera coûteux. Ainsi, la mise en commun maximale est le seul moyen de réduire le volume 

spatial de l'image d'entrée en codant l’information, la figure 3.5 montre le max pooling sur 

une fenêtre 2 × 2 [69] [70] [71]. 

 

 

 

 

 

 

 

Figure 3.5. Exemple de principe du Pooling [72]. 

• Couches de correction (ReLU) 
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Il est possible d'améliorer l'efficacité du traitement en intercalant entre les couches de 

traitement une couche qui va opérer une fonction mathématique (fonction d'activation) sur 

les signaux de sortie. La fonction ReLU (abréviation de Unités Rectifié linéaires) :  

F(x)=max (0, x) 

Cette fonction force les neurones à retourner des valeurs positives [69] [70]. 

• Couche entièrement connectée (FC) 

Après plusieurs couches de convolution et de max-pooling, le raisonnement de haut niveau 

dans le réseau neuronal se fait via des couches entièrement connectées. Les neurones dans 

une couche entièrement connectée ont des connexions vers toutes les sorties de la couche 

précédente. Leurs fonctions d'activations peuvent donc être calculées avec une multiplication 

matricielle suivie d'un décalage de polarisation. 

 

Figure 3.6.  Principe de la couche entièrement connectée (FC). 

 

• Couche de perte (LOSS) 

La couche de perte spécifie comment l'entrainement du réseau pénalise l'écart entre le signal 

prévu et réel. 

Elle est normalement la dernière couche dans le réseau. Diverses fonctions de perte adaptées 

à différentes tâches peuvent y être utilisées. La fonction « Softmax » permet de calculer la 

distribution de probabilités sur les classes de sortie. 
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 Les réseaux neuronaux mentionnés, ne sont pas tous les réseaux qui existent, une excellente 

ressource qui résume peut-être toute les architectures sont en [73]. La figure suivante montre 

une représentation de ce travail. 

Figure 3.7. Un résumé des types d’architectures de réseaux de neurones. 
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3.4 La classification d’image en Télécommunication 

3.4.1 Introduction sur le traitement d’image 

Le traitement d'image est une partie du traitement de signal en télécommunication, 

consacrée aux images et aux vidéos. 

Le traitement d'image est l'ensemble des opérations réalisées sur l'image, qui permettent de 

la modifier afin d'améliorer sa qualité, de faciliter son interprétation et d’en extraire des 

informations.  

Les opérations de traitement peuvent être réparties en deux niveaux :  

• Le traitement de bas niveau qui est construit autour des méthodes d'analyse d'image 

dans le but d'extraire des traits des images et de les analyser sans les interpréter 

(contours et texture, par exemple). Il s'agit de données de nature numérique. 

• Le traitement de haut niveau intègre la totalité des méthodes permettant de traduire 

les caractéristiques issues du bas niveau (prise de décision, classification, IA). Il s'agit 

d'entités de nature symbolique liées à une représentation de la réalité extraite de 

l'image [74].  

En résumé, la classification d’images est une branche de traitement d’image de haut 

niveau, et le traitement d'images est une branche de traitement du signal qui est un 

domaine étudié en télécommunication. 

3.4.2 La vision artificielle et le traitement d’image 

Le domaine de la vision artificielle (vision par ordinateur) et du traitement d'image est cette 

discipline qui consiste à convertir une image en données objets ou, plus explicitement, à 

identifier les objets contenus dans l'image par l'extraction et l'analyse de caractéristiques 

abstraites (Features) à partir des pixels, suivant un processus de reconnaissance de forme 

similaire à celui opéré par l'humain. Ce domaine en terme générique englobe plusieurs aspects 

de l'imagerie tel que : la compression d'images, segmentation, fusion d'images et classification 

d’images (qui est le centre de notre intérêt) [75]. 
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3.5 Conclusion 

Dans ce chapitre, on a commencé par déterminer les problèmes typiques du Deep Learning, 

ensuite, les algorithmes de l’apprentissage profond afin de résoudre quelques problèmes, 

toute en donnant en détail la méthode choisie dans notre travail de recherche qui est le CNN. 

Ces réseaux sont capables d’extraire des caractéristiques d’images présentées en entrée et de 

classifier ces caractéristiques. 

A la fin, On a vu la corrélation entre la classification d’images et la télécommunication, et 

comment l'intelligence artificielle joue un rôle dans tout ça. 

 Le prochain chapitre traite les détails de la conception, ainsi que la méthode et les outils 

utilisés pour la réalisation de notre application. 
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Chapitre 4 Implémentation et résultat 
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4.1 Introduction  

Après avoir présenté, les notions générales et les problèmes résolus par le Deep Learning. 

Dans ce chapitre, nous allons prendre une problématique particulière qui est la classification 

d’images, nous présentons les outils utilisés dans notre application, par la suite on va montrer 

comment créer notre modèle avec des architectures différentes, on va appliquer ces modèles 

sur la base d’images CIFAR 10 et MNIST. Pour cela, on va travailler avec le langage de 

programmation python et des bibliothèques comme Tensorflow et Keras pour l’apprentissage 

et la classification, et pour améliorer les performances des modèles, on va utiliser quelques 

techniques simples et efficaces comme Dropout. 

4.2 Présentation des outils 

4.2.1 Matériel 

Les informations générales de matériel utilisé dans notre implémentation sont : 

• Un PC portable HP 

• Windows 10 Entreprise 

• Processeur Intel ® Celeron® CPU N3060 @ 1.60GHz   1.60 GHz 

• RAM 4Go 

• Système d’exploitation 64bits, processeur x64 

Les expériences ont été réalisées sur une machine virtuelle dans l’environnement Google 

Colab. 

Colaboratory, souvent raccourci en Colab, est un produit de Google Research. Colab permet 

à n’importe qui d’écrire et d’exécuter le code Python de son choix par le biais du navigateur. 

 C’est un environnement particulièrement adapté au Machine Learning, à l’analyse de 

données et à l’éducation. En termes plus techniques, Colab est un service hébergé qui ne 

nécessite aucune configuration et permet d’accéder gratuitement à des ressources 

informatiques, dont les GPU. 
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4.2.2 Logiciels 

Python : C'est un langage de programmation, un des langages de niveau supérieur, 

caractérisé par une écriture et une lecture simple, facile à apprendre, utilisant un style de 

programmation ouvert, et évolutif. Python est un langage polyvalent utilisé dans de 

nombreux domaines, tels que la création de programmes autonomes utilisant des interfaces 

graphiques connues et l’exécution de programmes Web, et son utilisation comme langage 

de script pour contrôler les performances des programmes les plus populaires. En général. 

Python peut être utilisé pour programmer des programmes simples pour les débutants et 

pour réaliser de grands projets en même temps que tout autre langage de programmation.il 

est souvent conseillé aux débutants en programmation d’apprendre cette langue car c’est 

l’une des langues de logiciel d’apprentissage les plus rapides [76]. 

 

 

Figure 4.1. Logo Python. 

 

 

Keras : Keras [77] est un framework open source de Deep Learning pour le Python, capable de 

s’exécuter sur TensorFlow. Il est écrit par Francis Chollet, membre de l’équipe Google. Keras 

est utilisé dans un grand nombre de startups, de laboratoires de recherche [78] (dont le CERN, 

Microsoft Research et la NASA) et de grandes entreprises telles que Netflix, Yelp, Square, Uber, 

Google, etc. Il a été développé dans le cadre de l’effort de recherche du projet ONEIROS 

(Open-ended Neuro Electronic Intelligent Robot Operating System). En 2017, l’équipe 

TensorFlow de Google a pris la décision de fournir un support pour Keras et de l’intégrer dans 

la bibliothèque principale de TensorFlow. Il présente un ensemble d’abstractions de plus haut 

niveau et plus intuitives qui facilitent la configuration des réseaux neuronaux [77] 
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TensorFlow : est un framework de programmation pour le calcul numérique créé par Google 

et devenu un framework Open Source en novembre 2015, son architecture flexible permet un 

déploiement facile du calcul sur diverses plates-formes (CPU, GPU, TPU). Depuis, TensorFlow 

a continué à gagner une grand importance et popularité et rapidement devenu l’un des 

frameworks le plus utilisés pour le Deep Learning. Son nom s’inspire notamment du fait que 

les opérations actuelles des réseaux de neurones s’effectuent principalement via une table 

multidimensionnelle de données, appelée Tenseurs (Tensor) qui est l’équivalent d’une 

matrice [79]. 

 

 

Figure 4.2. Logo TensorFlow. 

 

Anaconda : est une distribution libre et open source des langages de programmation Python 

et R appliqué au développement d'applications dédiées à la science des données et à Deep 

learning (traitement de données à grande échelle, analyse prédictive, calcul scientifique), qui 

vise à simplifier la gestion des paquets et de déploiement. Les versions de paquetages sont 

gérées par le système de gestion de paquets conda. La distribution Anaconda est utilisée par 

plus de 6 millions d'utilisateurs et comprend plus de 250 paquets populaires en science des 

données adaptés pour Windows, Linux et MacOS [80]] 
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Figure 4.3. Interface Anaconda. 

 

Spyder : est un environnement de développement pour python. Libre (Licence MIT) et 

multiplateforme (Windows, Mac OS, GNU/Linux), il intègre de nombreuse bibliothèque 

d’usage scientifique : Matplotlib, Numpy, SciPy et IPython. Créé et développé par Pierre 

Raybaut en 2008, Spyder est maintenu, depuis 2012, par une communauté de développeurs 

qui ont pour point commun d’apprentissage à la communauté Python scientifique. 

En comparaison avec d’autres IDE pour le développement scientifique, Spyder a un ensemble 

unique de fonctionnalités multiplateforme, open source, écrit en Python et disponible sous 

une licence non copyleft. Spyder est extensible avec des plugins, comprend le support d’outils 

interactifs pour l’inspection des données et incorpore des instruments d’assurance de la 

qualité et d’introspection spécifiques au code Python. 
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4.3 Base de données 

Notre projet s'appuie sur la classification des images, Les bases de données utilisées pour 

l'apprentissage sont appelées CIFAR-10 et MNIST. 

CIFAR : est un acronyme qui signifie Canadian Institute For Advanced Research. Le jeu de 

données CIFAR-10 a été développé en même temps que le jeu de données CIFAR-100 par des 

chercheurs de l'institut CIFAR. 

Le jeu de données CIFAR-10 se compose de 60000 images en couleurs 32x32 dans 10 classes, 

comme des grenouilles, des oiseaux, des chats, des bateaux, etc. Avec 6000 images par classe. 

Il y a 50000 images d'entraînement et 10000 images de test. L'ensemble de données est divisé 

en cinq lots de formation et un lot de tests, chacun contenant 10 000 images. Le lot de test 

contient exactement 1000 images sélectionnées au hasard dans chaque classe. Les lots 

d'entraînement contiennent les images restantes dans un ordre aléatoire, mais certains lots 

d'entraînement peuvent contenir plus d'images d'une classe que d'une autre. Entre eux, les 

lots de formation contiennent exactement 5000 images de chaque classe. Les étiquettes de 

classe et leurs valeurs entières standard associées sont énumérées ci-dessous : 

0 : avion 

1 : automobile 

2 : oiseau 

3 : chat 

4 : cerf 

5 : chien 

6 : grenouille 

7 : cheval 

8 : bateau 

9 : camion 
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Voici les classes dans le jeu de données, ainsi que 10 images aléatoires de chacune : 

 

Figure 4.4. Images de CIFAR-10 classes. 

MNIST : l’acronyme MNIST (Modified ou Mixed National Institute of Standards and 

Technology), est une base de données de chiffres écrits à la main. C’est un jeu de données très 

utilisé en Deep Learning. 

La reconnaissance de l’écriture manuscrite est un problème difficile, et un bon test pour les 

algorithmes d’apprentissage. La base MNIST est devenue un test standard. Elle regroupe 

60000 images d’apprentissage et 10000 images de test, ce sont des images en noir et blanc, 

normalisées centrées de 28 pixels de côté dans 10 classes. 
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Figure 4.5. Images de MNIST classes. 

Le tableau ci-dessous illustre la structure de notre base de données et l'apprentissage et le 

test utilisée. 

Base données Apprentissage Test Totale 

CIFAR-10 50000 10000 60000 

MNIST 60000 10000 70000 

Tableau 4.1. Base de données utilisées. 
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4.4 Implémentation 

4.4.1 L’architecture de notre réseau 

Dans notre expérimentation, nous avons créé deux modèles avec des architectures 

différentes, nous avons appliqué sur la base de l'image CIFAR-10 et MNIST, l’algorithme 

utilisée CNN (Convolutional Neural Networks), le premier modèle était un CNN sur CIFAR-10 

et le deuxième était un CNN sur MNIST. 

Dans ce qui suit, nous présentons l’architecture de ces deux modèles et le résultat obtenu à 

chaque fois. 

Le modèle CNN sur CIFAR-10 

Le premier modèle dans la figure 4.6 représente les différentes couches (quatre couches de 

Convolution, deux couches de Maxpooling et de deux couches de Fully Connected). 

 

 

Figure 4.6. L’architecture du modèle CNN sur CIFAR-10. 
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 Figure 4.7. Configuration de modèle CNN sur CIFAR-10.  

 

• L’image en entrée a une taille de 32*32*3 (32 de large, 32 de haut, 3 canaux de 

couleur). 

• Les couches de Convolution : chaque couche composée de plusieurs filtres de taille 

3*3 (32 pour les 2 premières couches et 64 pour les 2 dernières couches) après les 2 

premières Convolutions seront créés 32 features maps de taille 32*32 et après 2 

dernières 64 features maps de taille 16*16. La fonction d’activation ReLU est utilisée 

à chaque fois qu’on passe par une couche de Convolution, cette fonction d’activation 

force les neurones à retourner des valeurs positives. 

• Couche de Maxpooling : est appliqué après pour réduire la taille de l’image. À la sortie 

de cette couche, nous aurons pour la première couche 32 features maps de taille 

16*16 et pour la deuxième 64 features maps de taille 8*8. 

• La couche Flatten : nous ajoutons une couche flatten dans le but de préparer le résultat 

de la couche Maxpooling à la couche entièrement connectée, la figure suivante [86] 

illustre l’idée : 
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Figure 4.8. Illustration du rôle de la couche Flatten [86]. 

• La couche Dropout : nous avons appliqué une seul couche Dropout est une technique 

de régularisation pour réduire le sur ajustement dans les réseaux neurones. 

• La couche entièrement connectée : La première couche est composée de 128 

neurones où la fonction d’activation utilisée est le ReLU, la deuxième couche utilise la 

fonction Softmax qui permet de calculer la distribution de probabilité des 10 classes 

(nombre de classe dans la base d’image CIFAR-10). 

Le modèle CNN sur MNIST : 

Le deuxième modèle dans la figure 4.9 représente les différentes couches (deux couches de 

Convolution, une couche de Maxpooling et deux couches de Fully Connected). 

 

 

 

 

 

 

 

Figure 4.9. L’architecture du modèle CNN sur MNIST. 
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Figure 4.10. Configuration de modèle CNN sur MNIST. 

• L’image en entrée a une taille de 28*28*1. 

• Les couches de Convolution : chaque couche composée de plusieurs filtres de taille 

3*3 (16 pour la première couche et 4 pour la deuxième couche) après la première 

Convolution sera créé 16 features maps de taille 26*26 et après la dernière 4 features 

maps de taille 11*11. La fonction d’activation ReLU est utilisée à chaque fois qu’on 

passe par une couche de Convolution, cette fonction d’activation force les neurones 

à retourner des valeurs positives. 

• Couche de Maxpooling : est appliqué après pour réduire la taille de l’image. À la sortie 

de cette couche, nous aurons pour une couche 16 features maps de taille 13*13.  

• La couche Flatten : nous ajoutons une couche flatten dans le but de préparer le 

résultat de la couche Maxpooling à la couche entièrement connectée. 

• La couche Dropout : nous avons appliqué une seule couche Dropout pour la 

régularisation. 

• La couche entièrement connectée : La première couche est composée de 10 neurones 

où la fonction d’activation utilisée est le ReLU, la deuxième couche utilise la fonction 



50 
 

Softmax qui permet de calculer la distribution de probabilité des 10 classes (nombre 

de classe dans la base d’image MNIST). 

4.5 Résultats obtenus et discussion 

Afin de montrer les résultats obtenus pour les deux modèles, on illustre dans ce qui suit les 

résultats en termes de précision et d’erreur. 

4.5.1 Résultats obtenus pour le modèle CIFAR-10  

• Nombre d’époques =15 

  

Figure 4.11. Précision et l’erreur de modèle CIFAR-10 (15 époques). 

 

Après l’analyse des résultats obtenus, on constate les remarques suivantes : 

D’après la figure 4.11 la précision de l’apprentissage et de la validation augmente avec le 

nombre d’époques jusqu'au nombre d’époques égale 15. 

Cela reflète qu'à chaque époque, le modèle apprend plus d'informations. Si la précision 

diminue, nous aurons besoin de plus d'informations pour faire apprendre notre modèle, nous 

devons donc augmenter le nombre d'époques. 

De même, l’erreur d’apprentissage et de la validation diminue avec le nombre d’époques 

jusqu'au nombre d’époques égale 15. 

Nous remarquons que la totalité des images mal classées est de 6851 images, un taux d’erreur 

de 68,51% et la totalité des images bien classées est de 7817 un taux de précision de 78,17%. 
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• Nombre d’époques=30 

 

 

Figure 4.12. Précision et l’erreur de modèle CIFAR-10 (30 époques). 

 

La figure 4.12 montre la performance de modèle CNN sur CIFAR-10 avec le nombre d’époques 

égale 30. Dans la précision l’apprentissage augmente avec le nombre d’époques jusqu’au 

nombre d’époques égale 30 et la validation dans intervalle de nombre d’époques [0- 7] 

augmente et dans l’intervalle [7-30] reste au niveau 0.8. 

De même, dans l’erreur l’apprentissage diminue avec le nombre d’époques jusqu'au nombre 

d’époques égale 30 et la validation diminue dans l’intervalle de nombre d’époques [0-7] et 

reste stationnaire dans l’intervalle [7-30]. 

Nous remarquons que la totalité des images mal classées est de 7411 images, un taux d’erreur 

de 74,11% et la totalité des images bien classées est de 7924 un taux de précision de 79,24%. 
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4.5.2 Résultats obtenus pour le modèle MNIST 

• Nombre d’époques =15 

 

Figure 4.13. Précision et l’erreur de modèle CNN sur MNIST (15 époques). 

 

D’après la figure 4.13, la précision de l’apprentissage et de la validation augmente 

rapidement dans l’intervalle du nombre d’époques [0-1.8] au niveau 0.925 et continue à 

grandir doucement dans l’intervalle [1.8-15]. 

De même, dans l’erreur l’apprentissage et de la validation diminue rapidement avec le nombre 

d’époques jusqu'au nombre d’époques égale 2 et reste diminue dans l’intervalle de nombre 

d’époques [2-15]. 

Nous remarquons que la totalité des images mal classées est de 1003 images, un taux d’erreur 

de 10,03% et la totalité des images bien classées est de 9829 un taux de précision de 98 ,29%. 
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• Nombre d’époques =30 

 

Figure 4.14. Précision et l’erreur de modèle CNN sur MNIST (30 époques). 

 

La figure 4.14 montre la performance de modèle CNN sur MNIST avec le nombre d’époques 

égale 30. Au début de la précision de l’apprentissage et de la validation augmente rapidement 

avec le nombre d’époques égale 1 au niveau 0.925, et reste la croissance pendant les époques 

mais leurs valeurs sont différentes. 

De même, pour l’erreur de l’apprentissage et de la validation diminue avec le nombre 

d’époques, il se stabilise à peu près après l’époque numéro 15. 

Nous remarquons que la totalité des images mal classées est de 0855 images, un taux d’erreur 

de 08,55% et la totalité des images bien classées est de 9865 un taux de précision de 98,65%. 

4.6 Tableau de comparaison 

Le tableau ci-dessous montre les différents résultats obtenus sur les deux modèles : 

Base de 

données 

Architecture de modèle Nombre 

d’époques 

Taux de 

précision 

Taux 

d’erreur 

CIFAR-10 4 couches de 

Conv 

2 couches de 

Maxpooling 

2 couches 

de FC 

15 78 ,17% 68,51% 

30 79,24% 74,11% 

MNIST 2 couches de 

Conv 

1 couche de 

Maxpooling 

2 couches 

de FC 

15 98,29% 10,03% 

30 98,65% 08,55% 

Tableau 4.2. Comparaison des résultats. 
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Le tableau montre l’architecture utilisée pour chaque modèle ainsi que le nombre d’époques 

utilisé. Les résultats obtenus sont exprimés en termes de précision et erreur. Ce dernier est 

utilisé GPU, notre carte graphique à la place du processeur (CPU) pour lancer notre modèle. 

Pour notre premier modèle (CNN sur CIFAR-10), on remarque qu’à chaque fois qu’on 

augmente le nombre d'époques, le taux de précision augmente et le taux d'erreur diminue, 

mais arrivé certain seuil d'époques, le taux d’erreur commence à augmente. 

En ce qui concerne notre deuxième modèle (CNN sur MNIST), on remarque que 

l'augmentation des époques entraine une augmentation du taux de précision et une 

diminution du taux d'erreur qui n’est pas assez importante (presque 2%). 

 

Si on compare nos deux modèles, on remarque que pour 15 et 30 époques le modèle MNIST 

donne de meilleurs résultats (une différence de 19%) et ceci grâce à l’architecture et la base 

de données, et pour le taux d’erreur reste le deuxième modèle le meilleur avec le nombre 

d’époques 15 et 30. 

D’une manière générale les deux modèles donnent à peu près les bons résultats, mais la base 

d’image MNIST fait mieux en termes de toutes les mesure. 

Le CNN important et profond, donne de bonnes performances si nous les utilisons pour le 

problème de classification d’images où la quantité des données de l’apprentissage joue un 

rôle important et peut affecter les résultats surtout si nous avons entrainé le CNN en faible 

quantité. 

 

4.7 Conclusion  

Dans ce chapitre, nous avons vu notre part de contribution au problème de classification 

d’image basée sur le réseau de neurone convolutionnel, pour cela on a utilisé deux modèles 

avec différentes architectures et on a montré les différents résultats obtenus en termes de 

précision et d’erreur. La comparaison des résultats trouvés a montré que le nombre 

d’époques, la profondeur de réseaux, sont des facteurs importants pour l’obtention de 

meilleurs résultats. A la fin, On conclut que la base d’image MNIST fait mieux en termes de 

toutes les mesures. 
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Conclusion générale 

 

Dans ce mémoire, nous avons fait un état de l’art de Deep Learning en Télécommunication. 

Nous avons discuté l'apport important du Deep Learning dans le domaine de la 

télécommunication, des notions fondamentales du Deep Learning, des algorithmes les plus 

utilisés, des réseaux de neurones en général et des réseaux de neurones convolutionnels en 

particulier. Nous avons introduit ces réseaux de neurones convolutionnels en présentant les 

différents types de couches utilisées dans la classification (couche convolutionnelle, couche 

de Pooling et couche entièrement connectée), et nous avons implémenté ce principe dans la 

classification d’image qui est un sous-champ du traitement d’image où nous avons conclu que 

la base de données d'images MNIST donne de meilleurs résultats en termes de toutes les 

mesures. 

Afin d’atteindre ces résultats, nous avons passé beaucoup de temps à lire et réviser des 

publications, des articles et des livres pour voir et comprendre les concepts et comment 

appliquer un modèle de Deep Learning à notre problématique. 

Enfin, ce travail nous a permis de développer et de mettre en pratique nos connaissances et 

de les enrichir en abordant plusieurs domaines tels que le Deep Learning, et surtout le 

langage de programmation Python, et le plus important est que nous fassions le premier pas 

vers le Deep Learning, un des champs les plus importants de l’intelligence artificielle. En 

souhaitant que cela nous permettra d'ouvrir des horizons dans le futur. 
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Annexes 

 

L’annexe 1 : Google Colab 

 

Pour visiter Google Colab en effectuant une recherche sur notre navigateur Web de 

préférence Chrome, il affichera automatiquement nos cahiers précédents et donnera une 

option pour créer un nouveau cahier. Ici, nous pouvons cliquer sur un nouveau bloc-notes et 

commencer à exécuter notre code. Google colab est un formidable Jupyter Notebook basé 

sur un navigateur en ligne qui nous permet d’entrainer gratuitement des modèles Machine et 

Deep Learning sur des CPU, GPU, TPU et on préfère toujours GPU à n’importe quel autre CPU 

en raison de la puissance de calcul et de la vitesse d’exécution. 
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L’annexe 2 : Programmation de CIFAR-10 
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L’annexe 3 : Programmation de MNIST 

Step 0 : Load MNIST dataset 

 

Step 1 : check the number of images and their dimensions 

 

Step 2 : visualize a random image and its label in the train set  
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Step 3 : reshape and normalize the input 
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Step 4 : reformat our labels

 

Step 5 : create a neural network with the following architecture  

 

Step 6 : compile and train the model 
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