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Résumé: L’objectif de ce projet était de détecter les anomalies dans les bruits de

machine, qui peuvent être très indicatrices de problèmes potentiels de performance.

Nous proposons une méthodologie qui utilise des techniques de traitement du signal et

des algorithmes du machine learning pour identifier automatiquement les motifs

anormaux dans les données de bruit de machine.
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Introduction Générale

Dans les environnements industriels, les bruits émis par les machines sont omniprésents et

fournissent des informations cruciales sur leur état de fonctionnement.

Cependant, au sein de cette cacophonie, des anomalies se glissent souvent, posant un défi

majeur pour les opérateurs et les équipes de maintenance.

Le projet intitulé “Détection d'anomalies pour les bruits de machine” aborde un problème

fondamental auquel sont confrontées les industries du monde entier. La difficulté réside dans

la détection précise et rapide des anomalies parmi les divers sons émis par les machines. Ces

anomalies peuvent être le résultat de vibrations inhabituelles, de variations de fréquences ou

de motifs atypiques, signalant des dysfonctionnements potentiels, des usures mécaniques ou

des pannes imminentes.

L'impact des anomalies non détectées peut être considérable, entraînant des arrêts de

production imprévus, des retards et des coûts de réparation élevés. Les approches

traditionnelles de détection d'anomalies, telles que les inspections manuelles périodiques ou

les méthodes de maintenance préventive, présentent des limitations. Elles sont souvent

chronophages, sujettes aux erreurs humaines et ne permettent pas une détection précoce des

problèmes.

Les anomalies dans les bruits de machine peuvent avoir différentes origines, comme des

problèmes de palier, des défauts de volant moteur, des soupapes de sortie de fuite ou des

dommages aux composants...etc. Ces anomalies peuvent être subtiles et difficiles à détecter à

l'oreille humaine, mais elles laissent des empreintes acoustiques spécifiques qui peuvent être

exploitées à l'aide de techniques avancées de traitement du signal.

La complexité de la détection des anomalies dans les bruits de machine réside dans la

diversité des machines, des environnements industriels et des types d'anomalies possibles.

Chaque machine a sa propre signature sonore, influencée par sa conception, son état de

fonctionnement et son environnement. De plus, les bruits de fond, les interférences

environnementales et les variations de charge de travail peuvent masquer les anomalies et

rendre leur identification difficile.
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Face à ce défi, le projet "Détection d'anomalies pour les bruits de machine" vise à développer

une solution innovante pour identifier ces anomalies. Il s'agit de mettre au point un système

automatisé qui puisse rapidement et précisément distinguer les schémas normaux des bruits

émis par les machines des schémas anormaux, afin de prévenir les pannes et les

dysfonctionnements.

Ce projet revêt une importance capitale pour les industries de divers secteurs, tels que la

fabrication, l'énergie et les transports. Une détection précoce des anomalies dans les bruits de

machine permettrait d'éviter les coûts liés aux arrêts de production, d'optimiser les processus

de maintenance et d'améliorer l'efficacité opérationnelle. De plus, cela contribuerait à

renforcer la sécurité en identifiant les risques potentiels liés aux anomalies sonores et en

prenant des mesures appropriées dans les plus brefs délais.

Les méthodes classiques, telles que l'inspection visuelle ou l'analyse manuelle des

enregistrements sonores, se révèlent souvent inefficaces et subjectives. Elles nécessitent une

expertise approfondie et une attention constante, ce qui limite leur applicabilité dans des

environnements industriels complexes où de nombreuses machines sont en fonctionnement

simultané.

Cependant, grâce aux avancées en matière de traitement du signal, du machine learning et de

l'intelligence artificielle, de nouvelles opportunités émergent pour relever ce défi. Les

techniques de reconnaissance de motifs et du machine learning peuvent être appliquées pour

analyser les caractéristiques acoustiques des bruits de machine, identifier les schémas

anormaux et distinguer les anomalies des sons anormaux avec une précision accrue.

Le développement d'algorithmes sophistiqués et de modèles du machine learning

spécifiquement conçus pour la détection des anomalies dans les bruits de machine ouvre des

perspectives prometteuses. En entraînant ces modèles avec des données d'apprentissage

représentatives et en les adaptant aux spécificités de chaque industrie, il devient possible

d'obtenir des systèmes de détection performants et fiables.

L'objectif ultime de ce projet est de fournir aux industries un outil précieux pour la

maintenance prédictive et la gestion proactive des équipements. En détectant les anomalies

dans les bruits de machine dès leur apparition, les entreprises peuvent anticiper les problèmes

potentiels, planifier les interventions de maintenance de manière plus efficace et réduire les

coûts associés aux réparations d'urgence.
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En conclusion, le projet "Détection d'anomalies pour les bruits de machine" représente

une réponse essentielle à une problématique majeure rencontrée par les industries. En

améliorant la détection des anomalies dans les bruits de machine, il vise à prévenir les pannes

coûteuses, à optimiser la performance des équipements et à renforcer la sécurité des

opérations industrielles. Dans les sections suivantes, nous explorerons en détail les

généralités sur la détection des anomalies sonores et Deep Learning pour la surveillance de

l'état des machines, ainsi que la solution suggérée à la problématique mentionnée avant et son

résultat final.
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Chapitre 1 Notions de bases et concepts utiles

Introduction

Dans ce chapitre, nous commençons par présenter quelques techniques de prise de son, en

poursuivant par une discussion sur les représentations d’un signal audio et La transformée de

Fourier, l’extraction de caractéristiques (temporelles, spectrales et perceptives). Ensuite on

discute de la classification est ses algorithmes utilisés ainsi que l'évaluation et ses mesures.

1.1 Prise de son

1.1.1 Définition

C’est l'ensemble des techniques et des processus utilisés pour enregistrer des sons, que ce soit

pour la musique, la radio, la télévision ou tout autre type de production audio. Elle consiste à

capter des sources sonores à l'aide de microphones et d'équipements d'enregistrement audio,

en ajustant le gain, le niveau d'enregistrement, l'égalisation et les effets, afin de créer un

enregistrement de qualité supérieure. La qualité de la prise de son est essentielle pour obtenir

une production audio claire, précise et authentique. [1]

1.1.2 Quelques techniques de prise de son

● Enregistrement direct: Cette technique consiste à capturer le son directement à partir de

la source sonore. Elle est souvent utilisée pour enregistrer des voix, des instruments de

musique ou tout autre son qui nécessite une clarté maximale. L'enregistrement direct

minimise les bruits ambiants et les réflexions indésirables. [1]

● Enregistrement d'ambiance: Cette technique vise à capturer l'atmosphère sonore d'un

environnement spécifique. Elle est souvent utilisée dans les domaines du cinéma, de la

télévision et des jeux vidéo pour créer une sensation d'immersion. L'enregistrement

d'ambiance est réalisé en plaçant des microphones à différents endroits pour capturer les

sons naturels de l'environnement. [1]

● Prise de son en extérieur: Lors de la prise de son en extérieur, il est essentiel de prendre

en compte les bruits ambiants tels que le vent, le trafic ou les foules. Des techniques
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spécifiques sont utilisées pour minimiser ces bruits indésirables, comme l'utilisation de

bonnettes anti-vent sur les microphones, l'éloignement des sources de bruit et l'utilisation

de microphones directionnels pour cibler spécifiquement la source sonore. [1]

● Prise de son en studio: Dans un environnement de studio contrôlé, plusieurs techniques

sont utilisées pour obtenir une prise de son de haute qualité. Cela peut inclure l'utilisation

de cabines insonorisées pour enregistrer des voix ou des instruments, le positionnement

précis des microphones pour obtenir le meilleur son possible, ainsi que l'utilisation de

techniques de re-recording pour ajouter des effets spéciaux ou mélanger plusieurs pistes

audio. [1]

● Enregistrement en multi-microphones: L'enregistrement en multi-microphones

implique l'utilisation de plusieurs microphones pour capturer différents éléments sonores

de manière séparée. Cette technique est couramment utilisée dans les situations

d'enregistrement en direct, les concerts ou les enregistrements d'orchestres, où chaque

instrument ou source sonore est enregistré individuellement pour un contrôle ultérieur

pendant le mixage. [1]

● Prise de son binaurale: La prise de son binaurale est une technique qui vise à reproduire

de manière réaliste l'expérience auditive humaine en utilisant un système de deux

microphones placés de manière similaire à nos oreilles. Cette technique permet de créer

une sensation d'espace et de localisation précise du son lors de l'écoute avec des

écouteurs. [1]

1.2 Représentation du signal audio

C’est la manière de visualiser les caractéristiques acoustiques du son en utilisant des

graphiques, des images ou des spectres. Les différentes représentations du signal audio

peuvent aider à comprendre la structure, la composition et la qualité d'un enregistrement

sonore.

1.2.1 Représentations du signal audio

● Représentation temporelle: Le signal audio est représenté en fonction du temps. L'axe

horizontal représente le temps et l'axe vertical représente l'amplitude du signal. Cette

représentation est utile pour visualiser les variations d'amplitude dans le signal en

fonction du temps. La représentation temporelle est souvent utilisée pour l'analyse de la
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parole et de la musique, car elle permet de visualiser les variations de volume et les

rythmes. [2]

Figure 1.1. La représentation temporelle d’un signal audio.

● Représentation fréquentielle: Le signal audio est représenté en fonction de la fréquence.

L'axe horizontal représente la fréquence et l'axe vertical représente l'amplitude du signal.

Cette représentation est utile pour visualiser la distribution des différentes fréquences

dans le signal. La représentation fréquentielle est souvent utilisée pour l'analyse de la

musique et des sons complexes, car elle permet de visualiser les harmoniques et les

différences de tonalité. [2]

Figure 1.2. La représentation fréquentielle d’un signal audio.
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● Représentation en spectrogramme: Le spectrogramme est une représentation

bidimensionnelle qui combine les informations temporelles et fréquentielles du signal.

Dans cette représentation, le signal audio est divisé en petits segments de temps, et pour

chaque segment, la distribution des différentes fréquences est représentée. Les couleurs

sont souvent utilisées pour représenter l'amplitude du signal dans chaque segment. Cette

représentation est utile pour l'analyse de signaux audio complexes, car elle permet de

visualiser les variations temporelles et fréquentielles du signal en même temps. [2]

Figure 1.3. La représentation en spectrogramme d’un signal audio.

1.3 La transformée de Fourier (STFT)

C’est une technique de traitement de signal qui permet d'analyser les variations de fréquence

d'un signal audio dans le temps. [3]

La STFT consiste à diviser le signal audio en petits segments de temps, appelés fenêtres, et à

calculer la transformée de Fourier pour chaque fenêtre. En utilisant une fenêtre de taille fixe,

la STFT fournit une représentation spectrale locale et temporelle du signal. [3]

Cette représentation spectrale peut être affichée sous la forme d'un spectrogramme. [3]

La STFT peut être utilisée pour détecter des anomalies dans un signal audio en comparant la

distribution spectrale de chaque fenêtre à une distribution de référence. [3]
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Les variations significatives de la distribution spectrale par rapport à la référence peuvent

indiquer la présence d'une anomalie. [3]

La STFT est largement utilisée dans de nombreux domaines, notamment dans l'analyse de la

parole, la reconnaissance de la parole, la musique et l'audio en général. Elle est souvent

utilisée en combinaison avec d'autres techniques de traitement de signal pour extraire des

informations pertinentes du signal audio. [3]

On définit la STFT par cette équation mathématique: [3]

𝑆𝑇𝐹𝑇(𝑡,  𝑓) =  ∫ 𝑋(𝑡) 𝑤(τ −  𝑡) 𝑒(−𝑗2π𝑓τ) 𝑑τ

Avec:

● STFT(t, f) est la valeur de la STFT à l'instant de temps t et à la fréquence f.

● x(t) est le signal d'origine dans le domaine temporel.

● w(τ - t) est la fenêtre temporelle appliquée au signal x(t). Elle est centrée autour du temps

et est typiquement une fonction de fenêtrage symétrique.

● est la fonction de l'exponentielle complexe utilisée pour représenter les𝑒(−𝑗2π𝑓τ) 𝑑τ

différentes fréquences.

● τ est une variable d'intégration utilisée pour parcourir le signal dans le domaine temporel.

Étapes de calcul de la STFT

● Diviser le signal en segments temporels: Tout d'abord, le signal est découpé en segments

de temps courts et généralement chevauchants. La taille de ces segments est déterminée

par la fenêtre temporelle choisie. Les segments chevauchants permettent une analyse plus

précise des variations fréquentielles. [3]

● Appliquer la fenêtre temporelle: Avant d'appliquer la transformée de Fourier, chaque

segment temporel est généralement multiplié par une fenêtre, telle que la fenêtre de

Hamming. Cela permet de réduire les effets de bord et d'assurer une meilleure

représentation spectrale. [3]
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● Calculer la transformée de Fourier: Une fois que les segments ont été fenêtrés, la

transformée de Fourier est appliquée à chaque segment. Cela convertit le signal du

domaine temporel en un spectre fréquentiel. [3]

● Obtenir le spectre temps-fréquence: En résultat, on obtient une représentation

temps-fréquence du signal. Chaque segment de temps est associé à un spectre fréquentiel

qui montre la distribution des fréquences présentes dans ce segment spécifique. [3]

1.4 L'extraction de caractéristiques

L'extraction de caractéristiques est une étape importante dans le traitement de signal audio

pour la détection d'anomalies. Elle permet de réduire la dimensionnalité des données en

sélectionnant les informations les plus pertinentes du signal audio qui peuvent aider à

identifier des modèles ou des motifs caractéristiques dans les données.

Ces caractéristiques peuvent être des mesures telles que la fréquence, l'énergie, le tempo, le

spectre de fréquences, les coefficients de Mel Cepstral (MFCC), ou encore des mesures plus

complexes telles que des paramètres de modulation. [4]

1.4.1 Techniques de l'extraction de caractéristiques

● Méthodes statistiques: Elles exploitent des mesures statistiques telles que la moyenne, la

variance, l'écart-type, la covariance, etc., pour caractériser les propriétés des données. [4]

● Transformées mathématiques: Des transformées comme la transformée de Fourier, la

transformée en ondelettes, la transformée en cosinus discrète (DCT), etc., peuvent être

appliquées pour extraire des informations dans le domaine fréquentiel, temporel ou

spatial. [4]

● Méthodes basées sur des modèles: Ces méthodes utilisent des modèles mathématiques

ou statistiques pour représenter les données. Par exemple, les modèles de mélange

gaussien, les modèles cachés de Markov (HMM), les réseaux de neurones, etc. [4]

● Descripteurs de formes: Ils sont utilisés pour extraire des caractéristiques géométriques

ou structurelles des objets ou des données. Par exemple, les moments de Hu, les

descripteurs de texture, les histogrammes de couleurs, etc. [4]
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● Méthodes d'apprentissage automatique non supervisées: Des techniques telles que

l'analyse en composantes principales (PCA), la réduction de dimensionnalité, la méthode

du voisin le plus proche, etc., sont utilisées pour extraire des caractéristiques

significatives sans étiquettes de classe préalables. [4]

1.4.2 Types de caractéristiques

● Caractéristiques temporelles: Elles sont basées sur l'amplitude du signal audio en

fonction du temps (les variations temporelles des données), elles fournissent des

informations sur la dynamique et les propriétés temporelles des signaux (exemples: La

moyenne, La variance, L'énergie). [5]

● Caractéristiques spectrales: Ces caractéristiques sont basées sur la distribution des

fréquences du signal audio (les variations de fréquence dans les données), elles sont

souvent utilisées pour l'analyse des signaux audio et des données de vibration (exemples:

Le spectre de puissance, La bande passante). [5]

● Caractéristiques perceptives: basées sur la façon dont l'oreille humaine perçoit le signal

audio (domaines où les signaux sont perçus par les sens humains), elles sont conçues

pour capturer les aspects perceptifs et subjectifs des données (exemples: Le niveau

sonore, Le pitch, La mélodie, Le timbre et la rugosité). [5]

On note que le choix des caractéristiques à extraire dépendra des objectifs du projet et des

techniques d'analyse que nous souhaitons utiliser. Une fois que les caractéristiques sont

extraites, elles peuvent être utilisées comme entrée pour des algorithmes de classification

pour détecter les anomalies dans le signal audio.

1.5 La classification

La classification est une technique d'analyse de données qui consiste à assigner des étiquettes

ou des catégories prédéfinies à des observations en fonction de certaines caractéristiques.

Dans le cadre de la détection d'anomalies pour les bruits de machine, la classification peut

être utilisée pour identifier différents types de bruits de machines ou pour détecter des

anomalies spécifiques. [6]
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1.5.1 Méthodes de classification

● Les classificateurs basés sur des règles: Ces classificateurs utilisent des règles

prédéfinies pour déterminer si un segment de signal est normal ou anormal. Par exemple,

un système expert médical peut utiliser des règles pour diagnostiquer une maladie en

fonction des symptômes présentés par un patient. Les règles peuvent être exprimées sous

la forme de conditions (Si... Alors...).

● Les classificateurs basés sur des seuils: Ces classificateurs utilisent des seuils de

tolérance pour déterminer si un segment de signal est normal ou anormal. Les seuils

peuvent être déterminés empiriquement ou par des techniques statistiques.

● Les classificateurs basés sur le machine learning: Ces classificateurs utilisent des

algorithmes du machine learning pour apprendre à partir de données d'entraînement et

pour prédire si un segment de signal est normal ou anormal. Les algorithmes du machine

learning les plus couramment utilisés pour la détection d'anomalies incluent les réseaux

de neurones, les machines à vecteurs de support et les arbres de décision.

Le choix de l'algorithme de classification dépendra des caractéristiques extraites, des données

d'entraînement disponibles et des performances souhaitées pour la détection d'anomalies. Il

est également important de prendre en compte les coûts associés à la classification erronée de

segments de signal, car cela peut entraîner des conséquences graves pour la maintenance

préventive des machines.

1.5.2 Algorithmes de classification

● Arbres de décision: Les arbres de décision sont des modèles de classification basés sur

une structure d'arbre où chaque nœud représente une décision basée sur une

caractéristique particulière. Les arbres de décision sont faciles à interpréter et à visualiser,

et ils peuvent gérer des données à la fois catégoriques et numériques. [6]

● Machines à vecteurs de support (SVM): Les SVM sont des algorithmes de

classification qui trouvent un hyperplan optimal pour séparer les différentes classes d'un

ensemble de données. Ils sont efficaces pour traiter des données avec de grandes

dimensions et sont couramment utilisés pour la classification binaire. [6]
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● Réseaux de neurones: Les réseaux de neurones sont des modèles de classification

inspirés du fonctionnement du cerveau. Ils sont constitués de couches de neurones

artificiels interconnectés qui apprennent à partir des données. Les réseaux de neurones

profonds, tels que les réseaux de neurones convolutionnels (CNN) et les réseaux de

neurones récurrents (RNN), sont particulièrement efficaces pour la classification

d'images et de séquences respectivement. [6]

● Naïve Bayes: Les classificateurs naïfs de Bayes sont basés sur le théorème de Bayes et

supposent une indépendance conditionnelle entre les caractéristiques. Malgré leur

simplicité, ils peuvent être très performants pour la classification de textes et la

classification de documents. [6]

● K-plus proches voisins (K-NN): Le classificateur K-NN attribue une étiquette à un

échantillon en se basant sur les étiquettes des échantillons les plus proches dans l'espace

des caractéristiques. La proximité est généralement mesurée en utilisant une mesure de

distance, telle que la distance euclidienne. Le choix de la valeur k détermine le nombre

de voisins à considérer. [6]

● Forêts aléatoires: Les forêts aléatoires sont des ensembles d'arbres de décision où

chaque arbre est formé sur un sous-ensemble aléatoire des données d'entraînement et des

caractéristiques. Les prédictions sont ensuite combinées par vote majoritaire ou

moyennage pour la classification finale. [6]

● Classificateurs bayésiens: Les classificateurs bayésiens utilisent le théorème de Bayes

pour estimer la probabilité d'appartenance à une classe donnée. Ils peuvent être basés sur

différentes distributions de probabilité, telles que la distribution normale (classificateur

bayésien gaussien) ou la distribution de Bernoulli (classificateur bayésien naïf). [6]

Ces méthodes de classification sont largement utilisées et ont fait leurs preuves dans

différents domaines. Cependant, il est important de choisir la méthode appropriée en fonction

de la nature des données, de la complexité du problème et des contraintes spécifiques de

l’application.

1.6 Évaluation

L’évaluation permet de mesurer les performances du système de détection d'anomalies et de

déterminer s'il fonctionne efficacement pour détecter les anomalies dans le signal audio. Les
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données d'évaluation sont généralement séparées en deux ensembles : l'ensemble

d'apprentissage, utilisé pour entraîner le modèle, et l'ensemble de test, utilisé pour évaluer les

performances du modèle.

Les performances du modèle peuvent être évaluées en comparant les prédictions du modèle

aux étiquettes de vérité terrain (ou labels) sur l'ensemble de tests. [7]

1.6.1 Quelques techniques de l’évaluation

● Validation croisée (Cross-Validation): La validation croisée est une technique qui

permet d'estimer les performances d'un modèle en utilisant l'ensemble de données

disponible. Elle consiste à applique une division sur les données en plusieurs ensembles

(plis) pour l'entraînement et la validation. Le modèle est entraîné sur une partie des

données et évalué sur les autres parties. Cela permet d'obtenir plusieurs estimations des

performances du modèle, en réduisant le biais introduit par une seule division des

données. La validation croisée k-fold est l'une des variantes les plus courantes, où les

données sont divisées en k ensembles de taille égale. [7]

● Ensemble d'apprentissage et ensemble de tests (Train-Test Split): Dans cette

technique, les données sont divisées en un ensemble d'apprentissage et un ensemble de

tests. Le modèle est entraîné sur l'ensemble d'apprentissage et évalué sur l'ensemble de

tests. Cette approche est simple à mettre en œuvre, mais elle peut être sensible à la

composition des données et peut donner des estimations biaisées des performances du

modèle. [7]

● Évaluation sur des données indépendantes: Dans certains cas, il peut être judicieux de

diviser les données en ensembles d'entraînement, de validation et de test distincts.

L'ensemble d'entraînement est utilisé pour entraîner le modèle, l'ensemble de validation

est utilisé pour ajuster les paramètres du modèle et l'ensemble de test est utilisé pour

évaluer les performances finales du modèle. Cela permet de simuler une situation où le

modèle est utilisé sur de nouvelles données non vues. [7]

1.6.2 Matrice de confusion

La matrice de confusion est un tableau qui montre le nombre de prédictions correctes et

incorrectes effectuées par le système de détection d'anomalies. Elle est généralement

représentée sous la forme d'une matrice à deux dimensions, avec les prédictions réelles en
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colonnes et les prédictions du système de détection d'anomalies en lignes. La matrice de

confusion peut être utilisée pour calculer des métriques telles que la précision, le rappel et le

score F1. [8]

1.6.3 Métriques (Metrics)

Ce sont des indicateurs quantitatifs utilisés pour évaluer les performances d'un modèle de

classification. Elles permettent de mesurer différents aspects de la qualité des prédictions du

modèle. [9]

Métriques d'évaluation couramment utilisées

● Précision (Precision): La précision est le nombre de prédictions correctes faites par le

système de détection d'anomalies, divisé par le nombre total de prédictions effectuées.

Elle mesure la capacité du système à identifier correctement les anomalies.[9]

● Rappel (Recall): Le rappel est le nombre de prédictions correctes faites par le système de

détection d'anomalies, divisé par le nombre total d'anomalies dans le signal audio. Il

mesure la capacité du système à identifier toutes les anomalies présentes dans le signal

audio. [9]

● Score F1: Une mesure de la précision et de la rappel en classification binaire, qui

combine les deux métriques en un seul score. Le score F1 est calculé en prenant en

compte la moyenne harmonique de la précision et du rappel pour évaluer la performance

globale du système de détection d'anomalies.

● Exactitude (Accuracy): L'exactitude mesure la proportion d'échantillons correctement

classés parmi tous les échantillons, elle est une mesure globale de la performance du

modèle, mais elle peut être trompeuse en cas de déséquilibre de classe. [9]

Il est important de prendre en compte les coûts associés aux faux positifs et aux faux négatifs

dans l'évaluation des performances d'un système de détection d'anomalies pour les bruits de

machine. En général, il est préférable de minimiser les faux négatifs, car cela permet de

détecter toutes les anomalies présentes dans le signal audio, même si cela peut entraîner des

coûts plus élevés en termes de temps et de ressources pour la maintenance préventive des

machines.
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Figure 1.4. Exemple de l’un des métriques d'évaluation (Accuracy).

Figure 1.5. Exemple de l’un des métriques d'évaluation (Precision).

Conclusion
Dans ce chapitre on a parlé de la prise de son, comment on représente un signal, la STFT,
l’extraction des caractéristiques, la classification et l'évaluation.

Dans le chapitre suivant on va discuter du machine et deep learning, les réseaux de neurones,
l’auto-encodeur et finalement le CNN.
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Chapitre 2 Deep Learning pour la surveillance de l'état des machines

Introduction

Dans ce chapitre, nous commençons par présenter quelques bases du machine learning, en

poursuivant par une discussion sur le deep learning, les deep neural networks, le MLP .

Ensuite on discute d’auto-encodeur, les fonctions d’activation et les hyper-paramètres d’un

réseau de neurones. Finalement, on explique l’architecture et quelques applications du CNN.

2.1 Bases du Machine learning

2.1.1 Définition

Le Machine Learning, qui fait partie de l'intelligence artificielle, permet aux ordinateurs

d'acquérir des connaissances et d'améliorer leurs performances sans qu'il soit nécessaire de

les programmer explicitement pour chaque tâche. Le but du machine learning est d'analyser

des données et de trouver des schémas ou des modèles à partir desquels des prédictions

peuvent être faites. Ces prédictions peuvent être utilisées pour prendre des décisions ou

automatiser des tâches. [10]

Le machine learning implique une série d'étapes pour entraîner un ordinateur ou une machine

à apprendre à partir de données. Le processus commence par la collecte de données à partir

de différentes sources. Ensuite, les données collectées sont prétraitées en les nettoyant, en les

transformant et en les organisant. Des caractéristiques pertinentes sont ensuite extraites ou

sélectionnées à partir des données. Un modèle du machine learning approprié est choisi en

fonction du problème et des caractéristiques des données. Le modèle est ensuite entraîné sur

les données prétraitées, en ajustant ses paramètres internes pour apprendre les motifs et les

relations. Après l'entraînement, le modèle est évalué à l'aide de mesures pour évaluer ses

performances. Si nécessaire, le modèle est optimisé en affinant ses paramètres. Une fois

entraîné et évalué, le modèle peut faire des prédictions ou des inférences sur de nouvelles

données non vues. Enfin, le modèle est déployé dans un environnement de production et

surveillé pour garantir des résultats précis et fiables. Tout au long du processus, des itérations
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peuvent être effectuées pour améliorer les performances du modèle en ré-examinant des

étapes telles que le prétraitement, la sélection du modèle et l'optimisation. [10]

Le Machine Learning utilise des algorithmes qui permettent aux ordinateurs de s'entraîner à

partir de données. Les algorithmes du Machine Learning sont classés en trois catégories

principales : Supervised learning, Unsupervised learning et Reinforcement learning. [10]

2.1.2Types du machine learning

● Supervised learning(SL): Ce type est utilisé pour résoudre des problèmes de

classification et de régression. Dans le supervised learning, un modèle est entraîné sur un

ensemble de données étiquetées, c'est-à-dire des données qui ont déjà été catégorisées ou

étiquetées. Le modèle peut ensuite être utilisé pour prédire les étiquettes de nouvelles

données. Les exemples courants de problèmes de classification incluent la détection de

spam dans les e-mails et la reconnaissance d'images. Les exemples courants de

problèmes de régression incluent la prédiction des prix de l'immobilier et la prédiction

des performances des étudiants. [10]

Figure 2.1. Exemple en comment le SL fonctionne.

● Unsupervised learning(USL): Cela est pour la détection de modèles dans des données

non étiquetées. Les algorithmes du unsupervised learning sont souvent utilisés pour la

segmentation de données ou la réduction de dimensionnalité. Les exemples courants du
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unsupervised learning incluent la classification automatique de documents, la

segmentation de clientèle et la détection d'anomalies. [10]

Figure 2.2. Exemple en comment le USL fonctionne.

● Reinforcement learning(RL): Le RL est pour les problèmes d'apprentissage interactifs.

Dans le reinforcement learning, un agent apprend à prendre des décisions en interagissant

avec un environnement. L'agent reçoit des récompenses pour les bonnes décisions et des

pénalités pour les mauvaises décisions. Les exemples courants de le reinforcement

learning incluent les jeux, la robotique et la gestion des ressources naturelles. [10]

Figure 2.3. Exemple en comment le RL fonctionne.
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2.2 Deep learning

2.2.1 Définition

Le deep learning est une branche spécifique du domaine "Machine Learning" qui utilise des

deep neural networks pour apprendre à partir de données non structurées ou non étiquetées.

Le Deep Learning permet de résoudre des problèmes complexes en utilisant des architectures

du deep neural networks composées de multiples couches. Ces couches sont conçues pour

extraire des caractéristiques des données d'entrée, et chaque couche traite les caractéristiques

extraites par la couche précédente. [11]

Le processus du deep learning comprend plusieurs étapes clés. Tout d'abord, il faut collecter

et préparer les données en rassemblant des ensembles de données pertinents et en les

nettoyant pour assurer leur qualité. Ensuite, la construction du modèle intervient, impliquant

la conception d'une architecture de réseau de neurones profonds avec des couches

interconnectées qui effectuent des transformations sur les données. Une fois le modèle

construit, il passe à l'étape cruciale de l'entraînement, où il est ajusté en modifiant les poids et

les biais des neurones pour minimiser une fonction de coût ou d'erreur à l'aide de techniques

d'optimisation telles que la rétropropagation du gradient. [11]

Après l'entraînement, le modèle est évalué et validé pour vérifier sa performance en utilisant

un ensemble de données de validation distinct. Si nécessaire, des ajustements sont effectués

pour améliorer les résultats, tels que des modifications de l'architecture, l'ajout de

régularisation ou l'augmentation des données d'entraînement. Une fois que le modèle a été

validé, il est testé sur un ensemble de données de test indépendant pour évaluer ses

performances réelles. Si les résultats sont satisfaisants, le modèle est prêt à être déployé pour

effectuer des prédictions sur de nouvelles données. [11]

Après le déploiement, il est possible d'effectuer un réglage fin et une optimisation continue en

fonction des performances réelles et des retours d'expérience, en ajustant les

hyper-paramètres du modèle ou en utilisant des techniques telles que l'apprentissage par

transfert ou l'ensemble d'apprentissage actif. Ce processus itératif de formation, d'évaluation,

d'ajustement et de déploiement se poursuit jusqu'à ce que le modèle atteigne les performances

souhaitées pour la tâche donnée. Le deep learning a été appliqué avec succès dans divers

domaines tels que la vision par ordinateur, le traitement du langage naturel et la

reconnaissance vocale. [11]
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2.2.2 Deep neural networks

Les deep neural networks sont des réseaux de neurones artificiels utilisés pour le deep

learning dans le domaine du Deep Learning. Ils sont construits à partir de plusieurs couches

de neurones interconnectés. Chaque couche traite les entrées de la couche précédente pour

produire une sortie qui sera utilisée par la couche suivante. [12]

Les deep neural networks peuvent apprendre des représentations hiérarchiques de données à

partir de couches profondes, et sont utilisés pour des tâches telles que la reconnaissance

d'images, la reconnaissance vocale et la traduction automatique. [12]

Cependant, leur entraînement nécessite une grande quantité de données et de puissance de

calcul, et leur interprétation peut être difficile en raison de leur complexité. [12]

Figure 2.4. Architecture d’un Deep neural network.

● Types du Deep neural network

● Artificial Neural Networks(ANN): Ce sont les réseaux de neurones les plus simples,

dans lesquels chaque neurone est connecté à tous les neurones de la couche suivante. [13]

● Réseaux de neurones multicouches(MLP): Ce sont composés de plusieurs couches de

neurones entièrement connectés. Chaque neurone est connecté à tous les neurones de la

couche suivante, formant ainsi une structure hiérarchique. [13]
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● Convolutional Neural Networks(CNN): Ces réseaux sont conçus pour traiter des

données structurées telles que des images, des vidéos et des signaux audio. Les couches

de convolution extraient des caractéristiques à différentes échelles et résolutions à partir

des entrées. [13]

● Recurrent Neural Networks(RNN): Sont conçus pour traiter des données séquentielles

telles que du texte, de la parole ou des séquences temporelles. Les couches récurrentes

permettent aux réseaux de mémoriser des informations à partir de séquences précédentes.

[13]

● LSTM: Sont une variante des réseaux récurrents, conçus pour mieux gérer les problèmes

de longue dépendance temporelle. [13]

● Autoencoder Neural Networks : Ces réseaux sont désignés pour apprendre une

représentation compressée de données d'entrée, en utilisant une architecture de réseau qui

force le modèle à répliquer l'entrée à travers une couche “code” de taille inférieure. [13]

2.2.3 Le perceptron multicouche (MLP)

Le MLP est un type de réseau de neurones artificiels qui consiste en plusieurs couches de

neurones interconnectés. Les neurones d'une couche traitent les entrées de la couche

précédente et produisent une sortie qui sera utilisée par la couche suivante. [13]

Le MLP est un réseau de neurones feedforward, c'est-à-dire que les données circulent dans

une seule direction, de l'entrée vers la sortie. La première couche du MLP est appelée couche

d'entrée et reçoit les données d'entrée, tandis que la dernière couche est appelée couche de

sortie et produit les sorties du réseau. [13]

Les couches intermédiaires entre la couche d'entrée et la couche de sortie sont appelées

couches cachées, car les sorties de ces couches ne sont pas directement observables. Les MLP

peuvent avoir plusieurs couches cachées, et chaque couche peut avoir un nombre différent de

neurones. [13]

Le MLP est souvent utilisé pour des tâches de classification et de régression. Pour

l'entraînement du MLP, on utilise un algorithme du supervised learning, tel que la

rétropropagation du gradient. L'objectif de l'entraînement est de trouver les poids des

connexions entre les neurones qui minimisent une fonction de perte, telle que l'erreur
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quadratique moyenne pour les tâches de régression ou l'entropie croisée pour les tâches de

classification. [13]

Le fonctionnement du MLP peut être décrit comme suit. Tout d'abord, les poids et les biais

des neurones du MLP sont initialisés de manière aléatoire ou selon une méthode spécifique.

Chaque connexion entre les neurones est attribuée un poids, qui sera ajusté lors de

l'apprentissage pour influencer la sortie du neurone. [13]

Lorsqu'une donnée d'entrée est présentée au MLP, elle se propage de manière séquentielle à

travers les différentes couches du réseau, dans un processus appelé propagation avant

(Forward Propagation). Chaque neurone de la couche d'entrée reçoit les valeurs d'entrée et les

transmet, pondérées par les poids, à la couche suivante. Chaque neurone de la couche

suivante effectue une somme pondérée de ses entrées et applique une fonction d'activation

non linéaire, telle que la fonction sigmoïde ou la fonction ReLU, pour produire sa sortie. [13]

La propagation avant se poursuit jusqu'à ce que les valeurs atteignent la couche de sortie. Les

sorties des neurones de cette couche représentent les prédictions ou les valeurs calculées par

le modèle pour la tâche donnée. [13]

Une fois les prédictions obtenues, l'erreur entre ces prédictions et les valeurs attendues est

calculée à l'aide d'une fonction de coût, telle que l'erreur quadratique moyenne (Mean

Squared Error, MSE) ou l'entropie croisée (Cross-Entropy Loss). Cette erreur est utilisée pour

évaluer la performance du modèle et guider la mise à jour des poids et des biais lors de

l'apprentissage. [13]

La rétropropagation du gradient (Backpropagation) est alors utilisée pour déterminer le

gradient de l'erreur par rapport aux poids et aux biais du réseau. Ce gradient est ensuite utilisé

pour ajuster les poids et les biais afin de minimiser l'erreur. Cela se fait généralement à l'aide

d'un algorithme d'optimisation, tel que la descente de gradient stochastique (Stochastic

Gradient Descent, SGD) ou ses variantes, en mettant à jour les paramètres dans la direction

opposée au gradient. [13]

Le processus d'apprentissage se poursuit par des itérations successives sur plusieurs exemples

d'entraînement. À chaque itération, les étapes de propagation avant, de calcul de l'erreur et de

rétropropagation du gradient sont répétées, permettant ainsi au réseau d'ajuster

progressivement ses poids et ses biais. Le nombre d'itérations dépend de la taille du jeu de

données et des critères d'arrêt prédéfinis. [13]
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Une fois que le MLP a été entraîné, il peut être utilisé pour effectuer des prédictions sur de

nouvelles données, en passant simplement les données d'entrée à travers le réseau et en

observant la sortie de la couche de sortie. [13]

Figure 2.5. Architecture d’un MLP.

2.2.4 Fonction d'activation

La fonction d'activation est une fonction mathématique appliquée à la sortie d'un neurone

dans un réseau de neurones. Elle permet d'introduire une non-linéarité dans la sortie du

neurone, permettant ainsi au réseau de modéliser des relations non-linéaires entre les entrées

et les sorties. En effet, sans une fonction d'activation, la sortie d'un neurone ne serait qu'une

combinaison linéaire des entrées, ce qui ne permettrait pas de capturer des relations

complexes. [14]

Types de fonction d’activation

● Fonction Sigmoïde: La fonction sigmoïde est une fonction non linéaire qui a une forme

en S. Elle est définie comme f(x) = 1 / (1 + ). La sortie de cette fonction est toujours𝑒−𝑥

comprise entre 0 et 1. La fonction sigmoïde est souvent utilisée comme fonction

d'activation pour les couches cachées des réseaux de neurones. [14]
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Figure 2.6. La courbe de la fonction Sigmoïde.

● Fonction tangente hyperbolique: La fonction tangente hyperbolique est similaire à la

fonction sigmoïde, mais elle a une plage de sortie de -1 à 1. Elle est définie comme f(x) =

( - ) / ( + ). La fonction tangente hyperbolique est également souvent utilisée𝑒𝑥 𝑒−𝑥 𝑒𝑥 𝑒−𝑥

comme fonction d'activation pour les couches cachées des réseaux de neurones. [14]

Figure 2.7. La courbe de la fonction tangente hyperbolique.
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● Fonction ReLU: La fonction ReLU (Rectified Linear Unit) est définie comme f(x) =

max(0, x). Elle est simple et rapide à calculer, et est souvent utilisée comme fonction

d'activation pour les couches cachées des réseaux de neurones profonds. [14]

Figure 2.8. La courbe de la fonction ReLU.

● Fonction Softmax : La fonction softmax est utilisée comme fonction d'activation pour la

couche de sortie des réseaux de neurones lorsqu'il s'agit de résoudre des problèmes de

classification multiclasse. Elle prend un vecteur de valeurs en entrée et renvoie un

vecteur de probabilités normalisé. [14]

Figure 2.9. La courbe de la fonction Softmax.
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2.2.5 Hyper-paramètres du réseau de neurones

Ce sont des paramètres de configuration qui ne sont pas appris à partir des données,

contrairement aux paramètres de poids et de biais. Les hyper-paramètres déterminent la

structure et le comportement du réseau de neurones et doivent être choisis avec soin pour

garantir des performances optimales. [15]

Les exemples d'hyper-paramètres incluent le nombre de couches et de neurones dans chaque

couche, la fonction d'activation, le taux d'apprentissage, le nombre d'itérations

d'entraînement, le régularisateur, le type de perte, le type d'optimiseur, etc. Le choix des

valeurs optimales pour ces hyper-paramètres est crucial pour obtenir des résultats

satisfaisants lors de l'entraînement d'un réseau de neurones. Cela peut être réalisé à travers

des méthodes d'optimisation telles que la recherche aléatoire, la recherche en grille,

l'optimisation bayésienne, etc. [15]

Figure 2.10. Exemple d’optimisations hyper-paramètres.
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Stratégies de recherche d'Hyper-paramètres

● Recherche par grille: Cette méthode consiste à définir une grille prédéfinie de valeurs

pour chaque hyper-paramètre et à évaluer le modèle pour chaque combinaison possible.

Cela permet d'explorer systématiquement l'espace des hyper-paramètres, mais peut

devenir coûteux en termes de temps de calcul lorsque le nombre d'hyper-paramètres et

les valeurs à tester sont élevés. [15]

● Recherche aléatoire: Contrairement à la recherche par grille, la recherche aléatoire

sélectionne les valeurs des hyper-paramètres de manière aléatoire dans un espace défini.

Cette approche permet d'explorer rapidement différentes combinaisons

d'hyper-paramètres sans la contrainte d'une grille prédéfinie. Cependant, elle peut ne pas

être aussi exhaustive que la recherche par grille. [15]

● Optimisation bayésienne: Cette méthode utilise des modèles probabilistes pour estimer

l'incertitude de performance en fonction des hyper-paramètres. Elle utilise ensuite ces

estimations pour guider la sélection des hyper-paramètres à évaluer. L'optimisation

bayésienne permet d'explorer efficacement l'espace des hyper-paramètres en se

concentrant sur les régions les plus prometteuses. [15]

● Optimisation par essaims de particules: Cette méthode s'inspire du comportement des

essaims d'oiseaux pour explorer l'espace des hyper-paramètres. Les particules

représentent différentes combinaisons d'hyper-paramètres et se déplacent dans l'espace de

recherche en utilisant des règles de mise à jour basées sur la performance. L'optimisation

par essaims de particules peut être efficace pour les espaces de recherche complexes. [15]

● Recherche en boîte noire: Cette approche consiste à utiliser des algorithmes

d'optimisation basés sur le gradient, tels que la descente de gradient stochastique, pour

ajuster les hyper-paramètres du modèle. Cependant, cela peut être coûteux en termes de

calcul et nécessite souvent une évaluation fréquente du modèle. [15]

2.2.6 Auto-encodeur

L’auto-encodeur est un type de réseau de neurones artificiels non supervisé qui apprend à

reconstruire une entrée à partir d'une version compressée de cette entrée. L'objectif principal

de l'auto-encodeur est de réduire la dimensionnalité de l'entrée tout en préservant les

informations importantes qui la caractérisent. Les auto-encodeurs sont souvent utilisés pour la
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compression de données, la détection d'anomalies, la génération de données, la restauration

d'images ou la réduction de bruit. [16]

Un auto-encodeur se compose généralement de deux parties:

● L'encodeur (bottleneck): L'encodeur prend en entrée les données d'entrée et les

transforme en une représentation compressée, appelée "latent space". [16]

● Le décodeur: Il prend cette représentation compressée et tente de la reconstruire en une

sortie qui ressemble le plus possible à l'entrée originale. [16]

Pendant l'entraînement, l'auto-encodeur ajuste les poids de l'encodeur et du décodeur pour

minimiser l'erreur de reconstruction. [16]

L'une des variantes les plus populaires de l'auto-encodeur est le Variational Autoencoder

(VAE), qui utilise un modèle de probabilité pour apprendre la distribution des données en

sortie. Les VAE peuvent être utilisés pour générer de nouvelles données à partir de la

distribution apprise, ce qui peut être utile dans des applications telles que la génération de

visages, la génération de musique, etc. [16]

Figure 2.11. Architecture d’un Auto-encodeur.
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Fonctionnement

Le fonctionnement repose sur la compression des données d'entrée dans une représentation

latente de dimension réduite, suivie d'une reconstruction précise à partir de cette

représentation. Initialement, les données sont encodées en extrayant les caractéristiques

importantes à l'aide d'une couche d'encodage. Ensuite, ces données sont comprimées pour

obtenir une représentation latente compacte. Par la suite, un processus de décodage est

effectué pour reconstruire les données d'origine à partir de la représentation latente, utilisant

une couche de décodage. Le but de l'auto-encodeur est de minimiser la différence entre les

données d'entrée et leur reconstruction, en ajustant les poids et les biais du réseau lors de

l'apprentissage. En comprimant les données dans une représentation latente, l'auto-encodeur

capture les informations essentielles et élimine les détails non importants. Cela permet

d'effectuer des tâches telles que la réduction de dimensionnalité ou la détection d'anomalies.

[16]

L'auto-encodeur est un outil précieux dans l'apprentissage non supervisé, permettant de

découvrir des structures sous-jacentes dans les données sans nécessiter d'étiquettes

d'apprentissage. [16]

2.2.7 Convolutional Neural Networks (CNNs)

Les CNNs sont une classe de réseaux de neurones artificiels souvent utilisés pour la

reconnaissance d'images, la classification d'images, la segmentation d'images et la détection

d'objets. Les CNNs ont été introduits en 1998 par Yann LeCun et ses collègues pour la

reconnaissance de chiffres manuscrits. [17]

Ils sont conçus pour exploiter la structure spatiale des données d'entrée, telles que les images.

Contrairement aux réseaux de neurones à couches denses, qui traitent l'entrée comme un

vecteur de caractéristiques plates, les CNNs sont capables de reconnaître des motifs locaux en

utilisant des filtres de convolution qui sont appliqués sur l'image. Les filtres de convolution

sont des matrices de poids qui effectuent une opération de multiplication matricielle entre

l'image et les filtres pour produire une carte de caractéristiques. [17]

Les réseaux de neurones convolutifs sont souvent constitués de plusieurs couches, telles que

les couches de convolution, les couches de pooling et les couches entièrement connectées.

[17]
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L’architecture du CNN

● Les couches de convolution(Convolutional layers): Chaque couche applique une série

de filtres de convolution à l'entrée pour extraire des caractéristiques à différentes échelles

et niveaux d'abstraction. [17]

● Les couches de pooling(Pooling layers): Ces couches réduisent la taille spatiale des

cartes de caractéristiques en agrégeant les informations les plus importantes tout en

préservant les caractéristiques les plus saillantes. [17]

● Les couches entièrement connectées(Fully connected layers): Ces couches prennent

en entrée les cartes de caractéristiques obtenues après la dernière couche de pooling et les

transforment en une représentation vectorielle de la classe de sortie. [17]

Figure 2.12. Architecture d’un CNN.

Fonctionnement

En commençant par la convolution est appliquée en utilisant des filtres pour détecter des

motifs spécifiques dans l'image. Les filtres effectuent des opérations de multiplication et de

sommation pour extraire les caractéristiques importantes de l'image, telles que les contours et
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les textures. Ensuite, des couches de pooling sont utilisées pour réduire la dimensionnalité de

la sortie de la convolution en regroupant les valeurs voisines. Cela permet de conserver les

caractéristiques les plus saillantes tout en réduisant la taille de la représentation. Après

chaque couche de convolution ou de pooling, une fonction d'activation non linéaire, comme

la fonction ReLU, est appliquée pour introduire de la non-linéarité dans le réseau. Enfin, des

couches entièrement connectées effectuent la classification en produisant des scores de classe

ou des probabilités associées à chaque classe. Pendant l'entraînement, les poids et les biais du

réseau sont ajustés itérativement à l'aide de la rétropropagation du gradient et d'un algorithme

d'optimisation pour minimiser une fonction de perte. Les CNNs sont extrêmement puissants

pour la reconnaissance d'images en raison de leur capacité à capturer les motifs locaux et à

exploiter la structure spatiale des données. [17]

Figure 2.13. Étapes de construction d’un CNN.

Conclusion
Dans ce chapitre on a parlé du machine learning et ses types, le deep learning, les deep neural
networks, le MLP, les fonctions d’activation et les hyper-paramètres d’un réseau de neurones.
On a bien expliqué l’architecture d’un CNN et que fait chaque couche.

Dans le chapitre suivant on aura une discussion sur l'entraînement du CNN, la prédiction et
les résultats obtenus.
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Chapitre 3 Mise en place de la solution

Introduction

Dans ce dernier chapitre on va présenter comment on a entrainé notre CNN ainsi que sa

performance, Ensuite nous présenterons les différents résultats obtenus et la prédiction finale.

3.1 Python

3.1.1 Définition

Python est un langage de programmation qui se distingue par sa haute abstraction, son

interprétation directe du code et son approche orientée objet. Il a été créé par Guido van

Rossum et a été initialement publié en 1991. Python se distingue par sa simplicité, sa lisibilité

et son expressivité, ce qui en fait un langage accessible tant aux débutants qu'aux

programmeurs expérimentés. [18]

3.1.2 Histoire et origines

Python a été créé par Guido van Rossum, un informaticien néerlandais, à la fin des années

1980. La première version publique, Python 0.9.0, a été publiée en février 1991. Guido van

Rossum visait à développer un langage de programmation facile à lire, à écrire et à

comprendre. Le nom de Python a été inspiré de la série télévisée “Monty Python's Flying

Circus”. Depuis sa création, Python a gagné en popularité grâce à sa simplicité et sa

polyvalence. Il a évolué grâce aux contributions d'une communauté dévouée et passionnée de

développeurs. Aujourd'hui, Python est largement reconnu comme l'un des langages de

programmation les plus populaires et les plus utilisés, avec un écosystème florissant de

bibliothèques, de frameworks et d'outils qui étendent ses capacités. [18]

3.1.3 Que nous offre Python ?

● Simplicité et lisibilité: Python se distingue par sa syntaxe claire et sa simplicité

d'utilisation. Son code est facile à lire, ce qui facilite la collaboration entre les développeurs

et la maintenance du code. [18]
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● Polyvalence: Python est un langage polyvalent qui peut être utilisé dans une large gamme

de domaines, tels que le développement web, l'analyse de données, l'intelligence

artificielle, l'apprentissage automatique, la robotique et bien plus encore. Il dispose d'une

vaste bibliothèque standard et de nombreux packages tiers qui facilitent le développement

d'applications dans différents domaines. [18]

● Grande communauté et écosystème actif: Python bénéficie d'une communauté de

développeurs active et engagée. Il existe de nombreux forums, tutoriels, documentations et

ressources en ligne qui facilitent l'apprentissage et la résolution des problèmes. De plus, la

communauté Python crée et maintient régulièrement de nouvelles bibliothèques,

frameworks et outils, enrichissant ainsi l'écosystème Python. [18]

● Productivité élevée: La syntaxe simple de Python, sa gestion automatique de la mémoire et

sa large gamme de bibliothèques prêtes à l'emploi permettent aux développeurs de gagner

du temps et d'être plus productifs. Python favorise un style de développement efficace et

rapide, ce qui en fait un choix populaire pour les projets de toutes tailles. [18]

● Intégration facile: Python peut être facilement intégré avec d'autres langages de

programmation. Il offre des interfaces pour de nombreux systèmes et bibliothèques,

permettant aux développeurs de combiner les avantages de Python avec d'autres

technologies. [18]

● Apprentissage et adoption faciles: Python est souvent recommandé comme premier

langage de programmation pour les débutants. Sa syntaxe simple et lisible en font un

excellent choix pour apprendre les concepts de base de la programmation. De plus, sa

popularité signifie qu'il existe de nombreuses ressources d'apprentissage disponibles,

notamment des cours en ligne, des tutoriels et des livres. [18]

● Portabilité: Python est compatible avec plusieurs plates-formes, y compris les principaux

systèmes d'exploitation tels que Windows, macOS et Linux. Les programmes Python

peuvent être exécutés sans modification sur différentes plates-formes, ce qui facilite le

déploiement sur différents environnements. [18]

3.1.4 Programmation orientée objet (OOP)

Python est un langage de programmation qui prend en charge pleinement la programmation

orientée objet. La programmation orientée objet est un paradigme de programmation qui
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permet d'organiser et de structurer le code en utilisant des objets, qui sont des instances de

classes. [18]

L'utilisation de la programmation orientée objet en Python présente plusieurs avantages:

➢ Elle favorise la réutilisabilité du code en créant des classes génériques.

➢ Elle permet la modularité en divisant le code en modules autonomes.

➢ Elle facilite la représentation d'abstractions du monde réel grâce à l'utilisation d'objets.

➢ Elle prend en charge l'héritage et le polymorphisme, offrant ainsi une plus grande

flexibilité et réutilisabilité du code. [18]

3.1.5 Nature interprétée et interactive

Python est un langage de programmation interprété, ce qui signifie qu'il est exécuté ligne par

ligne sans nécessiter de processus de compilation préalable. [18]

La nature interprétée et interactive de Python offre un développement rapide, une

expérimentation facile, un débogage interactif, une facilité d'apprentissage et une grande

portabilité. Les développeurs peuvent écrire et tester immédiatement leur code, expérimenter

des instructions individuelles, obtenir des informations détaillées lors du débogage, faciliter

l'apprentissage des débutants et exécuter des programmes Python sur différentes plates-formes

sans modification supplémentaire. [18]

3.1.6 Philosophie Open-source

Un langage de programmation open-source signifie que son code source est librement

disponible et peut être modifié et distribué par la communauté des développeurs. Cette

philosophie open-source présente plusieurs avantages:

● Collaboration communautaire: Python encourage la collaboration et le partage des

connaissances, permettant aux développeurs de contribuer à son amélioration continue.

● Écosystème riche: Python bénéficie d'un vaste écosystème d'outils, bibliothèques et

frameworks open-source qui étendent ses fonctionnalités et facilitent le développement

dans différents domaines.

● Flexibilité et personnalisation: La nature open-source de Python offre aux développeurs

une grande flexibilité pour adapter le langage à leurs besoins spécifiques et créer des

solutions personnalisées.
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● Transparence et confiance: La disponibilité du code source de Python favorise la

transparence, permettant aux développeurs de comprendre en détail son fonctionnement et

de vérifier sa qualité, sa sécurité et sa fiabilité.

● Accessibilité: Python étant open-source, il est accessible gratuitement à tous, éliminant les

barrières financières et permettant à un large public d'apprendre et de développer avec le

langage. [18]

3.2 Construire le modèle CNN

3.2.1 Collecte et prétraitement des données

Figure 3.1. Les classes de la Dataset.

Figure 3.2. Prétraitement de données.
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On fait le prétraitement des données audio en effectuant des étapes telles que l’augmentation de

données, l'extraction de caractéristiques audio pertinentes et la division de l'ensemble de

données en ensembles d'entraînement et de test.

L’augmentation de données qu’on l’utilise notamment dans le domaine de la vision par

ordinateur et du traitement de l'audio. Elle consiste à appliquer des transformations aléatoires

ou contrôlées aux données d'entraînement existantes afin de créer de nouvelles variations des

exemples d'apprentissage.

3.2.2 Conception de l'architecture

Figure 3.3. Création du CNN.

Le processus d'obtention des MFCCs implique d'effectuer une série d'étapes de traitement du

signal, y compris le cadrage du signal audio, le calcul de la transformée de Fourier…etc. Le

résultat de ce processus est une représentation matricielle où les lignes correspondent à

différentes bandes de fréquences et les colonnes représentent les trames ou segments de l'audio.

Étant donné que la représentation MFCC est intrinsèquement 2D, il convient d'appliquer des

couches convolutives 2D pour capturer les modèles spatiaux et les dépendances dans les

dimensions de fréquence et de temps.

Tant qu'on a utilisé une couche convolutive 2D, il est courant de la faire suivre d'une couche de

regroupement 2D pour réduire les dimensions spatiales des cartes d'entités.

L'objectif principal du flattening est de transformer les informations multidimensionnels en un

vecteur unidimensionnel afin de les utiliser comme entrée pour les couches entièrement

connectées (fully connected layers) qui suivent.

On a utilisé une couche entièrement connectée (128 neurones) et elle pouvait sembler excessive

dans la plupart des cas mais on a essayé d'assurer la bonne prédiction.
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On note que l'utilisation d'un grand nombre de couches entièrement connectées peut poser

quelques problèmes:

● Le surapprentissage: Le modèle s'adapte trop spécifiquement aux données d'entraînement

et ne généralise pas bien aux nouvelles données

● Temps d'entraînement: Plus le modèle est complexe, plus le temps d'entraînement sera

long.

● Interprétabilité: Rendre le modèle plus difficile d'analyser les poids et les activations des

neurones pour comprendre comment le modèle prend des décisions.

La couche de sortie dépend du nombre de classes de notre dataset, dans notre cas on a 8 classes

et donc 8 sorties.

3.2.3 Entraînement

Figure 3.4. Compilation, l'entraînement et l'évaluation du modèle.

On commence par la compilation pour configurer les éléments nécessaires pour l'entraînement:

● loss: On a choisi "categorical_crossentropy" qui est utilisée dans les problèmes de

classification multiclasse où les étiquettes sont encodées de manière one-hot.

● optimizer: On l'utilise pour ajuster les poids du modèle pendant l'entraînement afin de

minimiser la fonction de perte, "adam" converge plus rapidement et de manière plus

efficace.

● metrics: évaluer les performances du modèle pendant l'entraînement et l'évaluation, on a

choisi que notre modèle soit évalué selon la précision et l'exactitude.
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On passe vers l'entraînement qui prend quelque arguments:

● X_train & y_train: L'ensemble des données et les étiquettes d'entraînement.

● batch_size: Le nombre d'exemples d'entraînement qui sont utilisés pour une seule mise à

jour des poids du modèle.

● epochs: Le nombre d'itérations complètes que le modèle effectue sur l'ensemble des

données d'entraînement.

● verbose (optionnel): Un paramètre qui contrôle la quantité d'informations affichées

pendant l'entraînement.

● validation_data: C'est un tuple contenant les données de validation et les étiquettes de

validation.

Pour la dernière étape “l’évaluation”, La fonction “evaluate”calcule la perte (loss) et les

métriques spécifiées lors de la compilation du modèle sur les données de test (la précision et

l'exactitude dans notre cas).

3.2.4 Visualisation des résultats de L'entraînement

Figure 3.5. Tracer les courbes de la perte et les métriques.

Cette étape n’est pas nécessaire pour construire un modèle CNN mais elle est importante pour

visualiser la performance de notre CNN. Elle trace les courbes de la perte et les métriques

d'évaluation qu'on a choisies.
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Ces courbes peuvent déterminer si les paramètres qu’on a utilisés sont parfaits ou bien on doit

changer quelques paramètres pour trouver la combinaison parfaite.

3.3 Fonctionnement et test

3.3.1 L'entraînement du CNN

Figure 3.6. L'entraînement du CNN (Epoch N° 00⇒ Epoch N° 10).

Figure 3.7. L'entraînement du CNN (Epoch N° 11⇒ Epoch N° 20).

★ Commentaires

➔ Le modèle a été entraîné sur un total de 20 époques, ce qui représente le nombre de fois où

l'ensemble des données d'entraînement a été passé dans le modèle.

➔ Au fur et à mesure que les époques avançaient, nous avons pu observer une amélioration

continue des performances du modèle (Une exactitude et une précision augmentées, une

perte diminuée).
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➔ La convergence du modèle a été atteinte après 08 époques comme le montrent des valeurs

d'exactitude constamment élevées.. Cela indique que le modèle a appris à généraliser

correctement sur l'ensemble de données de test. Cependant, l'entraînement sur 20 époques

a été réalisé afin de garantir que le modèle ait eu suffisamment d'occasions de se

spécialiser et d'optimiser ses performances sur l'ensemble de données.

3.3.2 L'évaluation du CNN

Figure 3.8. Les valeurs finales de métriques de l’évaluation.

Figure 3.9. La courbe de la perte (Loss).

Figure 3.10. La courbe de l’exactitude (accuracy).
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Figure 3.11. La courbe de la Précision (Precision).

★ Commentaires

➔ La courbe de perte (Loss) démontre une diminution constante au fil des époques, indiquant

que notre modèle apprend à mieux ajuster les données d'entraînement, la perte a continué à

diminuer progressivement jusqu'à atteindre 0,0405.

➔ Nous constatons une croissance constante de la courbe d'exactitude (Accuracy), ce qui

signifie que notre modèle parvient à effectuer des prédictions plus précises à mesure qu'il

s'entraîne davantage, l’exactitude a continué à augmenter progressivement jusqu'à atteindre

0,9875.

➔ La croissance régulière de la courbe de précision (precision) suggère que notre modèle

parvient à minimiser les faux positifs et à fournir des résultats plus fiables pour les classes

positives, la précision a continué à augmenter progressivement jusqu'à atteindre 0,9874.
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3.3.3 Résultat de la prédiction

Figure 3.12. La prédiction et le spectrogramme d’un Audio normal.

Figure 3.13. La prédiction et le spectrogramme d’un Audio (une faute “Bearing”).
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Figure 3.14. La prédiction et le spectrogramme d’un Audio (une faute “Flywheel”).

Figure 3.15. La prédiction et le spectrogramme d’un Audio (une faute “LIV”).
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Figure 3.16. La prédiction et le spectrogramme d’un Audio (une faute “LOV”).

Figure 3.17. La prédiction et le spectrogramme d’un Audio (une faute “NRV”).
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Figure 3.18. La prédiction et le spectrogramme d’un Audio (une faute “Piston”).

Figure 3.19. La prédiction et le spectrogramme d’un Audio (une faute “Rider belt”).
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★ Commentaires

➔ Nous avons pu observer que notre modèle était capable de repérer de manière précise et

fiable les anomalies présentes dans les données d'évaluation.

➔ Notre Dataset se compose de 8 états, comprenant un état "Healthy" et 7 états défectueux :

Défaut de palier (Bearing), Défaut de volant moteur (Flywheel), Défaut de soupape

d'admission de fuite (LIV), Défaut de soupape de sortie de fuite (LOV), Défaut de soupape

de non-retour (NRV), Défaut de segment de piston (Piston) et Défaut de courroie de

cavalier (Rider belt). Nous sommes heureux de vous annoncer que notre modèle a

démontré une précision exceptionnelle en prédisant correctement chaque défaut à chaque

fois.

➔ Nous avons tracé le spectrogramme avec chaque prédiction afin d'analyser la distribution

des fréquences et les variations temporelles du signal, obtenant ainsi des informations

précieuses pour des analyses et des traitements ultérieurs.

➔ Pour tracer le spectrogramme, nous avons utilisé une colormap, qui est une

correspondance entre des valeurs numériques et des couleurs spécifiques utilisées dans la

visualisation des données. Elle attribue des couleurs pour représenter différentes valeurs,

permettant ainsi une représentation visuelle et une interprétation des motifs ou des

variations des données.

➔ Dans notre cas, nous avons utilisé une colormap appelée "Inferno". Elle est conçue pour

représenter des données continues avec une transition fluide des couleurs. Dans la

colormap "Inferno", les valeurs plus basses sont représentées par des couleurs plus froides,

telles que des violets profonds, tandis que les valeurs plus élevées sont représentées par des

couleurs plus chaudes, comme des jaunes vifs et des oranges. Cette colormap est souvent

utilisée pour mettre en évidence les variations d'intensité ou de magnitude dans les

données, créant des visualisations à la fois esthétiques et informatives.

➔ Les valeurs plus basses peuvent correspondre à des amplitudes plus faibles ou à des

composantes de fréquence moins intenses. Cela peut être interprété comme des parties plus

calmes ou moins importantes du signal audio.
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➔ Les valeurs plus hautes peuvent correspondre à des amplitudes plus élevées ou à des

composantes de fréquence plus intenses. Cela peut être interprété comme des parties plus

fortes ou plus importantes du signal audio.

Conclusion

En fin de ce chapitre on a vu comment l'entraînement du modèle a été fait, on a aussi obtenu

des bons résultats concernant la détection d’anomalies.

Je suppose qu' avec un bon matériel et l'énorme développement de la technologie, on peut

prendre ce thème vers un autre niveau.
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Conclusion Générale

Au cours de ce projet de recherche, notre objectif principal était de développer une méthode

efficace de détection des anomalies de bruit des machines. Les anomalies dans le

fonctionnement des machines peuvent entraîner des perturbations coûteuses, des temps d'arrêt

imprévus et des réparations onéreuses. Il était donc essentiel de mettre au point une solution

capable d'identifier rapidement et précisément ces anomalies, afin d'améliorer la maintenance

prédictive et d'optimiser les opérations industrielles.

Nous avons identifié que les anomalies des machines constituaient une problématique majeure

dans le domaine. Les méthodes traditionnelles de détection étaient souvent limitées par leur

subjectivité, leur dépendance à l'expertise humaine et leur manque de précision. Afin de

surmonter ces limitations, nous avons adopté une approche basée sur l'utilisation d'un modèle

de réseaux de neurones convolutionnels (CNN) pour la prédiction des anomalies.

Notre modèle CNN a été développé en utilisant un ensemble de données représentatives

comprenant des enregistrements de bruits de machines normaux et anormaux. Grâce à un

processus du deep learning, le modèle a été capable de reconnaître les schémas caractéristiques

des bruits de machines anormales et de faire des prédictions précises.

Les résultats de notre recherche ont été très encourageants. Notre modèle CNN a démontré une

grande précision dans la détection des anomalies de bruit des machines, surpassant les

méthodes traditionnelles. Les performances de prédiction ont été validées à travers une série de

tests et d'évaluations, confirmant la fiabilité et l'efficacité de notre approche.

L'impact de notre travail est significatif pour l'industrie et la société en général. En détectant les

anomalies de bruit des machines de manière précoce et précise, les entreprises peuvent réduire

les temps d'arrêt, minimiser les coûts de réparation et améliorer la sécurité des opérations

industrielles. Notre méthode ouvre la voie à une maintenance prédictive plus efficace et à une

utilisation optimale des ressources.

Cependant, il est important de noter que notre recherche présente certaines limites. Notre

modèle CNN a été entraîné sur un ensemble de données spécifique et son efficacité pourrait

varier dans des contextes industriels différents. De plus, la détection des anomalies de bruit des
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machines reste un domaine en constante évolution, avec de nouvelles techniques et approches

qui émergent régulièrement.

Pour des recherches futures, il serait intéressant d'explorer d'autres architectures de modèles de

deep learning, d'intégrer des techniques de traitement du signal avancées et de considérer des

ensembles de données plus vastes et variés. De plus, des études supplémentaires pourraient être

menées pour évaluer l'applicabilité de notre modèle dans différents environnements industriels

et pour affiner les performances de prédiction.

En conclusion, notre projet de recherche a abouti au développement d'une méthode prometteuse

pour la détection des anomalies de bruit des machines. Notre modèle CNN a démontré des

performances remarquables et ouvre la voie à des améliorations significatives dans le domaine

de la maintenance prédictive. L'adoption de cette approche innovante peut entraîner des

économies substantielles pour les entreprises, tout en améliorant la fiabilité et l'efficacité de

leurs opérations.
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