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Résumé

Avec I'avénement des objets connectés, les systémes de reconnaissance d’activité humaine
sont devenus un ensemble d’outils informatiques qui cherchent a identifier les activités
quotidiennes d’un individu dans le but d’améliorer sa qualité de vie. Ceci constitue
I'objectif de notre projet.

Ce mémoire se concentre sur la reconnaissance d’activité humaine en utilisant le dataset
mHealth, qui fournit des données précieuses sur les signaux de capteurs portables pour
différentes activités. L’objectif principal de cette étude est de développer un modeéle de
classification efficace pour prédire les activités humaines & partir de ces données, nous
avons étudié et comparé deux approches principales : 'apprentissage automatique.

Pour I'apprentissage automatique nous avons utilisé quatre algorithmes populaires : les
foréts aléatoires, machine a vecteurs de support, K-plus proches voisins, les arbres de
décision ainsi que la combinaison des trois derniers. En ce qui concerne ’apprentissage
profond, nous avons utilisé des réseaux neuronaux convolutifs (CNN) ainsi que des réseaux
récurrents (BiLSTM et LSTM).

Mots Clés : Reconnaissance d’activité humaine , apprentissage automatique, apprentis-

sage profond



Abstract

With the advent of connected objects, human activity recognition systems have become a
set of computer tools that seek to identify the mboxactivities mboxdaily of an individual
in order to improve his quality of life. This is mboxthe goal of our project.

This thesis focuses on human activity recognition using the mHealth dataset, which pro-
vides valuable data on portable sensor signals for different activities. The main objective
of this study is to develop an effective classification model to predict human activities from
this data, we studied and compared two main approaches: machine and deep learning.
For machine learning we used four popular algorithms: random forests, support vector
machine, K-closest neighbors, decision trees as well as the combination of the last three.
Regarding deep learning, we used convolutional neural networks (CNN) as well as recur-
rent networks (BiLSTM and LSTM)

Keywords: Human Activity Recognition, Machine Learning, Deep Learning.
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Introduction Générale

Contexte

La reconnaissance d’activité humaine (HAR) est devenue un domaine de recherche
clé en interaction homme-machine (IHM) et en informatique. Son principal objectif est
de reconnaitre et de comprendre les activités humaines en temps réel ou a partir de
données enregistrées. Cela peut étre fait en utilisant une variété de capteurs, tels que
des accélérometres, gyroscopes, magnétometres, ou méme des caméras et des micro-
phones. Ces capteurs captent des données liées au mouvement, a ’orientation et a d’autres
caractéristiques pertinentes, qui peuvent ensuite étre traitées et analysées pour déduire
les activités exécutées.

HAR a des applications dans divers domaines, y compris les soins de santé, les sports,
la surveillance et l'interaction homme-ordinateur. Dans les soins de santé, HAR peut
étre utilisé pour surveiller les mouvements des patients et détecter des anomalies ou
des changements de comportement, aidant dans les soins aux personnes agées ou des
programmes de réadaptation. Dans le sport, il peut fournir des informations sur la perfor-
mance des athlétes et aider a ’entrainement ou la prévention des blessures. En surveillance,
HAR peut aider a identifier les activités suspectes ou le comportement anormal dans les
espaces publics. Dans I'interaction homme-ordinateur, il peut permettre le controle gestuel
ou améliorer les expériences de réalité virtuelle.

Dans ce présent travail, nous présentons un cadre pour la reconnaissance de I'activité

humaine a I’aide des données a base de capteurs.

Problématique

La reconnaissance d’activité humaine joue un role crucial dans de nombreux domaines
tels que la santé, la sécurité et les applications mobiles. Les capteurs embarqués dans les
dispositifs portables, tels que les smartphones et les montres connectées, fournissent une

source précieuse de données pour détecter et classifier différentes activités réalisées par
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les individus. Cependant, il reste encore des défis a relever pour améliorer la précision
de la reconnaissance d’activité et développer des modeles efficaces. Parmi les questions
relatives a ce probléme : Comment choisir le modéle d’apprentissage automatique le plus
adapté a la reconnaissan ce d’activité humaine a partir des données des capteurs ? L’un des
objectifs majeurs d'un systéme de reconnaissance d’activité humaine est de comprendre
le comportement humain et permettre aussi la classification des activités.

Dans ce travail, nous avons tenté de générer des modéles d’apprentissage automatique et

profond dans le but d’exploiter le domaine de la reconnaissance d’activité humaine.

Objectifs

Notre objectif principal est de développer une application pour le processus de la
reconnaissance d’activité humaine.

Les objectifs suivants doivent étre atteints lors de cette mission :
* Présenter un apercu sur 'apprentissage automatique et profond.
* Prétraiter les données pour les rendre appropriées a ’entrainement des modéles de ML.
* Explorer différentes techniques d’apprentissage automatique ainsi profond.

* Evaluation et comparaison des performances.

Plan du document

Notre travail est composé de trois chapitres structurés comme suit :

— Chapitre 1 : Dans ce chapitre, nous commencons par présenter une étude bibliogra-
phique sur la reconnaissance d’activité humaine, en mettant en avant les concepts
fondamentaux de 'apprentissage automatique ainsi que les différents types utilisés.
Nous aborderons également ’apprentissage profond.

— Chapitre 2 : Ce chapitre est dédié a la présentation de notre solution conceptuelle.
Nous exposerons les principes de notre approche pour la reconnaissance d’activité
humaine

— Chapitre 3 : Ce chapitre se concentre sur les détails de I'implémentation et de
I’évaluation, ainsi que sur les résultats obtenus.

Enfin, nous conclurons par une conclusion générale et des perspectives du projet.



Chapitre 1

Apprentissage automatique pour La

reconnaissance des activités humaines.

1.1 Introduction

La reconnaissance des activités humaines (RAH) est un domaine en plein essor qui se
concentre sur l'identification et la catégorisation automatiques des actions et des compor-
tements humains en temps réel. L’apprentissage automatique joue un roéle central dans
le HAR en fournissant les outils et les techniques permettant d’extraire des informations
significatives des données collectées. Avec 'avénement des algorithmes, I'apprentissage
automatique a permis aux systémes HAR d’apprendre et de reconnaitre automatiquement
des schémas complexes et des dépendances dans les activités humaines.

Ce chapitre commence par introduire c’est quoi la reconnaissance d’activité humaine
et son processus. Ensuite, L’apprentissage automatique, ses types et quelques-uns de
ses algorithmes, ainsi que 'apprentissage profond, ses couches et ses algorithmes, seront

abordés. Enfin, des travaux liés au projet.

1.2 Apercu sur la reconnaissance d’activités humaine

1.2.1 Activité humaine

L’activité se référe a une partie du corps ou & un mouvement du corps entier, consistant
en plusieurs actions de base effectuées dans 1’ordre chronologique.
Les types d’activités humaines qui ont été considérées en fonction de leur complexité,
passant d’une action simple & une action plus complexe, sont comme suit : [1]

— Comportements : Ils décrivent 1’ensemble des actions physiques et des réactions
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1.2.2

La

des individus dans des situations spécifiques observables de I'extérieur et qui sont
relatives a leurs émotions.

Gestes : Typiquement, un geste est un langage ou une partie de la communication
non verbale qui peut étre utilisé pour exprimer des idées ou des ordres significatifs.
Les gestes sont un deuxiéme type d’activités qui peuvent étre conscientes comme
« applaudir » et inconscientes comme « cacher le visage avec les mains quand on
devient timide » ou « tirer la main quand on touche une matiére chaude ».
Interactions : Il s’agit d’actions ou d’échanges réciproques entre deux entités ou
plus, qui modifient le comportement des individus ou des objets impliqués dans
I'interaction. Il s’agit, en général, d’activités de deux types : d’humain a humain,
comme le « calin » ou de I’étre humain a I’objet, comme la « lecture » dont 1’objet
est le livre.

Actions de groupe : constituent les activités menées par un groupe de personnes
comme les sports collectifs : football.

Activité de la vie quotidienne (ADL = Activity of Daily Living) : des activités
auxquelles les gens sont habitués tous les jours sans aucune aide. En général, il
s’agit d’activités complexes, composées de nombreuses activités simples exécutées

dans un environnement intérieur : cuisiner, dormir.

Reconnaissance d’activité humaine

reconnaissance de l'activité humaine (HAR) est un domaine de recherche qui vise

a identifier automatiquement les activités physiques via des techniques de l'intelligence

artificielle (IA) & partir des données brutes d’activité. Ces données sont recueillies en

utilisant diverses sources (dispositifs), tels que des accélérométres, des gyroscopes et des

caméras. L’objectif de HAR est de classer les actions physiques et les mouvements des

individus dans des catégories prédéfinies, comme la marche, la course, le saut ou la position

assise.

Les applications de HAR peuvent étre trouvées dans divers domaines, notamment

la santé et le bien-étre, les sports, le divertissement et les maisons intelligentes [2].

1.2.3

Le

Processus de la reconnaissance d’activité humaine

processus de la reconnaissance d’activité humaine comporte plusieurs étapes clés,

comme illustrer dans la figure 1.1

a.

Collecte des données : Cette étape consiste a recueillir des données a partir de

capteurs ou des appareils de supervision tels que des accéléromeétres, des gyroscopes,
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les caméras et d’autres appareils portables.

b. Prétraitement : Une fois les données sont collectés, elles doivent étre prétraitées
afin de supprimer toute information non pertinente, tout bruit ou toute valeur
aberrante. Cette étape implique différentes techniques telles que la normalisation,
le ré-échantillonnage (cas des données déséquilibrés) et autres pour préparer les

données aux étapes suivantes [3].

c. Extraction des caractéristiques : Cette étape consiste a filtrer les informations
pertinentes en sélectionnant les caractéristiques les plus discriminantes, a partir
des données pré-traitées, pour identifier I’activité humaine. Il existe deux types
de vecteurs de caractéristiques pour la reconnaissance de l’activité humaine. Le
premier concerne les caractéristiques statistiques comme la moyenne, la médiane,
I’écart-type, le temps et le domaine de fréquence représentation. Ces caractéristiques
sont basées sur les propriétés qualitatives des données acquises. D’autre part, les
caractéristiques structurelles sont basées sur la relation entre les données du capteur
mobile [4].

d. Classification : Les informations extraites a I'étape précédente seront utiliser
pour entrainer un modeéle d’apprentissage automatique approprié pour la tache de
reconnaissance de I'activité humaine. Les modéles couramment utilisés comprennent
les arbres de décision, les foréts aléatoires(RF), machine & vecteurs de support

(SVM) et les réseaux de neurones profonds.

Données

Prétraitement Extraction de
caractéristique

Classification

Figure 1.1: Pipeline du processus de la reconnaissance d’activité humaine
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1.2.4 Approches HAR

Pour atteindre 'objectif de la reconnaissance d’activité humaine, des systémes dotés
de détection sont indispensables pour identifier I'activité. A cet effet, les approches HAR
proposés dans la littérature peuvent étre catégorisés en deux familles en fonction de la

méthode de collection des données en entrée [5].

systéme de reconnaissance
d'activité humaine

) |

base de vision base de capteur

v l

capteur capteur
portable externe

Figure 1.2: Classification d’un systéme HAR en fonction de leurs approches.

— Basée sur la vision : Ou le systéme peut reconnaitre des activités par I’analyse
des données visuelles saisies par des caméras ou d’autres capteurs de vision.
Ce type des méthodes HAR est basé sur 'utilisation des techniques de vision par
ordinateurs et traitement d’images pour identifier les activités humaines a partir
de séquences de vidéos. 'analyse des images s’appuient sur plusieurs paramétres
comme la résolution, I’éclairage de l'image. Les auteurs de [6] sont intéressés par
cette approche. Certaines activités ne peuvent étre reconnues uniquement par une
seule image statique actuelle. Il est nécessaire d’avoir accés a les informations re-
latives aux événements antérieurs et postérieurs, dans ce cas les séquences vidéo
sont plus précises [7], [8], [9].

— Basée sur capteur : Un capteur est généralement défini comme un disposi-
tif capable de percevoir et de mesurer un type particulier d’entrée (propriété ou
caractéristique physique). Il fournit ainsi une sortie qui peut étre transformée en

informations lisibles [10].
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Les approches basées sur les capteurs peuvent étre classées en capteurs portables
et capteurs externes.

Un capteur est dit portable s’il comprend un accélérométre, un magnétometre et
un gyroscope, qui peuvent étre portés par les utilisateurs ou intégrés a des appareils
portatifs, comme des téléphones intelligents, des montres intelligentes [11].

Les capteurs d’objets (externe) font référence aux capteurs attachés a un objet
particulier qui détectent leurs mouvements.ils sont utilisés moins souvent que les

capteurs portables en raison des cofits élevés et des difficultés d’installation [11].

1.3 Apprentissage automatique

1.3.1 Deéfinition de 'apprentissage automatique

L’apprentissage automatique (Machine Learning en anglais) est une branche en évolution
constante de l'informatique qui vise & reproduire I'intelligence humaine en apprenant de
I'environnement. Elle fait référence a la conception et I'implémentation des algorithmes
qui permettent & une machine d’évoluer a partir des données complexes grace & un modeéle
d’apprentissage. De méme, les algorithmes de I'apprentissage sont capables de s’améliorer
automatiquement et de prendre de meilleures décisions sur des nouvelles données sans
avoir besoin d’étre explicitement programmé [12].

Les méthodes d’apprentissage automatique reposent sur trois éléments principaux sont
I’algorithme, le modéle et data.

L’apprentissage automatique peut servir a résoudre des problémes comme :

— que 'on ne sait pas résoudre.

— que l'on sait résoudre, mais dont on ne sait formaliser en termes algorithmiques

comment nous les résolvons.

— que l'on sait résoudre, mais avec des procédures beaucoup trop gourmandes en

ressources informatiques.

1.3.2 Taxonomie de I’apprentissage automatique

Les méthodes de 'apprentissage automatique peuvent étre regroupées en différents
types, la figure suivante représente le typage tel que L’axe des x représente la certitude

des étiquettes et I'axe des y le pourcentage de données de formation étiquetées [13].
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100% —| ® Supervisé
Etiqueté

Partiellement
Supervisé

0 T >
0 100% Certitude

Figure 1.3: Types d’apprentissage automatique

1.3.2.1 Apprentissage supervisé :

Dans ce cas, 100% des données d’entrainement sont étiquetées et les étiquettes sont
certaines & 100%. Pour chaque image utilisée pour entrainer le systéme, I’étiquette cor-
respondante est connue et il n’y a aucune incertitude quant a celle-ci. Cela implique une
étape supplémentaire par rapport aux autres types, a savoir I’étiquetage des données, qui
est généralement effectué manuellement par des experts du domaine [13].

On peut distinguer 2 types de 'apprentissage supervisé sont :

— classification : lorsque les données proviennent d’un ensemble fini de valeurs, et

les valeurs de sortie sont discrétes.

— régression : Dans ce type, I'étiquette est continue, cette technique est utilisée dans

la prédiction des quantités,tailles,valeurs..etc. Les valeurs de sortie sont continues.

1.3.2.2 Apprentissage non-supervisé :

Le type d’apprentissage non-supervisé est en constante évolution par rapport a I’ap-
prentissage supervisé, car il est jugé plus efficace vu que la plupart des données dans la
nature sont généralement non étiquetées. Ce type d’apprentissage vise dans sa globalité
a claustrer des données non étiquettes en créant ainsi des groupes contenant les données

les plus similaires.

1.3.2.3 Apprentissage semi-supervisé :

Dans certaines sources, ’apprentissage semi-supervisé n’est pas toujours catégorisée

comme un type distinct & part entiére, car il combine en effet des éléments de 'apprentis-
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sage supervisé et de ’apprentissage non-supervisé, L’apprentissage semi-supervisé utilise
un ensemble de données non étiquetées. Il utilise d’abord 'apprentissage non-supervisé
sur une partie des données pour construire les classes de sortie. Ensuite, il applique
I’apprentissage supervisé pour prédire les classes de sortie des données restantes en se

basant sur les classes établies par I'apprentissage non-supervisé [14].

1.3.2.4 Apprentissage par renforcement :

Ce type ne repose pas sur des exemples de données comme les autres mais sur des
stimuli provenant de I’environnement d’un agent, a tout moment I'agent peut effectuer
des actions pour les ménera a un nouvel état ot l'objectif principal est de trouver le

comportement idéal de ce agent [13].

1.3.3 Approches basés sur ’apprentissage supervisé

Dans notre travail, on s’intéresse a ’apprentissage supervisé, dans ce qui suit, une

description des algorithmes du ML est présentée :

Machine a vecteurs de support (SVM) : est un algorithme d’apprentissage
automatique supervisé utilisé pour la classification et la régression. Son objectif est de
trouver un hyperplan dans un espace a N dimensions qui classifie distinctement les points
de données. La dimension de I'hyperplan dépend du nombre de caractéristiques. Si le
nombre de caractéristiques d’entrée est de deux, alors I’hyperplan est juste une ligne. Si le
nombre de caractéristiques d’entrée est de trois, 'hyperplan devient un plan bidimension-
nel. Il devient difficile & imaginer lorsque le nombre de caractéristiques dépasse trois [15],

voici une figure 1.4 le représente :

Figure 1.4: Exemple d’'un modele SVM

K plus proches voisins (KINN) : est 'une des méthodes de classification les plus
fondamentales et les plus simples. Elle devrait étre I'un des premiers choix pour une étude

de classification lorsqu’il y a peu ou pas de connaissances préalables sur la distribution des
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données. La classification par K plus proche voisin a été développée a partir de la nécessité
d’effectuer une analyse discriminante lorsque des estimations paramétriques fiables des
densités de probabilité sont inconnues ou difficiles & déterminer. Certaines propriétés
formelles de la régle du k-plus proche voisin ont été élaborées par exemple, il a été montré
que pour k=1 et n — oo l'erreur de classification du k-plus proche voisin est limitée par

deux fois le taux d’erreur de Bayes [16].

Arbre de décision : Les arbres de décision sont des modéles séquentiels qui utilisent
des tests simples pour prendre des décisions. Un point de données est classifié par un arbre
de décision en fonction de la classe la plus fréquente dans la région correspondante. Le
taux d’erreur est le rapport entre les points mal classés et le nombre total de points de

données [17].

Les foréts aléatoires (Random forests) : Les foréts aléatoires sont des prédicteurs
bien connus et puissants, composés d’un ensemble d’arbres de décision récursifs binaires.
Les foréts aléatoires sont facilement adaptables a la fois a la classification et a la régression,
peuvent étre parallélisées sans difficulté, et peuvent traiter différents types de variables
(continues et catégorielles). Elles sont simples & utiliser, produisent de bons résultats avec

peu ou pas de réglage, et peuvent étre appliquées a une grande variété de domaines [18].

Decision
tree T, tree T,

S

Figure 1.5: Exemple d’'un modele RF

Decision
tree T,

Random forest

1.4 Apprentissage profond

1.4.1 Deéfinition de ’apprentissage profond

L’apprentissage profond est une branche spécifique de I'apprentissage automatique qui
se base plus spécifiquement sur la notion de réseau de neurones artificiel. L’algorithme
d’apprentissage profond est con¢gu comme une structure en couches qui tente de reproduire

la structure du cerveau humain. En utilisant la composition de nombreuses fonctions non

10
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linéaires, ’apprentissage profond permet de modéliser les dépendances complexes entre
les caractéristiques d’entrée et les étiquettes [19] [20].

Les réseaux neuronales profond sont composés de plusieurs couches ou chacune recevant
et interprétant les données de la couche précédente, d’ot la notion de profondeur. Cette
particularité leur permet de détecter des propriétés précises a partir de données non struc-
turées. Le développement de ce type des réseaux a été conc¢u pour effectuer une extraction
automatique de primitives a partir d’un ensemble de données brutes volumineux, sans re-
courir a des techniques préétablies de I'extraction de caractéristiques. Ceci a permet de
résoudre des problémes d’apprentissage beaucoup plus complexes que ne le font les ré-
seaux de neurones moins profonds et représente une différence majeure par rapport a

I’apprentissage automatique traditionnel.

Le réseau de neurones artificiels (ANN) : La notion de "neurone formel" (ou
simplement "neurone") désigne une fonction algébrique non linéaire et bornée, dont la
valeur est déterminée par des paramétres appelés coefficients ou poids. Les variables de
cette fonction sont généralement désignées comme les "entrées" du neurone, tandis que la
valeur produite par la fonction est appelée sa "sortie" (Voir la figure 1.6 ). Il est capable
de modéliser des relations complexes, de plus, il présente une excellente tolérance aux
erreurs, une grande rapidité et une grande évolutivité grace au traitement parallele. Les
réseaux de neurones artificiels sont des modeéles informatiques sont composés de nceuds
inter-connectés appelés neurones artificiels, qui sont organisés en couches successives. Les
ANNSs sont utilisés pour des taches d’apprentissage automatique et d’intelligence artifi-
cielle. Ils sont capables d’apprendre & partir de données en ajustant les poids et les biais
des connexions entre les neurones qui donne une efficacité pour les taches telles que la

classification des images et la reconnaissance des paroles.

Entrées Poids

u (1)

_— w, w/\
»(t)
u, (1) il Z :pv

Sorties

Fonction
Activation

Fonction
w,, (1) Somme

Figure 1.6: Structure d’un neurone

ANN présente un modeéle de transformation de données constitué d’un ensemble d’uni-
tés (représentant les neurones), superposées en couches et inter-connectées via des connec-

teurs. Pour rendre la machine capable d’apprendre & partir des données fournies en entrée,

11



CHAPITRE 1. APPRENTISSAGE AUTOMATIQUE POUR LA RECONNAISSANCE DES ACTIVITES
HUMAINES.

un réseau de neurones repose sur un grand nombre de neurones fonctionnant en paral-
léle et organisés en couches. La premiére couche recoit des informations brutes en entrée,
puis, chaque couche regoit les sorties d’informations des couches précédentes. Cette orga-
nisation en couches permet un traitement progressif des données et des transformations
complexes.

Différents types de réseaux de neurones sont distingués en fonction de divers critéres. La
variance des réseaux de neurones est déterminée selon la fagon de transmission des infor-
mations entre les différentes couches de neurones. Il existe de nombreuses architectures de
réseaux de neurones différentes qui peuvent étre utilisées pour simuler cette propagation
de l'information [21] [22].

Les réseaux de neurones récurrents (RNNs) :  Un Réseau de Neurones Récurrent
est un type de réseau de neurones qui traite des données séquentielles en maintenant une
mémoire interne des entrées passées. Il posséde des connexions qui permettent a l'infor-
mation de circuler en boucle récurrente qui génére une sorte de mémoire. Cette flexibilité
confére au RNN la capacité de capturer les dépendances dans les données et de conserver

les informations des étapes précédentes de la séquence.

Mémoire a Long Terme (LSTM) : LSTM (Long Short-Term Memory) est une
variante spéciale des RNNs qui est capable de se souvenir d’informations a plus long terme.
LSTM est adapté pour traiter des problémes liés aux séries temporelles, il peut apprendre
et prédire efficacement des schémas dans des données séquentielles, méme lorsque les

dépendances s’étendent sur une longue plage, grace a ses cellules et mécanismes [23].

Le LSTM bidirectionnel (BiLSTM) : Le BiLSTM (Bidirectional LSTM) est une
extension de l’architecture traditionnelle LSTM qui introduit une couche de complexité
supplémentaire. Tandis que le LSTM traite les données séquentielles dans une direction
avant, le BILSTM intégre a la fois un flux d’informations avant et arriére, ce qui lui permet
de bénéficier des informations disponibles dans le futur pour réaliser des prédictions plus
précises. En prenant en compte le contexte futur, le BILSTM est capable de mieux gérer

les situations ou les observations & venir ont un impact sur la prédiction actuelle [24].

Réseau neuronal convolutif (CNN) : CNN est l'acronyme en anglais pour
"Convolutional Neural Network", il est 'un des réseaux neuronaux profonds les plus
populaires. Les CNNs comprennent plusieurs couches, notamment la couche de convolu-
tion, la couche de non-linéarité, la couche de pooling et la couche entiérement connectée.

Les couches de convolution et entiérement connectée possédent des paramétres, tandis

12
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que les couches de pooling et de non-linéarité n’en possédent pas. Il présente d’excellentes

performances dans les problémes d’apprentissage automatique [25].

1.4.2 Couches de ’apprentissage profond

a.

Couche de convolution : cette couche est un composant fondamental des réseaux
de neurones convolutifs qui applique un ensemble de filtres ajustables aux données
d’entrée. Ces filtres glissent ou se convolvent a travers les données d’entrée, effectuant
des multiplications et des sommes élémentaires. Ce processus capture les motifs ou
caractéristiques locales dans les données d’entrée, tels que les contours, les textures

ou les formes.

Couche Pooling : est responsable de la réduction de la taille spatiale de la sortie
de la fonction convolutive. Cela permet de diminuer la puissance de calcul nécessaire
pour traiter les données en effectuant une réduction de dimensionnalité. De plus,
elle est utile pour extraire les caractéristiques dominantes qui sont invariants par
rotation et par position, maintenant ainsi un processus efficace d’entrainement du
modele [26].

Couche Dropout : est une technique utilisée pour prévenir le surapprentissage
d’un modeéle. Le Dropout fonctionne en fixant de maniére aléatoire a zéro les sorties
des unités cachées (neurones qui composent les couches cachées) a chaque mise a

jour de la phase d’entrainement [27].

Couche Flatten :est un type de couche de réseau neuronal qui réduit les dimen-
sions spatiales de ’entrée en une seule dimension. Cela est généralement fait pour
préparer I’entrée a une couche entiérement connectée, qui attend une entrée en un

vecteur unidimensionnel [28].

Couche Dense : ou bien couche entiérement connectée est un type de couche de
réseau neuronal dans lequel chaque neurone de la couche est connecté a tous les
neurones de la couche précédente. Les couches entiérement connectées sont souvent
utilisées en tant que derniére couche d’un réseau neuronal, car elles permettent au
réseau de faire des prédictions ou des classifications en se basant sur toutes les

caractéristiques apprises par les couches précédentes.

13
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1.5 Travaux connexes

Pour situer notre travail dans son contexte, nous présentons d’abord quelques travaux

antérieurs pertinents qui ont été réalisés dans le contexte de la reconnaissance d’activité
humaine.
Dans [29], plusieurs modéles de I'apprentissage ont été étudiés, on les auteurs ont mené
une comparaison entre différents algorithmes de classification tels que : DT, RF, SVM,
LR. La comparaison a été faite en termes de taux de classification, F-mesure, rappel
et la précision. les résultats obtenus montrent que 'algorithme SVM offre les meilleures
performances par rapport aux autres algorithmes de classification.

Une autre étude comparative a été faite par [30]. Les auteurs ont utilisé aussi une
variété des modeéles d’apprentissage automatique et une diversité des caractéristiques telles
que la moyenne, la variance et la corrélation. Les résultats expérimentaux ont indiqué que
les classificateurs NB et KNN ont des valeurs concurrentes.

Junhuai et al. [31] ont évalué 'algorithme multi-classe support vecteur machine a 'aide
des critéres de performance tels que la précision, le rappel et taux de classification correcte.
Les auteurs ont conclu que cet algorithme a amélioré la performance de la prédiction.

L’étude [32] a impliqué 25 bénévoles, dont 15 ont été formés pour Ientrainement de
données et le reste pour le test. le systéme recoit les données d’accéléromeétre a partir
des smartphones et montres intelligentes (smartwatch). La classification a été effectuée
en utilisant le modéle KNN (avec k=1, k=3, k=5, k=7). La répartition des données entre
I’entrainement et le test a été réalisée a I’aide de la méthode cross validation. Les meilleurs
résultats ont été obtenus avec k=3.

Les auteurs de [33] ont évalué 'algorithme SVM. Cette étude était effectuée sur 5
étudiants (3 maéles, 2 femelles) le nocud de collecte de données est attaché a la taille
de chaque participants pour reconnaitre 06 activités qui sont : marcher, courir, monter,
descendre, sauter et se lever. Pour I’évaluation des performances, plusieurs caractéristiques
sont utilisées comme la moyenne, maximum, minimum et la corrélation. le taux de classification
obtenu était 96,2%.

D’autres chercheurs ont utilisé des approches d’apprentissage profond pour réaliser
leurs systémes comme le travail [34], ou les auteurs ont proposé une comparaison entre
2 datasets UCI HAR et Pamap2 en appliquant les modéles CNN, LSTM et BiLSTM.
Pour UCI HAR ont classifié 6 activités et 12 activités pour Pamap2. Ils ont utilisés 4
indicateurs d’évaluation : taux d’exactitude, précision, rappel et f-mesure. A travers les
résultats obtenus on remarque que CNN atteint un taux d’exactitude le plus élevé et les
performances du LSTM et de BiLSTM étaient similaires.
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sélectionnés pour comparer ces études précédents. Le tableau 1.1 présente une comparai-

son des travaux présentés.

référence | capteurs dataset activités méthodes | Accuracy
DT 80,3%
120] accélérométre | UCI ML marcher, monter, descendre, SVM 96,33%
gyroscope Repository | assis,debout et allongé. RF 90,05%
LR 96,01%
Smartphone SVM 90,63%
130] ( >oo®M§:w tre | UCT marcher, monter,descendre, RF 92,71%
roscope) debout KNN 97,92%
SYHOSCOP NB 98,96%
accélérométre .
131] ayroscope UCI Z.F marche, assis,debout, SVM 98 57%
) . Repository | descendre et monter.
magnétometre
[32] me@émﬁo,w - pompes, s’assoir, squat saut. KNN 76,67% 80% 96,67%
accélérometre
133] accélérometre | marcher, courir, sauter, SVM 92.5%
gyroscope descendre et monter.
accéléromeétre | Pamap?2 s’allonger ,s’assoir, marcher, courir. | CNN 91% 92%
34 roscope cyclisme, monter, descendre, sauter, | LSTM 85% 89%
_ gyroscop y v : : :
magnétomeétre | UCI HAR | nettoyer, repasser. BLSTM 89% 89,4%

Tableau 1.1: Travaux recents sur HAR
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D’apres 'analyse effectuée sur les différents travaux de la littérature, nous pouvons
constater que :

- La majorité des travaux ont utilisé des datasets collectées de UCI Machine Learning
Repository grace a la diversité des ensembles de données pour la reconnaissance d’activité
humaine

- La méthode qui donne les meilleurs résultats est généralement Machine a Vecteur
Support et pour 'apprentissage profond c¢’est CNN.

- L’apprentissage profond n’est pas largement utilisé dans la reconnaissance d’acti-
vité humaine. Pour cet effet, nous 'avons décidé de l'intégrer dans notre projet pour
pouvoir comparer ses résultats avec les méthodes de 'apprentissage automatique décrites

prochainement.

1.6 Conclusion

Dans ce chapitre, nous avons abordé divers aspects liés a la reconnaissance d’activité
humaine. Nous avons commencé par présenter une classification des méthodes utilisées
pour acquérir des données dans ce domaine. Ensuite, nous avons examiné les techniques
d’apprentissage automatique et d’apprentissage profond appliquées a la reconnaissance

d’activité humaine, en mettant I’accent sur les travaux connexes les plus récents.
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Chapitre 2

Conception d’un systéme de

reconnaissance d’activité humaine

2.1 Introduction

Notre projet s’inscrit dans un cadre de recherche visant a développer un modele
pour la reconnaissance d’activité humaine . Pour cela, nous avons mené une étude sur
lapprentissage automatique appliqué & HAR. Dans cette phase, nous commengons par
présenter l'organisme d’accueil, puis nous abordons la conception du modéle ainsi que les

algorithmes mis en jeu.

2.2 Présentation de ’organisme ATM MOBILIS

Filiale du Groupe Algérie Télécom, Mobilis est

le premier opérateur mobile en Algérie, devenu

MOoDIliS

Depuis sa création, Mobilis s’est fixé des objectifs principaux qui sont : la satisfaction

autonome en aott 2003, elle siége actuellement

au Quartier d’Affaires, Bab Ezzouar, Alger.

client, la fidélité client, 'innovation et le progrés technologique, qui lui ont permis de faire
des profits et d’acquérir prés de 20 Million d’abonnés en un temps record.
Optant pour une politique de changement et d’innovation, Mobilis travaille en perma-
nence sur son image de marque et veille constamment a offrir le meilleur a ses clients.
En déployant un réseau de haute qualité, en assurant un service client satisfaisant, et en
créant des produits et services innovants, Mobilis est positionné comme étant un opérateur
proche de ses partenaires et de ses clients, renforcé par sa signature institutionnelle : «

Partout avec vous ». Son slogan est une promesse d’écoute et un signe de son engagement
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a assumer son role dans le développement durable grace a sa participation dans le progres
économique, son respect de la diversité culturelle, son engagement d’assumer son role
social et sa participation a la protection de I’environnement.

Se munissant des valeurs : Transparence, Loyauté, Dynamisme et Innovation. Mobilis
optimise sa qualité de service et veille & fidéliser ses clients.

« Mobilis, s’affirme une entreprise dynamique, innovante, loyale et transparente et
continue sa compétition saine, dans un marché trés concurrentiel ou le sérieux, la crédibilité
et la proximité sont les clés de la réussite.

Comme le montre la figure au dessous 2.1 [35], L’organisation est structurée en deux
grandes orientations générales, chacune étant composée de deux divisions qui rassemblent
plusieurs directions. Pour notre stage, nous travaillons principalement au sein de la Di-
rection de systéme d’information (DSI). Cette direction veut développer un systéme de
reconnaissance d’activité humaine qui permet aux clients de suivre automatiquement leurs
activités physiques quotidiennes, qualité de sommeil ou d’autres parameétres liés a la santé

a travers de 'application.
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2.3 Datasets

Le tableau ci-dessous 2.1 présente une sélection d’ensemble de données pertinents pour
la reconnaissance d’activité humaine. Ces ensembles ont été soigneusement choisis pour
leur diversité d’activités et de modalités de capture de données. Chaque jeu de données est

décrit en termes de sa source, du nombre d’activités enregistrées et de ’approche adoptée.

Dataset Description Acquisition | Lien

Pampa2 . s S . .

(2012) Contient 18 activités exécutés par 9 sujets Capteur https://archive-beta.
ics.uci.edu/dataset/231/
pamap2+physical+activity+
monitoring

Opportunity Contient 9 activités comprend des capteurs portable, d’objets et ambients. Capteur https://archivebeta.ics.

(2009) .
uci.edu/dataset/226/
opportunity+activity+
recognition

mHealth . R .

(2014) Contient 12 activités pour 10 sujets Capteur https://wuw.kaggle.com/
datasets/nirmalsankalana/
mhealth-dataset-data-set-csv

ActivityNet Contient 200 types d’activités et un total de 849 heures de vidéos recueillies sur . .

Vision https://paperswithcode.com/

(2016) Youtube .
dataset/activitynet

WISDM . - N . e e

(2011) se compose de données recueillies auprés de 36 utilisateurs effectuant 6 activités | Capteur https://wuw.kaggle.com/
datasets/die9origephit/
human-activity-recognition

Dail 1

aLy anc sport Contient 19 activités est effectuée par 8 sujets Capteur https://www.kaggle.

Activities -
com/datasets/obirgul/
daily-and-sports-activities

UCI-HAR . s - . . .

(2013) Contient 6 activités recueillies par 30 bénévoles Capteur https://huggingface.co/
datasets/udayl/UCI_HAR

UCF101 ) . )

(2012) Se compose de 13320 clips vidéo pour 101 activités Vision https://paperswithcode. com/
dataset/ucf101

Kinetics . . 1 - .

(2019) Comprend environ 500 000 clips vidéo Vision https://paperswithcode.com/
dataset/kinetics

Tableau 2.1: Tableau récapulatif sur les datasets

2.4 Contribution de notre travail

Le but de notre projet consiste & développer un modéle d’apprentissage automatique

pour la reconnaissance d’activité humaine en appliquant I’approche basé sur des capteurs

tels que 'accéléromeétre et le gyroscope.

Nous avons également appliqué des techniques d’apprentissage profond pour améliorer

les performances du modéle. Les résultats obtenus démontrent 'efficacité de notre approche

et ouvrent la voie a de futures améliorations dans le domaine de la reconnaissance d’activité

humaine.
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2.5 Conception architecturale

La figure 2.2 représente une conception architecturale de la solution proposée pour la
classification d’activités humaines, nous détaillons par la suite chaque module ainsi les

algorithmes utilisés.
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Figure 2.2: Architecture de la solution
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2.6 Conception détaillée

Dans cette section, Nous mettons en avant les détails de la conception. L’objectif
principal de cette phase est de fournir une vision claire et détaillée de la maniére dont

notre projet est réalisé.

2.6.1 Dataset utilisé

Pour I'évaluation des algorithmes cités auparavant, nous avons opté pour ’ensemble
de données mHealth (Mobile Health) qui comprend des enregistrements demouvements
corporels pour dix bénévoles de divers profils tout en effectuant 12 activités physiques :
se lever, s’asseoir, marcher, monter, courir, sauter devant et arrieére, s’allonger, pédaler
(cyclisme), s’accroupir, se pencher, footing, lever les bras vers 'avant. Des capteurs placés
sur la poitrine, le poignet droit et la cheville gauche du sujet, comme illustre la figure 2.3,
sont utilisés pour mesurer le mouvement de diverses parties du corps, a savoir I’accélération,
la vitesse de rotation et l'orientation du champ magnétique. Toutes les modalités de
détection sont enregistrées & un taux d’échantillonnage de 50 Hz, ce qui est considéré

comme suffisant pour capturer ’activité humaine.

Figure 2.3: Position des capteurs
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Les caractéristiques extraites de I'expérience ont été dérivées selon un processus élaboré

et sont présentées dans le tableau 2.2

Caractéristique Explication

acc_ch XYZ accélération du capteur thoracique(poitrine ) sur les axes x,y,z
elec 1 signal d’électrocardiogramme (ECG) 1

elec 2 signal d’électrocardiogramme (ECG) 2

acc_la XYZ accélération du capteur de la cheville gauche sur les axes x,y,z
gyro la XYZ gyroscope du capteur de la cheville gauche sur les axes x,y,z

mag la XYZ magnétomeétre du capteur de la cheville gauche sur les axes x,y,z
acc_rla XYZ accélération a partir du capteur du poignet droit sur les axes x,y,z
gyro_rla XYZ gyroscope du capteur du poignet droit sur x,y,z

mag rla XYZ magnétométre du capteur du poignet droit sur x,y,z

Tableau 2.2: Description des caractéristiques de jeux de données mHealth.

[36]

2.6.1.1 Partitionnement des données

70 % Train 230% Test

Figure 2.4: Partitionnement de dataset

L’ensemble de données obtenu a été partitionné en ensembles de données d’apprentissage

et de test. Chaque classifieur sera entrainé sur ’ensemble de données d’apprentissage puis

évalué par rapport a ’ensemble de test. La répartition des données utilisée dans ce travail

est de 70% et 30% pour les ensembles d’apprentissage et de test respectivement comme

le montre la figure 2.4.
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2.6.2 Classification avec des modéles ML

Dans cette phase, l'objectif est d’entrainer les algorithmes de classification afin de
créer des modeéles sous forme de régles qui seront utilisés ultérieurement pour classer
de nouveaux échantillons. Nous examinerons maintenant en détail les divers algorithmes

d’apprentissage automatique employés pour générer ces modeéles

1. Machine a Vecteur Support : Dans cette approche nous avons utilisé machine
a vecteur de support. Les SVM sont des modeéles d’apprentissage supervisé qui
peuvent étre employés pour effectuer des taches de classification. Ils sont particulié-
rement adaptés a la reconnaissance d’activité humaine car ils sont capables de sépa-
rer efficacement les différentes classes d’activités dans un espace multidimensionnel.
Nous avons procédé a I’entrainement de SVM en utilisant la bibliotheéque scikit-learn
et le classifieur SVC. Cette derniére offre des fonctionnalités complétes permettant
d’entrainer des SVM avec divers noyaux, d’ajuster les hyper-paramétres et d’évaluer

les performances du modéle.

2. K plus proches voisins : Nous avons appliqué 'algorithme K plus proches voisins
pour la tache de la reconnaissance d’activité humaine. Cet algorithme a été généré
avec le classifieur KNeighborsClassifier(). Le choix du paramétre pour le nombre de
voisins dans I’algorithme des k plus proches voisins n’est pas régi par des régles ou
critéres généraux. Cela nécessite donc de mener plusieurs expérimentations afin de
déterminer le nombre optimal de voisins & considérer. Pour cela nous avons testé

avec k=3 et k=5 le meilleur résultat a été obtenu par k=3.

3. Arbre de décision : Nous avons également utilisé 'arbre de décision dans le
processus de reconnaissance d’activité humaine. En utilisant la fonction Decision-
TreeClassifier() de Scikit-learn.

4. Forét aléatoire : est un algorithme d’apprentissage supervisé qui combine plusieurs
arbres de décision pour effectuer la classification. Aprés la préparation des données
d’entrainement et de test, nous avons crée ce classifieur en utilisant la classe

RandomForestClassifier de scikit-learn. Lors de la prédiction d’une nouvelle activité,
le modéle combine les prédictions de chaque arbre individuel, ce qui permet d’obtenir

une prédiction globale plus fiable.
5. Combinaison : Ces derniéres années, plusieurs travaux ont prouvé la supériorité
des systémes ensemblistes par rapport a l'utilisation d’un seul modéle [37] [38].

Dans un systéme de combinaison basé sur le vote, chaque membre de ’ensemble
participe de maniére indépendante et les sorties de tous les classifieurs sont combinée

dans une derniére étape a une décision unique. La prédiction de chaque candidat
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de ’ensemble Di, pour un exemple X est interprétée comme un vote pour 'une des
classes possibles. La classe avec la majorité des votes est retenue comme décision
finale [39]. La figure 2.5 résume cette explication.

Dans notre projet, Nous avons appliqué la combinaison des 3 modéles pour bénéficier
de leurs forces respectives. Ces modéles sont entrainés sur les mémes données

d’apprentissage.

SVvM

x |, 3NN

Vote |  Décision
| Majoritaire | | Finale

Figure 2.5: Architecture globale de la combinaison.

2.6.3 Classification avec des modéles DL

Pour la classification en utilisant le Deep Learning, nous avons utilisé les APIs Keras
et TensorFlow pour développer et entrainer les modéles, une fois que le modeéle est
construit, nous procédons a l’entrainement en spécifiant I'optimiseur "adam", la fonc-
tion de perte "categorical crossentropy" et la métrique d’évaluation "accuracy", avec
un taux d’entrainement de 80%. Ensuite, nous langons la boucle d’entrainement sur 10
époques en utilisant les données d’entrainement préalablement préparées pour tous les

modeéles que nous 'avons.

1. CNN :
Dans notre étude, nous avons examiné 1'utilisation des réseaux de neurones convolutifs
(CNN). une architecture trés populaire grace a son efficacité dans la tache de
classification et a son capacité d’extraction automatiquement des caractéristiques
pertinentes a partir des données d’entrée. Le modéle a été construit en utilisant les

couches suivantes (voir la figure 2.6) :
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— Une couche Input qui prend en compte le nombre de pas de temps et le nombre

de caractéristiques de nos données.

— Deux couches Convolution1D pour une représentation hiérarchique des caractéristiques

et une augmentation de sa capacité.

— Une couche Dropout pour réduire le surapprentissage.

— Une couche MaxPoolinglD pour réduire la dimensionnalité.

— Une couche Flatten pour aplatir les sorties de la couche de mise en commun.
— Des couches entiérement connectées sont la couche Dense avec 128 neurones.

— Une couche Dense pour la classification multi-classes.

(nSteps=25,nFeatures=23)
< S

[ Couche ConvolutionlD J
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=
%
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=]
=3
é.
=
2
—_—

=\

Figure 2.6: Schéma d’architecture du réseau CNN utilisé
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. LSTM :

LSTM est une architecture de réseau de neurones récurrents (RNN) capable de
capturer et de mémoriser les dépendances a long terme dans les séquences, ce qui
en fait une méthode efficace pour le traitement des données séquentielles, y compris
la classification. Dans I’architecture du modéle, nous avons utilisé les APIs keras
et tensorFlow et comme couches nous avons :

— Une couche d’entrée (Input) qui est définie en prenant en compte le nombre de
pas de temps et le nombre de caractéristiques de nos données. Cela permet au
modéle de savoir comment traiter et interpréter les séquences temporelles avec les
caractéristiques spécifiées.

— Une couche LSTM pour prendre en compte les dépendances a long terme dans
les séquences d’entrée.

— Une couche Dropout Pour régulariser le modele et éviter le surapprentissage.

— Une couche Flatten est utilisée pour transformer les sorties de la couche Dropout

en un vecteur unidimensionnel & étre connectées a la couche suivante.
— Une couche Dense a été ajoutée pour introduire de la non-linéarité dans le modéle.
— Une couche de sortie (outputs) pour la classification multi-classes.

Enfin le modéle a été compilé.

. BiLTSM :

Le BiLSTM est une architecture de réseau de neurones récurrents qui intégre
a la fois un flux d’informations avant et arriére pour capturer les dépendances
bidirectionnelles dans les données séquentielles. L’architecture est similaire a celle
de LSTM, elle comprend les couches suivantes : — Une couche d’entrée qui prend

en compte la forme des données d’entrée.

— Deux couches LSTM bidirectionnelles sont utilisées pour capturer les dépendances

bidirectionnelles.

— Des couches supplémentaires pour améliorer la régularisation, une couche Dropout
est ajoutée avec Dropout(0.5). Ensuite, une couche Flatten est utilisée pour aplatir
les sorties de la couche LSTM avec Flatten().

— Une couche Dense est ajoutée pour introduire des connexions entiérement connec-

tées les neurones et la fonction d’activation.

— une couche Dense est utilisée comme couche de sortie.
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2.6.4 Module d’évaluation

Il n’est pas toujours simple de choisir la meilleure métrique. La performance des
algorithmes varie en fonction des activités prises en compte et du jeu de données utilisé.
L’évaluation de la qualité d’un systéme de classification nécessite une certaine comparaison
basée sur des métriques de mesure de performance.

— matrice de confusion : connue sous le nom de tableau de confusion, est une
représentation des performances d’un modéle de classification. Elle est utilisée pour
évaluer la précision d’un modéle en comparant ses prédictions qu’il fait avec les
valeurs de I’échantillon de réelles.

Pour le cas d’une classification multi-classes ot chaque ligne de la matrice représente
la classe réelle des données, tandis que chaque colonne représente la classe prédite
par le modeéle.

La structure de base d’une matrice de confusion est la suivante :

Prédit positif Prédit négatif
Reéel positif | Vrai positif (VP) | Faux négatif (FN)
Réel négatif | Faux positif (FP) | Vrai négatif (VN)

Tableau 2.3: Exemple d’'une matrice de confusion

[40]

— F-mesure : F-mesure permet de combiner la précision et le rappel en une seule

métrique, est calculé comme suit :

2x Prcision* Rappel [ 1]

F-mesure = Prcision+ Rappel

— Taux d’exactitude (Accuracy) : L’exactitude est la mesure primaire pour
évaluer nos modeéles, elle est calculée le nombre de bonnes réponses prédictions

par le nombre total de prédictions. Sa formule est :

) : _ VP+VN
Taux d’exactitude =yp vy 42

— Rappel : le rappel est le nombre d’exemples identifiés positivement correctement

devisé par le nombre total positifs réellement . sa définition est :

Rappel :VP‘;% [34]

— Précision : La précision peut étre considérée comme une mesure de la qualité ou
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de I'exactitude. C’est la fraction des instances pertinentes c’est a dire le nombre
d’exemples positifs sur le nombre d’exemples étiquetés comme positifs.

[43]

s e . o VP
Premswnf—VPJrFP

2.7 Conclusion

Nous avons présenté dans ce chapitre la conception de notre systéeme, les méthodes
utilisées et les objectifs visés. Nous avons exposé les étapes de conception qui nous per-
mettront de réaliser une solution pour aborder notre sujet. Ensuite, nous avons décrit le
choix des algorithmes d’apprentissage automatique, les architectures des modeles d’ap-
prentissage profond, ainsi que les métriques d’évaluation utilisées.

Dans le prochain chapitre, nous présenterons les démarches d’implémentation de notre

systéme ainsi que les résultats obtenus.
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Chapitre 3

Expérimentation et Discussion

3.1 Introduction

Aprés avoir présenté notre solution de maniére architecturale dans le chapitre antécé-
dent, nous présentons maintenant les technologies et les outils adoptés pour I'implémentation,
ainsi que le pré-traitement effectué sur la base de données. Nous exposons ensuite les
résultats des différentes méthodes de classification étudiées en réalisant une étude de

comparaison entre eux afin d’en analyser les performances.

3.2 Environnement de travail

Dans cette partie nous présentons les différents outils utilisés pour I'implémentation
de notre systéme.
e Google Colab : ou Colaboratory est un service cloud gratuit, offert par Google,
basé sur Jupyter Notebook et destiné a la formation et la recherche en ’apprentissage
automatique. Cette plateforme permet d’entrainer des modeles de Machine Learning
directement dans le cloud. Sans donc avoir besoin d’installer quoi que ce soit sur notre
ordinateur, a I’exception d’un navigateur.
e Python : est un langage de programmation interprété, orienté objet, de haut niveau
avec une sémantique dynamique. Ses structures de données intégrées de haut niveau,
combinées a un typage dynamique et une liaison dynamique, le rendent trés attrayant
pour le développement rapide d’applications, ainsi que pour une utilisation comme lan-
gage de script ou de collage pour connecter des composants existants. Les bibliotheques
Python populaires que nous avons utilisées sont :

— Scikit-learn : est une bibliothéque libre Python destinée ’apprentissage automatique.

Elle est développée par de nombreux contributeurs notamment dans le monde académique
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par des instituts francais d’enseignement supérieur et de recherche comme Inria.
— Nump : est une bibliothéque permettant d’effectuer des calculs numériques avec
Python. Elle introduit une gestion plus facile des tableaux de nombres et des fonctions.
— Matplotlib : est une bibliothéque de tracage pour le langage de programmation Py-
thon. Elle fournit une API orientée objet pour intégrer des graphiques dans des applications

utilisant des kits d’outils d’interface utilisateur graphique.

3.3 Implémentation de la solution

3.3.1 Prétraitement

Rappelons que le dataset utilisé intitulé Mhealth, les données ont été collectées aupres
de dix personnes effectuant 12 activités. Lors de ’exploration, nous avons remarqué que
I’ensemble présente un probléme des données déséquilibrées. Une situation déséquilibrée
se produit lorsque le nombre des exemples d'une classe est nettement plus grand que
celui des autres classes. La figure 3.1 présente une illustration claire de la distribution des

exemples de chaque activité.
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Figure 3.1: Illustration des proportions des exemples pour chaque activité.
Lorsque les données d’entrainement sont déséquilibrés, les modeles de classification

privilégient généralement les classe majoritaires, et donc échouent de classer correctement

les exemple des classes minoritaires, ce qui dégrade la performance de classification [44].
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De ce fait, nous avons appliqué un ré-échantillonnage (resampling) avec deux méthodes :
random resampling et undersampling (sous-échantillonnage). dans le cas de sous-échantillonnage,
la classe majoritaire est réduite ou "sous-échantillonnée" pour correspondre au nombre
d’instances dans la ou les classes minoritaires. Ceci est fait en sélectionnant un sous-
ensemble d’instances de la classe majoritaire afin que la distribution de classe devienne
plus équilibrée.

Au final nous avons choisi la deuxiéme méthode car elle a bien équilibré les classes

comme le montre cette figure 3.2.
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Figure 3.2: Visualisation des proportions des exemples de chaque activité aprés 1’équilibrage.

En ce qui concerne le pré-traitement des données pour I'entrainement des modéles
deep learning, nous avons ajouté des étapes supplémentaires plus qu’au prétraitement du
machine learning qui sont :

— Mise a ’échelle de I’ensemble complet des prédicteurs : Nous utilisons la méthode
StandardScaler() pour mettre les valeurs des prédicteurs a une échelle commune. Cela
permet de normaliser leurs valeurs afin qu’elles se situent dans une plage commune,
favorisant ainsi la stabilité et la convergence du modéle.

— Application d’'une fonction de transformation de séquence : Nous appliquons une
fonction de transformation de séquence pour adapter les données & un format spécifique.
Cela peut inclure le découpage des données en séquences de longueur fixe ou 'ajout de

certaines transformations spécifiques aux séquences.
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— Division de ’ensemble d’entrainement en séquences : Nous divisons également 1’en-
semble d’entrainement en séquences pour faciliter I’apprentissage du modéle. Par exemple,
nous pouvons utiliser une longueur de séquence fixe de n pas, comme n = 25, pour former
des séquences cohérentes a partir des données.

— Conversion des variables de sortie en catégorielles : Pour les problémes de classification,
nous convertissons les variables de sortie en variables catégorielles. Cela permet au modéle
de comprendre les différentes classes et d’effectuer des prédictions catégoriques plutot que
continues.

— Encodage One-Hot des étiquettes entiéres : Nous convertissons les étiquettes entiéres
en une représentation encodée One-Hot. Cette représentation permet d’attribuer un vecteur

binaire unique a chaque classe, facilitant ainsi ’apprentissage et 1’évaluation du modéle.

3.3.2 Entrainement des modéles

La stratégie d’entrainement utilisée pour chaque classificateur (RF, SVM, KNN,DT)
est expliquée comme suit :

Le dataset Mhealth est divisé en deux parties en utilisant la fonction train _test split.
Nous avons entrainé les modeles avec un parametre test size de 0.3, ce qui nous a donné
261740 données d’entrainement et 112175 données de test.

Les modéles sont créés et définis a ’aide des fonctions prédéfinies. Pour la combinaison
des modéles : SVM, KNN, DT nous avons utilisé le VotingClassifier pour créer un
classificateur par vote. Les modéles sont entrainés en utilisant la fonction fit.

Pour le deep learning (CNN, LSTM, BiLSTM), nous avons suivi la procédure suivante :
Nous avons commencé par diviser le dataset en utilisant une division différente. Cette fois-
ci, nous avons utilisé un pourcentage différent et un test size de 0.2.

Nous avons obtenu des formes indiquant que X train et X test sont des tenseurs
3D, avec une dimension de 299108 pour les échantillons d’entrainement et 74759 pour
les échantillons de test. Chaque échantillon est une séquence de longueur 25 avec 23
caractéristiques.

Aprés nous avons converti les variables de sortie en utilisant une représentation catégo-
rielle encodée, en transformant les étiquettes entiéres en une représentation correspondante
avec la fonction to categorical().

Les modéles de deep learning (CNN, LSTM, BiLSTM) sont construits en utilisant diffé-
rentes couches citées précédemment qui jouent un role clé dans ’apprentissage et la repré-
sentation des données. Ces couches permettent aux modeéles d’extraire des caractéristiques
significatives et de capturer les dépendances complexes présentes dans les données.

Couches de convolution : Les modeéles CNN utilisent des couches de convolution pour
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effectuer des opérations de convolution sur les données d’entrée.

Couches récurrentes : Les modéles LSTM et BiLSTM utilisent des couches récurrentes
pour capturer les dépendances séquentielles dans les données. Ces couches sont congues
pour traiter des données séquentielles.

Les prédictions sont effectuées sur les données de test, puis évaluées en utilisant le taux
d’exactitude, la précision, le rappel, la F-mesure et la matrice de confusion. Les résultats
de cette évaluation seront présentés dans la prochaine section.

la précision et la perte en fonction de I’epoch sont illustrés dans la figure 3.3.

Epoch 1/18
9348/9348 [ < 79ms/step ss: B8.5142 - accuracy:
Epoch 2/18
9348/9348 [ 7 77ms/step : 8.2439 - accuracy:
Epoch 3/18
0348/9348 [ 195 77ms/step 1 B.194¢ accuracy:
Epoch 4/1@
9348/9348 [ 11s 76ms/step 55: B.17€ accuracy:
Epoch 5/18
09348/9348 [ 713s 76ms/step : 8.1556 - accuracy:
Epoch 6/18
9348/9348 [ : 76ms/step A accuracy:
Epoch 7/1@
9348/9348 [ : 76ms/step 1 8. accuracy:
Epoch 8/18
9348/9348 [ 786s 76ms/step i - accuracy:
Epoch 9/18
9348/9348 [ B8s 76ms/step A - accuracy:
Epoch 18/18

348/9348 [ 76ms /step : 8.1196 - accuracy:

Figure 3.3: L’historique de Colab durant la phase d’apprentissage.
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3.4 Reésultats et discussions

Dans ce qui suit nous présentons les résultats obtenus pour évaluer les performances

des méthodes de classification.

3.4.1 Reésultats des modéles ML

Algorithme Taux de classification | Précision | rappel | F-mesure
(%) (%) (%) | (%)
SVM 84,33 83,68 83,53 83,14
KNN (k=3) 86,29 85,80 84,34 84,50
KNN (k=5) 85,88 85,36 83,83 83,75
DT 93,01 92,65 92,52 92,58
RF 97,99 97,93 98 97,88
Combinaison | 90,96 90,91 89,80 90,12

Tableau 3.1: Scores obtenus par les algorithmes de ML

Le tableau 3.1 représente les résultats des algorithmes SVM, KNN, DT, RF ainsi que
la combinaison des trois approches individuelles, en termes de performances.

Pour 'algorithme SVM, les résultats montrent une exactitude de 84,33%, une précision
de 83,68 %, un rappel de 83,53% et une F-mesure de 83,14%. Ces valeurs indiquent
que SVM obtient de bonnes performances globales, mais pas les meilleures parmi les
algorithmes évalués.

En ce qui concerne KNN avec un voisinage de k=3, on observe une amélioration
des performances avec une exactitude de 86,29%, une précision de 85,80%, un rappel
de 84,34% et une F-mesure de 84,50%. Cela suggeére que KNN avec k=3 a tendance a
mieux classer les données que SVM. Lorsque le voisinage de KNN est augmenté a k=5,
les performances diminuent légérement avec une exactitude de 85,88%, une précision de
85,30%, un rappel de 83,83% et une mesure F de 83,75%. Cependant, ces valeurs restent
relativement élevées, montrant que KNN avec k=5 est toujours compétitif en termes de
performances.

Le Random Forest (RF) se démarque avec des performances impressionnantes, affichant
une exactitude de 97.99%, une précision de 97.93%, un rappel de 98% et une F-mesure de
97,78%. Ces résultats suggerent que RF est trés efficace dans la classification des données,
dépassant les autres algorithmes évalués.

I'arbre de décision (DT) montre les performances suivants : taux d’exactitude 93,01%

.;une précision de 92,65% , un rappel de 92,52% et une F-mesure 92,58%.
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Enfin, la combinaison des trois algorithmes (SVM, KNN et DT) montre des per-
formances solides avec une exactitude de 90,96%, une précision de 90,91%, un rappel
de 89,80% et une F-mesure de 90,12%. Cela indique que la combinaison des différents
algorithmes a permis d’améliorer les performances par rapport a chaque algorithme pris

individuellement.

Les matrices de confusion pour les modéles ML :

Dans cette partie, nous présentons les matrices de confusion pour les classifieurs ma-
chine & vecteur support, arbre de décision, foret aléatoire, K plus proches voisins ainsi
que la combinaison des trois (SVM, DT, KNN).

Le tableau 3.2 montre une description des activités selon les numéros (0,12) :

Numéro | Signification

aucune activité
se lever (debout)
s’asseoir
allonger
marcher

monter

se pencher

lever les bras
s’accroupir
pédaler (cyclisme)
footing

OO0 || T =W N~ O

—_|
= O

courir

—_
[\

sauter en avant et en arriére

Tableau 3.2: Tableau récapulatif des activités
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Figure 3.6: Matrice de confusion du 3NN
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Figure 3.7: Matrice de confusion d’arbre de décision
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Figure 3.8: Matrice de confusion de la combinaison (SVM, DT, 3NN)

Les matrices de confusion sont un outil essentiel pour évaluer les performances des
modeéles d’apprentissage automatique , en particulier dans les problémes de classification.
Elles fournissent une représentation visuelle des résultats de classification en comparant
les prédictions du modéle avec les vraies étiquettes des données.

1. Performance du SVM :

- Le SVM semble bien performer pour les activités 2 (s’asseoir) et 3 (allonger) avec un
taux de 100%.

- Cependant, il a du mal avec 'activité 0, avec un taux de seulement 34.08%.

2. Performance du Random Forest (RF) :

- Le RF obtient de trés bons résultats pour les activités 1 (se lever), 2 (s’asseoir) et 3
(allonger) avec un taux de 99.99%.

- Lactivité 0 présente toujours des difficultés avec un taux de 79.18%.

3. Performance du 3NN :
- Le 3NN performe bien pour I'activité 3 (allonger) avec un taux de 99.99%.
- Cependant, l'activité 0 a un taux assez bas de 43.95%.

4. Performance de ’arbre de décision :

- L’arbre de décision a une bonne performance pour l'activité 3 avec un taux de 99%.

- Comme les autres modeles, il a du mal avec activité 0, avec un taux de 68.81%.
5. Modéle combiné (SVM, 3NN et arbre de décision) :

- La combinaison de modéles semble améliorer la performance globale, en particulier
pour les activités 2 (s’asseoir), 1 (se lever) et 3 (allonger).

- Lactivité 0 présente toujours des difficultés, mais le taux a augmenté a 59.19%.
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En résumé, les modeéles semblent bien classer les activités 1 (se lever), 2 (s’asseoir)
et 3 (allonger) avec des taux élevés. L’activité 0 semble étre la plus difficile & classer
pour tous les modeéles, montrant ainsi une classe déséquilibrée ou des caractéristiques
problématiques. Et pour les résultats des faux positifs et des faux négatifs dans les matrices
montrent une tendance vers des valeurs relativement faibles, ce qui indique que le modéle

commet moins d’erreurs de classification de ces types.

3.4.2 Reésultats des modéles DL

Algorithme Taux d’exactitude | Précision | Rappel | F-mesure
(%) (%) (%) (%)
CNN 91,16 91,53 91,16 90,49
LSTM 93,87 93,93 93,90 93,26
BiLSTM 96,5 96,47 96,5 96,3

Tableau 3.3: Evaluation des algorithmes de DL

Les résultats décrites dans le tableau 3.3 démontrent des performances significatives
pour les trois modeéles de deep learning évalués : CNN, LSTM et BiLSTM.

Le modele CNN a atteint un taux d’exactitude de 91,16%, une précision de 91,53%, un
rappel de 91,16% et une F-mesure de 90,49%. Ces résultats indiquent que le modéle CNN
a été capable de classifier avec précision les données d’entrée, obtenant de bons scores
dans les différentes mesures d’évaluation.

Le modeéle LSTM a présenté des performances encore meilleures, avec un taux d’exacti-
tude de 93,87%, une précision de 93,93%, un rappel de 93,90% et une F-mesure de 93,26%.
Ces résultats soulignent l'efficacité du modéle LSTM dans la capture des dépendances a
long terme dans les séquences temporelles, ce qui lui permet de réaliser des classifications
précises.

Le modele BiLSTM a obtenu les meilleurs résultats parmi les trois modeles évalués,
avec un taux d’exactitude de 96,5%, une précision de 96,47%, un rappel de 96,5% et
une F-mesure de 96,3%. Ces résultats mettent en évidence les avantages de 'utilisation
de la bidirectionnalité dans le modele BiLSTM, qui lui permet d’exploiter a la fois les
informations passées et futures pour une meilleure compréhension des séquences et des
classifications plus précises.

La comparaison des performances entre les modeéles révéle que le modéle BiLSTM a
surpassé les modéles CNN et LSTM en termes de précision, de rappel, de taux d’exactitude
et de F-mesure. Cela suggére que l'incorporation de la bidirectionnalité dans le modéle a

permis d’améliorer significativement sa capacité de classification.
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Cependant, il convient de noter que le modéele BiLSTM a également nécessité une
plus grande complexité et une plus grande consommation de ressources en comparaison
avec les autres modéles. Cela souléve la question de 1’équilibre entre la performance et
I'efficacité du modéle, et de la nécessité d’adapter 'approche en fonction des contraintes
spécifiques de chaque application.

En conclusion, les résultats obtenus démontrent 'efficacité des modéles de deep lear-
ning, en particulier du modéle BiLSTM, dans la classification des données.

Dans nos expérimentations, nous avons examiné 'impact des fonctions d’activation
sur les performances des modéles. Nous avons spécifiquement comparé 1'utilisation de la
fonction d’activation tanh, qui était utilisée précédemment, avec la fonction d’activation
ReLU voici les résultats :

le modeéle BiLSTM a obtenu un taux d’exactitude de 95,75%, une précision de 95,65%,
un rappel de 95,75% et une F-mesure de 95,60%. Pour le modele LSTM, les résultats
étalent légérement inférieurs, avec un taux d’exactitude de 89,84%, une précision de
91,18%, un rappel de 89,84% et une F-mesure de 89,12%. Enfin, le modéle CNN a atteint
un taux d’exactitude de 91,06%, une précision de 91,14%, un rappel de 91,06% et une
F-mesure de 90,27%.

Les résultats de nos expérimentations indiquent que l'utilisation de la fonction d’ac-
tivation ReLLU a généralement conduit & de bonnes performances pour les trois modéles,
mais la fonction d’activation tanh a donné des meilleurs résultats dans ce type de données.

Cependant, le choix de la fonction d’activation peut avoir un impact significatif sur les
performances des modéles d’apprentissage automatique, et il est important de considérer
différentes options et d’expérimenter pour trouver la configuration optimale.

En conclusion, nos résultats suggérent que l'utilisation de la fonction d’activation
ReLU peut étre bénéfique dans les modeéles de deep learning, en particulier pour les taches
de classification. Néanmoins, il est important de prendre en compte les particularités du
modele et des données, et d’expérimenter différentes fonctions d’activation pour obtenir

les meilleures performances possibles.

3.4.2.1 Les matrices de confusion pour les modéles DL :

Dans ce qui suit , nous avons exposé les matrices de confusions pour les algorithmes

d’apprentissage profond utilisés.
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Figure 3.9: Matrice de confusion du CNN
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Figure 3.10: Matrice de confusion du LSTM
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Figure 3.11: Matrice de confusion du BiLSTM

Les matrices de confusion fournissent une représentation visuelle des résultats de
classification pour les modéles d’apprentissage profond. Pour chaque modéle :
Modéle CNN :

Un taux de classification de 100% pour la classe 3, ce qui indique une performance
excellente pour elle.

Les taux de classification de les classes 1 et 2 sont légérement bas, suggérant une
certaine difficulté a distinguer ces classes.

Le taux de classification pour la classe 0 est le plus faible, avec seulement 38.69%.
Modéle LSTM :

Le taux de classification est 100% pour les classes 2 et 3, ces classes ont démontré une
performance exceptionnelle.

Bien que les taux de classification pour les classes 1, 4 et 9 sont élevés, il y a une légére
diminution par rapport aux classes 2 et 3, ce qui suggére une certaine complexité dans la
distinction de ces classes.

Le taux de classification est de 49.50% pour la classe 0.

Modéle BiLSTM :

Le taux de classification est de 100% pour les classes 1, 2 et 3, démontrant une excel-
lente performance pour ces classes. Pour la classe 0 le taux de classification est de 69.35%,
ce qui est plus élevé que les autres modéles, mais suggeére toujours une certaine difficulté
a classer les exemples de cette classe.

En résumé, les modéles d’apprentissage profond semblent bien classer les activités 1 (se
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lever), 2 (s’asseoir), 3 (allonger), 4 (marcher) et 9 (pédaler) avec des taux de classification

élevés. Cependant, 'activité 0 semble étre la plus difficile & classer pour tous les modéles.

3.5 Conclusion

Dans ce dernier chapitre, nous avons présenté les détails de la réalisation d’un systéme
de reconnaissance d’activité humaine. Cette partie inclut les outils utilisés pour I'implé-
mentation ainsi les techniques adoptés pour la phase prétraitement et la génération des
modéles. Ensuite nous avons révélés les résultats des tests pour les méthodes d’apprentis-

sage automatique et profond, a ’aide des métrique des évaluations.
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Conclusion Générale

Notre projet vise le développement d’'un modéle basé sur 'apprentissage automatique
pour la reconnaissance d’activité humaine en utilisant une approche basée sur les capteurs,
dans le but d’enrichir les travaux existants dans ce domaine.

Dans la premiére partie, nous avons réalisé une revue de 1'état de l'art sur la re-
connaissance d’activité humaine, en proposant une définition de I'activité humaine et en
présentant les différents types d’activités cités dans la littérature. Nous avons également
exposé les étapes clés d'un systéme dédié a la reconnaissance d’activité humaine, ainsi
que les méthodes d’acquisition de données. Ensuite, nous avons exploré les approches
d’apprentissage automatique et profond, en décrivant les algorithmes utilisés dans notre
travail.

Dans la deuxiéme partie, nous avons présenté notre solution en élaborant une architec-
ture qui comprend trois modules, et nous avons fourni une description détaillée de chacun
de ces modules dans la section de conception détaillée. De plus, nous avons discuté des
mesures utilisées pour évaluer les modeéles.

Enfin, nous avons consacré la derniére partie de ce mémoire a I'implémentation de
notre solution. Nous avons expliqué les techniques utilisées pour le prétraitement des
données ainsi que la stratégie adoptée pour la génération des modeles d’apprentissage
automatique et profond. Ensuite, nous avons présenté les résultats obtenus et effectué
une comparaison entre les différents modéles.

Les perspectives de ce travail concernent les aspects suivants :

— Ces résultats suggérent également des pistes d’amélioration futures, telles que 1’op-
timisation des hyperparameétres, 'augmentation de la taille de I’ensemble de don-
nées d’entrainement.

— L’exploration d’autres architectures de modéles pour de meilleures performances
dans des contextes spécifiques.

— Possibilité de suivre I'état de santé des patients grace a cette solution.
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