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يهدف هذا المشروع إلى تطوير نموذج تعلم عميق لتشخيص دقيق لأمراض العمود الفقري، الذي يلعب دورًا   ملخص:

مود الفقري التي أساسيًا في الدعم البدني وحماية النخاع الشوكي. باستخدام مجموعة بيانات صور الرنين المغناطيسي للع

صورة للعمود الفقري تم الحصول عليها عن طريق التصوير بالرنين المغناطيسي 514تحتوي على   (MRI)  قمنا ،

تشير النتائج إلى أن نموذجنا  .DenseNetو VGG16 ،VGG19 ،ResNet بتدريب وتقييم عدة نماذج بما في ذلك

 F1 ، يظهر فعالية عالية في سياق تصنيف أمراض العمود الفقري القطني، مع درجةDetecLordose الخاص، المسمى

٪93تبلغ  . 

 كلمات المفاتيح:    التعلم العميق، تشخيص امراض العمود الفقري، التصوير بالرنين المغناطيسي، 

vgg16 ،Vgg19 ،Resnet18 , Resnet 34  Densnet121  ، التصنيف ،DetecLordose  

Résumé  

Ce projet consiste à développer un modèle de deep learning pour obtenir un diagnostic 

précis des pathologies de la colonne vertébrale, qui joue un rôle fondamental dans le 

soutien physique et la protection de la moelle épinière. En utilisant un ensemble de données 

Spinal MRI Images contenant un total de 514 images de la colonne vertébrale obtenues par 

résonance magnétique (IRM), nous avons entraîné et évalué plusieurs modèles, notamment 

VGG16, VGG19, ResNet et DenseNet. Les résultats indiquent que notre propre modèle, 

appelé DetecLordose, démontre une grande efficacité dans le contexte de la classification 

des pathologies lombaires, avec un F1-score de 93 %. 

Mots clés : Deep learning, diagnostic, pathologies de la colonne vertébrale, IRM, VGG16, 

VGG19, ResNet 18 , Resnet 34, DenseNet 121 , classification, DetecLordose, Précision  

Abstract : This project aims to develop a deep learning model for accurately diagnosing 

spinal pathologies, which play a fundamental role in physical support and spinal cord 

protection. Using a dataset of Spinal MRI Images containing a total of 514 spinal images 

obtained through magnetic resonance imaging (MRI), we trained and evaluated several 

models, including VGG16, VGG19, ResNet, and DenseNet. The results indicate that our 

own model, called DetecLordose, demonstrates high effectiveness in the context of lumbar 

pathology classification, with an F1-score of 93%. 

Keywords : Deep learning, diagnostic, pathologies de la colonne vertébrale, IRM, VGG16, 

VGG19, ResNet18 , Resnet 34 , DenseNet 121 , classification, DetecLordose, Accuracy 
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Introduction Générale 

 La colonne vertébrale, ou rachis, est une structure fondamentale du corps humain, 

assurant à la fois soutien et protection à la moelle épinière. Les pathologies lombaires, telles 

que la scoliose, la hernie discale et la lordose, peuvent affecter considérablement la qualité de 

vie des individus. Le diagnostic et le traitement précis de ces pathologies sont essentiels pour 

améliorer les résultats cliniques et le bien-être des patients. 

 L'avènement de l'intelligence artificielle, notamment de l'apprentissage automatique 

(Machine Learning) et de l'apprentissage profond (Deep Learning), ouvre de nouvelles 

perspectives pour le diagnostic médical. Ces technologies permettent d'analyser de vastes 

ensembles de données médicales avec une précision et une efficacité accrues. Les réseaux 

neuronaux convolutifs (CNN) en particulier ont démontré leur potentiel dans la classification 

des images médicales, ouvrant la voie à des systèmes de diagnostic assisté par ordinateur. 

 Le diagnostic des pathologies lombaires reste un défi majeur, notamment en raison de 

la complexité des images médicales et de la variabilité des symptômes cliniques. Les méthodes 

traditionnelles, telles que les examens physiques et les radiographies, peuvent parfois manquer 

de précision ou de sensibilité. De plus, l'interprétation des images médicales par des experts 

humains peut être sujette à la variabilité interindividuelle. 

 L'objectif de cette recherche est d'explorer l'utilisation de techniques d'apprentissage 

non supervisé pour le diagnostic des pathologies lombaires à partir d'images médicales. Nous 

proposons de développer et d'évaluer un système de diagnostic assisté par ordinateur basé sur 

l'apprentissage profond, capable de classifier avec précision les images de scoliose, de hernie 

discale et de lordose. 

L'étude se divise en plusieurs chapitres, commençant par une introduction au contexte 

médical et aux pathologies lombaires. Elle se poursuit par une exploration des principes de 

l'apprentissage automatique et profond, puis par la présentation des modèles de classification 

utilisés dans l'apprentissage par transfert. Enfin, le développement et l'évaluation comparative 

du système ‘DetecLordose’ sont détaillés, incluant l'environnement de travail, la description 

des données, les méthodes de prétraitement et les résultats obtenus. 
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I.1. Introduction : 

Dans le domaine médical, le diagnostic précis des pathologies est essentiel pour assurer des 

traitements efficaces et améliorer la qualité de vie des patients. La colonne vertébrale, ou rachis, 

est une structure centrale du corps humain, jouant un rôle fondamental dans le soutien physique, 

la protection de la moelle épinière, et la facilitation des mouvements. Ce chapitre propose une 

exploration approfondie du rachis, en abordant son anatomie, son fonctionnement, et les 

principales pathologies lombaires qui peuvent affecter cette structure vitale. 

Ce chapitre établit ainsi le cadre médical nécessaire pour comprendre les défis et les 

opportunités liés à l'application du Deep Learning pour la classification non supervisée d'images 

dans le diagnostic des pathologies lombaires. 

I.2. Le Rachis (Colonne Vertébrale)  

La colonne vertébrale ou rachis est une chaine osseuse articulée, résistante et flexible. Située la 

partie médiane et postérieure du tronc ,depuis la tête qu’elle soutient jusqu’au bassin qui la 

supporte . 

Elle engaine et protège la moelle spinale contenue dans le canal vertébral . elle se compose 

d’éléments osseux superposés appelés vertèbres. contient 33 vertèbres chez l'adulte, mais 

seulement 24 d'entre elles sont des vertèbres mobiles  et 9 vertèbres sont fusionnées et ne sont 

pas mobiles  ( Figure I.1 montre l’anatomie de la colone vertébrale) [1]. 

 

                              Figure I.2. Anatomie de la colone vertébrale [2] 
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I.2.1. Anatomie du rachis  

La colonne vertébrale se compose de plusieurs éléments travaillant ensemble pour assurer sa 

solidité, sa flexibilité et sa fonction protectrice [3]. 

1. Les vertèbres 

Les vertèbres sont les os qui forment la base de la colonne vertébrale. On en compte 33, réparties 

en cinq régions distinctes :  

➢ 7 vertèbres cervicales (C1 à C7): situées dans le cou, elles permettent une grande 

mobilité de la tête ( Figure I.2 montre les vertèbres cervicales ). 

 

Figure I.3. Vertèbres cervicale [4] 

➢ 12 vertèbres thoraciques (T1 à T12) : articulées aux côte s, elles protègent les organes 

de la poitrine ( Figure I.3 montre les  Vertèbres thoraciques). 
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.  

Figure I.4. Vertèbres thoraciques [5] 

➢ 5 vertèbres lombaires (L1 à L5) : plus massives, elles supportent le poids du haut du 

corps et assurent la flexion, l'extension et l'inclinaison du tronc                                                                    

 

Figure I.5. Vertèbres lombaire [6] 

➢ 5 vertèbres sacrées : fusionnées en un os unique, le sacrum, elles forment la base de la 

colonne et s'articulent avec les os du bassin.  

 

Figure I.6. Anatomie du saccrum + le coccyx [7] 
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➢ 4 vertèbres coccygiennes: petites et soudées entre elles, elles constituent le vestigre de 

la queue chez les primates.  

2. Les disques intervertébraux 

Situés entre chaque vertèbre, les disques intervertébraux jouent un rôle crucial d'amortisseur et 

de distributeur de charge. Ils sont composés d'un noyau gélatineux entouré d'anneaux fibreux . 

        

Figure I.7. Disque Intervértebrale [8] 

3. Les ligaments 

Ce sont des supers « scotchs » qui unissent les os les uns aux autres. Ils sont très nombreux dans 

la colonne unissant fortement les différentes structures entre elles [8]. 

      

Figure I.8. Les ligamments intervertébraux [8] 

4. Les muscles vertébraux 

Ils protègent l’articulation, la soutiennent et en assurent la mobilité. Deux types de muscles sont 

particulièrement importants pour la colonne : en avant ce sont les abdominaux et en arrière les 

extenseurs du rachis (spinaux et dorsaux)[3]. 
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Figure I.9. Les muscles verébraux [8] 

5. Les nerfs 

La moelle épinière, contenue dans le canal rachidien, est formée de nerfs qui transmettent les 

informations entre le cerveau et le reste du corps. Les racines nerveuses émergent de la moelle 

épinière à travers les foramens intervertébraux, situés entre les vertèbres[3] . 

 

Figure I.10. La colonne vertébrale et le système nerveux [8] 

6. Les vaisseaux 

Des artères et des veines irriguent la colonne vertébrale, fournissant aux os, aux muscles et aux 

nerfs les nutriments et l'oxygène nécessaires à leur fonctionnement.  

I.2.2. Fonctions du rachis : 

Le rachis remplit plusieurs fonctions essentielles qui sont cruciales pour le maintien de la 

posture, la mobilité et la protection du système nerveux central. Voici un aperçu de ses 

principales fonctions [9] : 
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➢ Organe statique : il supporte le poids du corps. Les contraintes mécaniques augmentent 

au fur et à mesure qu'on descend la colonne. La totalité est transmise via le sacrum aux 

ailes iliaques, puis aux deux membres inférieurs par les articulations coxo-fémorales. 

➢ Organe dynamique : les vertèbres sont articulées les unes par rapport aux autres, ce 

qui permet un certain nombre de mouvements qui peuvent être de grande amplitude au 

niveau cervical (mobilité de la tête) mais moindres au niveau de la cage thoracique. 

Toute cette mobilisation vertébrale est rendue possible par l'existence de muscles qui 

vont assurer d'une part la statique et le maintien du rachis et d'autre part la mobilité. 

➢ Organe de protection : les vertèbres sont creusées par un canal, cette superposition des 

vertèbres permet la formation du canal rachidien, qui contient la moelle épinière depuis 

la première vertèbre cervicale jusqu'au niveau L1/L2. En dessous, c'est la queue de 

cheval, c'est-à-dire la fin de la moelle épinière.   

I.2.3. Rôle du rachis : 

Le rachis lombaire, en particulier, joue plusieurs rôles cruciaux pour le bon fonctionnement de 

la colonne vertébrale et du corps dans son ensemble. Voici un aperçu de ses principales 

fonctions  [10] : 

➢ Rôle de protection de la moelle épinière : Comme le reste de la colonne vertébrale, le 

rachis lombaire protège la moelle épinière jusqu’aux vertèbres L1-L2, puis les nerfs 

spinaux à partir de L1-L2. 

➢ Rôles de soutien et de mobilité de la colonne vertébrale : Sur le plan dynamique, de 

par sa situation, le rachis lombaire soutient le reste de la colonne vertébrale et assure sa 

mobilité. 

➢ Rôle d’amortisseur et de répartition des charges : Le rachis lombaire joue également 

le rôle d’amortisseur et de répartition des charges entre le bassin et le thorax. Les 

muscles érecteurs du rachis, également appelés muscles spinaux, qui s’étendent de part 

et d’autre du rachis permettent de soulager en partie cette pression exercée sur la colonne 

vertébrale.  

I.3. Pathologies Lombaires : 

I.3.1. Généralités sur les pathologies lombaires : 

Les pathologies lombaires, plus communément appelées lombalgies, regroupent un large 

éventail de troubles qui affectent la région lombaire, c'est-à-dire le bas du dos. Elles constituent 
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l'une des causes majeures de consultation médicale et d'arrêt de travail, touchant une grande 

partie de la population à un moment donné de leur vie [11]. 

I.3.2. La Scoliose : 

Définition: 

La scoliose est une déformation latérale de la colonne vertébrale qui se manifeste par une 

courbure anormale en forme de "S" ou de "C". Elle touche plus souvent les filles que les garçons 

et apparaît généralement entre l'âge de 10 et 16 ans [12]. 

 

Figure I.11. Une radiographie d'une scoliose [13] 

Causes: 

La cause exacte de la scoliose est souvent inconnue (idiopathique). Cependant, plusieurs 

facteurs peuvent y contribuer, tels que : 

➢ Prédisposition génétique: Avoir des antécédents familiaux de scoliose augmente le 

risque de développer la maladie. 

➢ Anomalies congénitales: Certaines malformations des vertèbres ou des côtes peuvent 

favoriser l'apparition d'une scoliose. 

➢ Neuromusculaires: Des maladies neuromusculaires comme la paralysie cérébrale ou la 

dystrophie musculaire peuvent également être associées à la scoliose. 

I.3.3. L'Hernie Discale  

Une hernie discale est la protrusion ou la rupture d'un disque intervertébral, qui se situe entre 

chaque vertèbre de la colonne vertébrale. Ce disque, composé d'un noyau gélatineux et 

d'anneaux fibreux, agit comme un amortisseur et permet la mobilité du rachis. Lorsque le disque 
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se déplace, son contenu peut comprimer les racines nerveuses adjacentes,provoquant une 

douleur intense [14]. 

 

Figure I.12. Une radiographie d'une hernie discale [15] 

Causes 

Les causes de l'hernie discale sont multiples : 

➢ Âge: Le risque d'hernie discale augmente avec l'âge, car les disques intervertébraux 

s'usent et se détériorent naturellement. 

➢ Mouvements brusques ou soulèvements de charges lourdes: Ces actions peuvent 

exercer une pression excessive sur les disques et favoriser la hernie. 

➢ Prédisposition génétique: Certains individus sont plus susceptibles de développer des 

hernies discales que d'autres. 

➢ Obésité: Le surpoids exerce une pression supplémentaire sur la colonne vertébrale et 

augmente le risque d'hernie discale.  

I.3.4. Lordose  

La lordose est la courbure naturelle de la colonne vertébrale vers l'intérieur, au niveau du cou 

(lordose cervicale) et du bas du dos (lordose lombaire). Cette courbure permet à la colonne 

vertébrale d'absorber les chocs et de maintenir l'équilibre du corps[16]. 

Il existe deux types de lordose : 

➢ Lordose cervicale : Elle se situe au niveau du cou et permet de maintenir la tête droite. 

➢ Lordose lombaire : Elle se situe au niveau du bas du dos et permet de maintenir la 

colonne vertébrale arquée. 
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Figure I.13. Comparaison des radiographies d'une colonne vertébrale normale, d'une cyphose 

et d'une lordose [17] 

Cette photo montre une colonne vertébrale normale avec une lordose lombaire (courbure vers 

l'avant) physiologique. 

La lordose est considérée comme normale lorsqu'elle est légère. Cependant, une lordose 

excessive, appelée hyperlordose 

Hyperlordose : L'hyperlordose est une courbure excessive de la colonne vertébrale vers l'avant, 

au niveau du bas du dos (rachis lombaire). Cette courbure exagérée peut entraîner des douleurs, 

une raideur et une mauvaise posture[18]. 

 

Figure I.14. Une hyperlordose [18] 
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Sur l'image, on peut voir que la colonne vertébrale avec hyperlordose présente une courbure 

beaucoup plus prononcée vers l'avant au niveau du bas du dos. 

Hypolordose : L'hypolordose est une courbure insuffisante ou inversée de la colonne vertébrale 

vers l'avant, au niveau du bas du dos (rachis lombaire). Cette courbure aplatie peut entraîner 

des douleurs, une raideur et une mauvaise posture[18]. 

 

Figure I.15. Une hypolordose [18] 

Cette figure montre une colonne vertébrale avec une hypolordose. La courbure vers l'avant du 

bas du dos est réduite. 

Causes  

• Mauvaise posture 

• Faiblesse musculaire 

• Certaines conditions médicales (arthrite, obésité, grossesse) 

• Facteurs génétiques 

I.3.5. Impact des pathologies lombaires sur la qualité de vie  

Les pathologies lombaires, telles que la lombalgie, l'hyperlordose, l'hypolordose et la cyphose, 

peuvent avoir un impact significatif sur la qualité de vie d'une personne. La douleur lombaire 

est le symptôme principal de la plupart de ces pathologies et peut être aiguë ou chronique, 

limitant ainsi la mobilité, la flexibilité et la capacité à effectuer des activités quotidiennes telles 

que se lever, se baisser, marcher, s'asseoir ou rester debout pendant de longues périodes 
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 ( Douleur et limitation physique) . L'hyperlordose et l'hypolordose peuvent également causer 

de la douleur et de la raideur dans le bas du dos, affectant encore davantage la mobilité et la 

flexibilité. De plus, la cyphose sévère peut comprimer les poumons et rendre la respiration 

difficile, compliquant ainsi les fonctions vitales. 

L'impact psychologique des pathologies lombaires est tout aussi important. La douleur 

chronique peut entraîner des sentiments de frustration, d'anxiété et de dépression. Les personnes 

souffrant de ces affections peuvent se sentir isolées et éprouver des difficultés à maintenir des 

relations sociales, exacerbant leur détresse émotionnelle. La peur constante de la douleur peut 

également restreindre leurs activités et leurs loisirs, limitant leur participation à des événements 

sociaux et réduisant leur plaisir de vivre. En conséquence, la qualité de vie des personnes 

atteintes de pathologies lombaires est souvent considérablement diminuée, tant sur le plan 

physique que psychologique  [ 11.19.20] . 

I.4. Les Systèmes d'acquisition d'images  

Les systèmes d'acquisition d'images jouent un rôle essentiel dans la capture et le traitement de 

données visuelles, qu'il s'agisse de simples photographies ou d'images médicales complexes. 

En combinant l'optique, l'électronique et le traitement numérique d'images, ces systèmes 

permettent de convertir des scènes visuelles en données numériques exploitables. 

Ce processus est vital dans de nombreux domaines, notamment la médecine, l'ingénierie, la 

surveillance, la robotique et bien d'autres. 

Ils permettent aux professionnels de la santé d'identifier les anomalies, de planifier les 

traitements et de surveiller l'évolution des maladies. Voici un aperçu des principales techniques 

d'imagerie utilisées dans ce domaine : 

I.4.1. Imagerie par Résonance Magnétique (IRM)  

L'IRM (imagerie par résonance magnétique) est un examen médical qui utilise un champ 

magnétique puissant et des ondes radio pour générer des images détaillées des organes et des 

tissus mous du corps. L'IRM est réalisée dans une machine spéciale appelée IRM, qui se 

compose de deux éléments principaux :[21] 

• L'aimant : Un grand aimant en forme de tube crée un champ magnétique puissant qui 

entoure le patient. 
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• L'ordinateur et la console de commande : Un ordinateur puissant contrôle l'aimant et 

les ondes radio, et traite les signaux générés par le corps du patient pour créer les images IRM. 

 

Figure I.16. Un appareil d'imagerie par résonance magnétique (IRM) [22] 

Cet appareil se présente comme un grand tunnel de près de 2 mètres de long au sein duquel une 

table vient se glisser. Pour cet examen, le patient est donc totalement « enfermé » dans l’appareil 

[21]. 

La salle informatique (PC room) 

La salle informatique, également appelée salle de contrôle, abrite l'ordinateur et la console de 

commande de l'IRM. Cette salle est généralement située à proximité immédiate de la machine 

IRM elle-même. Elle doit être conçue pour protéger l'équipement électronique des interférences 

électromagnétiques (IEM) générées par l'aimant puissant. 
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Figure I.17. Ordinateur de controle de salle IRM [23] 

Fonctions de la salle informatique  

• Contrôle de l'IRM : L'opérateur de l'IRM utilise la console de commande dans la salle 

informatique pour contrôler tous les aspects de l'examen, y compris le positionnement 

du patient, l'acquisition des images et les paramètres de séquence. 

• Traitement des images : L'ordinateur traite les signaux bruts générés par le corps du 

patient pour créer les images IRM en 2D et 3D. 

• Stockage des images : Les images IRM sont stockées sur un disque dur ou un serveur 

dans la salle informatique pour une consultation ultérieure par le médecin et le patient. 

• Réseau : La salle informatique peut être connectée au réseau informatique de l'hôpital 

pour permettre le transfert des images IRM vers d'autres systèmes informatiques [24]. 

La machine IRM et la salle informatique sont connectées par un système de câbles qui 

transmettent les signaux entre les deux composants. Ces câbles doivent être blindés pour éviter 

les interférences IEM. 

Applications de l’IRM  

L'IRM est utilisée dans de nombreuses applications médicales, notamment : 

• Diagnostic des tumeurs: il  est particulièrement efficace pour détecter les tumeurs du 

cerveau, de la moelle épinière, des muscles, des os et d'autres organes. Elle permet de 

visualiser la taille, la forme et l'étendue des tumeurs, ainsi que leur relation avec les 

structures environnantes. 
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• Évaluation des lésions cérébrales: il peut être utilisée pour diagnostiquer des accidents 

vasculaires cérébraux, des traumatismes crâniens, des infections cérébrales et d'autres 

maladies du cerveau. Elle permet de visualiser les lésions cérébrales et de suivre leur 

évolution au fil du temps. 

• Exploration des articulations et des ligaments: L'IRM est utile pour diagnostiquer 

des lésions des articulations, des ligaments, des tendons et des ménisques. Elle permet 

de visualiser les structures internes des articulations en détail et de détecter des 

déchirures, des inflammations et d'autres anomalies. 

• Examen des organes internes: L'IRM peut être utilisée pour examiner des organes tels 

que le foie, les reins, le cœur, les poumons et les glandes surrénales. Elle permet de 

détecter des tumeurs, des infections et d'autres pathologies[25]. 

 

Avantages 

• Imagerie détaillée 

• Pas de radiation 

• Bonne visualisation des tissus mous (tels que le cerveau, les muscles, les ligaments et 

les organes internes.) 

• Capacité de contraste: L'utilisation de produits de contraste à base de gadolinium 

permet d'améliorer la visualisation de certains tissus et structures.  

I.4.2. Tomodensitométrie (Scanner)  

Un scanner, scientifiquement appelé « tomodensitomètre » (TDM), est un appareil émettant de 

faibles doses de rayons X vers la partie du corps à analyser. Cette technique repose sur 

l’absorption des rayons par les tissus, permettant d’obtenir des images en coupes fines du corps. 

Ces images sont ensuite traitées par ordinateur pour reconstituer des vues en deux ou trois 

dimensions. Contrairement aux radiographies classiques qui produisent une image 

bidimensionnelle superposant différentes structures, le scanner permet de visualiser les organes 

et les tissus en 3D, offrant ainsi une meilleure précision pour le diagnostic médical [26]. 



Chapitre I                                                                                 Contexte Médical 

18 

 

Figure I.18.Un appareil de scanner médical [27] 

Fonctionnement 

Le scanner projette un faisceau de rayons X fin et collimaté sur le corps du patient. Ce faisceau 

traverse différentes parties du corps, dont certaines absorbent plus de rayons X que d'autres en 

fonction de leur densité. Des détecteurs situés en face du patient mesurent l'intensité des rayons 

X traversant le corps. 

Un ordinateur puissant utilise ensuite ces données pour reconstruire des images en coupes 

transversales du corps. L'épaisseur des coupes peut être ajustée en fonction de la zone à 

examiner. Les images obtenues sont généralement visualisées sur un écran d'ordinateur sous 

forme de coupes fines, mais peuvent également être reconstruites en 3D pour une meilleure 

visualisation des structures anatomiques[26]. 

Applications 

Le scanner est utilisé dans de nombreuses applications médicales, notamment : 

• Détection des tumeurs, des infections et d'autres anomalies: Le scanner permet de 

visualiser les tumeurs, les abcès, les fractures et d'autres anomalies avec une grande 

précision, ce qui facilite le diagnostic et le suivi du traitement. 

• Évaluation des traumatismes: Le scanner est souvent utilisé après des accidents ou 

des blessures graves pour évaluer l'étendue des lésions aux organes internes, aux os et 

aux vaisseaux sanguins. 
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• Planification de procédures médicales: Le scanner peut être utilisé pour guider des 

interventions chirurgicales et d'autres procédures médicales, telles que les biopsies ou 

les injections de produits de contraste[26]. 

Avantages du scanner 

• Imagerie détaillée en 3D: Le scanner offre une visualisation plus détaillée des 

structures anatomiques que les radiographies classiques, ce qui facilite le diagnostic et 

le suivi du traitement. 

• Rapidité: L'examen est généralement réalisé en quelques minutes. 

• Non invasif: Le scanner n'implique aucune incision ni injection, ce qui en fait une 

procédure relativement confortable pour le patient[26]. 

Inconvénients du scanner 

• Exposition aux rayonnements X: Le scanner expose le patient à des rayonnements X, 

bien que la dose soit généralement faible. 

• Contraste iodé: Dans certains cas, un produit de contraste iodé est injecté par voie 

intraveineuse pour améliorer la visualisation de certaines structures. Ce produit peut 

provoquer des réactions allergiques chez certaines personnes [26]. 

I.4.3. Radiographie  

Une radiographie est un examen médical d’imagerie permettant de visualiser une partie ou la 

totalité d’une zone corporelle. Cet examen nécessite l’utilisation de rayons X pour leur capacité 

à traverser les tissus de façon plus ou moins importante en fonction de leur densité. Une source 

émettrice de rayons X est alors placée devant la partie du corps à étudier tandis qu’un détecteur 

est localisé à l’arrière. Les molécules lumineuses émises vont traverser le corps en étant plus 

ou moins absorbés par les tissus sur leur passage. C’est ainsi que l’on peut différencier les os 

des muscles sur les clichés de radiographie[ 27]. 
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Figure I.19. Un appareil de radiographie [28] 

Les images radiographiques sont généralement capturées sur un film ou un capteur numérique. 

Le film est ensuite développé pour créer une image physique, tandis que le capteur numérique 

envoie les données à un ordinateur pour traitement et visualisation. Le PC permet de : 

✓ Ajuster la luminosité, le contraste et d'autres paramètres de l'image. 

✓ Appliquer des filtres pour améliorer la visibilité de certaines structures. 

✓ Stocker et archiver les images numériques. 

✓ Transmettre les images à d'autres professionnels de santé. 

 

Avantages 

• Technique simple et accessible:  

• Imagerie rapide 

• Bonne résolution des structures osseuses 

• Faible coût: 

• Pas de préparation particulière 

I.4.4. L’echographie  

L’échographie, aussi appelée l'ultrasonographie,est une technique d'imagerie médicale qui 

utilise des ultrasons pour visualiser les organes et les structures internes du corps. Les ultrasons 

sont des ondes sonores à haute fréquence qui ne sont pas audibles par l'oreille humaine. 

Lorsqu'ils sont émis par une sonde et qu'ils traversent les tissus, les ultrasons sont réfléchis par 
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les organes et les structures internes. Ces échos réfléchis sont ensuite captés par la sonde et 

transformés en images en temps réel sur un écranFigure [29]. 

 

Figure I.20. Un appareil d'échographie [31] 

Le médecin utilise un gel de contact qui contient de l’eau et permet la transmission des ultrasons 

(US) entre la sonde et la peau ; la sonde est « promenée » sur la peau et explore de façon 

dynamique la région demandée. 

La sonde envoie des US qui sont réfléchis par les tissus : le signal perçu est traité par 

l’échographe qui retranscrit une image sur l’écran en nuanc es de gris. 

Applications 

L'échographie est utilisée dans de nombreuses applications médicales, notamment : 

• Grossesse 

• Abdomen 

• Appareil circulatoire 

• Thyroïde 

• Articulations et muscles 

En résumé, le choix de la technique d'imagerie médicale la plus appropriée dépend de plusieurs 

facteurs, tels que la pathologie suspectée, les besoins du patient et les contre-indications. Le 

médecin évaluera chaque cas individuellement et prescrira l'examen le plus pertinent pour 

obtenir un diagnostic précis et guider la prise en charge thérapeutique. 

I.5. Conclusion  

Ce premier chapitre a établi une base solide pour comprendre le contexte médical essentiel à 

l'étude des pathologies lombaires. En détaillant l'anatomie et le fonctionnement du rachis, nous 
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avons mis en évidence l'importance de cette structure centrale du corps humain dans le soutien 

physique, la protection de la moelle épinière, et la facilitation des mouvements. 

Nous avons également exploré les principales pathologies lombaires, telles que la scoliose, 

l'hernie discale et la lordose, en soulignant leurs caractéristiques, leurs causes et leurs impacts 

sur la qualité de vie des patients. 

Enfin, nous avons examiné les systèmes d'acquisition d'images médicales, notamment l'IRM, 

le scanner, la radiographie et l'échographie, en illustrant comment ces technologies permettent 

un diagnostic précis et une évaluation détaillée des pathologies lombaires. 

Cette exploration approfondie du contexte médical est cruciale pour saisir les défis et les 

opportunités présentés par l'application du Deep Learning dans la classification non supervisée 

d'images pour le diagnostic des pathologies lombaires. Le cadre médical ainsi établi pave la 

voie à une compréhension plus approfondie et à des innovations potentielles dans ce domaine 

en pleine évolution. 

 



 

 

 

 

 

 

 

 

  

 

Chapitre II  

Apprentissage Automatique et Profond  
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II.1. Introduction  

L'intelligence artificielle (IA) est une branche de l'informatique qui permet aux systèmes 

d'apprendre et d'exécuter des tâches normalement associées à l'intelligence humaine, telles que 

la reconnaissance vocale, la prise de décisions ou la perception visuelle.  

Depuis les premières explorations de cette discipline par des visionnaires comme Alan Turing 

dans les années 1950, l'IA a considérablement évolué, intégrant des sous-disciplines clés 

comme l'apprentissage automatique (Machine Learning ou ML) et l'apprentissage profond 

(Deep Learning ou DL). L'IA exploite des algorithmes qui détectent des modèles à partir de 

vastes ensembles de données, lui permettant ainsi de prévoir et de s'adapter aux changements 

de manière autonome. Elle est capable de prendre des décisions de façon autonome, améliorant 

ainsi l'intelligence humaine en fournissant des informations précieuses et en augmentant la 

productivité 

 Ce chapitre explore les technologies d'apprentissage automatique et profond, en détaillant leurs 

principes fondamentaux, méthodes, applications et l'impact significatif de ces innovations dans 

divers domaines, notamment le médical. 

II.2. Apprentissage Automatique  

II.2.1. Définition du Machine Learning  

L'apprentissage automatique, aussi connu sous le nom de machine learning (ML), est un 

domaine de l'intelligence artificielle (IA)  et une technique de programmation informatique qui 

utilise des probabilités statistiques pour donner aux ordinateurs la capacité d'apprendre par eux-

mêmes sans programmation explicite .Le machine learning utilise des programmes de 

développement qui s'ajustent chaque fois qu'ils sont exposés à différents types de données en 

entrée. Contrairement aux programmes traditionnels qui suivent des instructions prédéfinies, 

les algorithmes de machine learning apprennent à partir de données, ce qui leur permet 

d'identifier des patterns, de faire des prédictions et de prendre des décisions autonomes [31.32]. 

L’objectif de base du machine learning est "d’apprendre à apprendre" aux ordinateurs – et par 

la suite, à agir et réagir – comme le font les humains, en améliorant leur mode d'apprentissage 

et leurs connaissances de façon autonome sur la durée. 
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II.2.2. Principe du Machine Learning : 

Le principe fondamental du machine learning repose sur l'utilisation d'algorithmes capables 

d'analyser de grandes quantités de données et d'en extraire des connaissances utiles. 

 Ces algorithmes s'inspirent de divers concepts mathématiques et statistiques, ainsi que du 

fonctionnement du cerveau humain. 

Le processus d'apprentissage automatique se déroule généralement en plusieurs étapes : 

1. Collecte de données : Rassembler un ensemble de données volumineux et de qualité pour 

entraîner l'algorithme. 

2. Prétraitement des données : Nettoyer et préparer les données pour les rendre utilisables 

par l'algorithme. 

3. Sélection du modèle : Choisir un algorithme de machine learning adapté à la tâche à 

accomplir. 

4. Entraînement du modèle : Appliquer l'algorithme aux données d'entraînement afin qu'il 

apprenne à identifier les patterns et à faire des prédictions. 

5. Évaluation du modèle : Tester le modèle sur des données non utilisées pour l'entraînement 

afin d'évaluer ses performances. 

6. Déploiement du modèle : Intégrer le modèle dans une application ou un système  

pour qu'il puisse être utilisé pour faire des prédictions ou prendre des décisions [32]. 

II.2.3. Méthodes d’Apprentissage Automatique : 

On peut classer les méthodes d’apprentissage automatique en plusieurs catégories :  
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Figure II.1. Les catégories d'apprentissage automatique  

La figure II.1 montre les trois principaux types d'apprentissage automatique: supervisé, non 

supervisé et par renforcement. Elle montre également quelques exemples de méthodes 

d'apprentissage automatique pour chaque catégorie. 

II.2.3.1. Apprentissage Automatique Supervisé : 

L’apprentissage supervisé est une technologie élémentaire mais stricte. Il utilise des données 

étiquetées, c'est-à-dire des données pour lesquelles la sortie souhaitée est déjà connue. [33.34] 

( figure II.2 ) 
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Figure II.3. Apprentissage supervisé [35] 

L’objectif est d’entraîner le modèle choisi pour qu’il puisse prédire correctement la sortie pour 

des entrées non étiquetées.  

 

Figure II.4. Algorithme d'apprentissage automatique supervisée 

Le schéma montre les étapes suivantes: 

1. Observation: La première étape consiste à collecter des données d'observation. Ces 

données peuvent être sous forme de texte, d'images, de vidéos ou de tout autre type de 

données. 

2. Algorithme: L'algorithme d'apprentissage automatique est ensuite appliqué aux 

données d'observation. L'algorithme apprend à partir des données et crée un modèle. 

3. Modèle prédictif: Le modèle prédictif est le résultat de l'apprentissage automatique. Il 

peut être utilisé pour faire des prédictions sur de nouvelles données. 

4. Étiquettes: Les étiquettes sont les informations correctes associées aux données 

d'observation. Elles sont utilisées pour évaluer la performance du modèle prédictif. 
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Les principaux algorithmes du machine learning supervisé sont les suivants  [36] : 

• Forêts Aléatoires: Ensemble d'arbres qui votent pour la meilleure classe. 

• Arbres de Décision: Arbre inversé avec des règles pour classifier les données. 

• KNN: Classe d'une nouvelle donnée basée sur ses K voisins les plus proches. 

• Régression Linéaire: Ligne droite qui minimise l'erreur entre la ligne et les données. 

• Naïve Bayes: Probabilité de classe basée sur des caractéristiques indépendantes. 

• SVM: Hyperplan qui maximise la marge entre les groupes de données. 

• Régression Logistique: Probabilité de classification binaire (0 ou 1). 

• Boosting Gradient: Combinaison de modèles faibles pour améliorer la précision. 

II.2.3.2. Apprentissage Automatique Non Supervisé  

L'apprentissage automatique non supervisé utilise des données non étiquetées, c'est-à-dire des 

données pour lesquelles la sortie souhaitée n'est pas connue[37]. 

 

Figure II.5. Apprentissage non-supervisé [35] 

l’objectif du système est d’identifier des caractéristiques communes aux données 

d’entraînement  

 

Figure II.6. Algorithme d'apprentissage automatique non supervisée 
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L'algorithme apprend à identifier des patterns et des structures dans les données non étiquetées, 

ce qui peut être utile pour des tâches telles que le regroupement de données similaires ou la 

détection d'anomalies 

Dans le cadre du machine learning non supervisé, l'algorithme détermine lui-même la structure 

de l'entrée (aucune étiquette n'est appliquée à l'algorithme). Cette approche peut être un but en 

soi (qui permet de découvrir des structures enfouies dans les données) ou un moyen d'atteindre 

un certain but. Cette approche est également appelée « apprentissage des caractéristiques » 

(feature learning). 

Les principaux algorithmes du machine learning non supervisé sont les suivants : 

 K-Means, clustering/regroupement hiérarchique et réduction de la dimensionnalité. 

✓ K-Means: Divise les données en groupes (k) en fonction de leur similarité. 

✓ Clustering Hiérarchique: Regroupe les données de manière arborescente, du plus 

proche au plus éloigné. 

✓ Réduction de Dimensionnalité: Transforme les données complexes en un format plus 

simple pour une analyse plus facile.[34, 37] 

II.3. Apprentissage Profond  

II.3.1. Définition du Deep Learning   

L'apprentissage profond (DL) est un sous-domaine de l'apprentissage automatique (ML) qui 

s'inspire du fonctionnement du cerveau humain pour apprendre à partir de données. Il utilise 

des réseaux de neurones artificiels complexes, composés de plusieurs couches cachées, pour 

extraire des caractéristiques et des modèles à partir de données massives, souvent non 

structurées[34.38]. 

 

Figure II.7. Introduction a l'apprentissage profond [39] 
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II.3.2. Principe du Deep Learning  

Le principe du deep learning repose sur l'utilisation de réseaux de neurones artificiels à plusieurs 

couches (d'où le terme "profond"). Chaque couche du réseau extrait des caractéristiques de plus 

en plus abstraites des données d'entrée. 

 Les couches initiales peuvent détecter des motifs simples (comme les bords dans une image), 

tandis que les couches plus profondes peuvent combiner ces motifs pour reconnaître des objets 

ou concepts plus complexes.  

L'apprentissage se fait via un processus de rétropropagation de l'erreur, où les poids des 

connexions entre neurones sont ajustés pour minimiser l'erreur de prédiction du modèle[38]. 

 

Figure II.8. Principe du Deep Learning [40] 

II.3.3. Le processus d'apprentissage dans le Deep Learning  

Le processus d'apprentissage dans le Deep Learning se déroule en plusieurs étapes: 

1. Collecte et préparation des données: 

La première étape consiste à collecter et à préparer les données qui seront utilisées pour 

entraîner le réseau de neurones. Les données peuvent être de différents types, telles que des 

images, du texte, des sons ou des données numériques.  
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2. Définition de l'architecture du réseau de neurones 

L'architecture du réseau de neurones définit la structure du réseau, y compris le nombre de 

couches, le nombre de neurones par couche, le type de connexions entre les neurones et les 

fonctions d'activation utilisées. Le choix de l'architecture du réseau est crucial pour la 

performance du modèle. 

3. Initialisation des paramètres du réseau 

Les paramètres du réseau de neurones sont les poids des connexions entre les neurones. Ces 

poids sont initialisés à des valeurs aléatoires avant l'apprentissage. 

4. Apprentissage du réseau de neurones 

Le réseau de neurones apprend à partir des données en ajustant ses paramètres. Cet 

ajustement des paramètres se fait par le biais d'un algorithme d'optimisation, tel que la 

rétropropagation. L'algorithme d'optimisation calcule la différence entre la sortie prédite du 

réseau et la sortie réelle des données, et ajuste ensuite les paramètres du réseau de manière à 

minimiser cette différence [24]. 

5. Évaluation du réseau de neurones: 

Une fois le réseau de neurones entraîné, il est évalué sur un ensemble de données de test 

distinct des données d'apprentissage. Cette évaluation permet de mesurer la performance du 

réseau sur des données qu'il n'a jamais vues auparavant. 

6. Déploiement du réseau de neurones 

Si le réseau de neurones obtient de bons résultats à l'évaluation, il peut être déployé dans une 

application réelle. Cela signifie que le réseau sera utilisé pour faire des prédictions sur de 

nouvelles données. 

7. Surveillance et maintenance du réseau de neurones 

Il est important de surveiller et de maintenir le réseau de neurones déployé afin de s'assurer 

qu'il continue à fonctionner de manière optimale. Cela peut impliquer de retraîner le réseau 

sur de nouvelles données ou d'ajuster ses paramètres [41].  
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II.3.4. Applications du Deep Learning dans le Domaine Médical   

Le domaine de la santé, englobant la médecine et les soins aux patients, est en constante 

évolution, toujours à la recherche de nouvelles technologies et méthodes pour améliorer la 

qualité des soins et l'efficacité des traitements. 

 La révolution numérique a introduit des outils puissants comme l'intelligence artificielle (IA) 

et le deep learning, qui ont transformé de nombreux aspects du secteur médical. Ces avancées 

permettent non seulement d'optimiser les processus médicaux, mais aussi de proposer des 

solutions innovantes pour des défis complexes. 

 Grâce au deep learning, le domaine médical a vu naître des applications variées et 

sophistiquées, allant de la détection précoce des maladies à l'assistance chirurgicale.  

Explorons quelques-unes des applications les plus prometteuses du deep learning dans le 

domaine médical  [42] : 

• Imagerie médicale: Le DL peut être utilisé pour analyser des images médicales, telles 

que des radiographies, des tomographies par ordinateur et des IRM, pour détecter des 

anomalies et aider au diagnostic de maladies. 

• Robotique médicale: Le DL peut être utilisé pour contrôler des robots chirurgicaux 

avec une précision accrue et une plus grande autonomie. 

• Développement de médicaments: Le DL peut être utilisé pour accélérer le processus 

de développement de médicaments en prédisant la toxicité et l'efficacité des composés 

potentiels [43] . 

II.4. Réseaux de Neurones  

II.4.1. Qu'est-ce qu'un réseau neuronal  

Un réseau neuronal est une méthode d'intelligence artificielle qui apprend à des ordinateurs à 

traiter les données d'une manière inspirée par le cerveau humain.  

C 'est un type de processus de machine learning appelé deep learning, qui exploite des nœuds, 

ou neurones, interconnectés dans une structure à plusieurs couches similaire au cerveau humain. 

Il crée un système adaptatif utilisé par les ordinateurs pour apprendre de leurs erreurs et 

s'améliorer en continu. Les réseaux neuronaux artificiels tentent de résoudre des problèmes 

complexes tels que résumer des documents ou reconnaître des visages, avec davantage de 

précision. [44] 
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Architecture d’un  réseau neuronal simple  

Un réseau neuronal de base comporte des neurones artificiels interconnectés en trois couches : 

[44]. 

 

Figure II.9. Architecture d'un réseau neuronal simple [45] 

Couche d'entrée 

Les informations du monde extérieur entrent dans le réseau neuronal artificiel par la couche 

d'entrée. Les nœuds d'entrée traitent les données, les analysent ou les catégorisent, et les 

transmettent à la couche suivante. 

Couche cachée 

Les couches cachées prennent leurs entrées de la couche d'entrée ou d'autres couches 

cachées. Les réseaux neuronaux artificiels peuvent avoir un grand nombre de couches 

cachées. Chaque couche cachée analyse la sortie de la couche précédente, la retravaille et 

la transmet à la couche suivante. 

Couche de sortie 

La couche de sortie donne le résultat final de tous les traitements de données effectués par 

le réseau neuronal artificiel. Il peut avoir des nœuds uniques ou multiples. Par exemple, si 

nous avons un problème de classification binaire (oui/non), la couche de sortie aura un nœud 

de sortie qui fournira le résultat sous forme de 1 ou 0. Cependant, si nous avons un problème 

de classification multi-classes, la couche de sortie peut être constituée de plus d'un nœud de 

sortie. 
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Poids (Weights) 

Les poids sont des coefficients appliqués aux entrées d'un neurone pour ajuster leur 

importance relative. Ils sont essentiels pour l'apprentissage, car leurs ajustement permet au 

réseau de s'améliorer en minimisant l'erreur. 

Chaque neurone est associé à un poids synaptique. Lorsqu'une donnée d'entrée entre dans 

un neurone, le poids sur le neurone est multiplié par sa valeur d'entrée. 

Fonctions d'Activation 

Les Fonctions d'Activation sont des formules mathématiques qui s’activent dans certaines 

conditions.  

Lorsque les neurones calculent la somme pondérée des entrées et le poids, elles sont 

transmises à la fonction d’activation, qui vérifie si la valeur calculée dépasse le seuil 

spécifié. Si la valeur calculée est supérieure au seuil, la fonction d’activation est activée et 

une valeur de sortie est calculée. Cette valeur est ensuite transmise aux couches suivantes 

ou précédentes, selon la complexité du réseau, ce qui peut aider les réseaux de neurones à 

ajuster les poids de leurs neurones. Quelques exemples courants 

Tableau II.1. Les fonctions d'activation les plus importants dans le deep learning [46] 

 

Fonction 

d'activation 

 

Description 

 

Formule 

mathématique 

 

Avantages 

 

Applications 

courantes 

 

 

 

Sigmoïde 

Transforme les 

entrées en 

valeurs entre 0 

et 1, souvent 

utilisée pour la 

classification 

binaire.  

 

 

f(x) = 1 / 

 (1 + exp(-x)) 

 

Sorties 

normalisées 

entre 0 et 1, 

simple à 

implémenter

  

Classification 

binaire (par 

exemple, prédire si 

une image contient 

un chat ou un 

chien) 
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ReLU 

(Rectified 

Linear 

Unit)  

 

 

Renvoie l'entrée 

si elle est 

positive, 0 

sinon.  

 

F(x) = max(0, x)

  

 

 

Simple à 

implémenter, 

rapide à 

calculer, 

Couches cachées 

des réseaux de 

neurones 

convolutifs (par 

exemple, pour la 

reconnaissance 

d'images) 

 

 

 

Softmax

  

Transforme un 

vecteur d'entrées 

en un vecteur de 

sorties 

probabilistes où 

la somme des 

sorties est égale 

à 1.  

 

 

 

f(x_i) = 

 exp(x_i)/ 

sum(exp(x_j))  

 

 

 

Sorties 

probabilistes 

normalisées, 

utile pour la 

classification 

multi-classes 

Couche de sortie 

des réseaux de 

neurones pour la 

classification 

multi-classes (par 

exemple, pour 

identifier le type 

d'objet dans une 

image) 

Architecture d’un réseau neuronal profond : 

Les réseaux neuronaux profonds, ou réseaux de deep learning, possèdent plusieurs couches 

cachées avec des millions de neurones artificiels reliés entre eux.  

 

Figure II.10. Architecture d'un réseau neuronal profond [47] 
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Théoriquement, les réseaux neuronaux profonds peuvent mettre en correspondance n'importe 

quel type d'entrée avec n'importe quel type de sortie.  

Cependant, elles nécessitent également beaucoup plus d'entraînement par rapport aux autres 

méthodes de machine learning.  

La profondeur d'un réseau de neurones artificiels (RNA) fait référence au nombre de couches 

cachées qu'il possède. 

• Réseau peu profond: Un réseau avec peu de couches cachées, généralement une ou 

deux. 

• Réseau profond: Un réseau avec plusieurs couches cachées, souvent des dizaines ou des 

centaines 

Les réseaux profonds ont la capacité de capturer des relations plus complexes entre les données 

d'entrée et la sortie souhaitée, par rapport aux réseaux peu profonds. 

Bien qu’un réseau de neurones à une seule couche puisse effectuer des prédictions 

approximatives, l’ajout de couches cachées supplémentaires permet d’optimiser et d’améliorer 

la précision des résultats. L’apprentissage en profondeur est à la base de nombreuses 

applications et services d’intelligence artificielle (IA) qui améliorent l’automatisation en 

exécutant des tâches analytiques et physiques sans intervention humaine. [44] 

Les types de réseaux neuronaux  

Le domaine des réseaux de neurones artificiels (RNA) est vaste et en constante évolution, avec 

de nouvelles architectures et des variantes apparaissant régulièrement[48]. 

Voici quelques-uns des types de réseaux de neurones les plus courants: 

1. Réseaux de neurones perceptrons ( monocouche )  

• Les plus simples, composés de neurones perceptrons à une seule couche. 

• Apprennent des fonctions linéaires séparables. 

• Utilisés pour des tâches de classification binaire simples. 

2. Réseaux de neurones multicouches 
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• Plus complexes, composés de plusieurs couches cachées de neurones artificiels. 

• Peuvent apprendre des fonctions non linéaires complexes. 

• Utilisés pour une large gamme de tâches, comme la reconnaissance d'images, le 

traitement du langage naturel et la prédiction de séries temporelles. 

3. Réseaux de neurones convolutifs (CNN) 

• Spécialisés dans le traitement d'images et de données spatiales. 

• Utilisent des opérations de convolution pour extraire des caractéristiques locales des 

données d'entrée. 

• Ont obtenu des résultats remarquables dans des tâches comme la reconnaissance 

d'objets, la segmentation d'images et la génération d'images. 

4. Réseaux de neurones récurrents (RNN) 

• Adaptés aux données séquentielles, comme le langage naturel ou les séries temporelles. 

• Possèdent des connexions entre les neurones au sein d'une même couche, permettant de 

prendre en compte le contexte temporel. 

• Utilisés pour des tâches comme la traduction automatique, la reconnaissance vocale et 

l'analyse de texte[48]. 

 

II 4.5 Architecture des CNN  

Les réseaux de neurones convolutifs (CNN) sont un type d'architecture de réseau de neurones 

artificiels (RNA) . 

Un réseau de neurones convolutif est un réseau de neurones composé par une succession de 

couches, dont au moins une seule, est une « couche de convolution ».  

Ce type d’architecture est conçu pour extraire automatiquement des caractéristiques (features) 

à partir d’un ensemble de données non structurées, afin de reconnaitre des objets.  

Lors de l’apprentissage des réseaux CNN, la hauteur et la largeur du volume d’entrée diminuent 

grâce à l’application d’une fonction d’activation, sur les résultats des couches de convolution, 

ou aux résultats des couches de convolution et des couches de Pooling, jusqu’à atteindre « la 

couche fully-connected » [49] . 
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Figure II.11. Architecture des CNNS [50] 

Un CNN typique est composé de plusieurs couches successives qui effectuent des opérations 

spécifiques  [49] : 

1. Couche d'entrée: Reçoit l'image d'entrée, généralement sous forme de matrice 

tridimensionnelle représentant les pixels de l'image (hauteur, largeur, canaux de couleur). 

2. Couches convolutives: 

• Appliquent des filtres convolutifs à l'image d'entrée. 

• Un filtre convolutif est une petite matrice de poids qui glisse sur l'image, calculant une 

somme pondérée des pixels à chaque position. 

• Ces opérations permettent d'extraire des caractéristiques locales, comme des bords, des 

textures ou des motifs, à partir de l'image. 

• Plusieurs couches convolutives peuvent être empilées pour extraire des caractéristiques 

de plus haut niveau. 

3. Couches de pooling: 

• Réduisent la dimensionnalité des données en effectuant une opération de "pooling" sur 

les activations des couches convolutives précédentes. 

      4. Couches entièrement connectées: 

• Appliquées à la sortie des couches convolutives et de pooling finales. 
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• Transforment la représentation spatiale en une représentation vectorielle. 

• Permettent d'effectuer une classification ou une régression sur les caractéristiques 

extraites. 

      5. Couche de sortie: 

• Produit la sortie finale du réseau, en fonction de la tâche à accomplir (classification, 

segmentation, génération, etc.). 

II.4.6 Fonctionnalités des CNN dans la classification d’images : 

 Les réseaux de neurones convolutifs (CNN) sont particulièrement 

efficaces pour la classification d’images en raison de leur capacité à extraire 

automatiquement les caractéristiques pertinentes des images. Voici les principales 

fonctionnalités des CNN [51] : 

• Couches d’un réseau de neurones convolutif 

1. Couche de Convolution (Convolutional Layer) 

• Opération de Convolution : La convolution est une opération mathématique qui 

combine deux ensembles d'informations. Dans le contexte des CNN, il s'agit de 

l'application de filtres sur une image pour produire des cartes de caractéristiques (feature 

maps). 

• Caractéristiques de cette couche : Détecte des motifs locaux tels que des bords, des 

textures et des formes. Chaque filtre extrait une caractéristique spécifique de l'image, ce 

qui permet au réseau de détecter des motifs complexes.  

2. Couche de Pooling (Pooling Layer) 

• Fonction : Réduit la dimensionnalité des cartes de caractéristiques tout en conservant 

les informations importantes. Les deux types de pooling les plus courants sont le max 

pooling et l'average pooling. 

• Max Pooling : Prend le maximum de chaque sous-région de la carte de caractéristiques. 
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Input (4×4) 

 

8 3 5 9 

4 7 2 4 

6 5 2 0 

1 7 3 6 

 

 

 

 

 

 

 

Output (2×2) 

8 9 

5 6 

Figure II.12. Opération de max pooling  [52] 

• Average Pooling : Prend la moyenne de chaque sous-région de la carte de 

caractéristiques. 

• Min pooling : Garde les valeurs les plus petites, ce qui peut être utile dans des cas 

spécifiques où les petites valeurs ont de l'importance 

 

 

 

 

 

 

 

 

Input (4×4) 

 

8 3 5 9 

4 7 2 4 

6 5 2 0 

1 7 3 6 

 

 

 

 

 

 

 

Output (2×2) 

3 2 

1 0 

Figure II.13. Opération de min pooling [53] 

• Caractéristiques : Diminue la taille des cartes de caractéristiques, réduisant ainsi le 

nombre de paramètres et le coût de calcul, tout en contrôlant le surajustement. 

3. Couche d’Activation (Activation Layer) 

• Fonction : Introduit de la non-linéarité dans le réseau pour permettre la modélisation de 

relations complexes. Les fonctions d'activation couramment utilisées sont ReLU, 

Sigmoid et Tanh. 

4. Couches Fully Connected (Fc) 

• Fonction : Chaque neurone de la couche est connecté à tous les neurones de la couche 

précédente. Transforme les cartes de caractéristiques extraites par les couches 

convolutives et de pooling en un vecteur de caractéristiques. 
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• Caractéristiques : Permet la classification en utilisant des couches de neurones denses 

et des fonctions d'activation pour prendre des décisions finales sur les classes des 

images. 

5. Couche Flatten 

• Fonction : Transforme les matrices de caractéristiques en un vecteur plat pour pouvoir 

les passer à une couche fully connected. 

• Caractéristiques : Prépare les données pour les couches denses, en assurant que chaque 

pixel est pris en compte individuellement dans les décisions finales. 

6. Couche Dropout 

• Fonction : Pendant l'entraînement, désactive de manière aléatoire un certain 

pourcentage de neurones afin de prévenir le surajustement (overfitting). 

• Caractéristiques : Améliore la généralisation du modèle en réduisant sa dépendance à 

des neurones spécifiques. 

II.5. Conclusion : 

Ce chapitre a offert une vue d'ensemble complète des technologies d'apprentissage automatique 

(ML) et d'apprentissage profond (DL), deux piliers essentiels de l'intelligence artificielle 

moderne. En introduisant les concepts de base et les principes qui sous-tendent ces 

technologies, il a été démontré comment le ML permet aux systèmes de reconnaître des motifs 

et de prendre des décisions basées sur des données, tandis que le DL, avec ses réseaux 

neuronaux complexes, approfondit cette capacité par des modèles encore plus sophistiqués et 

performants. En nous appuyant sur ces fondations solides, nous allons maintenant explorer les 

modèles de classification pour l'apprentissage par transfert 

 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

  

 

Chapitre III  

Modèles de classification pour 

l’apprentissage par transfert  
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III.1. Introduction  

 L'imagerie médicale joue un rôle essentiel dans le diagnostic et le traitement précis des troubles 

de la colonne vertébrale. La classification spinale, qui consiste à identifier et catégoriser ces 

troubles à partir d'images médicales, est une étape importante de ce processus clinique. Ce 

chapitre explore l'utilisation de l'apprentissage par transfert pour automatiser et améliorer la 

précision de ces classifications. 

Avant de plonger dans l'apprentissage par transfert et ses applications à la classification spinale, 

il est important de souligner l'existence de méthodes de classification spinale traditionnelles qui 

ont jeté les bases pour les avancées technologiques actuelles. Ces méthodes traditionnelles, bien 

que essentielles, présentent certaines limitations. Elles peuvent être chronophages(lent), 

subjectives et sujettes à une erreur humaine. De plus, l'analyse manuelle de grandes quantités 

d'images médicales peut être fastidieuse (Sans intérêt) et sujette à la fatigue. C'est là que 

l'apprentissage par transfert entre en jeu. En s'appuyant sur des modèles d'apprentissage profond 

pré-entraînés et des ensembles de données d'images médicales, l'apprentissage par transfert 

offre une approche automatisée et objective pour la classification spinale, améliorant 

potentiellement la précision, l'efficacité et la reproductibilité de ce processus. 

Ce chapitre explore divers modèles de classification utilisés dans ce contexte, en mettant 

l'accent sur leurs architectures spécifiques telles que VGG16, VGG19, ResNet18, ResNet34 et 

DenseNet121. Nous examinerons également les différentes mesures d'évaluation employées 

pour évaluer leur efficacité dans cette application particulière De plus, nous discutons des 

différentes mesures d'évaluation employées pour mesurer l'efficacité de ces modèles dans la 

classification des troubles de la colonne vertébrale. 

III.2. Un bref parcours des travaux de classification Spinale 

Dans le domaine médical, la classification des troubles de la colonne vertébrale, également 

appelée classification spinale, joue un rôle fondamentale dans le diagnostic et le traitement 

efficaces des différentes anomalies et pathologies affectant la colonne vertébrale. Les cliniciens, 

notamment les chirurgiens de la colonne vertébrale, s'appuient sur une approche 

multidisciplinaire pour évaluer ces troubles. Tout d'abord, une évaluation clinique du sujet est 

effectuée, corrélant les résultats cliniques avec les résultats des examens d'imagerie et les 

rapports des radiologues. En fonction de la gravité de la pathologie, un examen physique 
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approfondi peut être réalisé, suivi d'une évaluation détaillée de l'alignement et de l'équilibre de 

la colonne vertébrale à partir d'examens radiographiques et IRM. Ces évaluations comprennent 

des mesures telles que l'angle lordotique, l'angle lombo-sacré, l'angle d'incidence 

pelvienne, la hauteur de la colonne lombaire, ainsi que la taille des disques intervertébraux 

postérieurs et antérieurs. 

Dans le cadre de la classification spinale, deux aspects clés sont abordés : l'évaluation du 

spondylolisthésis et l'évaluation de la lordose lombaire. Le spondylolisthésis, caractérisé par le 

désalignement d'une vertèbre par rapport à une autre en raison d'une fracture osseuse de stress 

appelée spondylolyse, est évalué en suivant la classification de Meyerding. En ce qui concerne 

l'évaluation de la lordose lombaire, plusieurs méthodes sont utilisées, notamment la méthode 

de Cobb modifiée, l'indice d'Ishihara, la méthode Voutsinas et MacEwen, l'évaluation 

radiologique tangentielle de la lordose lombaire (TRALL), la méthode de la tangente 

postérieure Harrison (HPTM), la méthode du centroïde et la méthode de l'aire sous la 

courbe (AUC)[54]. 

 

Figure III.1. Méthodes utilisées pour l'évaluation de la courbe lordotique lombaire [54] 
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Un résumé de certaines des techniques  [ 54 ]  

Classification de Meyerding 

• Principe : Cette classification évalue le degré de glissement d'une vertèbre par rapport à 

une autre, généralement dans le contexte du spondylolisthésis, où une vertèbre se 

déplace vers l'avant par rapport à celle qui se trouve en dessous. 

• Procédure : Le glissement est mesuré en pourcentage de la largeur du plateau vertébral 

supérieur de la vertèbre sous-jacente. 

• Avantages : Simple à utiliser et permet de quantifier la gravité du spondylolisthésis de 

manière standardisée. 

• Limites : Ne prend pas en compte les autres dimensions de l'instabilité vertébrale ou les 

symptômes cliniques. 

Méthode de l'Indice d'Ishihara 

• Principe : L'indice d'Ishihara mesure la courbure de la colonne vertébrale en utilisant un 

angle lordotique spécifique. 

• Procédure : Un angle est calculé en traçant une ligne à partir du bord antérieur de la 

première vertèbre lombaire jusqu'au bord antérieur de la cinquième vertèbre lombaire. 

• Avantages : Simple et rapide à utiliser. 

• Limites : Peut ne pas capturer les subtilités des courbes anormales. 

Méthode de Voutsinas et MacEwen (VM) 

• Principe : La méthode VM utilise des points spécifiques le long de la colonne pour 

calculer plusieurs angles. 

• Procédure : Des lignes sont tracées entre divers points vertébraux pour évaluer les angles 

individuels formés par les vertèbres. 

• Avantages : Offre une analyse plus détaillée et précise de la courbure. 

• Limites : Plus complexe et nécessite plus de temps pour effectuer les mesures. 

Méthode de l'Évaluation Radiologique Tangentielle de la Lordose Lombaire (TRALL) 

• Principe : La méthode TRALL évalue la lordose lombaire en utilisant des tangentes à 

des points spécifiques sur les vertèbres. 

• Procédure : Des tangentes sont tracées sur les bords antérieurs et postérieurs des 

vertèbres pour former une courbe qui est ensuite analysée. 

• Avantages : Permet une évaluation détaillée et précise de la courbe lordotique. 

• Limites : Peut être complexe à mettre en œuvre et nécessiter une formation spécifique. 
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Méthode du Centroïde 

• Principe : Utilise des centroïdes des vertèbres pour calculer l'angle d'intersection. 

• Procédure :Les centroïdes (points centraux) sont identifiés au lieu des points d'angle. 

L'angle d'intersection θ entre les lignes passant par ces centroïdes est calculé. 

• Avantages : Précise pour capturer la géométrie centrale de la courbure. 

• Limites : Plus complexe et nécessite une analyse détaillée pour identifier les centroïdes 

Méthode de l'Aire Sous la Courbe (AUC) 

• Principe : Utilise une courbe tracée reliant les coins postérieurs des vertèbres lombaires. 

• Procédure :Une courbe est tracée entre les coins postérieurs des vertèbres lombaires. Le 

point du coin supérieur est connecté directement au point du coin inférieur.L'aire sous 

cette courbe est mesurée pour évaluer la lordose lombaire. 

• Avantages : Permet une évaluation continue et détaillée de la courbure. 

• Limites : Complexe à mettre en œuvre et nécessite des logiciels spécialisés pour calculer 

l'aire sous la courbe. 

Les méthodes traditionnelles de classification spinale sont essentielles pour évaluer la lordose 

lombaire et le spondylolisthésis. Elles offrent des approches structurées pour quantifier les 

anomalies vertébrales, mais présentent des limites en termes de complexité. Malgré ces défis, 

elles restent fondamentales et servent de base pour les avancées technologiques futures, comme 

l'intégration du deep learning pour améliorer précision et efficacité des diagnostics.  

III.3. Modèles d’entraînement explorés  

Pour la classification d'images plusieurs modèles préentraînés ont été explorés pour leur 

capacité à classifier ces images de manière efficace : 

III.3.1. VGG16 (Visual Geometry Group 16-layer)  

  Le modèle VGG16 est une architecture de réseau neuronal convolutionnel profonde 

comprenant 16 c ouches, préentraînées sur le dataset ImageNet. Il est connu pour sa simplici té 

et son efficacité dans la reconnaissance d'images, grâce à ses couches de convolution et de 

pooling qui extraient et réduisent progressivement les caractéristiques des images, avec 

quelques modifications en ajoutant des couches personnalisées pour adapter les sorties a notre 

base de données utilisée. 
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Figure III.2. Modèle de vgg16 [55] 

III.3.2. VGG19 (Visual Geometry Group 19-layer) 

Similaire au VGG16, le VGG19 possède 19 couches et est également préentraîné sur ImageNet. 

L'ajout de trois couches de convolution supplémentaires permet au modèle de capturer des 

caractéristiques plus complexes et fines des images, améliorant ainsi la précision potentielle 

pour certaines tâches de classification d'images. 

 

Figure III.3. Modèle de vgg19 [56] 

III.3.3. ResNet18  (Residual Network 18-layer) 

ResNet18 est un modèle de réseau de neurones résiduel comprenant 18 couches. Sa 

caractéristique principale est l'utilisation de "residual blocks" qui facilitent l'apprentissage de 

réseaux plus profonds en permettant un flux direct de gradients à travers les couches, ce qui 

atténue le problème de la dégradation lors de l'entraînement de réseaux très profonds. 
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Figure III.4. Architecture du resnet 18 [57] 

III.3.4. ResNet34 ( Residual Network 34-layer)  

 ResNet34 est une extension de ResNet18 avec 34 couches, offrant une capacité de modélisation 

plus importante tout en utilisant le même principe de "residual blocks". Ce modèle est 

particulièrement efficace pour apprendre des représentations complexes des données tout en 

maintenant une bonne performance de généralisation. 

 

Figure III.5. Architecture du resnet 34 [58] 

III.3.5. DenseNet121 (Densely Connected Convolutional Network 121-layer) 

Le modèle DenseNet-121 est une architecture de réseau de neurones convolutifs profonds qui 

a été développée pour la classification d'images. Il se distingue par son architecture dense, où 

chaque couche reçoit des connexions directes de toutes les couches précédentes. Cela favorise 

un meilleur flux d'informations à travers le réseau et une utilisation plus efficace des 

caractéristiques extraites à différentes profondeurs. 
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Figure III.6. Architecture du densnet 121 [59] 

III.4. Métriques d’évaluation 

Les métriques d’évaluation sont des outils essentiels pour juger les performances d'un modèle 

de classification. Elles permettent de quantifier l'exactitude et la qualité des prédictions 

effectuées par le modèle.[60] 

III.4.1. Matrice de confusion  

Une matrice de confusion est un tableau permettant de visualiser les performances d'un 

algorithme de classification. Elle met en relation les prédictions du modèle avec les valeurs 

réelles, permettant ainsi de calculer diverses métriques d’évaluation. 

Tableau III.1. Tableau qui explique une matrice de confusion [60]  

 Prédiction 

Positive 

 
 

Prédiction 

Négative 

 
 

Réel 

Positif 

 
 

Vrai 

Positif 

(TP) 

 
 

Faux 

Négatif 

(FN) 

 
 

Réel 

Négatif 

 
 

Faux 

Positif 

(FP) 

 
 

Vrai Négatif 

(TN) 

Tableau 4.1: Tableau qui explique une matrice de confusion 
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• Vrai Positif (TP) : Nombre de prédictions positives correctes. 

• Faux Négatif (FN) : Nombre de prédictions négatives incorrectes (des positifs réels 

prédites comme négatifs). 

• Faux Positif (FP) : Nombre de prédictions positives incorrectes (des négatifs réels 

prédites comme positifs). 

• Vrai Négatif (TN) : Nombre de prédictions négatives correctes. 

III.4.2. Critères d’évaluation  

II.4.2.1 L’excactitude ( accuracy)  

L'exactitude est le rapport du nombre de prédictions correctes (vrais positifs et vrais négatifs) 

au nombre total de prédictions. Elle est donnée par la formule : 

 

II.4.2.2 Précision  

La précision est le rapport du nombre de vrais positifs au nombre total de prédictions         

positives. Elle est donnée par la formule : 

 

La précision est particulièrement importante lorsque le coût des faux positifs est élevé, par 

exemple dans les tests médicaux où un faux positif pourrait entraîner des traitements inutiles. 

II.4.2.3 Rappel ( recall ) : 

Le rappel, également appelé sensibilité ou taux de vrais positifs, est le rapport du nombre de 

vrais positifs au nombre total de positifs réels. Il est donné par la formule : 

 

II.4.2.4. F1 score  

Le F1score est la moyenne harmonique de la précision et du rappel. Il fournit une mesure unique 

qui équilibre les deux métriques. Il est donné par la formule : 
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Le F1 score est particulièrement utile lorsque vous devez trouver un équilibre entre précision 

et rappel, surtout dans des situations où un compromis entre les deux est nécessaire. 

III.5. Conclusion 

Ce chapitre a présenté l'utilisation prometteuse de l'apprentissage par transfert pour la 

classification des troubles de la colonne vertébrale à partir d'images médicales. L'exploration 

de divers modèles de classification populaires, tels que VGG16, VGG19, ResNet18, ResNet34 

et DenseNet121, a mis en lumière le potentiel de cette approche pour automatiser et améliorer 

la précision de ce processus clinique. 

L'apprentissage par transfert, en combinaison avec l'apprentissage profond, ouvre des 

perspectives prometteuses pour révolutionner la classification spinale et améliorer les soins aux 

patients souffrant de troubles de la colonne vertébrale. En poursuivant des recherches dans ce 

domaine, nous pouvons espérer des avancées significatives dans le diagnostic et le traitement 

de ces pathologies dans les années à venir. 

 

 



 

 

 

 

Chapitre IV 

Développement et Évaluation 

Comparative du Système de Classification 

‘DetecLordose’  
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IV.1. Introduction  

Ce chapitre présente le processus complet de développement, de mise en place et d'évaluation 

du système de classification 'DetecLordose'. Nous détaillons l'environnement matériel et 

logiciel utilisé, la méthodologie de traitement des données, la conception du modèle de réseau 

de neurones convolutifs (CNN) personnalisé, ainsi que les résultats obtenus. Un des objectifs 

principaux est de comparer les performances de notre modèle ‘DetecLordose’ avec d'autres 

modèles bien établis tels que VGG16, VGG19 , DenseNet121  ,afin de choisir le plus adapté 

pour la prédiction du type de Lordose . 

IV.2. Environnement de travail  

IV.2.1. Hardware  

Ce travail a été réalisé avec un ordinateur personnel : 

Ordinateur  

• Lenovo -N08OKSA 

• Intel(R) Core (TM) i5-7200U CPU @ 2.50GHz   2.71 GHz 

• RAM 12,00 Go 

• GPU intégré 

• 100 Gb d’espace 

IV.2.2. Software  

IV.2.2.1. Google Colab  

Google Colab, ou Google Colaboratory, est un service basé sur le cloud offert par Google qui 

permet aux utilisateurs d'écrire et d'exécuter du code Python directement dans leur navigateur. 

C'est un outil particulièrement populaire pour les projets de machine learning, d'analyse de 

données et d'apprentissage profond, grâce à ses nombreuses fonctionnalités. 

IV.2.2.2. Anaconda  

Anaconda est une distribution de Python qui inclut un large éventail de bibliothèques et outils 

destinés à la data science et au machine learning. Avec Anaconda, on a pu créer des 

environnements virtuels spécifiques à notre projet, assurant ainsi la compatibilité des 

bibliothèques et des versions de Python nécessaires. 
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IV.2.2.3. Spyder  

Spyder, inclus dans la distribution Anaconda, est un environnement de développement intégré 

(IDE) conçu pour le développement scientifique. Il fournit un éditeur de code avancé, un 

explorateur de variables pour visualiser les données en mémoire, et une intégration avec 

IPython pour une exécution interactive du code. 

IV.2.2.4. Jupyter  

Jupyter Notebook est un outil inclus dans Anaconda qu’on a utiliser pour l'exploration des 

données et le prototypage de modèles. Jupyter permet de créer des documents interactifs où le 

code, les visualisations et les textes explicatifs peuvent coexister. Cela a facilité la 

documentation des différentes étapes de projet de classification des images IRM de lordose.  

IV.2.3. Bibliotheques utilisées  

o TensorFlow  

Une bibliothèque open-source développée par Google pour le calcul numérique et 

l'apprentissage automatique. Elle est largement utilisée pour construire, entraîner et 

déployer des modèles de deep learning. 

o Keras  

 Une API haut niveau pour l'apprentissage profond, intégrée à TensorFlow. Keras permet 

de construire et d'entraîner des réseaux de neurones de manière simple et intuitive. 

o NumPy  

 Une bibliothèque fondamentale pour le calcul scientifique en Python. Elle offre 

un support pour des tableaux et des matrices multidimensionnels, ainsi que des fonctions 

mathématiques performantes. 

o cv2 (OpenCV)  

 Une bibliothèque open-source dédiée à la vision par ordinateur. Elle fournit des 

outils pour traiter des images et des vidéos, effectuer des opérations comme la détection 

d'objets, la reconnaissance faciale, et bien plus encore. 
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o Scikit-learn  

 Une bibliothèque open-source en Python dédiée à l'apprentissage automatique. 

Scikit-learn fournit des outils simples et efficaces pour l'analyse de données et le data 

mining, notamment pour les tâches de classification, régression, clustering, réduction 

de dimensionnalité, pré-traitement de données, et validation de modèles. Elle est 

construite sur NumPy, SciPy et Matplotlib, facilitant ainsi son intégration avec d'autres 

bibliothèques scientifiques en Python. 

o ImageDataGenerator  

 Une classe de Keras utilisée pour la génération en temps réel de lots de données 

d'images avec augmentation. Elle permet de créer de nouvelles images à partir de celles 

existantes en appliquant des transformations comme des rotations, des décalages et des 

mises à l'échelle. 

o Matplotlib  

 Une bibliothèque de visualisation de données en 2D. Elle permet de créer des 

graphiques, des diagrammes et des figures diverses de manière simple et flexible. 

IV.3. Architecture Générale du système de classification ‘DetecLordose’  

La figure 1 présente un schéma générale du système de classification 

 

Figure IV.1. Schéma générale du système de classification 
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IV.3.1. Description du Dataset  

IV.3.1.1. Description du dataset utilisé pour l'entraînement et la validation des 

modèles  

Le Dataset "Spinal MRI Images" contient un total de 514 images de la colonne vertébrale 

obtenues par résonance magnétique (IRM), chaque image est de format 320x320 pixels au 

format png d’origine[61]. 

.Les images ont été redimensionnes  224x224 pour s’adapter aux modèles de Deep Learning 

explorés  .Ces images se concentrent spécifiquement sur la région lombaire de la colonne 

vertébrale, incluant les vertèbres de L1 à L5. Elles sont destinées à des recherches dans le 

domaine de l'imagerie médicale, notamment pour le diagnostic et l'analyse des pathologies de 

la colonne vertébrale. Chaque image est annotée avec des informations pertinentes, incluant 

potentiellement des détails sur l'état de la colonne vertébrale (par exemple, la présence de 

hernies discales ou autres anomalies). 

Les images sont organisées de manière à faciliter l'accès et l'analyse par les chercheurs et les 

professionnels de santé. Le dataset offre une base de données riche pour le développement et la 

validation de méthodes de traitement d'images, de segmentation, et de classification assistées 

par intelligence artificielle. 

IV.3.1.2 Sources et caractéristiques des données collectées  

Les données du dataset "Spinal MRI Images" proviennent d'examens de résonance magnétique 

réalisés sur des patients souffrant de diverses affections de la colonne vertébrale, y compris des 

conditions affectant la lordose lombaire. Ces images ont été collectées dans plusieurs 

institutions médicales pour garantir une diversité de cas cliniques et de pathologies. Les 

caractéristiques des images incluent diverses coupes de la colonne vertébrale, permettant 

d'identifier des anomalies telles que les hernies discales, les dégénérescences discales, et les 

variations de la courbure lordotique. 

IV.3.2. L’angle de Cobb et Méthodologie de calcul  

IV.3.2.1. Definition du Cobb angle  

Le Cobb angle, souvent associé à l'évaluation de la scoliose, trouve également une application 

significative dans l'analyse de la lordose, une courbure normale antérieure de la colonne 
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vertébrale dans les régions cervicale et lombaire. Dans le contexte de la lordose lombaire, le 

Cobb angle mesure l'inclinaison angulaire entre les vertèbres les plus antérieures et postérieures 

de la courbure lombaire, généralement les vertèbres L1 et S1. Ce paramètre est important pour 

évaluer la normalité de la lordose lombaire et peut fournir des informations précieuses sur la 

santé de la colonne vertébrale 

Une augmentation ou une diminution significative du Cobb angle dans la lordose lombaire peut 

être associée à des symptômes cliniques et des limitations fonctionnelles. Par conséquent, 

l'évaluation précise du Cobb angle dans la lordose lombaire revêt une importance capitale pour 

guider les interventions thérapeutiques, telle que la manipulation vertébrale, ou dans certains 

cas, la chirurgie, visant à restaurer la courbure normale de la colonne vertébrale et à atténuer 

les symptômes associés à la dysfonction lombaire. 

IV.3.2.2. Calcul de L’angle de Cobb  

 La méthode de traitement des images utilisée repose sur un script python qui suit les   

étapes suivantes : 

 

Figure IV.2. Processus de calcul de Cobb angle 

• Chargement de l'image et prétraitement : L'image de la colonne vertébrale est 

d'abord chargée à partir du chemin spécifié. Ensuite, pour faciliter le traitement 

ultérieur, l'image est convertie en niveaux de gris. Un flou gaussien est appliqué pour 

réduire le bruit dans l'image, ce qui améliore la qualité des contours extraits. 
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Les contours de la colonne vertébrale sont identifiés à l'aide du détecteur de contours de 

Canny.Les contours sont ensuite trouvés dans l'image en utilisant la fonction 

cv2.findContours(). En utilisant les points des contours détectés, des lignes sont 

dessinées sur les cinq premiers points du premier et du sixième contours trouvés, 

représentant ainsi deux estimations de la direction de la colonne vertébrale 

• Calcul et formule 

L'angle de Cobb, noté par le symbole α (alpha) ,est calculé en tracant une ligne parallèle 

au plateau supérieur de la vertèbre supérieure et une autre ligne parallèle au plateau 

inférieur de la vertèbre inférieure . Des perpendiculaires sont tracées à partir de ces 

lignes, et l'angle de Cobb est défini comme l'angle formé par l'intersection de ces deux 

perpendiculaires. La formule pour calculer l'angle de Cobb (α) est donc : 

 

𝑀𝐿1,𝑆 =
𝑌2𝑦 − 𝑌1𝑦

𝑋2𝑥 − 𝑋1𝑥
 

M : représente la pente des lignes, 

Y1y et Y2y : représentent le rang sur l'axe des ordonnées (y), 

X1x et X2x : représentent une virgule sur l'axe des abscisses (x). 

IV.3.3. Catégorisation des données  

Après avoir calculé les angles Cobb pour chaque image, une classification en trois catégories a 

été effectuée en fonction des valeurs angulaires obtenues. Les images ont été réparties en trois 

classes distinctes, chacune correspondant à un état spécifique de la courbure vertébrale : 

• "High Angles" : Cette catégorie fait référence à une hyperlordose, caractérisée par des Cobb 

angles supérieurs à 53 degrés. Une hyperlordose indique une courbure excessive de la 

colonne vertébrale dans la région lombaire, ce qui peut entraîner des symptômes tels que des 

douleurs lombaires chroniques et une altération de la fonction motrice. 

• "Medium Angles" : Cette catégorie représente des angles Cobb compris entre 53 et 39 

degrés, correspondant à un état considéré comme normal de la courbure vertébrale.  

• "Low Angles" : Cette catégorie désigne une hypolordose, caractérisée par des Cobb angles 

inférieurs à 39 degrés. Une hypolordose indique une courbure réduite de la colonne 

vertébrale dans la région lombaire, ce qui peut également entraîner des symptômes tels que 

des douleurs lombaires et une diminution de la flexibilité. 
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IV.3.4. Prétraitement des données  

 Le prétraitement des données est utilisée pour modifier le dataset , afin de l’adapter aux 

entrées de notre modèle CNN , voici quelques  étapes de prétraitement de données. 

IV.3.4.1. Augmentation des données  

◼ Augmentation physique  

En utilisant un code python, nous avons crée un nouveau dataset augmenté de 2056 images a 

l’aide des méthodes d’augmentation  trouvés dans la figure suivante : 

Tableau IV.1. Les techniques d'augmentation de données appliquées aux images 

Dataset Images Rotation 50+ zoom 

translation 

Rotation 70+ zoom 

translation 

Rotation10 + zoom 

Translation 

    

• . Rotation 

 La rotation d'une image consiste à faire pivoter l'image autour de son centre de manière 

à modifier l'orientation des objets présents dans l'image. La rotation permet de rendre le modèle 

invariant à l'orientation des objets. 

Rotation de 5, 7 et 10 degrés : Ces petites rotations permettent de générer des variations 

subtiles de l'image d'origine. L'objectif est de permettre au modèle de mieux généraliser en 

apprenant à reconnaître les objets indépendamment de leur orientation. 

• Translation 

 La translation d'une image consiste à déplacer tous les pixels d'une certaine distance 

dans une direction horizontale et/ou verticale. Cette technique aide le modèle à devenir plus 

robuste aux variations de position des objets dans l'image. 
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Translation de 20 pixels  

 Une translation de 20 pixels horizontalement et verticalement a été appliquée. Cela aide le 

modèle à apprendre que la position exacte de l'objet dans l'image n'est pas toujours fixe. 

• Zoom 

Le zoom sur une image consiste à agrandir ou réduire l'image en redimensionnant l'ensemble 

des pixels. Un zoom peut permettre au modèle de devenir invariant aux changements d'échelle. 

• Zoom de 0.1 (10%) : Un zoom de 10% a été appliqué, ce qui signifie que l'image a été 

agrandie de 10%. Cela permet de simuler des variations d'échelle des objets dans les images. 

◼ Augmentation en temps réel : 

Image Data Generator  

La classe ImageDataGenerator de la bibliothèque Keras (une API de haut niveau pour le 

développement et l'évaluation de modèles d'apprentissage profond, intégrée à TensorFlow). 

Cette classe est couramment utilisée pour effectuer des augmentations d'images en temps réel 

afin d'améliorer les performances de notre modèle CNN , les paramètres suivants ont été 

utilisés : 

   Rescale  

• Description : Ce paramètre normalise les valeurs des pixels des images. Les valeurs des 

pixels, habituellement comprises entre 0 et 255, sont redimensionnées pour se situer dans la 

plage [0, 1]. 

• Raison : La normalisation des valeurs de pixel accélère la convergence lors de 

l'entraînement du mo dèle en évitant des valeurs d'entrée trop grandes. 

  Shear Range  

• Description : La transformation de cisaillement (shearing) modifie la forme des images 

en déplaçant certains points de l'image sur un axe, avec une amplitude pouvant atteindre 

20%. 
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• Raison : Le cisaillement rend le modèle plus robuste aux variations dans l'orientation 

des objets dans les images. 

              Zoom Range : 

• Description : Ce paramètre permet de zoomer de manière aléatoire sur les images, avec 

une amplitude pouvant atteindre 20%. 

• Raison : L'augmentation par zooming aide à rendre le modèle invariant à différentes 

échelles des objets dans les images. 

Ces augmentations d'images sont appliquées pour générer des lots d'images augmentées à la 

volée pendant l'entraînement du modèle. Cela augmente artificiellement la taille du jeu de 

données d'entraînement et introduit des variations dans les images. 

IV.3.4.2.Division du dataset  

 La répartition des données est une étape importante, consiste à diviser la base de données 

en un ensemble d’entrainement et de test, cette répartition est effectuée par un code Spyder 

.Dans ce cas , 70% du Dataset est consacré à l’entrainement , 20 % au test et 10% pour la 

validation . 

La base de données indique 1472 images pour l’entrainement , images pour la validation et 416 

images pour le test et 168 images pour la validation 

IV.3.5. Modèle ‘Deteclordose’  

IV.3.5.1. Architecture du modèle ‘Deteclordose’  

Ce modèle est une architecture de réseau de neurones convolutifs (CNN) spécifiquement 

développée pour la classification d'images en trois classes, cette architecture a été optimisée 

pour traiter des tâches de classification avec une précision élevée, tout en maintenant une 

efficacité de calcul élevée . 
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Figure IV.3. Architectue du modele 'Deteclordose' 

Ce modèle comprend les couches suivantes  

• Couches de convolution et de Pooling : 

Le modèle comprend six couches de convolution et de pooling séquentielles, qui extraient 

progressivement des caractéristiques de plus en plus complexes de l'image d'entrée. 

 Chaque couche de convolution applique des filtres de taille 3x3 avec une activation ReLU, 

augmentant progressivement le nombre de filtres de 32 à 512 pour capturer des caractéristiques 

de plus en plus fines. 

 Les couches de pooling, utilisant des zones de 2x2, réduisent les dimensions spatiales après 

chaque convolution, diminuant ainsi la complexité et améliorant la l’efficacité du modèle. Cette 

architecture permet au modèle de détecter des caractéristiques importantes dans les images tout 

en réduisant la taille des données et en prévenant le surapprentissage. 

• Couche d'aplatissement : 

Cette couche convertit les données de sortie des couches convolutionnelles et de pooling en un 

vecteur unidimensionnel. Concrètement, l'aplatissement prend le tenseur 3D de dimensions 

(hauteur, largeur, canaux) produit par la dernière couche de pooling et le transforme en un 

vecteur 1D. 
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• Les couches entierement connéctées : 

Couche dense1 qui crée une couche entièrement connectée avec 128 neurones,en utilisant la 

fonction d'activation ReLU pour introduire de la non-linéarité. Cette couche prend en entrée les 

données aplaties qui  sont issues des couches de convolution et de pooling précédentes. 

• Couche de décrochage (Dropout) avec un taux de chute de 50 % pour réduire le nombre 

de neurons utilisées de moitié , pour éviter le probleme de surajustement . 

 

• Couche de sortie (Dense) : 

couche de sortie avec trois classes (classification multiclasse ) . L'activation softmax est 

utilisée pour cette couche finale, ce qui est approprié pour une tâche de classification 

multiclasses. 

 

 

IV.3.5.2. Paramètres d’entrainement  

Pour avoir des meilleurs résultats et plus d’efficacité , nous avons choisis les paramètres 

d’entrainement suivants : 

• L’optmiseur Adam (Adaptive Moment Estimation) : 

Un algorithme d'optimisation couramment utilisé dans l'entraînement des réseaux neurones, en 

particulier dans le domaine de l'apprentissage profond  . 

L’optimiseur Adam s'adapte automatiquement aux taux d'apprentissage individuels pour 

chaque paramètre du modèle, ce qui peut accélérer la convergence de l'entraînement et aider à 

éviter les problèmes de déséquilibre dans les gradients. 

• La fonction de perte  ( categorical_crossentropy ) : 

 fonction de perte calcule l'erreur entre les prédictions du modèle et les étiquettes réelles en 

utilisant la formule de l'entropie croisée, ce qui en fait un choix courant pour les problèmes de 
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classification multiclasse. Elle mesure la divergence entre la distribution de probabilité prédite 

par le modèle et la distribution réelle des classes. 

• Le nombre d’ Epoques  

Le nombre d'époques spécifié pour l'entraînement d'un modèle détermine combien de fois 

l'algorithme d'apprentissage passera sur l'ensemble de données d'entraînement complet. Dans 

ce contexte, 200 époques ont été spécifiées pour l'entraînement initial . 

• Early Stopping 

l'Early stopping est une technique qui permet de terminer l'entraînement plus tôt si la 

performance sur l'ensemble de validation cesse de s'améliorer après un certain nombre 

d'époques consécutives ( 200 epochs dans notre cas ) . L'early stopping aide à prévenir le 

surapprentissage (overfitting) en arrêtant l'entraînement lorsque le modèle commence à trop 

bien s'adapter aux données d'entraînement  

l’Eearly stopping peut intervenir avant la fin de ces 200 époques si la performance sur 

l'ensemble de validation cesse de s'améliorer. Par conséquent, le choix du nombre d'époques 

peut être guidé par l'observation de la performance du modèle au cours de l'entraînement . 

IV.4. Résultats  

IV.4.1. Résultats du modèle Dense Net 121  

Ces résultats ont été obtenus après avoir entrainé le modèle pendant 200 époques qui ont été 

stoppées a 34 époques par l’Early Stopping afin d’éviter le surapprentissage du modèle ,. 

L’entrainement a pris environ 110 secondes pour chaque époque , 1h3min pour le processus 

complet. 

• Accuracy & Loss  

 

Figure IV.4.1  Évolution de la Précision et de la Perte du Modèle DENSNET121  au Cours de l'Entraînement et de la Validation" 
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 Le graphique de gauche présente l'exactitude du modèle pour les ensembles 

d'entraînement et de validation. Nous pouvons observer que l'exactitude du modèle augmente 

rapidement dans les premières époques, passant d'environ 40% à 70% pour l'entraînement et 

80% pour la validation. Cela indique que le modèle apprend efficacement dès le début. Ensuite 

l'exactitude continue d'augmenter mais avec des fluctuations. Le modèle atteint environ 80-85% 

d'exactitude pour l'entraînement et la validation. Vers la fin de l'entraînement l'exactitude de 

validation atteint un max de 87% . Il est notable que l'exactitude de validation dépasse souvent 

celle des données d'entraînement, ce qui pourrait indiquer une bonne généralisation du modèle. 

Le graphique de droite montre la perte du modèle pour les ensembles d'entraînement et de 

validation. Initialement, la perte diminue rapidement, indiquant que le modèle apprend 

rapidement au début de l'entraînement. La perte passe de 7 à environ 1 pour l'entraînement et 

encore plus bas pour la validation. Par la suite, la perte continue de diminuer et se stabilise 

autour de 0.5 pour l'entraînement et un peu moins pour la validation. Dans les dernières 

époques, la perte reste stable avec de petites fluctuations, indiquant que le modèle a atteint un 

plateau en termes d'amélioration. 

• Matrice de Confusion 

Nous voyons sur la figure ci-dessous les prédictions sur l’ensemble de test ,91images ont été 

correctement prédites et 101 ont été incorrectement prédites dans la classe des  ‘Hyper’ 

contenant un total de 192 images ,  52 images ont été correctement prédites et 48 ont été 

incorrectement prédites dans la classe des ‘Hypo’ contenant un total de 100 images , et 87 

images ont été correctement prédites et 37 ont été incorrectement prédites dans la classe des 

‘Normal’ contenant un total de 124 images . 
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Figure IV.4.2 Matrice de confusion du modèle DenseNet121 

La matrice de confusion révèle que le modèle n'est pas encore parfait et a du mal à différencier 

certaines classes. Une analyse plus approfondie et des améliorations de l'approche de 

modélisation sont nécessaires pour obtenir une meilleure précision globale. 

IV.4.2. Résultats du modèle VGG 19 

Ce modèle été entrainé sur 40 époques qui ont été arrêtés sur 40 époques par l’early stopping 

pour éviter le surapprentissage du modèle , chaque époque a pris 80 secondes avec en total 

d’entrainement de 54 min 

• Accuracy & Loss 
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Figure IV.4.2.1  Évolution de la Précision et de la Perte du Modèle VGG19  au Cours de l'Entraînement et de la Validation" 

Le graphique gauche montre la courbe d‘exactitude pour l'entraînement et la validation sur 40 

époques. L’exactitude augmente rapidement au début, ce qui indique une bonne phase 

d'apprentissage initial. Après environ 10 époques, l'exactitude de l'entraînement continue à 

augmenter progressivement, atteignant environ 80 %. l'exactitude de la validation fluctue plus 

que celle de l'entraînement mais reste globalement supérieure, atteignant environ 85 % à son 

maximum. Ces fluctuations indiquent une variation normale lors de l'évaluation sur des lots de 

validation différents . 

Le graphique droit illustre la courbe de perte pour l'entraînement et la validation sur 40 époques. 

Initialement, la perte diminue rapidement, indiquant un apprentissage efficace. Après environ 

10 époques, les pertes se stabilisent autour de 0.5, montrant que le modèle converge. Les 

courbes de perte d'entraînement et de validation restent proches, suggérant une bonne 

généralisation sans surapprentissage significatif. 

• Matrice de Confusion 

La figure ci-dessous représente la matrice de confusion les performances de classification du 

modèle sur les classes "Hyper", "Hypo" et "Normal".  87 images de la classe "Hyper" ont été 

correctement classées, tandis que 40 images ont été classées comme "Hypo" et 65 images 

comme "Normal". Pour la classe "Hypo", seulement 41 images ont été correctement classées, 

33 images ont été classées comme "Hyper" et 26 images comme "Normal". Et pour la classe 

"Normal", 84 images ont été correctement classées, 23 images ont été classées comme "Hyper" 

et 17 images comme "Hypo". 
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Figure IV.4.2Matrice de confusion du modèle VGG19 

Globalement, le modèle semble avoir des difficultés à différencier correctement les classes, 

particulièrement pour la classe "Hypo". Le nombre élevé de fausses classifications indique qu'il 

y a encore de la place pour améliorer la précision du modèle. 

IV.4.3. Résultats du modèle VGG 16  

Ces résultats ont été obtenus après avoir entrainé le modèle pendant 200 époques qui ont été 

stoppées à 50 époques par l’early stopping afin d’éviter le surapprentissage du modèle. 

L’entrainement a pris environ 83 secondes pour chaque époque, 1h15min pour le processus 

complet. 

• Accuracy & Loss 

La figure ci-dessous représente les graphes d’exactitude et de perte pendant l’entrainement et 

la validation du modèle . 
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Figure IV.4.3.1 : Évolution de la Précision et de la Perte du Modèle VGG16 au Cours de l'Entraînement et de la Validation 

À gauche, le graphique de la perte montre une diminution rapide et continue de la perte de 

l'entraînement (en rouge) et de la validation (en bleu), ce qui indique que le modèle s'améliore 

au fur et à mesure de l'entraînement. Les courbes se stabilisent vers la fin, suggérant que le 

modèle a bien convergé. 

À droite, le graphique de l'exactitude montre que l'exactitude de l'entraînement augmente 

progressivement pour atteindre environ 0.85. L'exactitude de validation présente plus de 

variations mais tend également à augmenter, se stabilisant autour de 0.85 à 0.9. Les fluctuations 

de l'exactitude de validation suggèrent une certaine variance mais pas de surapprentissage 

significatif. 

• Matrice de Confusion 

La figure ci-dessous représente la matrice de confusion de ce modele 

La matrice montre la performance d'un modèle de classification pour trois classes : Hyper, Hypo 

et Normal. Le modèle a correctement prédit 109 instances de la classe Hyper, mais en a mal 

classé 39 comme Hypo et 44 comme Normal. Pour la classe Hypo, seulement 52 instances ont 

été correctement prédites, avec 27 erreurs en Hyper et 21 en Normal. Enfin, pour la classe 

Normal, 63 instances ont été correctement prédites, avec 35 erreurs en Hyper et 26 en Hypo.  
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Figure IV.4.3.2 Matrice de confusion du modele VGG16 

Les résultats révèlent des difficultés du modèle à distinguer entre certaines classes, et peut être 

amélioré pour avoir de meilleurs résultats . 

IV.4.4. Résultats du modèle ‘DetecLordose’  

Ces résultats ont été obtenus après avoir entrainé le modèle pendant 200 époques qui ont été 

stoppées a sur environ 100 époques par l’early stopping afin d’éviter le surapprentissage du 

modèle ,. L’entrainement a pris environ 110 secondes pour chaque époque, 3 heures pour 

compléter l’entrainement. 

IV.4.4.1. Accuracy & Loss  

La figure ci-dessous représente les deux graphes d’exactitude et de perte :  
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Figure IV.4.4.1 : Évolution de la Précision et de la Perte du Modèle DETECLORDOSE  au Cours de 

l'Entraînement et de la Validation 

 Le graphe de gauche affiche l'évolution de l'exactitude de l'entraînement et de la validation. 

L'exactitude de l'entraînement (en bleu) augmente de manière régulière pour atteindre environ 

96 %. L'exactitude de la validation (en rouge) augmente rapidement dans les premières époques, 

atteignant environ 91 %, ce qui est un excellent résultat. Les fluctuations de l'exactitude de 

validation suggèrent une certaine variance mais pas de surapprentissage significatif. 

Le graphe de droite montre la perte d'entraînement et de validation. La perte d'entraînement (en 

bleu) diminue de manière régulière pour atteindre environ 0,1, indiquant que le modèle apprend 

efficacement et minimise les erreurs. La perte de validation (en rouge) diminue rapidement au 

début et se stabilise autour de 0,2, ce qui est un signe de bonne généralisation aux données non 

vues. 

IV.4.4.2. Matrice de Confusion : 

La matrice de confusion montre les performances du modèle ‘DetecLordose’ de classification 

pour trois classes : "Hyper", "Hypo", et "Normal". 
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Figure IV.4.4.2 : Matrice de confusion du modèle DetecLordose 

Pour la classe "Hyper", le modèle a correctement classé 172 instances. Il y a eu 1 instance 

incorrectement classée comme "Hypo" et 19 instances incorrectement classées comme 

"Normal". Pour la classe "Hypo", 96 instances ont été correctement classées. Cependant, 0 

instances ont été incorrectement classées comme "Hyper" et 4 comme "Normal". Cela montre 

que le modèle a une bonne performance pour cette classe, mais il existe encore des erreurs à 

corriger. Pour la classe "Normal", le modèle a correctement classé 120 instances. Il y a eu 0 

instances incorrectement classées comme "Hyper" et 4 comme "Hypo". 

IV.5. Comparaison et disscusion  

IV.5.1. Comparaison des resultats  

IV.5.1.1. Précision , Recall et F1 score  

Le tableau présente les performances de quatre modèles différents pour une tâche de 

classification, évalués selon plusieurs métriques : exactitude, perte, précision, rappel et F1 

score. Voici un bref commentaire sur les résultats : 

Tableau IV.2. Tableau comparatif des performances des modèles 

 Exactitude Perte précision Recall F1 score 

DenseNet121 87% 50% 56% 56% 55% 
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VGG19 83% 45% 51% 52% 50% 

VGG16 90% 25% 52% 53% 53% 

DetecLordose 96% 10% 92% 94% 93% 

 

➢ DenseNet121 : Affiche une bonne exactitude de 87%, mais ses autres métriques de 

performance (précision, rappel, et F1 score) sont assez basses (environ 55-56%), 

indiquant une performance générale médiocre malgré une bonne exactitude. 

➢ VGG19 : Montre des performances globalement inférieures avec une exactitude de 83% 

et des scores de précision, rappel, et F1 score autour de 50-52%. La perte est de 45%, 

suggérant une efficacité modérée. 

➢ VGG16 : Obtient une meilleure exactitude de 90% avec des scores de précision, rappel, 

et F1 score légèrement supérieurs à ceux de VGG19 mais toujours faibles (autour de 

52-53%). La perte est relativement basse à 25%. 

➢ DetecLordose : Se distingue nettement des autres modèles avec une exactitude de 96%, 

des scores de précision, rappel et F1 score très élevés (92-94%, 93% respectivement), 

et une perte très basse de 10%, indiquant une performance supérieure sur tous les aspects 

évalués. 

IV.5.1.2. Vrai Positifs  

Le tableau 5.1.2 montre une Comparaison plus détaillées des Résultats de Détection de la 

Lordose en utilisant les matrices de confusion de chaque modèle  

Tableau IV.3. Tableau de comparaison détaillée des performances des modèles 

 

 

 

Hyperlordose Normal Hypolordose 

TP FP FN TN TP FP FN TN TP FP FN TN 

Denenet 121 91 112 101 112 31 82 93 210 32 68 68 248 

VGG19 87 56 105 168 84 91 40 201 41 57 59 259 

Vgg16 109 62 83 162 63 65 61 227 52 65 48 251 

Detect 

LORDOSE 

0.3 178 3 14 221 113 17 11 275 96 9 4 307 

0.5 172 0 20 224 120 23 4 269 96 5 4 311 
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Analyse Comparée 

• DenseNet121 : 

Performances variées avec des FP et FN relativement élevés, indiquant des difficultés 

dans la classification correcte des classes Hyper et Hypo. 

• VGG19 

Meilleures performances que DenseNet121 pour certaines classes, mais encore des FP 

et FN assez élevés, surtout pour les classes Hyper et Hypo. 

• VGG16 

Performances légèrement améliorées par rapport à VGG19 et DenseNet121, mais 

encore des FP et FN importants. 

• DetecLordose  

• Performances nettement supérieures avec des TP très élevés et des FP et FN très faibles. 

La configuration avec dropout 0.5 montre une réduction encore plus marquée des FP, 

surtout pour la classe Hyper (FP = 0) et Normal (FP = 3). 

5.1 Discussion  

Les résultats indiquent clairement que le modèle Detect, en particulier avec un dropout de 0.5, 

surpasse les autres modèles en termes de toutes les métriques de performance. Cette supériorité 

est visible dans les valeurs plus élevées de précision, rappel et F1 score, ainsi que dans les 

tableaux de confusion qui montrent des erreurs minimales. Les modèles DenseNet121, VGG19 

et VGG16, bien que performants dans certaines mesures comme l'exactitude, présentent des 

faiblesses significatives en termes de précision, rappel et F1 score, ainsi que des taux plus élevés 

de FP et FN. 

IV.6. Conclusion : 

Dans ce chapitre, nous avons présenté le développement détaillé et la comparaison de plusieurs 

modèles de classification pour la détection de la lordose à partir d'images IRM. Les résultats 

montrent que notre modèle personnalisé ‘DetecLordose’ offre des performances compétitives 

par rapport aux architectures préexistantes, avec des avantages spécifiques en termes de 

précision. 

 Cette comparaison souligne l'importance de choisir la bonne architecture et les bons paramètres 

d'entraînement pour optimiser les performances des modèles de deep learning dans des 

applications médicales. 
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 Le projet de fin d'études présenté ici démontre le potentiel des technologies de Deep 

Learning pour le diagnostic des pathologies lombaires à partir d'images médicales. Grâce à ce 

projet, nous avons développé le système 'DetecLordose', capable de classifier la lordose avec 

une précision notable.Les modèles explorés, incluant VGG16, VGG19 et DenseNet, ont 

chacun montré des performances variées, soulignant l'importance de sélectionner et de 

configurer correctement les architectures de réseaux neuronaux en fonction des spécificités 

des données médicales. L'utilisation de techniques d'augmentation des données et de 

prétraitement a également été nécessaire pour améliorer la performance et la généralisation 

des modèles. Les résultats obtenus mettent en lumière les avantages de l'apprentissage 

profond pour l'analyse d'images médicales, offrant des perspectives prometteuses pour 

l'amélioration des diagnostics cliniques. Cependant, des défis subsistent, notamment en 

termes de gestion des biais de données, de validation clinique et d'intégration dans les flux de 

travail médicaux. 

Ce projet illustre comment les innovations technologiques peuvent transformer la pratique 

médicale, rendant les diagnostics plus précis et accessibles. Il ouvre la voie à de futures 

recherches et développements dans le domaine de l'intelligence artificielle appliquée à la 

santé, avec l'ambition d'améliorer encore davantage les soins aux patients et la qualité de vie 

des personnes souffrant de pathologies lombaires. Pour intégrer DetecLordose dans un 

environnement clinique réel, il est essentiel de sécuriser l'accès aux données médicales, de 

mettre en place un système informatique fiable et de développer une interface pour les 

professionnels de santé. Par exemple, cela pourrait inclure un accès sécurisé aux dossiers 

médicaux via une plateforme cloud et une interface simple où les médecins peuvent 

télécharger des images et recevoir des résultats de diagnostic instantanés. La validation 

clinique du modèle et la formation du personnel sont également essentielles pour garantir son 

adoption et son efficacité dans la pratique médicale quotidienne. 

Une perspective prometteuse pour notre projet est d'entraîner notre modèle de deep learning 

sur des ensembles de données plus grands. L'utilisation de datasets plus vastes et diversifiés 

permettra à notre modèle d'apprendre de manière plus approfondie et de mieux généraliser à 

de nouvelles données, ce qui peut entraîner une amélioration significative de la précision et de 

la robustesse du modèle. 
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 Nous envisageons également d'étendre notre modèle pour détecter d'autres anomalies ou 

pathologies vertébrales en utilisant des méthodes similaires. Cette détection multi-pathologies 

pourrait grandement bénéficier à la pratique clinique, en permettant un diagnostic plus 

complet et précis des patients. 

En conclusion, ce projet met en évidence le potentiel transformateur de l'intelligence artificielle 

dans le domaine médical. En poursuivant les efforts de recherche et de développement, nous 

pouvons espérer améliorer encore davantage les diagnostics et les soins aux patients, en 

particulier pour ceux souffrant de pathologies lombaires
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