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RESUME

Ce travail envisage la mise en ceuvre d'une loi de commande prédictive non linéaire a
mod¢ele neuronal. La stratégie adoptée, est celle qui consiste a utiliser un modéle de
prédiction constitué d’une partie non linéaire, dépendante des conditions initiales
disponibles a ’instant actuel, et d’une partie linéaire dépendante des incréments futures du
signal de commande. Le systéeme a commander est modélis€¢ par un réseau de neurones
multicouches statique. Ce modele sert a générer les deux parties du modele de prédiction.
Cette stratégie de commande permet de fournir une solution, rapide et efficace, au
probléme d’optimisation de la fonction de colt sans recourir aux algorithmes
d’optimisation numérique. En effet, elle permet d’établir une expression analytique pour la

loi de commande.

Afin de mettre en évidence I’apport de la démarche développée, nous considérons
sous forme de simulation, la commande du réacteur chimique CSTR. Ainsi qu’une étude

comparative avec d’autres approches existantes sera présentée.

ABSTRACT

This work deals with the development of a nonlinear predictive control based on a
neural model: the Adopted strategy consists on using a prediction model which is a
combination of a non linear and a linear part. The first part depends on the initial
conditions, whereas the second part depends on the future increments of the control signal.
The system to be controlled is modeled by a multi-layer static neural network. This model
is used to generate the two parts of the prediction model. This control strategy allows to
provide a rapid and effective solution to the problem of optimization, this without using
other numerical optimization algorithms to minimize the cost function. In fact, it allows to
set up an analytical expression for the control law. In order to highlight the contribution of
the proposed methods a simulation to control a continuous-stirred tank reactor and a

comparative study with other existing approaches were considered.



sl

(shsac Fisal g i e (55 aSad (il aranal Allia gllay Jaall 128

bije (cha e e0a e OsSie A zisal Jlerial (8 Jial sligall ddadl)
Lligie Sl Jiall Jadi e ot o 5 (e g el il 558 g 440 531 oy il
Sl lac] 405 Aol 5 4 aSadiall alaill Figei Ao Jiasti aSadll 3 LEY
ibd oSa il ziealll s s 8 Jexig z3salll 138 ilidall a2el)
Jlaxid (50 2aSN Ay padis UG Jlady oy Ja sllae) o o2 aSal)
Ol a3 5le alag) (e Adaddl 238 S (J2dlly | (gaaal) [anlEill Cilie ) ) A

JOR/

Jelial aSadl) alhai cilua 8 Wikt da yite ddadll delas (aje Jal e
o lele Joaniall gl 43 i s 5 ¢ (CSTR) xSe e deld 50 JhaS
5 Al b il



REMERCIEMENTS

Tout d’abord nous remercions dieu le tout puissant de nous avoir permit

d’arriver a bout de ce mémoire.

Je voudrais, exprimer ma plus grande reconnaissance a Monsieur kara
kamel mon promoteur qui a suivi ce travail, en détail, avec une compétence et

patience remarquable.

J’exprime mes remerciements aux membres de jury, d’avoir bien voulu

consacrer du temps et de ’attention & mon travail.

Je remercie également mes proches pour leurs encouragements et leurs

appuis.

Je tiens a saluer tous mes collégues ainsi que 1’ensemble des personnes

qui, de pres ou de loin, ont contribué a la réalisation de ce travail.

Enfin, je ne saurais suffisamment remercier mon trés cher mari, pour son
soutien de tous les jours, sa patience, son aide précieuse. Qu’il trouve ici toute

ma gratitude et mon amour.



TABLE DES MATIERES

RESUME
REMERCIEMENTS
TABLE DES MATIERES
LISTE DES ILLUSTRATIONS, GRAPHIQUES ET TABLEAUX
INTRODUCTION
1. COMMANDE PREDICTIVE GENERALISEE (GPC)
1.1. Introduction
1.2. Principe
1.3. Mise en (Euvre de la commande GPC
1.3.1. Définition du mode¢le du systéme
1.3.2. Prédicteur optimal
1.3.3. Fonction de colt quadratique
1.3.4. Prédicteur optimal sous forme matricielle
1.3.5. Critére quadratique matriciel
1.3.6. Minimisation de la fonction de colit
1.4. Choix des parametres de réglage
1.4.1. Choix de I’horizon minimal de prédiction N1
1.4.2. Choix de I’horizon maximal de prédiction N2
1.4.3. Choix de I’horizon de prédiction sur la commande Nu
1.4.4. Choix du facteur de pondération de la commande A
1.5. La commande prédictive avec contraintes
1.5.1. Contraintes sur I’incrément de commande
1.5.2. Contraintes sur ’amplitude de commande
1.5.3. Contraintes sur la sortie
1.5.4. Contraintes sur le dépassement
1.5.5. Contraintes terminales de type égalité
1.6. Conclusion
2. IDENTIFICATION ET COMMANDE A BASE DE RESEAUX DE NEURONES

2.1. Introduction

—_—

O o0 A~ W



2.2.

2.3.

2.4.

2.5.
3. COMMANDE PREDICTIVE A MODELE NEURONALE
3.1.
3.2.

Réseaux de neurones

2.2.1. Mode¢le d’un neurone

2.2.2. Fonctions d’activation

2.2.3. Réseau de neurones multicouches

2.2.4. Apprentissage

Identification des systémes par réseaux de neurones

2.3.1. Définition

2.3.2. Acquisition des exemples d’apprentissage et de test
2.3.2.1. Choisir la fréquence d’échantillonnage
2.3.2.2. Concevoir le signal d’excitation
2.3.2.3. Prétraitement des mesures obtenues

2.3.3. Choix des régresseurs

2.3.4. Choix de la structure du modele

2.3.5. Calcule des parameétres

2.3.6. Validation du mod¢le

2.3.7. Exemple

La commande neuronale

2.4.1. Commande directe
2.4.1.1. Commande supervisée
2.4.1.2. Commande directe par mode¢le inverse
2.4.1.3. Commande par modele interne
2.4.1.4. Commande adaptative a mod¢le de référence

2.4.2. Commande indirecte

Conclusion

Introduction

Commande prédictive a modele neuronal

3.2.1. Principe général

3.2.2. Approche par décomposition et linéarisation instantanée
3.2.2.1. Fonction de coft
3.2.2.2. Modgele de prédiction
3.2.2.3. Minimisation de la fonction de colit

3.2.2.4. Algorithme

27
28
29
29
31
32
32
34
34
34
35
35
36
37
37
37
39
40
40
41
41
42
43
43
44
44
44
44
46
47
47
50
51



3.3. Simulation
3.3.1. Décomposition et utilisation d’un mod¢le linéaire fixe
3.3.2. Linéarisation instantanée
3.3.3. Décomposition et linéarisation instantanée

3.4. Conclusion

4. APPLICATION A LA COMMANDE D’UN REACTEUR

4.1. Introduction

4.2. Mod¢lisation du réacteur continu parfaitement mélangé
4.2.1. Définition et caractéristiques des réacteurs chimiques
4.2.2. Classification des réacteurs chimiques
4.2.3. Caractéristique du réacteur C.S.T.R
4.2.4. Bilan de maticre et d’énergie dans les réacteurs chimiques
4.2.5. Modélisation

4.2.5.1. Mode¢le Mathématique
4.2.5.2. L’identification du CSTR

4.3. Mise en ceuvre du controleur
4.3.1. Calcule de la loi de commande du CSRT avec la GPC
4.3.2. Calcule de la loi de commande du CSRT par décomposition
4.3.3. Etude comparative

4.4. Conclusion

CONCLUSIONS ET PERSPECTIVES

APPENDICE
A. Liste des abréviations

REFERENCES

51
51
53
54
56
57

57
57
57
58
59
60
61
61
66
69
70
72
78
79
80
82
82
84



LISTE DES ILLUSTRATIONS, GRAPHIQUES ET TABLEAUX

Figure 1.1
Figure 1.2
Figure 1.3
Figure 1.4
Figure 1.5
Figure 2.1
Figure 2.2
Figure 2.3

Figure 2.4
Figure 2.5
Figure 2.6
Figure 2.7
Figure 2.8
Figure 2.9
Figure 2.10

Figure 2.11
Figure 2.12
Figure 3.1

Figure 3.2
Figure 3.3

Figure 3.4

Figure 3.5
Figure 3.6
Figure 3.7
Figure 3.8
Figure 3.9
Figure 3.10
Figure 4.1

Représentation temporelle du principe de la commande prédictive
Schéma de principe du GPC

Représentation CARMA du modele numérique

Choix de N, pour un systeme a déphasage non minimal

Choix de N, pour un systeme a déphasage non minimal

Modele d’un neurone artificiel.

Fonctions d’activation

Structure du réseau de neurones MLP

Les principales étapes de I’identification
Exemple de signaux d’excition

Le mod¢le série-paralléle (NARX)

La réponse du systeme a I’entrée d’excitation
Validation du mode¢le obtenu

Structure de la commande supervisée

Commande directe par mod¢le inverse

Commande a modéle interne

Commande adaptative a modele de référence
Schéma de principe de la commande prédictive 2 modéle neuronal
Prédicteur neuronal

Structure de commande

Performances obtenues du régulateur

Effort de commande

Performances obtenues du régulateur

Effort de commande

Performance obtenues du régulateur

Signal de commande

Performances obtenues dans les trois cas de commande

Schéma du réacteur chimique parfaitement mélangé

13
14
14
20
20
28
29
30

33
34
37
38
39
40
41

41
42

45

45
47

52

52
53
54
55
55
56
59



Figure 4.2
Figure 4.3
Figure 4.4
Figure 4.5
Figure 4.6
Figure 4.7
Figure 4.8
Figure 4.9
Figure 4.10
Figure 4.11a
Figure 4.11b
Figure 4.12
Figure 4.13a
Figure 4.13b
Figure 4.14
Figure 4.15
Figure 4.16
Figure 4.17
Figure 4.18
Figure 4.19
Figure 4.20
Figure 4.21
Tableau 4.1
Tableau 4.2

Variation des parametres de réaction dans un CSTR

Stratégie de simulation d'un processus

Coupe du réacteur avec les différents échanges de chaleur
Evolution des paramétres C,, T et T, du réacteur quand Q. = 0
Données d’apprentissage et de validation

Schéma de I’identification

Evolution de I’erreur quadratique moyenne pendant 1’apprentissage
Validation du modele

Trajectoire de référence

Performances du contréleur

Vue agrandie de la sortie & référence de la figure 4.11a

Erreur de poursuite

Performances du contrleur

Vue agrandie de la sortie & référence de la figure 4.13a

Signal de commande

Signal de perturbation

Performance du controleur avec perturbations, cas CPNMLPF
Performance du controleur avec perturbations, cas CPNMLPV
Erreur de poursuite avec perturbation cas CPNMLPF et CPNMLPV
Performances obtenues pour différentes valeurs de N2 (S=107)
Performances obtenues pour différentes valeurs de S (N,=8)
Performances obtenues pour les quatre algorithmes de commande
Classification des réacteurs chimiques

Constantes thermodynamiques chimiques du CSTR

60
61
64
66
67
68
68
69
69
70
71
71
73
73
74
74
75
76
76
77
77
78
58
65



INTRODUCTION

La commande prédictive est née a la fin des années 1970 et s'est considérablement
développée depuis, a la fois dans la communauté de la recherche en automatique et dans
l'industrie. La raison de ce succes peut étre attribuée au fait que la commande prédictive est
la fagon la plus générale de poser le probleme de la commande de procédés dans le
domaine temporel. En effet, sa formulation intégre des concepts tirés de la commande
optimale, la commande stochastique, la commande des systetmes a temps mort, la
commande avec modé¢le interne, la commande multivariable et elle prend en compte les

références futures lorsqu'elles sont disponibles [4].

Grace a ses concepts intuitifs , la commande prédictive a ét€¢ implantée dans un grand
nombre d’applications industrielles, parmi lesquelles il faut noter les processus chimiques,
qui ont été les premiers a utiliser ce type de commande, les processus de distillation,
I’industrie pétroliere et les systémes électromécaniques tels que la commande d’axes de
robot. Ces applications industrielles ont toutes un dénominateur commun : la connaissance

de la trajectoire a suivre par le systéme dans le futur, au moins sur un certain horizon.

Les réseaux de neurones artificiels ou réseaux de neurones formels sont développés
depuis les années 40 par la volonté¢ de ’homme de comprendre et d’imiter les capacités du
cerveau (mémoire, apprentissage, intelligence, traitement parallele massif d’informations
et plasticité). Arrivés sur le marché industriel au milieu des années 80, les réseaux de
neurones artificiels ont largement bénéficié des capacités de calcul offertes par les

ordinateurs modernes [8][9].

Le regard que nous portons sur les caractéristiques des réseaux de neurones est celui
des ingénieurs: le grand nombre de connexions entre neurones, la non linéarité¢ des

relations d’entrée-sortie des neurones, a leur faculté d’adaptabilité et leur parallélisme.

Les domaines d’application privilégiés, présentant les caractéristiques d’une

résolution neuronale, concernent le regroupement et la classification des données, le
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traitement du signal, la modélisation et I’identification de processus, la surveillance et la

commande de processus, la prédiction et 1’aide a la décision[8].

La commande par réseaux de neurones a fait 1’objet de nombreux travaux de
recherche depuis une vingtaine d’années, a cause de la capacit¢ d’apprentissage,
d’approximation et de généralisation des réseaux de neurones. En effet plusieurs

applications ont vu le jour et ont trouvé leur place dans le marché.
Motivations

Les principales difficultés dans la théorie de la commande des systemes dynamiques
réels sont les non-linéarités et les incertitudes. Or la commande passe par 1’élaboration
d’un modele mathématique du systéme pour trouver une relation entre les entrées et les
sorties, ce qui suppose une bonne connaissance de la dynamique du systéme et ses
propriétés. Dans le cas des systemes non-linéaires, les techniques conventionnelles ont
montré souvent leur insuffisance surtout quand les systémes a étudier présentent de fortes
non linéarités. Le manque de connaissances a priori nécessaires pour 1’élaboration du
modele mathématique était en quelque sorte dans cet échec. Face a ce probléme, le recours
aux méthodes de commandes par apprentissage est devenu une nécessité car les systémes
de commande obtenus ainsi procedent par collecter des données empiriques, stocker et
extraire les connaissances contenues dans celle-ci et utiliser ces connaissances pour réagir

a de nouvelles situations : on a passé alors a la commande intelligente [9] [10].

Ces dernicres années la commande prédictive a modéle neuronal, que 1’on peut
rattacher a la famille de la commande par modele, ne cesse de connaitre un développement
croissant. Par le faite que les réseaux de neurones sont des approximateurs universels et par
leur capacité¢ de s’adapter a une dynamique évoluant au cours du temps, plusieurs
techniques utilisant I’approche neuronale et permettant de mettre en ceuvre ce type de
commande ont été proposées. Néanmoins, vu la structure complexe des réseaux de
neurones, I’'utilisation des modeles neuronaux conduit a un probléme d’optimisation non
linéaire et non convexe pour lequel une solution analytique n’est pas possible. Les
méthodes itératives de 1’optimisation non linéaire sont généralement trés coliteuses en
terme de temps de calcul, ceci est trés contraignant dans le cas d’une application en temps
réel portant sur des systémes a dynamique rapide. L’objectif tracé pour notre travail, est de

trouver une solution a cette difficulté. En fait, nous avons exploité I’idée proposée par E.
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F.camacho et al [20] qui consiste a décomposer la réponse totale du systeme en deux
parties : réponse libre et réponse forcée. Dans notre travail, la matrice des coefficients de la
réponse indicielle est générée, a chaque période d’échantillonnage en utilisant un modéle
linéaire. Ce dernier, est obtenu par lin€arisation, a chaque période d’échantillonnage, du
modele neuronal du systéme. Nous rappelons que E. F.camacho et al. Ont utilis¢ dans

leurs travaux un mod¢le linéaire fixe, obtenu par identification, pour générer cette matrice.
Organisation du mémoire

Ce mémoire est articulé autour de quatre chapitres: Les deux premiers introduisent les
principes fondamentaux : de la commande prédictive généralisée (GPC : Generalized
predictive control), des réseaux de neurones, de la modélisation et de la commande
neuronale d’un point de vue général et conceptuel. Le troisiéme chapitre est consacré a la
commande prédictive a modele neuronal, il présente les différentes approches considérées
dans ce travail. Enfin, le dernier chapitre contient 1’application des algorithmes considérés

sur un réacteur chimique parfaitement mélangé.
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CHAPITRE 1

COMMANDE PREDICTIVE GENERALISEE (GPC)

1.1. Introduction

La Commande Prédictive est née a la fin des années 1970, mais n’a connu un réel
essor en tant que technique de commande avancée que depuis le milieu des années 80. Cet

essor s’est réalisé principalement selon deux axes privilégiés :

e Commande Prédictive Généralisée (G.P.C.) de D.W. Clarke: 1985 [1]
e Commande Prédictive Fonctionnelle (P.F.C.) de J. Richalet: 1987 [2]

Dans ce chapitre on présente le principe de la commande prédictive en général, puis

on aborde de fagon détaillée la commande prédictive généralisée.

1.2. Principe

Comme [I’illustrent par exemple les articles de Clarke, et al[l], la commande
prédictive s’avére une structure suffisamment compléte proposée pour résoudre un
probléme treés général, fournissant un systeme asservi stable pour un jeu de paramétres de
réglage donné. Cette stratégie permet de commander des processus a déphasage non
minimal, avec des poéles instables ou mal amorties, avec des temps morts, constants ou
inconnus, ou avec un modéle d’ordre inconnu. Elle a montré son efficacité, sa flexibilité et
son succes dans des applications industrielles, méme pour des systemes a faible période

d’échantillonnage.

Le concept clé de la commande prédictive réside dans la création d’un effet
anticipatif. On exploite pour cela les connaissances explicites sur I’évolution de la
trajectoire a suivre dans le futur (connaissances nécessaires requises au moins sur un
horizon de quelques points au dela de I’instant présent). Cette contrainte permettant de tirer
partie de toutes les ressources de la méthode restreint nécessairement le domaine

d’application a la commande de systémes pour lesquels la trajectoire a suivre est
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parfaitement connue et stockée point par point dans le calculateur. C’est le cas de la
commande numérique de machine outils (découpe de piéces), de la commande de bras de

robots, de suivis de profils de température d’un batiment ...
La mise en ceuvre de ce concept nécessite la considération des points suivants :

e Définition d’un modele numérique du systeme permettant de réaliser la prédiction
du comportement futur du systeme. Ce modele peut étre obtenu par une discrétisation de la
fonction de transfert continue du modéle (transformée en z) ou par une identification
préalable hors ligne du systéme. Cette particularité permet de classer la commande
prédictive dans la grande famille des commandes a base de mode¢les, dite ‘MBC’ (Model

Based Control).

e Elaboration d’une séquence de commandes futures. Elle est obtenue par
minimisation d’une fonction de colit quadratique, sur un horizon fini, portant sur les
erreurs de prédiction futures, (écarts entre la sortie prédite du systeme et la consigne ou une

trajectoire de référence future), et sur un terme dépendant de la commande.

La figure 1.1 illustre le principe de la commande prédictive, ou ’on observe les
commandes u(k) a appliquer au systeme pour obtenir le ralliement autour de la consigne

w(k).

4 Consigne future w(k)

V(K Sortie prédite

/\/ . = u(k) commandes futures

|

v
>

A

<& »
< >

Passe Horizon de prédiction

Figure 1.1 : Représentation temporelle du principe de la commande prédictive

e Seul le premier élément u(k) de la séquence optimale de commande est appliqué
sur le systéme, tous les autres éléments de la séquence sont oubliés. A la période
d’échantillonnage suivante, une nouvelle sortie est mesurée et la procédure compléte est

répétée. Ce procédé s’appuie sur le principe de I’horizon fuyant (receding horizon).
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Les principes de la commande prédictive qui viennent d’étre expos€s permettent

d’établir le schéma fonctionnel de la figure 1.2.

w(k) N uk) u(t) y(® y(k)

— Calculateur » CNA [ Systtme | CNA

A

(k)
» Modéle >

Partie numérique

Figure 1.2: Schéma de principe du GPC

avec : w(k) consigne, y(k) sortie du processus, y(k) sortie prédite, u(k) commande appliquée

sur le systeme.

1.3. Mise en (Euvre de la commande GPC

1.3.1. Définition du modéle du systéme

La commande prédictive nécessite, comme nous I’avons vu ci-dessus, un modele
numérique de représentation pour son fonctionnement. Ce modele permet de calculer la

sortie prédite sur un horizon fini.

La loi de commande prédictive n’est pas astreinte a un type de représentation
particulier, mais historiquement adopte de préférence une forme de représentation du
systeme de type polynomial externe (entrée-sortie). Le systéme est alors représenté sous la
forme CARMA (Controlled AutoRegressive Moving Average), correspondant a la figure

1.3, dont I’expression est :

Al Dy(®) = B(@ Du(t — 1) +x(t) (1.1)
x (1)
u( | + T $0
i “1B(g~1 .

Figure 1.3 : Représentation CARMA du modéle numérique
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avee |

y (t) : sortie du processus

u (t) : commande appliquée au systéme
q~! :opérateur retard

x(t) :terme lié aux perturbations, choisi généralement sous la forme x(t) = C(q™1)&(t)

avec & () est une séquence aléatoire non corrélée centrée.

Les polynomes A(q™1) ,B(q™1) et C(g~1) sont définis par :

A@ D =1+aq 7+ + anaq ™™
B(q_l) = bo + blq_1 o + aan—nb
Aa D=1+ 4+ Ceq ™™
On obtient alors le modéle CARMA suivant :
A(g My(®) = B(g Hu(t — 1) + C(g7E(®) (12)

Une autre possibilité consiste a raisonner sur un modele incrémental du systeme, en

introduisant une action intégrale dans le modele :

§()

_ 1.3
A(@ ™) ()

Al Dy(®) =B(@ Du(t -1 +C(g™h)

avec : A(qg7Y) = 1 — (¢g71) opérateur différence.

L’équation (1.3) constitue le modéle CARIMA. Le but recherché avec I’introduction
d’un intégrateur est I’annulation de toute erreur statique vis-a-vis d’une consigne ou d’une
perturbation constante. On retiendra alors pour la suite cette derniére structure CARIMA,
avec C(q~ 1) = 1en ne s’intéressant qu’aux fonctions de transfert entrée/sortie pour

lesquelles ce polynome n’a aucune influence.

1.3.2. Prédicteur optimal

La méthodologie prédictive requiert la définition d’un prédicteur optimal a j-pas qui
permette d’anticiper le comportement du processus dans le futur sur un horizon fini. Pour
cela, a partir de la forme du mod¢le (équation (1.3)), on ¢élabore la sortie estimée a I’instant

t + j, connaissant la sortie a I’instant t. La sortie prédite y(t + j/t) est décomposée de
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facon classique en réponse libre et réponse forcée, incluant une forme polynomiale pour

mener a bien la synthése polynomiale finale, sous la forme :

Y +)) =F@@y®) +H(q™) ault -1 +G(q™) au(t+j -1 +];,(q7H{E+)) (1.4)

réponse libre réponse forcée

Avec Gj représentant le futur, Fj, H; correspondant au présent et au passé€, J; est lie
aux perturbations. De¢s lors, le premier terme représentant la réponse libre est dii aux
incréments de commandes passées, le deuxieéme terme représentant la réponse forcée
correspond aux incréments de commandes futures et présentes, et a I’influence des

perturbations.

L’équation (1.3) du modele CARIMA, combinée avec celle du prédicteur (équation

(1.4)), fournit le systeme d’équations ci-dessous :

{A(q‘l)A(q*)y(t +)) = Bq™Du(t +j - 1) +E(E+)) (1.5)
[1-q7F (@ D]yt +) =[Gq@™) +q 7 H(g )] aut+j—1) +];(gHEE+))

Considérant 1’égalité des fonctions de transfert, les quatre polyndmes inconnus sont
obtenus de facon explicite et unique par résolution des deux équations diophantiennes

suivantes [4] :

{A(q‘l)(A(q‘l)]j(q‘l)q‘fF,-(q‘l) =1 @

Gig™)+q7Hi(a) =B(qD];(@™)

En faisant I’hypothese que la meilleure prédiction du terme lié aux perturbations est
sa moyenne (ici nulle dans le cas du bruit blanc centr¢), le prédicteur optimal est défini de

facon unique, dés que les polyndmes sont connus, par la relation :
gt +) = F@HDy®O+6;(qg" DMt +j -1 +H(qg HauE-1) (1.7
avec :
degré[]j(q‘l)] = degré[Gj(q‘l)] =j—-1

degré[Fi(q™") | = degré[A(q™") ]
degré[Hi(q™') | = degré[B(q™1) ] -1
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1.3.3. Fonction de couit quadratique

Une fois définie I’équation de prédiction, la méthode implique la minimisation d’un
critere quadratique a horizon fini. La stratégie GPC minimise une somme pondérée des
carrés des erreurs futures entre la sortie prédite et la consigne, et des incréments des

commandes futures

N2 Nu
J= z(y(t+j)—w(t+j))2+/12Au(t+j—1)2 (1.8)
j=nN1 =1

Sous I’hypothese :

Au(t+j)=0 Vj=N, (1.9)

avec :
w(t + j): consigne appliquée a I’instant t + j,
§ (t + j): sortie prédite a I’instant t + j
Au(t +j — 1) : incrément de commande a I’instan t + j — 1.
N,: horizon de prédiction minimal sur la sortie;
N,: horizon de prédiction maximal sur la sortie;
N,: horizon de prédiction sur la commande;
A: coefficient de pondération sur la commande.

La relation (1.9) signifie que lorsque le pas de prédiction ; atteint la valeur fixée
pour I’horizon de commande Nu, la variation de commande s’annule et donc que la

commande future va se stabiliser. Cette hypotheése permettra par la suite de simplifier le

calcul de la commande.

Le critére comprend donc un terme quadratique sur I’erreur et 1’incrément de la
commande. Sa minimisation analytique fournit la séquence des commandes futures dont
seule la premicre sera effectivement appliquée. L’aspect incrémental du modele se retrouve
dans le critére par I’intermédiaire de Au. Enfin le coefficient 1 permet de donner plus ou
moins de poids a la commande par rapport a la sortie, de fagon a assurer la convergence

lorsque le systéme de départ présente un risque d’instabilité.
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Ce criteére nécessite la définition de quatre parametres de réglage : N,, N,, N, et 4.

1.3.4. Prédicteur optimal sous forme matricielle

La relation (1.7) donnant le prédicteur optimal est utilisée dans le critére (1.8) entre
les horizons N; et N,. Pour simplifier les notations, il est possible d’utiliser une

représentation matricielle de ce prédicteur.

Posons pour cela :

if(g™") = [Fy1(q™") ... Fy2 (@7 D]"
ih(¢™") = [Hy1(q™") ... Hy2 (g™ D]"
i = [Au(t) ... Au(t + N, — D]T

¥ = [Ay(t+N,) ... Ay(t + N,)]T

w = [Aw(t+N;) ... Aw(t + N,)]T

[ g¥t  gNi, - 1|
N1+1 N1+1
C = Ini+1  In1 (1.10)
N5 ONs -1 ..  INi-Ny-1

La matrice G formée a partir des coefficients des polyndmes G; s’identifie en fait aux

coefficients de la réponse indicielle du modele g; = g(i.T,), Te étant la période

d’échantillonnage. Avec ces notations, le prédicteur optimal a j-pas peut s’écrire sous

forme matricielle :
¥ = Gu +if(qg )y(t) + ih(q‘l)Au(t -1) (1.11)

1.3.5. Critére quadratique matriciel

Le critere quadratique donné par 1I’équation (1.8) peut se combiner avec la relation

(1.11) pour obtenir I’expression matricielle de ce critere :

J =[GU +if(g V)y(t) +ih(g™) Au(t — 1) —w]”
[GU + if(g~Dy(t) + ih(g™Y) Au(t — 1) —w] + Au'@ (1.12)
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1.3.6. Minimisation de la fonction de cott

La commande optimale s’obtient enfin par minimisation analytique du critére sous

.. .., 8
forme matricielle. La dérivée i = 0 donne :

= M[w —if(¢g7)y(t) +ih(g™1) Au(t — 1)] (1.13)

avec les matrices:

M = QG” de dimension N, X (N, — N; + 1)

r ) ] (1.14)
Q= [G G+A INu], de dimension N, X N,,

ou Iy, est une matrice identit¢ de dimension N, X Ny,

De fagon classique en commande prédictive, seule la premiere valeur de la
séquence U, (équation (1.13)), est finalement appliquée au systéme en accord avec la
stratégie de I’horizon fuyant, I’ensemble de la procédure étant effectué de nouveau a la

période d’échantillonnage suivante.
Attope () = —mi[if(q~y(t) +ih(g™) Au(t — 1) — w] (1.15)
avec m] premiére ligne de la matrice M.
La commande a appliqué sur le systéme est donnée par :
u(t) = u(t — 1) + Augp, (2) (1.16)

1.4. Choix des parameétres de réglage

La définition du critére quadratique donnée par I’équation (1.8) a montré que
I’utilisateur doit fixer quatre paramétres de réglage N;, N, N,, et A. Ce choix des
parametres s’avere cependant délicat, car il n’existe pas de relations empiriques permettant
de relier ces parameétres a des ‘indicateurs’ classiques en Automatique, tels que marges de
stabilité ou bande passante ; tout au plus peut-on indiquer les grandes lignes permettant une

approche d’un "bon réglage" [4].



20

1.4.1. Choix de I’horizon minimal de prédiction N,

Le produit N, Te est choisi égal au retard pur du systéme. Ainsi, pour un systéme ne
présentant pas de retard ou un retard mal connu ou variable, N; est choisi égal a 1.
Cependant, dans le cas d’un systéme a déphasage non minimal, N, est pris égal a la valeur

Ny indiqué sur la figure 1.4.

2) T

Figure 1.4 : choix de N, pour un systeme a déphasage non minimal

1.4.2. Choix de I’horizon maximal de prédiction N,

N; est choisi de sorte que le produit N, T, soit limité par la valeur du temps de réponse
souhaité. En effet augmenter la prédiction au dela du temps de réponse n’apporte aucune
information supplémentaire. Par ailleurs, plus N, est grand, plus le systéme corrigé est
stable et lent. Notons sur le schéma de la figure 1.5 le choix de N, dans le cas d’un systéme

a déphasage non minimal.

J'(ﬂ A

I NN t
| - |
horizon mum . honzon max.
de prédiction de prédiction

Figure 1.5 : Choix de N, pour un systéme a déphasage non minimal

1.4.3. Choix de I’horizon de prédiction sur la commande N,,

Trés souvent la valeur N, =1 est suffisante pour beaucoup d’applications

relativement simples. Dans ce dernier cas, le calcul de la séquence de commandes futures



21

se réduit au simple calcul du scalaire @ ,p¢. En effet, N, fixe la dimension des matrices a

inverser dans le calcul du régulateur. De plus, pour des valeurs importantes de cet horizon

de commande V,, la marge de phase diminue. On choisira donc classiquement N, égal a 1.

1.4.4. Choix du facteur de pondération de la commande A

On peut interpréter le facteur de pondération A comme ‘I’équilibre de la balance’. En
effet, si A =0, on minimise uniquement dans le critére quadratique, la différence entre la
consigne et la sortie prédite. Il peut donc en résulter une commande tres forte pouvant faire
diverger le processus réel. D’autre part, si A est trés élevé, on pondeére alors excessivement
la commande qui n’est plus assez ‘dynamique’ pour obtenir le ralliement a la consigne.
Dans le cadre monovariable, partant donc de la constatation que plus le gain d’un systéme
est grand, plus la commande doit étre pondérée (c’est a dire plus A est important, et vice et
versa), il apparait alors clairement que A est li¢ au gain du systeme. Une relation
permettant de déterminer rapidement la valeur de A apportant au systéme le maximum de

stabilité est donnée ci-dessous :
Aopt = trace(G"G) (1.17)
ou G est la matrice décrite par la relation (1.10).

1.5. La commande prédictive avec contraintes

Le critere (1.12) est quadratique en 0, mais en réalité les solutions possibles de cette
optimisation sont restreintes par l’existence des contraintes provenant de limitations
portant sur ’amplitude de la commande, la vitesse de réaction de I’actionneur, le signal de
sortie ou autres signaux critiques pour le fonctionnement du systéme, mais aussi des

contraintes terminales permettant de renforcer la stabilité [5].

Les contraintes qui interviennent dans la formulation GPC peuvent étre décrites par
I’intermédiaire d’un formalisme unifié [6][7]. Sachant que les incréments des commandes
futures sont les variables qui subissent finalement les contraintes, il est intéressant
d’exprimer toutes les limitations en se basant sur des modéles de structure similaire a la

relation (1.2) afin de faciliter la construction des prédictions des signaux sous contraintes :
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{Ay(q_l)]’(t) = By(q_l)u(t -1) (1.18)
Ymin < ?(t +]) < Ymax» Ncl Sj < ch

Avec Ay, B, des polyndmes (de degrés n’ et ng) en Popérateur retard ¢, y(t) le signal
contraint, Ymin, Ymax l€s limitations a respecter. N, et N, représentent 1’horizon de

contrainte et peuvent étre différents des horizons de prédiction (N;, N,) ou de ’horizon de

commande choisi Nu.

En utilisant (4,, B, ), il devient possible de construire les prédictions des signaux

contraints ¥ (t + j)comme la superposition d’une réponse libre et d’une réponse forcée :

P +)) = B, (g )y (®) + Hy (g"DAu(t = 1) + Gy (¢ )Aut +j - 1) (1.19)

réponse libre réponse forcées
ou sous forme vectorielle :
7 =f£,(@v(® +hy, (" HAu(t — 1) + G, @ (1.20)
Les vecteurs in, th' Gy, contiennent les coefficients des polyndomes

E(q -1, H,(q~ D, Gy, (g~ 1) solutions d’équations diophantiennes.

Afin d’illustrer le mécanisme de construction des contraintes pour un probléme GPC,
les paragraphes suivants proposent quelques exemples illustratifs de contraintes tres

souvent rencontrées en pratique.

1.5.1. Contraintes sur I’incrément de commande

On s’intéresse ici aux contraintes de la forme :
Aumin = u(t +]) - u(t +j - 1) = Aumaxr Ncl Sj = Nc2
Le modéle de prédiction pour le signal contraint peut se construire a partir de (1.18)

avec4, =1, B, =A

{?(t +1) = Au(t) N, <j <N, (1.21)

Aupin <7+ 1) < Aupin



Les solutions des équations diophantiennes sont alors :
E, (@) =0, H,(g)=0 G, (g)=q"

soit, en les regroupant sous forme matricielle :

G)/ == INuXNu’ lfy = 0, lhy &S 0
L’expression matricielle pour ce type de contraintes :

lAumin < Gu < IAumin

avec I € RNu*1 yecteur composés d’éléments unitaires.

1.5.2. Contraintes sur I’amplitude de commande

On s’intéresse ici aux contraintes de la forme :

Umin < U(t + ) < Unax N, <j<N,

23

Le modele de prédiction pour le signal contraint peut se construire a partir de (1.18)

avecA, =1, B, =1:

{)’(t) = u(t)

Umin < ?(t +]) < Unpax,» N <j <N,
Les solutions des équations diophantiennes sont alors
= = = -1 -2 —j+1
H.—O,ij—l,Gyj—1+q +q 2+ +q7/

Yj

soit, en les regroupant sous forme matricielle :

1 0 0 %
GY: 1 ..]: ee .Q. :ify: . ,lhy=0
1 1 - 1 1

I’expression matricielle pour ce type de contraintes :

it < [ify Gyl [Y80] < Wty , ¥ = u(t—1)

(1.22)
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1.5.3. Contraintes sur la sortie

On s’intéresse ici aux contraintes de la forme :

Ymin < y(t +]) < Ymax, Ncl Sj < ch

Les prédictions pour le signal contraint sont construites avec le méme mod¢le utilisé

lors de la construction du critere, donc A, = A, B, = B

{A(q‘ly(t) = B(q~Vu(t — 1) (1.23)

Ymin < )’/\(t +]) < Ymax » Ncl Sj < ch

Les solutions des équations diophantiennes de sorte que la formulation compacte des

contraintes sur la sortie est donnée par :

y(®)
Au(t—1)
u

Ymin < [ifyihyGy] < Ymax; y(@®) =y(t) (1.24)

1.5.4. Contraintes sur le dépassement

On s’intéresse ici aux contraintes de la forme :
y(t+j) <w(t+)), Ney <j < N,

I s’agit encore une fois de contraintes sur la sortie, et donc le modéle est donné par

A, = A, B, = B , avec la particularite¢ que la consigne a suivre intervient €également :

{Z(t) =y(®) . . (1.25)
V(t +]) < W(t +])' Ncl S] < ch

Les solutions des équations diophantiennes est donnée par :

y(t) 0 W(t + Ncl)
Butt—1)| _{0f, L la2e)

w 0 W(t + NCZ)

[lfY th GY - I(ch_Nc1+1)X(Nc2_Nc1+1)]
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1.5.5. Contraintes terminales de type égalité

On s’intéresse ici aux contraintes de la forme :
y(t+j) <w(t+N,), N, <N,y <j<N,

Les prédictions des sorties sont toujours construites a partir du modele nominal
A, = A, B, = B en étendant cependant la portée de la prédiction au dela de I’horizon de

prédiction nécessaire pour le critére de cott (N, < Ny < j < N,,)

{Y(t) =y(t) (127)

Y& +)j) =wyy Ny <Ngg <j<Ng
Les prédictions sont construites a partir des polyndmes F v; (g7t ),Hyj (g~ 1),

Gy]. (¢~'), mais pour j > N>. Par exemple la matrice G, pour N, < s’exprime par :

8Ny - EN¢i—Ny+1

Gy = : : (= m(ch_Ncl‘Fl)XNu

8N, 8Nez—Ny+1

Avec ces ¢léments, les contraintes de type égalité a la fin de ’intervalle de prédiction

se reformulent par :

y(t) 0 1 w(t + N¢p)
[if, ih, G, —J]|A*C~ D] = H = [0 € RWezNe1+DX(Nez=Nex) gl’w = (1.28)
i : :
w 0 ! w(t + Nez)

En plus des contraintes décrites précédemment, d’autres contraintes peuvent étre
rencontrées lors des applications, comme par exemple imposer un comportement
monotone pour éviter les oscillations, ou encore imposer des contraintes agissant sur le
comportement des systémes a déphasage non minimal. En conclusion de ces
développements sur les formulations des contraintes, il faut souligner que le but est
d’exprimer les limitations en termes de degrés de liberté sur 1’expression sur lesquelles

elles agissent, soit ici .
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1.6. Conclusion

Puisque toutes les dimensions des vecteurs et matrices précédents sont liées au
modele du procédé, les exigences de connaissance requises pour la mise en ceuvre de la

structure prédictive sont les suivantes :

e Degrés des numérateur et dénominateur B, A fixés
e Retard pur et temps de réponse du procédé connus

e Période d’échantillonnage choisie préalablement

Ainsi les lois de commande prédictive généralisée permettent de garantir les
performances requises pour une classe d’erreurs de modélisation aussi large que possible.
Dans les chapitres suivants nous allons voir comment utiliser le principe de la commande

prédictive généralisé pour la commande des systemes non linéaires.
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CHAPITRE 2
IDENTIFICATION ET COMMANDE A BASE DE RESEAUX
DE NEURONES

2.1. Introduction

Les réseaux de neurones, constituent une approche permettant d’aborder les
problémes de perception, de mémoire, d’apprentissage et de raisonnement. Grace a leur
traitement parallele de I’information et a leurs mécanismes inspirés des cellules nerveuses
(neurones), ils inférent des propriétés émergentes permettant de solutionner des problémes

complexes.

Dans ce chapitre, nous présentons les ¢léments de base constituant les réseaux de
neurones, en particulier nous considérons les réseaux statiques multicouches utilisés dans
notre travail. Ensuite nous exposons d’une maniere détaillée les différentes étapes de
I’identification des systémes en utilisant les réseaux de neurones. La dernicre partie de ce

chapitre est consacrée aux méthodes de commande a base des réseaux de neurones.

2.2. Réseaux de neurones

Les réseaux de neurones artificiels, sont composés d’un ensemble structuré d’unités
de traitement, appelées neurones, qui fonctionnent en paralléle et qui sont fortement
interconnectées. Ces neurones réalisent chacun une fonction non linéaire de leurs entrées,
qui est déterminée par un ensemble de parametres dont les valeurs sont établies a la suite
d’un apprentissage par I’exemple. Les non-linéarités présentes dans ces systémes
connexionnistes, ainsi que l’apprentissage discriminant qu’ils subissent, rendent ces
derniers particulierement bien adaptés pour la modélisation et le contrdle des systemes non

linéaires.
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2.2.1. Modéle d’un neurone

Le modéle mathématique d’un neurone artificiel est illustré a la figure 2.1. Un
neurone est essentiellement constitué¢ d’un intégrateur qui effectue la somme pondérée de
ses entrées. Le résultat s de cette somme est ensuite transformée par une fonction
d’activation f qui produit la sortie y du neurone, les n entrées du neurones correspondent
au vecteur X7 = [x; X, - - x,], alors que WT = [w; w, ---wy,]représente le vecteur

des poids du neurone. La sortie s de I’intégrateur est donnée par 1’équation suivante :

n
S =ijxj—b 2.1
j=1

x; : la valeur de la j¢™¢ entrée du neurone,

w; : le poids synaptique correspondant au neurone j,

b : désigne le biais,

() : 1a fonction d’activation. La fonction la plus utilisée est de type sigmoide.

Que I’on peut aussi écrire sous forme matricielle :

s=wlix—b (2.2)

X1

X2

X3

Xn

b

Figure 2.1: Mode¢le d’un neurone artificiel

Cette sortie correspond a une somme pondérée des poids et des entrées moins ce
qu’on nomme le biais b du neurone. Le résultat s de la somme pondérée s’appelle le niveau
d’activation du neurone. Le biais b s’appelle aussi le seuil d’activation du neurone.
Lorsque le niveau d’activation atteint ou dépasse le seuil b, alors I’argument de f devient

positif (ou nul). Sinon, il est négatif.
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Pour pouvoir simuler un réseau de neurones, nous allons rendre le temps discret dans
nos équations. Autrement dit, nous allons supposer que tous les neurones sont synchrones,
c’est-a-dire qu’a chaque temps ¢, ils vont simultanément calculer leur somme pondérée et
produire une sortie y(t) = f(s(t)). Dans les réseaux biologiques, tous les neurones sont

en fait asynchrones.

Revenons donc a notre modele tel que formulé par I’équation (2.2) et ajoutons la

fonction d’activation f pour obtenir la sortie du neurone:

y=f(s) =f(wTx-b) (2.3)

2.2.2. Fonctions d’activation

Il existe plusieurs fonctions de d’activation, dans notre travail nous avons utilisé les

fonctions, «linéairex» et «tangente hyperbolique».

v

N

eS—e”
eS+e~S

y =
(a) (b)

Figure 2.2 : Fonction d’activation : (a) «linéaire», (b) «tangente hyperbolique».

2.2.3. Réseau de neurones multicouches

Les réseaux de neurones artificiels regroupent en réseaux un certain nombre de
neurones connectés entre eux de diverses mani€res : réseaux totalement interconnectés,

réseaux a couches, réseaux statiques, réseaux récurrents (dyanamique)...etc.

Un réseau multicouche MLP (Multi Layer Perceptron) est un réseau dont
I’architecture est basée sur 1’idée de grouper des neurones dans une couche, ensuite plusieurs
couches sont placées bout a bout et les neurones de deux couches adjacentes sont connectés.

Ces couches sont organisées tel que :

La couche d’entrée : Elle recevra les données source que 1'on veut utiliser pour l'analyse.

Sa taille est donc directement déterminée par le nombre de variables d'entrées.
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Les couches cachées : Le MLP peut comporter une ou plusieurs couches cachées, en ce
sens qu'elle n'a pas de contact direct avec 'extérieur. Les fonctions d'activations sont en
général non linéaires sur cette couche mais il n'y a pas de regle a respecter. Le choix de sa

taille n'est pas implicite et elle doit €tre ajustée.

La couche de sortie : Elle donne le résultat obtenu aprés compilation par le réseau des
données entrées dans la premicre couche. Sa taille est directement déterminée par le

nombre de variables qu’on veut en sortie.

Un réseau de neurones MLP avec une seule couche cachée dotée de n; nceuds et
ayant comme vecteur des signaux d’entrée X de n, valeurs et comme sortie y est
schématisé dans la figure 2.3. La valeur analytique de sa sortie peut étre calculée par

I’équation suivante:

X1

X2

Xe

Figure 2.3 : Structure du réseau de neurones MLP
y=WT. f(VT.X) (2.4)

Avec Vune matrice de poids du réseau reliant la couche d’entrée a la couche cachée
unique et W un vecteur de poids du réseau reliant la couche cachée a la sortie. La fonction
d’activation peut étre de type hyperbolique, 1I’équation (2.4) devient :

ny ne
y = 2 w; tanh z Vj Xk +bjo | + b
= ~ (2.5)

Il a été démontré qu’un réseau MLP avec seulement une couche cachée dont la
fonction d’activation est de type sigmoide et une sortie avec une fonction d’activation

linéaire peut approximer n’importe quelle fonction continue pourvu qu’un nombre
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suffisant de neurones soit fourni [8][9][13]. Cette propriét¢ est dite propriété

d’approximation universelle des réseaux de neurones.

2.2.4. Apprentissage

Parmi les propriétés désirables pour un réseau de neurones, la plus fondamentale est
stirement la capacité¢ d’apprendre de son environnement, d’améliorer sa performance a

travers un processus d’apprentissage.

L’apprentissage se traduit par une modification de I’efficacité synaptique, c’est-a-
dire par un changement dans la valeur des poids qui relient les neurones d’une couche a
I’autre, ceux-ci provoquent dans le futur une réponse nouvelle vis-a-vis de

I’environnement. Ainsi, le réseau peut s’améliorer avec le temps.

Les différentes méthodes d'apprentissage sont des procédures d'estimation itératives.
L’ajustement des parametres s'opere a chaque itération en fonction de leur participation a
une fonction de D’erreur E, de sorte a minimiser I’écart entre la sortie calculée y et une
sortie mesurée y. Pour notre part, nous sommes limités a I’emploi du critére quadratique,

sans doute le plus répandu dans le domaine de 1’identification

E=1/2N ) ¢(®) - 99’
£ (2.6)

Au niveau des réseaux multicouches, il a ¢été¢ défini deux grandes -classes

d’algorithmes d'apprentissage [9] :

* Dans la premiere, les algorithmes sont basés sur le calcul de dérivée du critere
(2.6), tel que I’algorithme du gradient (une méthode du premier ordre), les méthodes de
Gauss-Newton (du second ordre), et 1’algorithme de Levenberg-Marquardt (il représente un
compromis entre les méthodes du premier ordre et celles du second ordre).

* Dans la deuxiéme classe, on trouve les méthodes d’apprentissage utilisant les
algorithmes d’optimisation ne nécessitant pas le calcule de la dérivée. Les procédures
d’apprentissage peuvent se subdiviser, elles aussi, en trois grandes catégories:
apprentissage supervisé, apprentissage par renforcement et apprentissage non supervise.

* apprentissage supervisé: Dans ce cas, un superviseur (ou expert humain) fournit
une valeur ou un vecteur de sortie (appelé cible ou sortie désirée), que le réseau de

neurones doit associer a un vecteur d’entrée. L apprentissage consiste dans ce cas a ajuster
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les paramétres du réseau afin de minimiser 1’erreur entre la sortie désirée et la sortie réelle
du réseau.

* apprentissage semi-supervisé ou apprentissage par renforcement. Ce mode
d’apprentissage, suppose qu’un comportement de référence n’est pas disponible, mais en
revanche, il est possible d’obtenir des indications qualitatives (vrai, faux, ...) sur les
performances du réseau.

= apprentissage non supervisé. Dans cet apprentissage, les données ne contiennent
pas d’information sur la sortie désirée. Il n’y a pas de superviseur. La tache du réseau
consiste, par exemple dans ce cas, a créer des regroupements de données selon des

propriétés communes (classification).

2.3. Identification des systémes par réseaux de neurones

La construction des lois de commande prédictive nécessite 1’existence d’un modele
qui représente le mieux possible le comportement dynamique du processus & commander.
Pour atteindre ce but, les réseaux de neurones représentent une bonne solution, vu leur

capacités d’approximation universelle des fonctions non linéaires.

L’identification des systémes non lin€aires par réseaux de neurones a fait 1’objet de
nombreuse recherche depuis plusieurs années. Cette nouvelle approche fournit une

description mathématique tres proche de la réalité des systémes non linéaires[10][11].

2.3.1. Définition

L’identification, est la détermination du modele dynamique d’un systéme a partir des

données entrées /sorties, autrement dis si Z(?) est I’ensemble de mesures entrées/sortie :

Z() = {y(D),u(1), e cer e e e e, YO, u ()} (2.7)
Identifier un systéme revient a trouver une application f de la forme :
yoO =fZk-1) (2.8)
ou y(t) est la sortie estimée de la sortie réel y(t).

Si on dispose d’un systéme dont on connait les entrées et les sorties quantitatives, a

partir d’un certain nombre d’exemples fournis aux réseaux, ceux-ci apprennent a se
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comporter comme le systeme. L’apprentissage de ces réseaux peut ensuite étre ais€ément
renforcé sur de nouveaux exemples. Autrement dit 1’objectif de ’identification neuronale
des systemes non linéaires est d’approcher la fonction f dans la relation (2.8) en utilisant

un modele paramétrique de la forme :

y((t/0) = f(e()/6) (2.9)

ou @ : est le vecteur des parametres a déterminer. Dans notre cas, sont les poids synaptiques
du réseau de neurone utilisé.
@(t) : est le vecteur des mesures entrées/sortie de dimension fixe, il est appelé vecteur des

régresseurs, il est donnée par -

o(t) =[y(t—1),.... y(t—n),u(t—1),.... ,u(t —m)] (2.10)

Les principales étapes a suivre pour concevoir un modele sont données par la

figure2.4.

Acquisition des exemples
d’apprentissage et de test

y

Choix des régresseurs dans @(t) (& ——-

y

Choix de la structure du réseau de
neurones

y

Calcul des parametres 0 ¢ — —

y

Validation du modéle obtenu

Modgele non
accepté

Modg¢le l accepté

Figure 2.4: Les principales étapes de 1’identification
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2.3.2. Acquisition des exemples d’apprentissage et de test

La précision et la robustesse du mode¢le a identifier est conditionnée par la richesse et
la consistance des variables expérimentales qui caractérisent le systeme. Pour cela, on doit
appliquer un signal d’entrée riche en amplitude et en fréquences. Dans cet étape on a

besoin de :

2.3.2.1. Choisir la fréquence d’échantillonnage

Le choix de la période d’échantillonnage repose a la fois sur des considérations
pratiques et sur une comparaison des spectres des signaux obtenus par la transformation de
Fourier. Le spectre du signal échantillonné doit étre proche de celui du signal brut et les
spectres secondaires engendrés par I'échantillonnage, atténués et décalés, doivent respecter
le théoréme de Shannon (un signal de fréquence f, est parfaitement défini par ses valeurs

échantillonnées si f, vérifie l'inégalité : f, = 2f,, ou f, est la fréquence d’échantillonnage)

2.3.2.2. Concevoir le signal d’excitation

Le signal d’entrée choisi ne doit pas exciter les modes dynamiques du systéme a ne
pas inclure dans le modele. Un exemple des signaux d’entrée utilisés en identification est

donné par la figure 2.5.

signal d'entrée

20

15

10

A Amplitude

-5

-10

-15

|

|

1

L L L
0 500 1000 1500 2000 2500 3000
nombre d'échantillons

Figure 2.5: Exemple de signaux d’excition
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2.3.2.3. Prétraitement des mesures obtenues

Pour éliminer d’éventuelles perturbations ou bruit, des prétraitements des données

sont nécessaires (filtrage, normalisation, interpolation..).

2.3.3. Choix des régresseurs

Il existe plusieurs techniques pour guider le choix des régresseurs[9][12]. Par contre,
il n’a pas une méthode générale qui permit leur construction optimale. Les étapes
principales de la procédure de choix des régresseurs sont : la sélection des régresseurs

candidats puis ’évaluation de ces régresseurs sélectionnés.

» La sélection des régresseurs : Deux grandes classes des méthodes de sélection
des régresseurs candidats parmi 1’ensemble de tous les régresseurs possibles: les méthodes
heuristiques et les méthodes pseudo aléatoires. Dans les méthodes heuristiques on peut

envisager deux approches différentes :

- Dans la premiére approche, le modele est construit en ajoutant a chaque fois une
nouvelle entrée; cette approche est adoptée dans le cas des réseaux de neurones a cause de

la taille réduite du modéle d’évaluation.

- Dans la deuxieme approche, le modéle est construit en utilisant toute les entrées
possibles, ensuite les régresseurs dont leur impact sur les performances du modéle est

faible, seront ¢liminés.

Dans les méthodes pseudo aléatoires les régresseurs candidats sont obtenus en

utilisant les méthodes de la sélection génétique.

» L’évaluation des régresseurs sélectionnés: pour évaluer la qualité des régresseurs

sélectionnés, deux types des méthodes sont distingués:

- Les méthodes basées sur le modeéle: c’est-a-dire de construire d’abord le modéle

pour pouvoir ensuite évaluer la qualité des régresseurs;

- Les méthodes indépendantes du modele: dans ce cas la qualité des régresseurs est

évaluée en se basant seulement sur les mesures entrées/sorties.
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Les méthodes de sélection et d’évaluation des régresseurs sont données d’une

manicre détaillée dans [9][14].

2.3.4. Choix de la structure du mode€le

L’identification par réseaux de neurones requiert a priori la sélection des entrées du
réseau, ainsi que sa topologie interne. Une des formes les plus simples d’une telle
topologie, est le Perceptron Multicouches (MLP), sa capacité d’approximation universelle
a fait de lui un bon choix pour faire la modélisation des systemes. Plusieurs modeles ont

été proposeés :

* NFIR (Non linear Finite Impulse Response): la régression est compose uniquement

des entrées passées :
P = f(ut —1),..,u(t —n)) (2.11)

* NARX (Non linear AutoRegressive with eXternal input): dans ce cas la régression

est composée des entrées et sorties passées (c’est le modele série parallele):
P = flult—1), .., u(t —n),y(t —1),..,y(t —m)) (2.12)

* NOE (Non linear Output Error): la régression est composée des entrées passées et

des sorties estimées passes (c’est le modele parallele):
PO = flult—1), .., u(t—n), 9t —1),..,9(t —m)) (2.13)

* NARMAX (Non linear AutoRegressive, Moving Average with eXternal input): la

régression est composée des sorties et entrées passées ainsi que des erreurs d’estimation:

) =fu—-1,..,.ut—n),yt—1,..,.yt—m)e(t—1),..;e(t—1) (2.14)

Le choix d’un tel modéle dépend de I’application, des informations disponibles et de
la complexité du modéle. Le modéle NARX, appelé aussi modele serie-paralléle est le plus
utilisé vu sa simplicité et sa structure non récursive (Figure 2.6). Il peut aussi représenter

une large classe des systémes non linéaires discrets [15].
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u(t-1)

Réseau de
u(t-1)

—  » neurones A~
()

y(t-1)

y(t-n)

Figure 2.6: Le mod¢le série-parallele (NARX)

2.3.5. Calcule des parameétres

Le calcule des paramétres du modéle revient a déterminer les poids des connexions
du réseau de neurones utilisé. Ils sont déterminés par apprentissage de telle sorte a

minimiser un critére de performance.

Les algorithmes d’apprentissage pour les réseaux multicouches sont nombreux et le
choix de ’'un de ces algorithmes dépend de la nature d’identification. L’algorithme de
Levenberg-Marquardt, méme s’il ne fournit aucune garantie d’atteindre le minimum

global, est cependant largement recommandé [9].

2.3.6. Validation du modele

L’objectif de cette étape est de déterminer si le modéle obtenu représente
convenablement le systétme non linéaire considéré. On distingue plusieurs critéres de
validation; la plupart de ces criteres utilisent un ensemble de données (données de
validation) qui n’ont pas été utilisées dans la phase d’apprentissage. Le critere typique le
plus utilisé est celui de I’erreur de prédiction : e(t) = y(t) — y(t/0) sa valeur doit étre au

dessous d’un certain seuil.

2.3.7. Exemple

On considere 1’identification du systéme non linéaire suivant :

J(@) +y(®) +y(@©) + y3 () = u(t) (2.12)
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Le réseau de neurones utilis¢ est de type MLP a une seule couche cachée, les

neurones de cette couche ont comme fonction d’activation la tangente hyperbolique. Les

neurones de la couche de sortie possédent une fonction d’activation linéaire.

L’apprentissage, de type supervisé, est effectué en utilisant 1’algorithme de Levenberg-

Marquardt et un ensemble de 2000 paires de mesures entrée/sortie. Nous avons utilisé un

autre ensemble de 1000 paires de mesures entrée/sortie pour la validation du modele. Les

données d’apprentissages et de validation sont générées par le signal d’entrée donnée par la

figure 2.5. La réponse du systéme a ce signal est présentée sur la figure 2.7

Sortie du systeme

0.6--

?
i
S
R

Amplitude

0.8F-—J-f--—--t---- [ I 777777

L S R 1 e e
| | LL I | | | I K/(\ |

0.8F-----f-----¢ **"%b R - - e e

o 200 400 600 800 1000 1200 1400 1600 1800 2000
Nombre d'échantillons
Figure 2.7 : La réponse du systeéme a I’entrée d’excitation
Le mode¢le d’identification utilisé est donné par I’équation suivante :

§() = NN(u(t — 1), u(t - 2),y(t — 1), y(t - 2)) (2.13)

ou NN comporte 10 neurones sur sa couche cachée

La réponse du modele obtenu a I’entrée de teste ainsi que la réponse réelle du

systéme sont présentées sur la figure 2.8. Les deux courbes sont presque superposées et

I’écart entre eux est trés faible.
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Figure 2.8 : Validation du modé¢le obtenu

2.4. La commande neuronale

u - ) o u . , .,
Commander un systéme, ¢’est faire en sorte qu’il se comporte d’une maniere désirée
en réponse a une sollicitation précise. Cette tache nécessite la surveillance continue d’un

ensemble de variables, ainsi que le respect d’un certain nombre de contraintes opératoires.

Le recours aux méthodes de commandes par apprentissage est devenu une nécessité
car les systtmes de commande obtenus ainsi procédent par collecter des données
empiriques, stocker et extraire les connaissances contenues dans celle-ci et utiliser ces
connaissances pour réagir a de nouvelles situations: on est passé a la commande
intelligente. Dans ces derniéres années, un grand intérét a été porté a la commande
intelligente utilisant les réseaux de neurones ; ceci est di, principalement, a la capacité

d’apprentissage et de généralisation des réseaux de neurones ainsi qu’a leur parallélisme.

On peut distinguer deux classes de structures de commande : la commande directe et

la commande indirecte.
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2.4.1. Commande directe

Directe signifie que le contrdleur est le réseau de neurone lui-méme. Plusieurs
structures a base de cette idée ont été proposées. Parmi elles nous citons les structures

suivantes:

2.4.1.1. Commande supervisée

Cette technique de commande consiste a imiter un controleur déja existant (peut étre
un opérateur humain). La sortie du contrdleur a imiter sera une fonction a approcher par un
réseau de neurone (figure 2.9.a).Une fois cette tdche accomplie, le réseau sera implanté a la
place de I’ancien controleur pour conduire le systeme en imitant son comportement (figure
2.9.b). Mais pourquoi nous voudrions copier un contréleur existant qui fait déja le travail ?.
La plus part des contrdleurs classiques sont calculés autour d’un point de fonctionnement
donné. Ceci signifie que les contrdleurs peuvent fonctionner correctement autour d’un
certain point et ils échoueront s’il y a n’importe quelle sorte d’incertitude ou de
changement. L’avantage de la commande neuronale est si une incertitude se produit le
réseau de neurones pourra adapter ces parametres de telle sorte a préserver les

performances de commande.

Consigne > Controleur Commande Systéme Sortie |
\ +
Controleur -
i’ neuronal
a. phase d’apprentissage
Consigne Clgntrolelllr Commande > Systéme Sortie
eurona >

b. phase opérationnelle

Figure 2.9 : Structure de la commande supervisée
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2.4.1.2. Commande directe par modéle inverse

La plus simple méthode pour construire un systéme de commande neuronal, a partir
d’un mod¢le du systéme identifié¢ sous forme d’un réseau de neurones en boucle ouverte
est I’inversion directe du modele. Le systeme de commande est alors simplement 1’inverse
du mode¢le du processus. La sortie du systeme est employée comme une entres au réseau.
La sortie du réseau de neurone est comparée au signal de commande et 1’erreur, est ensuite
utilisée comme moyen pour ajuster les poids du réseau (figure 2.10). Cette méthode force

le réseau de neurones a apprendre le modéle inverse du systéme

Commande - Sortie
T» Systéme >
+ Consigne | Contréleur Commands Svsteme Sortie
> Neuronal > oY ’
Controleur '
neuronal b. phase opérationnelle

\

a. phase d’apprentissage
Figure 2.10 : Commande directe par modele inverse

2.4.1.3. Commande par modéle interne (interna model control IMC)

Comme son nom I’indique, la commande par modele interne met en jeu, autre que le
contrdleur, un modele du systeme, dit modele interne. Les deux réseaux dont I’un est le
modele directe et I'autre le modéle inverse du systeme sont placés, aprés la phase
d’apprentissage, dans de la boucle de régulation de la maniere indiquée par la figure 2.11.

Ceci, permettra d’assurer la réjection de certaines perturbations.

Perturbation
Consigne A +
Contrdleur > Systéme + Yy
+ X Neuronal
|  Modg¢le interne C" +
RN —O

Figure 2.11 : Commande a mod¢le interne
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2.4.1.4. Commande adaptative a modele de référence

Dans cette stratégie de commande, un modele de référence est utilisé pour spécifier
le comportement désiré du systéme a commander. Le contrdleur, quant a lui, est utilisé
pour forcer la sortie du systeme a suivre celle du modele de référence. Deux structures de

commande ont été proposées, I’une directe et 1’autre indirecte (figure 2.12).

—>| Modéle de référence I Jm

€ ¥
Consigne -~ -
> Contrdleur Commande Svsteme
—»| neuronal Y Yo
¥
a. méthode directe
- v | Ym
—>| Modéle de référence |
Cc
®
Consigne | Controle Commande Systeme Yo
» neuronal N\
\\ -
+

A

> Mode¢le - e;
d’identification 9

b. méthode indirecte

Figure 2.12 : Commande adaptative a modé¢le de référence

Dans la structure directe (figure 2.12a), les parameétres du controleur sont directement
adaptés pour réduire I’erreur en sortie du systeme. Une fois la phase d’apprentissage est
achevée, I’action de contrdle est activée de telle sorte que la sortie du systéme suivre celle
du modéle de référence. Puisque le systeme est placé entre le réseau de neurones et I’erreur
de sortie, on ne peut pas ajuster directement les poids du réseau controleur. Cette difficulté

peut &tre surmontée en utilisant la structure indirecte.

Dans la structure indirecte (figure 2.12.b), un réseau de neurones est utilisé pour

identifier la dynamique directe du systéme (modéle d’identification), les poids de ce réseau
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peuvent étre adaptés en ligne pour suivre en permanence le comportement dynamique du
systéme. L’erreur utilisée pour adapter les poids du controleur neuronal est obtenue en
rétropropageant I’erreur de commande (I’écart entre la sortie du modele de référence et
celle du systeme) dans le modele d’identification. Cette méthode utilise deux réseaux de
neurones, le premier, monté en paralléle du systéme, assure la fonction d’identification, le
deuxiéme réseau assure la fonction de commande de forgant la sortie du systéme a suivre

celle du modéle de référence.

2.4.2. Commande indirecte

Dans la commande indirecte, la conception de la loi de commande est basée sur
I’utilisation d’un mod¢le neuronal du processus. On peut citer parmi ces méthodes la
commande prédictive a modele neuronal: Cette stratégie de commande fera I’objet du

chapitre suivant.

2.5. Conclusion

Nous avons rappelé, dans ce chapitre, les ¢léments de base des réseaux de neurones,
les différentes étapes de I’identification des systémes en utilisant ces réseaux ainsi que

quelques méthodes de commande a base des réseaux de neuronaux.

La propriété d’approximation universelle et d’adaptation que possedent les réseaux
de neurones leur permettre de résoudre avec une bonne précision le probléme de

modélisation et de commande des systémes non lin€aires.

La compréhension des notions exposées dans ce chapitre sont nécessaire pour mener

a bien les développements qui seront envisagés dans le chapitre suivant.
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CHAPITRE 3

COMMANDE PREDICTIVE A MODELE NEURONALE

3.1. Introduction

Le principe de base d’une loi de commande prédictive comme il a été illustré dans le
premier chapitre s’appuie sur le modele du processus pour déterminer par anticipation la
valeur optimale des entrées de commande a appliquer, au sens d’un critére de performance
préalablement défini qui caractérise le but que 1’on souhaite atteindre (régulation,

poursuite, ou tout autre critere de qualité).

Le modele du systéme joue un role central dans la commande. Le modele choisi doit
étre capable de rendre compte de la dynamique du processus pour prédire précisément les
sorties futures et il doit aussi €tre simple a implanter. Tous les algorithmes de commande
prédictive ne diffeérent entre eux que par le modele utilisé pour représenter le procédé et par

la fonction de colt a minimiser.

La commande prédictive neuronal utilise un réseau de neurones pour la prédiction
des sorties futures. Les réseaux de neurones permettent de modéliser n’importe quel
systtme non linéaire avec une bonne précision. Cependant, leur utilisation dans les
algorithmes de commande prédictive présente plusieurs difficultés. Dans ce chapitre, nous
présentons le principe général de la commande prédictive a modéle neuronal et les
problemes liés a ce type de commande. Ensuite, nous exposons quelques solutions
présentées qui ont €té propos€es pour contourner les difficultés rencontrées, et nous

présentons I’approche développée.

3.2. Commande prédictive a modéle neuronal

3.2.1. Principe général

La commande prédictive a base d’un modéle neuronale est un cas particulier de la

famille de la commande par modéle, sa particularité réside dans la nature du prédicteur
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utilisé. En fait, cette stratégie de commande utilise un réseau de neurone comme modele
pour prédire les sorties futures du systéme (figure 3.1). Ensuite, les incréments futurs de la

commande sont calculés en minimisant une fonction de cotit [16] [9].

Minimisation u(t) Systeme ()

non linéaire

\ 4

WD, WEND | de la fonction | uget 1), ... u(t+N,-1)

de cout

A

Réseau de

neuroncs

A A

Y(t+1),..., Y(t+N,)

A

Figure 3.1 : Schéma de principe de la commande prédictive a modele neuronal

La prédiction j pas en avant de la sortie du systéme, en utilisant un réseau de

neurones est illustrée par la figure suivante.

u(k-1) u(k) u(k+j-1)
—> v(k) —> Y(k+1) —> V(k+j)

yie1) | NN > NN > -y NN

l
l

—>

Figure 3.2 : Prédicteur neuronal

La loi de commande est obtenue en minimisant une fonction de cott. Cette derniere
est en général, la somme de ’erreur quadratique entre les prédictions des sorties du

systéme et la trajectoire de référence, et de 1’énergie du signal de commande.

A ce niveau, on se trouve face a un probléme de minimisation non linéaire et non
convexe qui est difficile & résoudre. Plusieurs approches basées sur les méthodes de
minimisation numérique ont été¢ proposées pour résoudre ce probléme. Ces méthodes
itératives largement expliqués dans [9], demande un temps de calcule important. Leur

utilisation dans le cas des systémes a dynamique rapide n’est pas donc, recommandée.
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Les autres approches, visant a obtenir une forme convexe a la fonction de coft,
utilisent un modele de prédiction de structure particuliere [17][18]. Nous en citons plus
particulierement, I’approche basée sur I’idée de décomposition de la réponse totale du
systeme en réponse libre et réponse forcée [19][20], et ’approche utilisant le principe de la

linéarisation instantanée du modele de prédiction [9][12][21].

Dans les travaux de F. Camacho et al [17][18], la réponse libre (réponse du systéme
lorsque I’entrée de commande est maintenue constante durant les horizons de commande et
de prédiction) est estimée a partir du modele non linéaire du systéme, et la réponse forcée
(la réponse due aux incréments futurs de la commande) est calculée a partir d’un modele
linéaire incrémental du systeme. Le mod¢le de prédiction est obtenu en combinant les deux
réponses. Cette technique, permet de donner de meilleures performances par rapport aux
méthodes utilisant un modele de prédiction obtenu par linéarisation autour d’un point de
fonctionnement. Cependant, il a été montré qu’elle est sensible aux perturbations et au

changement du point de fonctionnement.

Dans notre travail, nous avons adopté cette technique de décomposition et a la place
d’utiliser le modele lin€aire incrémental du systéme pour calculer la réponse forcée, nous
avons préféré d’utiliser un modele linéaire issu de la linéarisation instantanée du modéle du

systeme.

3.2.2. Approche par décomposition et linéarisation instantanée

Le but de décomposer la réponse totale du systéme en réponse libre et réponse
forcée, est d’appliquer la méthodologie de la commande prédictive généralisée lin€aire. En
effet, cette décomposition permet de préserver les non linéarités du systeme dans la
réponse libre d’une part, et de calculer analytiquement la loi de commande, d’autre part. Le

principe de cette technique, est illustré par le schéma bloc de la figure 3.3.
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Figure 3.3 : Structure de commande

3.2.2.1. Fonction de coit

La loi de commande est obtenue par minimisation d’une fonction de coft
quadratique portant sur les erreurs futures et incréments de commande de la forme

suivante :

N, Ny
=) @+ D=9+ DT QU+ =9+ + ) dult+j - DTS sult+j—1)3.1)
J=N1 j=1

ou Nj est I’horizon minimal de prédiction, N, I’horizon maximal de prédiction, N,
I’horizon de commande, r(t) la trajectoire de référence, y(t + j) les sorties prédites,
ou(t) =u (t) —u(t — 1) I’incrément de commande et Q et S sont deux matrices définies

positive et semi positive respectivement.

3.2.2.2. Modéle de prédiction

Le systeme a commander est représenté par le modele neuronal NARX suivant :

y(®) =NN[Y(t -1, U(t - D]

Y -1)=[y(t—1).y(t —m)]
Ut—1) =[u(t—d)..u(t—d—-—n+1)]

(3.2)

ou d est le temps mort du systéme et NN// est le modele neuronal du systéme.

En utilisant 1’idée de décomposition, le modele de prédiction est donnée par:

Pt +k/t) = 9p(t + k/t) + 9 (t + k/t) (3.3)
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ou : Y¢(t + k/t): sont les valeurs futures de la réponse forcée dues aux incréments futurs
de la commande, et y;(t + k/t): sont les valeurs futures de la réponse libre dues aux

conditions initiales disponible a I’instant ¢.

Par la suite, nous utilisons pour modéliser le systéme un réseau de neurones MLP a
une seule couche cachée et une seule sortie linéaire. Sa sortie, a I’instant t + j, est donnée

par les équations suivantes :

Np

i=1
Ne
hiCe+) = £ D wa it + 1) +wio (-5)
=1

ou f(...) est la fonction tangente hyperbolique et ¢( t) le vecteur d’entrée du réseau de
neurones, n,, N, sont le nombre d'entrées et le nombre de neurones de la couche cachée,

respectivement. ¢ ( t) il est donné par :
p(t)=[Y(t—-1),U(—-1)] (3.6)
e Calculedeys(t+ k/t):

Cette partie est calculée en utilisant un mode¢le linéaire pour le systeme. Ce modeéle,
de la forme donnée par ’équation (3.7), est obtenu en linéarisant a chaque période
d’échantillonnage le modele neuronal du systeéme autour du point de fonctionnement

actuel.

y(®) = (1-A4@@™D)y®) + ¢ *B(g Hut) + {() (3.7)

ou : les polynomes :

A HY=1+a,qg7*+ -+ An,q
B(@g™) =14 byg™ 4 -+ by, q7™

a I’instant t = 7, sont obtenus de la maniére suivante :

(4 = dy(t)

4 9yt =Dl =g (3.8)
b — %|

L Coout—d =Dl o0
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et le terme du biais {(7) est donné par :
(@ =y@+ayT—1++an,yT—ng) —bu(t —d) — = bpu(t—d -my,) (3.9)

Le modele donné par 1’équation (3.7) est considéré comme étant un modele linéaire

affecté par une perturbation constante dépendante du point de fonctionnement actuel.

Dans le cas du réseau de neurones utilisé, la dérivée de la sortie par rapport aux

composantes @;(t) du vecteur d’entrée est donnée par:
Np Ne 2
dy(®) _ 1
=) Wiwj [1—f Wik k() +wjo | + Wo (3.10)
j=1 k=1

d9;(t)

Le mode¢le linéaire obtenu sert dans le calcul de la matrice G(¢) des coefficients de la
réponse indicielle. Ces coefficients sont déterminés en résolvant les deux équations

diophantiennes, de la manicre indiquée dans le premier chapitre.

o Calculedey,(t + k/t)

Le terme y;(t + k/t) représente, dans notre cas, la réponse du modéle neuronal aux
conditions initiales disponibles a I’instant ¢, en gardant I’entrée de commande constante et

¢égale a sa derniere valeur u(t — 1) pendant tout ’intervalle de prédiction.

Les sorties prédites §;(t + k/t) sont générées d’une maniére récursive en utilisant le

mode¢le neuronal du systéme :

yi(t+k/t) =NN[Y(t+k—1),U(t+k—1] k =Ny, ...,N,
Yt+k-1D=[yt+k—-1),..yt+)), ..yt +k—m)] (3.11)
Ut+k—1)=[ut+k—-4a),..,u(t+i),..,.ut+k—d—n+1)]

y(t+7)) sij<o0

YD =+ + 95t +))  sij=0

u(t+i) sii<O0

u(t+1)={u(t_1) sii>0 i=k—-d—-n+1,..,k—d
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3.2.2.3. Minimisation de la fonction de cott

En utilisant la représentation matricielle, il est possible d’écrire I’expression (3.3)

sous la forme suivante :

Y(t) = G)AU(t) + Y,(b) (3.12)
ou:
9(t + N, /t) [9N1—1 In,-2 - Yo ]
P - 5t +.N1 +1/8) 6o :IgN1 IN,-1 900 .ceeee...0 I
y(t+N2/t) IN,—1  GNy—2 - e .gNZ_NuJ
Su(t/t) yi(t + N, /t) r(t + N,)
AU(E) = Su(t + 1:/t) g, = yi(t +:N1 +1/t) R(t) = r(t +:N1 +1)
du(t+ N, —1/t) Vi(t + N,/t) r(t + N,)

La fonction de cout devient:

J= RO =Y@O)QR®) - ¥ (D) + AU()"SAU(Y)
= (R(t) = M()—-GOAU(D))Q (R() = Ti(t) = GIAU(D)) + AU(D)'SAU(2) (3.13)

En dérivant | par rapport a AU(t), nous obtenons :

a]
dAU(t)

= 26T (60 (z(t) _ R(t)) +2(GT()QG () + S)AU(?) (3.14)

Puisque la séquence optimale des incréments de commande correspond a

aJ
aAU (L)

= 0, nous obtenons alors :

AU(E) = (GT(B)QG(E) +)716T()Q (R(®) - Ti(®)) (3.15)
La valeur optimale de la commande a I’instant ¢ est donnée par :
u(t) =u(t—1) + su(t) (3.16)

ou du(t) est le premier élément de AU(?)
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3.2.2.4. Algorithme

Les étapes principales de 1’algorithme de calcul de la commande sont résumées par

les points suivants :

1- Spécifier la trajectoire de référence et choisir les parametres de réglage ;

2- Linéarisation instantanée du modéle du systéme a I’instant d’échantillonnage ¢
(équation (3.7)) ;

3- Calculer la matrice G (t) par la résolution des équations diophantiennes;

4- En utilisant le modele du systéme, calculer les valeurs futures ¥;(t + k/t) (équation
(3.11));

5- Calculer le vecteur des incréments de commande AU (t) (équation (3.15)) ;

6- La valeur de la commande u(t) a l’instant d’échantillonnage ¢ est donnée par
I’équation (3.16) ;

7- Aller a I’étape 2 pour calculer une nouvelle valeur de u(t) ;

3.3. Simulation

Nous considérons la commande du systéme non linéaire décrit par 1’équation

différentielle suivante :
J(&) + (@) + y(@©) + y3(@) = u(®) (3.17)

Le résultat d’identification de ce systeme a été donné dans le chapitre précédent.
Nous rappelons ici le modele utilisé :
(0 = NN(u(t = D,u(t - 2),y(t = 1), y(t - 2)) (3-18)

ou NN est un réseau de neurones MLP possédant 10 neurones sur sa couche cachée.

3.3.1. Décomposition et utilisation d’un modéle linéaire fixe

Dans ce cas, nous utilisons un mode¢le linéaire fixe pour générer la réponse forcée.

Ce modgele est obtenu par identification du systéme. Il est donné par :



52

HO = 0,0092z71 + 0,0004422 (3.19)
1—1,898z"1 +0,90951 z2

La réponse libre est estimée a partir du modele neuronal du systéme.

Les figures 3.4 et 3.5 présentent les performances obtenues en choisissant pour les

parametres de réglage les valeurs suivantes :

T, =025 N =1N =8N =10 = Iy,y,ctS =107

Signal de sortie (trait rouge) & Refernence (trait bleu)

Q )
hoj \
= \
R \
= 1
=
<
(0} 10 20 30 40 50 60 70 80 90
temps(sec)
Erreur de poursuite
[}
o
=]
=
=
g
<
temps(sec)
Figure 3.4: Performances obtenues du régulateur
Signal de commande

Q

=l

=]

=

B

<

temps(sec)

Figure 3.5: Effort de commande
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Nous obtenons une bonne poursuite de la trajectoire de référence, mais on remarque
que lorsque I’amplitude du signal de référence augmente, 1’erreur de poursuite de la

trajectoire de référence augmente aussi.

Dans le but d’améliorer le résultat obtenu par I’approche précédente, nous allons

cette fois-ci procéder a la linéarisation instantanée du modele de prédiction.

3.3.2. Linéarisation instantanée

Dans ce cas, la loi de commande est déterminée en utilisant la méthodologie de la
GPC linéaire. Nous utilisons un mode¢le linéaire de la forme donnée par 1’équation (3.7).
Les coefficients de ce modele sont calculés a chaque période d’échantillonnage par
linéarisation du mode¢le neuronal du systéme autour du point de fonctionnement actuel. Les
performances obtenues du régulateur pour les mémes valeurs des parametres de réglage

utilisées dans 1’exemple précédent sont données par les figures 3.6 et 3.7.

output (red line) and refernence (blue line)

0] 10 20 30 40 50 60 70 80 90
temps(sec)
Erreur de poursuite

2 \ \ \ \ \ ﬂ \
0 N 8 $ /lf“ - f wnb
ey et e e e e R PP PR R
-4 1 1 1 1 1 1 1 1

0] 10 20 30 40 50 60 70 80 90

temps(sec)

Figure 3.6: Performances obtenues du régulateur
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Signal de commande

Amplitude

temps(sec)

Figure 3.7: Effort de commande

On remarque que le signale de la sortie suit mieux la consigne malgré que

I’amplitude de celle-ci augmente.

3.3.3. Décomposition et linéarisation instantanée

La matrice G(¥) des coefficients de la réponse indicielle est cette fois-ci, calculée a
chaque période d’échantillonnage en utilisant le modele linéaire donné par I’équation (3.7).
Nous rappelons que les coefficients de ce modele sont évalués a chaque période

d’échantillonnage, par linéarisation du modele neuronal du systéme, et que la réponse libre

est estimée a partir de ce dernier.

Les performances de commande obtenues pour les mémes valeurs des parametres de

réglage utilisées précédemment sont données par les figures (3.8) et (3.9).
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Signal de sortie (trait rouge) & refernence (trait bleu)

temps(sec)
Erreur de poursuite

opmydwe

opnyrdwe

temps(sec)

Figure 3.8 : Performances obtenues du régulateur

Signal de commande
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Figure 3.9 : Signal de commande

Nous obtenons une bonne poursuite de la trajectoire de référence avec une

commande plus ou moins lisse.
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Figure 3.10 : Performances obtenues dans les trois cas de commande

Dans le but de comparer les trois méthodes, la figure 3.10 illustre la vue agrandie
d’une partie des sorties du systéme obtenues dans les trois cas, avec les mémes valeurs des
parametres de réglage données précédemment. On remarque qu’il y a une amélioration de
la poursuit de la trajectoire de référence dans la méthode de la composition avec la
linéarisation instantané, ou on a obtenu la plus petite erreur quadratique moyenne, elle
égale a: 0.0414 par rapport a la méthode de la lin€arisation instantané, 1’erreur de
poursuite été a 0.0540 et 0.0707 pour la méthode de décomposition avec modele linéaire

fixe.

3.4. Conclusion

Nous avons considéré dans ce chapitre, la commande prédictive non lin€aire a base
d’un modele neuronal. Nous avons exposé les problemes liés a 1’utilisation d’un modele
neuronal et les solutions proposées dans la littérature. En particulier, nous avons considéré
la technique basée sur la décomposition de la réponse total en réponse libre et réponse
forcée et celle basée sur la linéarisation instantanée du modele du systeme. Ensuite, nous
avons proposé de combiner I’idée de décomposition et la linéarisation instantanée du
modele du systéme. Les performances des trois techniques ont ét¢ étudiées en considérant
un exemple de simulation. Dans, le chapitre suivant nous allons envisager I’application des

ces techniques a la commande d’un réacteur continu parfaitement agité.
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CHAPITRE 4

APPLICATION A LA COMMANDE D’UN REACTEUR
CHIMIQUE

4.1. Introduction

Ce chapitre envisage I’application des structures de commande prédictive a modele
neuronal, considérées lors des chapitres précédents, a un procédé chimique souvent utilisé,
comme exemple pour évaluer les performances des nouveaux algorithmes de commande.
Ce procédé est un réacteur continu parfaitement mélangé (CSTR : Continus Stirred Tank
Reactor). L approche utilisée se sert de 1’idée de décomposition de la réponse totale qui
permet de préserver les non linéarités du systéme dans la réponse libre d’une part, et de
calculer analytiquement la loi de commande, d’autre part. Dans le but d’améliorer les
performances de cette technique, nous avons utilis¢ un modele linéaire, issu de la

linéarisation instantanée du modele neuronal du systéme, pour calculer la réponse forcée.

Pour mettre en évidence D’approche développée, nous considérons aussi la
commande du réacteur en utilisant la GPC linéaire, la technique basée sur la décomposition
avec un modele linéaire a parameétres fixes et celle basée sur la linéarisation instantanée du

modele neuronal du systeme.

4.2. Modélisation du réacteur continu parfaitement mélangé

4.2.1. Définition et caractéristiques des réacteurs chimiques

On appelle réacteur chimique tout appareil permettant de réaliser une réaction
chimique qui permet de transformer des espeéces moléculaires en d’autres especes
moléculaires dans le but de produire une ou plusieurs espeéces chimiques, ou d’éliminer

d’un mélange un ou plusieurs composés.

Généralement un réacteur présente des caractéristiques de fonctionnement qui

conditionnent les installations placées en amont (préparation des charges de réactifs, choix
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de la température et la pression) et les dispositifs placés en aval (pour la séparation des
produits), c’est un ¢lément intermédiaire qui participe énormément a I’amélioration du colit
d’investissement et de la consommation en matiere d’énergie. En ce sens il est

véritablement « le ceeur du procédé » qui requiert toute I’attention de I’ingénieur.

Un réacteur chimique exige des caractéristiques trés diverses. Toutefois tous les

réacteurs doivent répondre généralement aux conditions principales suivantes [22] :

= assurer un rendement élevé.

= fournir un taux de transformation le plus grand possible.

= consommer le moins d'énergie pour le transport et I'agitation des réactifs.
= é&tre suffisamment simple et pas cher.

= utiliser au mieux la chaleur des réacteurs exothermiques.

= avoir un fonctionnement siir et permettre un controle automatique du procédé.

4.2.2. Classification des réacteurs chimiques

On distingue plusieurs types de réacteurs qui dépendent essentiellement des
principaux criteres suivants [22] :
= La circulation du mélange réactionnel.
= L'évolution dans le temps.
= L'état thermique.

= Le degré de mélange des substances en réaction a l'intérieur du réacteur.

Le tableau 4.1 résume la classification et les types de réacteurs les plus utilisés

Critere Type de réacteur

_ i ) o Réacteur fermé
Circulation du mélange réactionnel )
Réacteur semi- fermé

Réacteur ouvert

. . En régime transitoire
Evolution dans le temps &

En régime permanent

, ) Réacteur adiabatique.
Etat thermique ) )
Réacteur isothermique.

Degré de mélange des substances | Réacteur parfaitement agité

en reaction Réacteur a écoulement piston

Tableau 4.1 : Classification des réacteurs chimiques
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Le réacteur de notre application est un réacteur continu parfaitement agité connu
sous la dénomination anglo-saxonne : Continuous Stirred Tank Reactor (CSTR). Une

description assez succincte sera présentée pour faciliter sa modélisation.

4.2.3. Caractéristique du réacteur C.S.T.R

» Soutirage
) ——
Alimentation

Moteur

Jaquette

Agitateur

Tubulure pour vidange

Figure 4.1 : Schéma du réacteur chimique parfaitement mélangé

Ce type de réacteur étant continu, ouvert et parfaitement agité, il appartient donc a la
famille des réacteurs homogenes. L'ensemble du volume des réactifs a l'intérieur du
réacteur, posseéde une concentration identique avec une température uniforme. Comme le
montre la figure 4.1, il est alimenté par un réactif frais, et le produit de la réaction est

soutiré de maniére continue.

Ce réacteur présente une réaction exothermique, car la conversion du réactif de A
vers B s'accompagne d'un dégagement de chaleur. Celle-ci augmente progressivement
jusqu’a ce que la température d'activation relative a la réaction chimique désirée (A— B)
soit atteinte. Mais dés que la température dépasse un certain seuil Ty, le réactif résultant B
désiré va se décomposer pour donner un troisieme réactif C indésirable. Une autre
conséquence plus grave est qu'elle peut engendrer l'explosion de l'installation di a

'emballement thermique.

D’apres la figure 4.2, on peut remarquer que la température et le taux de conversion
des réactifs sont uniformément croissants pour un réacteur CSTR. De méme, la vitesse de

conversion passe par un maximum, puis elle tend vers zéro tel que le taux de conversion
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s'approche de 100%. Dela, on voit I'importance du point maximum de la vitesse de
conversion sur le rendement de la réaction, et la nécessité de le prendre en considération, et
cela en agissant sur la température d'une maniére trés prudente pour que le systéme
fonctionne dans les conditions voulues. Un refroidissement performant doit étre intégré au

bon fonctionnement de ’installation.

Température

Taux de conversion 100 %

Vitesse de conversion
50 %

»
»

Temps

Figure 4.2: Variation des parametre de réactions dans un CSTR

4.2.4. Bilan de matiére et d’énergie dans les réacteurs chimiques

En général, un bilan de matic¢re ou d’énergie doit étre exprimé dans une zone tel que
le volume réactionnel (siege d’une transformation chimique), effectue un échange de

matiere et d’énergie avec le milieu extérieur.

Bilan de la matiére : Pour établir un bilan de la matiere dans un réacteur, il faut qu’il
existe une variation des paramétres opé€ratoires. Dans le cas d'une cuve parfaitement agitée

la conservation de la matiere exige qu’a chaque instant :

(Flux de A; ) ( débit de ) _ (ﬂux de Ai) + <débit d'accumulation )
entrant production sortant de A;

Bilan énergétique : Dans le cas d’un réacteur ouvert en région quelconque, et en
appliquant le premier principe de la thermodynamique (conservation d’énergie) la forme

générale se réduit a une balance d'enthalpie de la forme :

(Flux d’énergie ) + ( Chaleur ajoutée au ) _ ( Flux d’énergie) n (énergie accumulée)
interne entrant systéme par réaction interne sortant dans le réacteur
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Un réacteur est dit instable lorsqu’une légére augmentation de la température
produira un accroissement de la vitesse de production de la chaleur plus importante que la

vitesse d’élimination de la chaleur.

4.2.5. Modélisation

La modélisation et la simulation des procédés sont devenues dans de nombreux
secteurs industriels, un moyen efficace et souvent indispensable dans la représentation et
I’analyse d’un processus. Ceci dans le but de concevoir un équipement ou une installation
devant répondre aux exigences de sécurité et de productivité optimales. Parmi les
avantages de la simulation, on peut citer, la minimisation de 1’effort expérimental souvent
colteux et parfois inadéquat. D’autre part, elle permet de prédire le mauvais
fonctionnement et les risques les plus divers. On peut résumer la stratégie de simulation

comme le schématise la figure 4.3 en plusieurs étapes importantes.

\ 4

A\ 4

Définition du Modélisation [ Organisation Simulation et Interprétation

probléme mathématique des équations résolution | des résultats

A

Figure 4.3 : Stratégie de simulation d’un processus

4.2.5.1. Modéle Mathématique

Comme la réaction est du premier ordre et irréversible A— B, et en prenant le cas
ou la conversion d’un réactif A est unique en milieu indilatable et si x est son taux de

conversion, et en utilisant la loi Arrhenius, la vitesse de conversion r de la réaction

sera [22]:
r=KC, (4.1)

comme

K = Kpexp™E/RT) ot €, = Cuo(1—x)

par conséquence

r = Kyexp~E/RT) Cq (4.2)
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ou

C, : concentration du réactif.
K, : facteur de fréquence constant.
C,o : concentration initiale du réactif a I'instant t = 0.

: constante de vitesse.

ﬂ

: température en °Kelvin.

I

: énergie d’activation.

R : constante des gaz parfaits.

a) En faisant intervenir le bilan de la matiére qui se traduit par la conservation du débit

molaire c¢’est a dire,

Fentrant + Fproduit = Lsortant + Faccumulé (4.3)

alors en remplacant chaque débit molaire par son expression dans (4.3) on obtient :
Q Cao(t) + yrV = Q Cu(t) +dng/dt (4.4)

y : coefficient steechiométrique égale a -1
7N, : molarité.

Q : débit volumique du réactif.

V' : volume du réactif.

F : débit molaire en (mole/min).

puisque 1, = C,V et en utilisant 1.1, 1.2 et 1.4 alors

dC,(t)V

Q Coo(t) — KCa(1)V = QCu(t) + % (4.5)

Comme le volume de la cuve est constant, I’équation (4.5) devient:

- dC,(t
Q (Cao = Ca()) ~ Ko (exp” /RT)Co(OV =V ;t( ) (4.6)

d’ou
dC,(t Q -E

0 _ 2 (Cay = Call) ~ Ko Cult)exp 710) (4.7)



63

b) Le bilan d’énergie se traduit maintenant par la conservation de I’énergie au niveau du

réacteur, I’équation est de la forme:

du
F,AH, + yrV AH, = EAH, + q +

at (4.8)
avec :
F,, F; : débits volumiques des réactifs entrant et sortant égales a Q
AH, : flux d’enthalpie entrant
y  :coefficient stoechiométrique égale a -1
AH, : flux d’'enthalpie de réaction
AH; : flux d’enthalpie sortant
V  :Volume du réactif
q : quantité¢ d’énergie regue par le réfrigérant (ou I’extérieur)
du . .
—— :accumulation d’energie
dt
en remplagant chaque terme par son expression dans (4.8), on aura :
d(mC,T(t))
Q pCy (To = T) - KCa(VAH, = Q pCy (Ts() = T;) +q + ———— (49
_(E/RT dT (t)
QpCp (To = T;) - Co(t)AH, V Koexp (E/RTs) = Qpcp () -T) +q + pVCp dt
dr(t) Q AH q
— 2 ==(T,—T(t)) ——C,(t)K, —(E/RTs(1)) —
=7 T = T®) o, (DKo (exp ) Ve, (4.10)

Q : débit du réactif.

p : masse volumique du réactif.

Cp: chaleur specifique du réactif.

T, = 0°K : température de référence.
T, : température initiale du réactif.

T, (t) = T(t) : température de sortie du réactif.
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¢) En faisant maintenant intervenir le bilan énergétique au niveau de la jaquette et du
milieu réactionnel, qui se traduit simplement par un échange de chaleur entre le réactif et le

réfrigérant (figure 4.4) :

QOa CaOa

Le réfrigérant

Q., T, Sortie
Entrée Q.o, Tco - S AN

La jaquette

Le réactif > Q,CaT

Figure 4.4 : Coupe du réacteur avec les différents échanges de chaleur

Puisque le réacteur est parfaitement agité alors les concentrations et les températures
sont uniformément réparties dans le réacteur, et en supposant que les débits dans le

réacteur sont constants alors @y = Q et Qo = Q.

De méme, I’équation de transfert de chaleur entre le réfrigérant et le milieu

réactionnel est :

(4.11)
q = hA(T —T,)

avec :
h : coefficient de transfert de chaleur.
A :surface d’échange.
T :température du milieu réactionnel.
T, : température du réfrigérant.
Or, le bilan d’énergie au niveau de I’échangeur (réfrigérant et réactif) (figure 4.4),
est:

F,AH, + q = F,AH, + dU/dt (4.12)

avec : F, et F; : débits volumiques du réfrigérant entrant et sortant égales a Q.



et en remplagant chaque terme dans 1’expression (4.12), on obtient :
Qc[pccpc (TCO - Tr )] +q= Qc[pccpc (Tc(t) - Tr ) ] + pchCpc

avec :

q : quantité d’énergie regue par le réactif.
Q. : débit volumique du réfrigérant.

T, :température de sortie du réfrigérant.
T,y :température d’entrée du réfrigérant.

V. :volume du réfrigérant.

En utilisant I’équation (4.11) avec h, = hA, I’équation (4.13) devient :

dlc(t) _ Qc h,
= — (T, — T(V)) +
dt ]/C ( c0 C ) pcvccpc

(T(H) = Te(1)

Enfin le mod¢le mathématique du réacteur CSTR est donné par trois équations

différentielles non linéaires du premier ordre (4.7), (4.10) et(4.14) :

- _C(TCO - Tc(t)) +

=V (T®) - T.9)

pchCpc

(dcc(llt(t) = %(Cao —Co() — KoCa(t)exp_E/RT(t)
dT(t A . .
< % - %(To ~T0) =7 Ca(O)Koexp™"/rr — e (10 - T.0)
P 14
dT.(t) _Q h,
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are@®) 413

(4.14)

15)

Les valeurs des paramétres du systeme considéré sont résumées dans le tableau 4.2

Paramétre Description Valeur Nominale
Q Débit du réactif 100 I/min
4 Volume du réacteur 1001
Ky Constante de vitesse 7.2 10" min™'
E/R Energie d'activation 1.10* K
T, Température d'alimentation 350°K
Teo Température d'alimentation du réfrigérant |350° K
AH, Chaleur de réaction -2.10° cal/mol
Cpr Cpe Constante de chaleur spécifique 1 cal/g°’K
Pcr P Densité des liquides 1.10° g/l
hq Coefficient de transfert 7.10° cal/min °K

Tableau 4.2 : Constantes thermodynamiques chimiques du CSTR
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A D’équilibre et pour une concentration nominale voulue de Ca = 0.1 mol/l, en
utilisant 1’équation (4.15), on peut déduire les parametres du régime permanent du réacteur

chimique qui sont : T = 438.54 °K, T, = 425,48°K et Q. = 121,1 [/min.

Dans le cas ou le dispositif de refroidissement n’est pas actionné (Q. = 0 [/min), on
voit d’apres la figure 4.5, que la réaction est exothermique, et elle présente une croissance
rapide de la température T du réactif autour de la concentration nominale C, = 0.1 mol/l du

réacteur. Il en résulte un réactif indésirable.

1

— ] ‘\—\_\_\—\
2 05 \
‘“ |
Q
0
0 5 10 15 20 25 30
600
¥ 400 o
] ; I
200
0 5 10 15 20 25 30
v 400 1
o — —
o
200
0 5 10 15 20 25 30

Temps en min

Figure 4.5 : Evolution des parametresC,, T et T, du réacteur quand Q. = 0

4.2.5.2. L’identification du CSTR

Pour I’identification du CSTR, nous avons utilisé :

* un ensemble de données de 7500 échantillons avec une période d’échantillonnage
TS = 0.1min (figure 4.6). Cet ensemble est divisé en deux parties: 4000 échantillons pour
faire 1’apprentissage au réseau et 3500 pour valider le modele. Les échantillons de

I’apprentissage sont centrés et réduits a la méme valeur de la variance (figure 4.7).
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Signal d'entrée (Débit volumique du réfrigéant)
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T | | | | | |
O 0.1 - L T e L e e S . [
0.05 1 1 1 1 1 1
0 1000 2000 3000 4000 5000 6000 7000

Nombre d'échantillons

Figure 4.6 : Données d’apprentissage et de validation

= un réseau de neurones MLP a deux couches (une couche cachée et une couche de
sortie), avec 8 neurones sur la couche cachée. La fonction d’activation des neurones cachés

est la tangente hyperbolique et celle du neurone de sortie est linéaire.

= un modele neuronal NARX, dont la structure (figure 4.7) est donnée par
I’équation ci-apres :

Ca(k) = NN(Co(k — 1), Co(k — 2),qc(k — 2),q.(k — 1))
(4.2)

ou : NN( ) est le réseau de neurone utilisé ;

= l’algorithme de Levenberg-Marquardt pour 1’apprentissage du réseau.
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c(k-1) | CSRT G
i +
z! . Algorithme
Cy k-1 )> d’apprentiSsage
z' )
Ca (k-Z)‘ Réseau
AN de Caf)
neurone
qc (k']
Z»I
| >
qc (k—Z)

Figure 4.7 : Schéma de I’identification

La figure 4.8 montre 1’évolution de I’erreur quadratique moyenne pendant la phase

-9
d’apprentissage. Pratiquement une valeur de 1’ordre de 10 est obtenue au bout de 100
itérations. Les sorties du systéme et du modele sont représentées sur la figure 4.9, les deux

courbes sont superposées, et 1’erreur de prédiction est tres faible.

Performance is 4.12494e-010, Goal is 1e-010

107

10° |

107

TrainingBlue Godl-Black

107°

| | | | |
0 100 200 300 400 500
575 Epochs

Figure 4.8 : Evolution de I’erreur quadratique moyenne pendant I’apprentissage
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sortie de systéme (bleu continu) et celle du modéle (rouge discontinu)

015 ””””” L T -0~ - - - -~ B - - - -7 T - - - - -0~ [
1 1 1 1 1 1 1
| | | | | | |
| | | | | | |
~ | | | | | | |
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Figure 4.9 : Validation du modéle

4.3. Mise en ceuvre du controleur

Nous avons utilisé une trajectoire de référence en forme d’escalier (figure 4.10) pour
mettre en évidence le caractére non linéaire du systéme. La durée de chaque pas est de 10
min et les valeurs minimale et maximale de son amplitude sont respectivement 0.08 mol/l
et 0.145 mol /1. La loi de commande prédictive a été calculée en utilisant les approches

citées plus haut.

Trajectoire de réeféerence

oI L e e et R e R

012 F

O 11 -l

mol/l

140
Minutes

Figure 4.10 : Trajectoire de référence
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4.3.1. Calcule de la loi de commande du CSRT avec la GPC

Dans ce paragraphe nous envisageons la mise en place de la commande prédictive

généralisée (GPC) pour le réacteur CSRT. Nous considérons deux cas :
= 1’ cas : GPC(linéaire)
Nous utilisons un modele numérique linéaire, a parametres fixes, obtenu par
identification du CSTR. Il est donné par [14]:
(4.3)

1.653 x 107 %271
— 2432714240272 —-1.189z73 4+ 0,269z7*

H(z) = T

» 2éme cas : GPCN (GPC Neuronale).

Nous utilisons un modele linéaire a parametres variables. Ce modele est obtenu par
linéarisation instantanée, a chaque période d’échantillonnage (T's = 0.1min) du modele

neuronal du CSTR.

Les figures 4.11a et 4.11.b montrent les performances obtenues, pour les valeurs des

parametres de réglage Ny = 1, N2 =10, N, =2, A=S =107

Sorties du systeme & Trajectoire de référence
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l l l l e l
0.12p-------- R o Toommooo- o d R -
l l l d l l
O e R S jj ***** B it ettt .
o1 R S
0.09 Lo P e P SR -
| V?J: ; ; ! Référence
0.08 P —d -l Tt EEEEEEE e —— GPC -
l l l l GPCN
| | | | | 1
o 20 40 60 80 100 120 140
Minutes

Figure 4.11a: Performances du contrdleur
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Sorties du systéme & Trajectoire de référence
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Figure 4.11b : Vue agrandie de la sortie & référence de la figure 4.11a

Nous remarquons que la GPCN a donnée des performances plus meilleures que la

GPC, le signal de sortie obtenu par cette derniere ne converge pas lorsque I’amplitude du
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Figure 4.12 : Erreur de poursuite
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4.3.2. Calcule de la loi de commande en utilisant 1’approche par décomposition

Maintenant, nous allons calculer la loi commande en utilisant 1’approche par

décomposition et nous considérons aussi deux cas :

» | cas: CPNMLPF (Commande Prédictive Neuronale avec Modéle Linéaire a

Parameétres Fixes).

La partie réponse libre est calculée en utilisant le modele neuronal du CSTR tandis que
la partie réponse forcée est calculée en utilisant le modele linéaire a paramétres fixes du

CSTR obtenu par identification.

= 2¢me cas: CPNMLPV (Commande Prédictive Neuronale avec Modéle Linéaire a

Parameétres variables).

La partie réponse libre est calculée en utilisant le modele neuronal du CSTR tandis
que la partie réponse forcée est calculée en utilisant le modele linéaire a parameétres
variables obtenu par linéarisation du modele neuronal du CSTR a chaque période

d’échantillonnage.

Les parametres de réglage dans les deux cas sont les suivants: Q = [N2*NZ

§=10"*NuxNu N1 = 1, N2= 8, Nu= 1. Les performances des contrdleurs obtenues

sont représentées sur la figure 4.13a, 4.13b et 4.14.

Nous remarquons que le signal de sortie obtenu dans le cas de CPNMLPV a un
dépassement d’amplitude plus petite que le signal de sortie obtenu dans le cas de la
CPNMLPF. La figure 4.13b montre bien que I’approche que nous avons développée
(CPNMLPV) permet de stabiliser la sortie a sa valeur désirée plus rapidement que

I’approche utilisant un mod¢le linéaire a parametres fixes (CPNMLPF).
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Sorties du systéme & Trajectoire de référence
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Figure 4.13a : Performances du controleur
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Figure 4.13b : Vue agrandie de la sortie & référence de la figure 4.13a
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Signal de commande
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Les performances obtenues des deux régulateurs (CPNMLPF, CPNMLPV) sont
représentées sur les figures 4.16 et 4.17. Elles montrent que le contrdleur compense

rapidement ’effet de cette perturbation par des pics d’amplitude raisonnable pour les deux

algorithmes, mais 1’erreur de poursuite est plus faible dans le cas de CPNMLPV (Figure

4.18)
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115
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0
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Figure 4.16 : Performance du controleur avec perturbations, cas CPNMLPF
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Sortie du systeme(ligne rouge) et Trajectoire de référnence (ligne bleu)
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Figure 4.17 : Performance du controleur avec perturbations, cas CPNMLPV
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Figure 4.18 : Erreur de poursuite avec perturbation, cas CPNMLPF et CPNMLPV
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Maintenant nous allons montrer I’influence des parametres de réglage (N»,S) sur les

performances de I’approche développée (CPNMLPV). Les résultats obtenus sont illustrés

dans les figures 4.19 et 4.20
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Figure 4.19 : Performances obtenues pour différentes valeurs de N2 (S
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Figure 4.20 : Performances obtenues pour différentes valeurs de S (N,
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4.3.3. Etude comparative

Sur la figure 4.21 nous avons représenté une partie des sorties du systéme obtenues
en utilisant les quatre algorithmes: GPC, GPCN, CPNMLPF et CPNMLPV. Nous
remarquons que les régulateurs GPC et GPCN n’arrivent pas a stabiliser la sortie a sa
valeur désirée contrairement aux régulateurs CPNMLPF, CPNMLPV. Ceci justifié
I’utilisation des modéeles non linéaires et en particulier les réseaux de neurones. Avec
I’approche CPNMLPV nous avons obtenu la meilleure poursuite de la trajectoire de
référence par rapport autres régulateurs. Ces résultats montrent bien I’apport de I’approche

que nous avons mis en ceuvre.

Sorties du systéme & Trajectoire de référence
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Figure 4.21: Performances obtenues les quatre algorithmes de commande

4.4. Conclusion

Dans ce chapitre, nous avons mis en évidence les performances des régulateurs
prédictifs étudiés dans les chapitres précédents en considérant la commande du réacteur
parfaitement mélangé. Le CSTR est un systéme complexe fortement non linéaire, souvent

considéré comme étant un systéme de référence. Cette application a permis de montrer



79

I’efficacité des réseaux de neurones dans la modélisation des systémes non linéaires et
I’efficacité de la loi de la commande prédictive & modele neuronal basée sur la stratégie de
la décomposition de la réponse totale en ses deux composantes libre et forcé. Plus
précisément nous avons montré par simulation que le régulateur CPNMLPV donne les

meilleures performances.
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CONCLUSIONS ET PERSPECTIVES

Dans le cadre de la conception d’une loi de commande prédictive pour les systeéme
non linéaire, notre travail part de 1’élaboration d’un modele non linéaire, qui approche le
mieux possible le comportement dynamique du systéme a contrdler, et s’étend a la
recherche d’une solution rapide et efficace au probléme d’optimisation non linéaire qui
consiste a trouver la loi de commande en minimisant une fonction de colit donnée. Pour
cela, nous avons utilis¢é les réseaux de neurones, en raison de leurs propriétés
d’approximation universelle, de généralisation et d’adaptation. En particulier, nous avons
choisi les réseaux MLP statiques a cause de la simplicité de leurs algorithmes

d’apprentissage.

Bien que les réseaux de neurones constituent un outil, simple et puissant, de
modé¢lisation des systémes non linéaires, leur utilisation dans le cadre de la commande
prédictive conduit a un probléme d’optimisation, non linéaire, complexe et dont la
solution par les méthodes itératives est généralement cotiteuse en terme du temps de calcul.
Il est donc important de développer d’autres techniques qui permettent de surmonter cette
contrainte. Le travail que nous avons réalisé, dans ce contexte, a permis de trouver une
expression analytique a la loi de commande en minimisant une fonction de coft

quadratique.

L’approche que nous avons considérée est basée sur I’'utilisation d’un modele de
prédiction non linéaire de structure particuliere. Ce modele, constitué d’une partie non
linéaire dépendante des conditions initiales disponibles a ’instant actuel et d’une partie
linéaire dépendante des incréments futurs du signal de commande, est établi a partir du
modele neuronal du systéme. L’utilisation de tel modele, pour prédire les valeurs futures
de la sortie du systéme, nous a permis d’appliquer la technique de la commande prédictive
généralisée linéaire pour mettre au point la loi de commande. Les performances de cette
approche sont mises en évidence en considérant la commande d’un réacteur continu
parfaitement mélangé. Nous avons obtenu des résultats satisfaisants, en particulier la bonne

poursuite de la trajectoire de référence avec une action de commande suffisamment lisse.
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Enfin, I’é¢tude comparative que nous avons effectuée montre I’apport de 1’approche

envisagée.

Plusieurs perspectives a ce travail peuvent étre envisagées. Une premiére démarche
consiste a I’ajustement automatique, en ligne et en temps réel, des parametres de réglages

de la commande prédictive qui permet de maintenir un méme niveau de performances.

L’une des raisons que fait de la méthodologie prédictive une technique de commande
puissante et tres utilisée dans le domaine industriel, est la prise en compte des contraintes
pour la mise au point de la loi de commande. Il est donc recommandable de considérer le
probléme de la commande prédictive a modele neuronal avec contraintes. La prise en
compte des contraintes et 1’utilisation d’un modele neuronal posent un véritable probléme
d’optimisation non linéaire et non convexe. Un travail devrait donc se faire dans ce
contexte pour développer des méthodes permettant de trouver une solution rapide et
efficace a ce probléme. Les méthodes d’optimisation par point intérieur (interior point

methods) pourraient étre considérées.

Une autre perspective qui mérite d’étre étudiée consiste a envisager le probléme de
stabilité. En effet, Il n’existe aucune théorie générale permettant de démontrer d’une facon
systématique, la stabilité¢ des systemes non linéaires. Toutes les méthodes développées sont
basées sur le principe de ’hyperstabilit¢ de Lyapunov pour lequel le choix de la fonction
de Laypunov n’est pas toujours évident. Ce probléme de stabilité devient beaucoup plus

complexe pour les systemes de commande a base des réseaux de neurones.

Enfin, il apparait nécessaire de sortir du cadre de la simulation, au sein duquel on a
pu montrer I’intérét du travail effectué, pour tester de fagon expérimentale les bénéfices

réellement attendus.



APPENDICE
LISTE DES SYMBOLES ET DES ABREVIATIONS

y(t + j) : Sortie prédite a I’instant t + j.

w(t + j) : Consigne appliquée a I'instant ¢ + j.

Au(t +j — 1) : Incrément de commande a I'instan t + j — 1.
y (t) : Sortie du processus.

u (t) : Commande appliquée au systéme.

q~! :Opérateur retard.

A(g™Y) = 1 — (g1) Opérateur différence.

T's: Période d’échantillonnage

N1 : Horizon de prédiction minimal sur la sortie.

N2 : Horizon de prédiction maximal sur la sortie.

Nu : Horizon de prédiction sur la commande.

A : Coefficient de pondération sur la commande.
CARMA: Controlled AutoRegressive Moving Average.
MLP : Multi Layer Perceptron, un réseau multicouche.
RN : Réseau de Neurones.

NN[] : Mode¢le Neuronal du systéme.

CSTR : Continus Stirred Tank Reactor, réacteur continu parfaitement mélangé.
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GPC: Commande Prédictive Généralisée.

GPCN : GPC Neuronale.

CPNMLPF: Commande Prédictive Neuronale avec Modéle Linéaire a Paramétres Fixes.

CPNMLPV: Commande Prédictive Neuronale avec Modele Linéaire a Paramétres

variables.
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