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Résumé

Résumé

La santé mentale est considérée comme l’un des fléaux les plus importants dans le monde

d’aujourd’hui. Par conséquent, notre travail vise à utiliser le potentiel des plateformes de médias

sociaux pour résoudre l’un des plus grands problèmes de santé mentale, soit l’identification de la

dépression. Nous proposons un nouveau modèle d’apprentissage profond que nous formons sur un

ensemble de données destinées  à la dépression afin de détecter une telle maladie mentale à partir

d’un tweet individuel. Nos principales contributions à ce travail se trouvent dans les points

suivants : Nous avons formé notre propre mot intégration à l’aide d’un ensemble de données

destinées  à la dépression. Ensuite Nous avons utilisé un modèle qui s’adapte à n’importe quel type

de données concernant les maladies mentaux, ce modèle fonctionne avec plusieurs  méthodes

d’apprentissage profond les réseaux de neurone convultif (CNN), La méthode LSTM, BiLStM et

Naive Bayes. Afin d’améliorer le processus d’extraction des caractéristiques et d’améliorer les

performances du modèle. Nous avons analysé à travers différentes expériences la performance des

quatre  modèles d’apprentissage profond afin de fournir plus de perspectives et d’idées pour les

recherches sur la dépression. Notre modèle a atteint une précision de 95 %, surpassant tous les

modèles statistiques ou d’apprentissage approfondi que l’on trouve actuellement dans la littérature.

Mots clés : Analyse des sentiments, Apprentissage profond (deep learning), Santé mentale,

Classification des textes.
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Introduction

Introduction

Contexte

Le but de cette étude est d’utiliser les techniques d’apprentissage profond de

l’intelligence artificielle pour surmonter l’un des défis les plus importants de la santé mentale, qui

est d’identifier automatiquement la dépression du comportement d’un individu. Nous utilisons les

tweets comme un moyen de suivre ce comportement en raison de la culture pensée-expressive de la

plate-forme et la disponibilité des données.

Problématique

Malgré les efforts investis contre les troubles mentaux, la santé mentale demeure toujours

l’un des problèmes de santé les plus dangereux au monde. Ce qui fait qu’une telle question mérite

plus d’attention, ce sont les menaces qui découlent de sa négligence. La recherche a montré que les

personnes souffrant d’une ou plusieurs maladies mentales subiront probablement un effet boule de

neige vers d’autres troubles, entraînant des conséquences dégradantes pour leur vie, et dans certains

cas,  des conséquences fatales.

L’un des troubles mentaux les plus populaires parmi les populations du monde est le trouble

dépressif majeur, communément connu sous le nom de dépression clinique, avec près de 300

millions de personnes qui en souffrent dans le monde [127]. Des études ont montré que 3 à 5 % des

hommes et 8 à 10 % des femmes de l’ensemble de la population mondiale sont susceptibles de

connaître un épisode dépressif majeur en un an [127]. Ce qui fait de la dépression les troubles les

plus connus dans le monde, c’est la probabilité qu’elle soit déclenchée par d’autres problèmes de

santé, car elle est souvent associée à d’autres maladies et troubles mentaux. C’est l’une des

principales causes du suicide car elle a un retentissement important sur la vie des malades,

conséquences individuelles, sociales, professionnelles, familiales, risque de suicides. Des pensées

autour de la mort et suicidaires font partie des symptômes de la dépression, et ils  sont considérés

comme la conséquence les plus dramatique de la dépression d’où la détection de la dépression n’est pas

toujours   évidente. De nombreux gens souffrant de dépression, ayant tendance à se cacher de ce

qu’ils traversent,  de toute façon, ils ne demandent pas de soutien dans la plupart des cas  ce qui

peut entraîner l’empirement de leur état et même parfois le  suicide.

A l’heure actuelle de nouvelles études qui consiste à prédire la dépression utilisant des

méthodes plus avancé en parallèle  que les  méthodes classiques ces dernières se basent sur

l’apprentissage profond et l’intelligence artificielle.
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Introduction

Objectif

Une fois la dépression est  identifiée et traitée, cela entrainera la guérison. À cet effet, notre

principal objectif est la détection et la prédiction de la dépression en se basant principalement sur

l’apprentissage profond (deep learning) et en utilisant des sources de données concrètes extraites

des réseaux sociaux. Le partage des pensées et les désires les plus intimes  sur les différents réseaux

permet le  suivi du comportement naturel des utilisateurs, ce qui donne la possibilité d’identifier les

utilisateurs présentant des troubles psychologiques. Dans notre étude nous nous somme basés sur

des tweets comme une source de données, ces derniers enregistrent l’auto-expression des gens de la

manière la plus naturelle. Notre Modèle consiste à détecter la dépression en analysons les tweets des

utilisateurs, et la sélection de ces dernier dans deux classes positif dépression et négatif dépression,.

La performance de notre modèle de classifications est basé sur plusieurs paramètres, dans le cas de

notre modèle on a donné la priorité au paramètre Accuracy pour mesurer le pourcentage de fiabilité

de notre modèle de détection de la dépression des  utilisateurs.

La structure du mémoire

Ce mémoire est composé de 5 chapitres:

1. Le premier chapitre présente l’analyse des sentiments, ses domaines d’application et

domaines connexes, ses différents types, et enfin certaines de ses techniques les plus

utilisées.

2. Dans le deuxième chapitre,  nous présentons l’apprentissage profond et ses notions de base,

Après cela, nous avons illustré les  différentes techniques d’apprentissage en profondeur

utilisées dans l’analyse des sentiments.

3. Le troisième chapitre est consacré aux travaux liés à la détection de la dépression.

4. Dans le quatrième chapitre, nous présentons notre modèle de détection de dépression et nous

explorons toutes ses étapes.

5. Dans le dernier chapitre, nous suivons notre processus d’expérimentation étape par étape
pour élaborer, former et évaluer notre modèle. À la fin, nous partageons les résultats que
nous avons obtenus.

Enfin, nous terminerons notre mémoire par une conclusion générale, dans laquelle nous

partagerons les points d’apprentissage clés de cette initiative de recherche et les perspectives

futures pour notre modèle proposé et comment il peut être amélioré et étendu pour

éventuellement fournir de meilleurs résultats.
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Chapitre 1 Analyse des Sentiments

1.1 Introduction

« Ce que les autres pensent » a toujours été un élément d’information important pour la

plupart d’entre nous pendant le processus de prise de décision. Dans notre vie quotidienne, nos

comportements et décisions sont fortement influencés par les opinions des autres, dans la

psychologie sociale ce phénomène s’appelle la conformité sociale. Consciemment ou non, chaque

choix que nous faisons est basé sur une opinion antérieure.

Avec la naissance du web 2.0, les gens ont commencé à exprimer leurs opinions librement,

publiquement et sous différentes formes, ce qui a augmenté le niveau d’intérêt, des organisations et

des entreprises dans ces données en raison de sa valeur antérieure. Ces idées peuvent être très

profitables aux entreprises et avoir un grand impact politique et économique sur la société. À partir

de là, un nouveau domaine de recherche est né et est devenu le centre d’attention de la communauté

de la recherche en informatique, il est appelé analyse des sentiments.

Dans ce chapitre, nous introduisons l’analyse des sentiments (également connu sous le

nom d’exploration d’opinion), ses domaines d’application, ses différents niveaux et méthodes, et à

la fin nous conclurons avec les principaux défis rencontrés dans ce domaine.

1.2 Analyse des Sentiment et l’exploration d’opinions

Avant de passer à sa définition scientifique, analysons le mot « analyse des sentiments » lui-

même et voyons sa définition littérale. Dans le dictionnaire, « sentiment » est défini comme une

pensée, une opinion ou une idée fondée sur un sentiment au sujet d’une situation, ou une façon de

penser de quelque chose [1] « analyse » est définie comme l’acte d’analyser quelque chose [2]. La

combinaison de  deux définitions, définira l’analyse des sentiments comme l’acte d’analyser des

pensées, des opinions, ou des idées qui sont basés sur les sentiments, ou la façon de penser.

Bing Liu[3], un pionnier dans le domaine, définit l’analyse des sentiments comme

suit :L’analyse des sentiments, également appelé l’exploration d’opinion, est le domaine d’étude qui

analyse les opinions, les sentiments des gens, les évaluations, les attitudes et les émotions envers

des entités comme les produits, les services, les organisations, les personnes, les enjeux, les

événements, les sujets et leurs attributs[3].
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Bien que les chercheurs utilisent plus souvent le terme « analyse des sentiments » que

« recherche d’opinion », ils peuvent être utilisés de façon interchangeable parce qu’ils font

référence au même domaine d’études. Les deux termes sont d’abord apparus vers 2003 [4] [5] mais

la recherche dans ce domaine a commencé vers 2000 [6] [7] [9] [10] [11] et depuis, de nombreuses

publications ont abordé le sujet [3].

1.2.1 Domaines d’applications de l’Analyse des Sentiments

Nous, les humains, avons tendance à penser que nous sommes libres dans nos choix et

décisions, mais la vérité est que chaque décision que nous prenons est fortement influencée par les

opinions des autres, consciemment ou inconsciemment.

Avec l’émergence du web participatif (Web 2.0), tous les utilisateurs d’Internet ont la

possibilité de donner leurs avis sur une infinité de sujets (produits, services, prestations d’entreprise)

et d’en discuter sur des forums, blogs, ou des groupes de discussions. Toutes ces opinions sont

cruciales pour les entreprises, tout d'abord afin de développer des tâches de veille (technologique,

marketing, concurrentielle, sociétale) mais aussi pour détecter les consommateurs mécontents,

déterminer la perception des gens sur de nouveaux produits ou se renseigner sur la réputation de

leur société. Toutes ces données peuvent aussi servir aux acteurs du monde politiques afin de

connaître les intentions des citoyens.

Comme mentionné ci-dessus, en raison de sa relation et son importance dans tous les

domaines de nos vies, l’analyse des sentiments est appliquée dans de nombreux domaines. Après

avoir examiné différents documents de recherche et avoir vu des travaux antérieurs dans le

domaine, nous nous sommes rendu compte que la plupart des applications d’analyse des sentiments

appartiennent aux deux catégories suivantes : la détection et la prédiction.

1.2.1.1 Détection

La première catégorie d’analyse des sentiments est la détection cela veut dire qu’elle est

utilisée pour détecter un problème, une maladie ou un besoin, selon l’industrie dans laquelle il est

appliqué. Cette application  consiste à étudiée certains phénomènes ou de comprendre quelque

chose qui s’est passé dans le monde et de trouver les raisons derrière elle, c’est pourquoi ils se

concentrent principalement sur le passé et le présent des évènements.

Nous citons  quelques exemples  qui sont liés  à cette catégorie dans le tableau suivant :
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Tableau 1.1 : Récapitulatif des études d’analyse des sentiments dans  différents domaine.

Domaine Etude Explication

Commercial

[12], les revues ont été
utilisées pour classer les
produits et les marchands

Les sondages auprès des
consommateurs montrent que
les gens citent les examens de
produits comme un facteur
déterminant dans les décisions
d’achat. Selon Terre-Neuve-et-
Labrador, recommandations des
consommateurs sont la forme de
publicité la plus crédible parmi
78 % des répondants au
sondage 2007[12].

Sportif

[13]les relations entre la
ligne de pari de la NFL (The
National Football League)
avec  l’opinion publique
dans les blogs et Twitter ont
été étudiées.

Dans cette étude il a été
examiné les jeux de la NFL se
sont déroulés pendant l’année
2006 à l’année 2009. Il a été
constaté que le score
sentimental a une corrélation
significative avec les paris, tout
comme les statistiques de
performance objective. Il s’est
également montré que les
médias sociaux, comme les
blogs et twitter, sont aussi
informatifs comme la presse
professionnelle écrite.

Politique

[14], les  auteurs ont étudié
les points de vue politiques.

modèle appliqué au domaine
politique. Premièrement, basé
sur la visualisons, des
similitudes et les différences
entre les sénateurs républicains
et démocrates en ce qui
concerne divers sujets
.Deuxièmement, la comparaison
de  la performance des modèles
de notation d’opinion avec 14
types de méthodes pour trouver
les meilleurs. Il a été constaté
que les phrases extraites par ces
modèles de notation d’opinion
peuvent exprimer efficacement
les points de vue des opiniâtres.
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Médiatique

[15] le flux de sentiments
dans les réseaux sociaux a
été étudié.

Explorer  le flux de sentiments à
travers des expériences sur un
graphique contenant près de 8
millions de nœuds et 15
millions de bords. cette analyse
indique que (1) les nœuds sont
fortement influencés par leurs
voisins immédiats.

Politique

[16]le sentiment de Twitter
était lié aux sondages
d’opinion publique.

Etablir  un lien entre les
mesures de l’opinion publique
mesurées à partir des sondages
et le sentiment mesuré à partir
du texte, les corrélations
peuvent atteindre 80 % et saisir
d’importantes tendances à
grande échelle.Les rapports
soulignent le potentiel des flux
de texte en tant que sous-
ensemble et supplément pour le
scrutin traditionnel

A savoir plusieurs d’autres travaux lié à cette catégorie ont été élaboré, notre sélection

s’est basée sur les domaines d’applications les plus importants et les plus pertinents dans chaque

domaine.

1.2.1.2 Prédiction

Bien que la détection joue un rôle très important dans l’application des prévisions, cette

catégorie se distingue par le fait qu’elle met l’accent sur l’utilisation d’opinions détectées pour

prédire les résultats futurs, ce qui est évidemment très nécessaire dans le monde des affaires et

politique, et même dans le domaine de la santé. Nous citons quelques exemples qui appartiennent à

cette catégorie dans le tableau ci-dessous:

Tableau : 1.2 Récapitulatif des études d’analyse des sentiments prédictives dans  différents domaine

Domaine Etude Explication

Politique [23], le sentiment Twitter a
également été appliqué pour
prédire les   résultats des
élections.

Dans cette étude était analysé
plus de 100 000 messages
Twitter mentionnant des partis
ou des politiciens avant les
élections fédérales allemandes
de 2009. Dans l’ensemble, il a
été constaté que Twitter est
effectivement utilisé comme
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plateforme pour les
délibérations politiques. Le
simple nombre de gazouillis
reflète les préférences des
électeurs et se rapproche des
sondages électoraux
traditionnels, tandis que le
sentiment des messages sur
Twitter correspond étroitement
aux programmes politiques,
aux profils des candidats, et la
couverture médiatique de la
campagne électorale.

Politique

[24], une méthode a été
rapportée pour prédire les
volumes de commentaires des
blogs politiques.

Dans cette étude, il a été
visionné de modéliser la
relation entre le texte d’un
billet de blogue politique et le
volume de commentaires,il a
été  examiné la tâche de prédire
quels post-blog auront un
volume de réponse supérieur à
la moyenne des lecteurs,
mesuré en commentaires ou
mots dans les commentaires.
Les résultats montrent que la
modélisation des sujets peut
améliorer les rappels lorsque
l’on publie des messages « à
grand volume »

Economique

Dans [25], un modèle de
sentiment a été proposé pour
prédire le rendement des
ventes.

[26], [27] et [28], les données
de Twitter, les critiques de
films et les blogues ont été
utilisés pour prédire les
recettes au guichet des films

En raison de sa popularité
élevée, Weblogs (ou blogs en
bref) présentent une richesse
d’informations qui peuvent être
très utiles pour évaluer les
sentiments et les opinions du
grand public. Dans cette étude,
il a été  étudié le problème de
l’information de sentiment
minier à partir de blogs et
d’étudier des façons d’utiliser
ces informations pour prédire la
performance des ventes de
produits,Les expériences
confirment l’efficacité et la
supériorité de l’approche
proposée.
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Industriel

[29], les humeurs de Twitter
ont été utilisées pour prédire
le marché boursier.

L’économie comportementale
nous dit que les émotions
peuvent affecter profondément
le comportement individuel et
la prise de décision. des états
d’humeur collective dérivée des
flux Twitter à grande échelle
sont corrélés à la valeur de la
moyenne industrielle Dow
Jones (DJIA) au fil du temps.

Economique

[30], le sentiment du blogue
et des nouvelles a été utilisé
pour étudier les stratégies de
négociation.

Le sentiment des nouvelles a
une incidence sur le marché
financier. Toutefois, trouver un
prédicteur clair des rendements
du marché à l’aide du sentiment
des nouvelles demeure une
tâche difficile. Cette étude
examine la relation entre le
sentiment d’actualité, les
rendements cumulatifs du
marché et la volatilité Les
résultats montrent que des
niveaux anormaux de sentiment
d’actualité sont importants pour
prédire le rendement cumulatif
futur du marché et la volatilité.

Bien qu’il soit commencé principalement sur le langage écrit, l’analyse des sentiments est

utilisée de nos jours sur des données visuelles et auditives ainsi. L’analyse des sentiments peut

être considéré comme un sous-domaine de Traitement automatique du Langage Naturel (TAL) et

même du Data Mining et il est récemment devenu l’un des domaines de recherche les plus actifs.

1.2.2  Exploration du Texte (Texte Mining)

L'exploration du texte (Texte Mining) a gagné du terrain en tant que domaine d’application

important de l’extraction de données au cours des dernières années. L’industrie de l’extraction de

textes est encore petite [31], mais elle croît rapidement, avec la prise de conscience des

connaissances commerciales cachées dans des données non structurées. Le but de l’extraction de

textes est de rassembler d’énormes quantités de données non structurées disponibles dans les

entreprises et à l’extérieur, comme sur Internet, et de les utiliser pour obtenir des informations pour

résoudre des problèmes du monde réel. UN des aspects centraux du textemining est de transformer
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ces données textuelles peu structurées – si ce n’est par la langue utilisée – en données exploitables

par les algorithmes classiques de data mining[32].

1.3 Niveaux de l’Analyse de sentiment

Trois différents niveaux sur lesquels l’analyse des sentiments doit être effectuée en fonction

des granularités requises sont :

1.3.1  L’analyse des sentiments au niveau du document

Le niveau du document considère      qu’un document est un avis sur une entité ou un aspect

de celle-ci. Ce niveau est associé à la tâche appelée classification des sentiments au niveau du

document [33], [34], [35]. Les tâches permettent de classer si une opinion complète documente un

sentiment positif ou négatif Le système détermine si l’examinateur exprime une opinion

globalement positive ou négative sur le produit. Cette tâche n’est connue que sous le nom de

classification des sentiments au niveau du document. [36][37].

1.3.2  L’analyse des sentiments au niveau de la phrase

L’analyse du sentiment au niveau de la phrase est l’analyse la plus détaillée du document. Dans

ce cas, la polarité est calculée pour chaque phrase, car chaque phrase est considérée comme une

unité distincte et chaque phrase peut avoir une opinion différente. L’analyse des sentiments au

niveau de la phrase comporte deux tâches :

Classification de la subjectivité : Une phrase peut être subjective ou objective. La phrase objective

contient les faits. Il n’a pas de jugement ou d’opinion sur l’objet ou l’entité alors que la phrase

subjective a des opinions [38]

Classification de sentiment : La phrase peut être classée comme positive, négative ou neutre selon

les mots d’opinion qu’elle contient [38].

.3.3 L’analyse des sentiments au niveau de la sous-phrase

Les analyses au niveau des documents et des phrases ne permettent pas de déterminer

exactement ce que les gens aimaient ou n’aimaient pas. Le niveau d’aspect effectue une analyse

plus fine. Le niveau d’aspect était auparavant appelé niveau d’élément (analyse et résumé de

l’opinion fondée sur les éléments). Au lieu de regarder les concepts linguistiques (documents,

paragraphes, phrases, clauses ou phrases), le niveau d’aspect regarde directement l’opinion elle-

même. Elle repose sur l’idée qu’une opinion consiste en un sentiment (positif ou négatif) et en une
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cible (d’opinion). Il est étroitement lié à des tâches telles que l’extraction d’opinions et la synthèse

d’opinions [39], [40], [41].

1.4 Approches et techniques d'analyse de sentiments

Vu la croissance rapide et la popularité  de l’analyse des sentiments dans les différentes

études  et domaines, plusieurs méthodes et techniques ont étaient mise en place. Dans cette section

nous essayons de décrire brièvement quelques techniques et méthodes les plus pertinentes et les

plus populaires utilisés dans notre étude.

1.4.1  L’exploitation des Emoticon

Les émoticônes sont devenus populaires ces dernières années, au point que certains  sont

maintenant inclus dans le dictionnaire English oxford [1]. Les émoticônes sont principalement basés

sur le visage et représentent des sentiments heureux ou tristes,  La façon la plus simple de détecter

la polarité (effet positif et négatif) d’un message. Par conséquent, les émoticônes ont souvent été

utilisés en combinaison avec d’autres techniques pour construire un ensemble de données de

formation sur les techniques d’apprentissage supervisé.

1.4.2 L’utilisation de Linguistic Inquiry and Word Count

LIWC (LinguisticInquiry and Word Count) [42] est un outil d’analyse de texte qui évalue les

composantes émotionnelles, cognitives et structurelles d’un texte donné en fonction de l’utilisation

d’un langage contenant des mots et de leurs catégories. La LIWC ne permet pas de détecter les

effets positifs et négatifs dans un contexte donné, mais fournit d’autres ensembles de catégories de

sentiments il s’agit  notamment de permettre aux utilisateurs d’inclure des indicateurs personnalisés

plutôt que des indicateurs standard

1.4.3  Senticnet

Senticnet [43] est une méthode d’exploration de l’opinion et d’analyse du temps qui explore

l’intelligence artificielle et les techniques Web. Le but de Senticnet est d’inférer la polarité des

concepts de bon sens à partir de textes naturels à un niveau sémantique, plutôt qu’à la syntaxique.

La méthode utilise les techniques de traitement du langage naturel (TAL) Senticnet a été testé et

évalué comme un outil permettant de mesurer le niveau de polarité dans les opinions des patients

sur le Na-National Health Service en Angleterre [44]. Les auteurs ont également recommandé

Senticnet avec des données de blogs Live journal, où les messages ont été étiquetés par les auteurs

avec plus de 130 humeurs, Puis catégorisé comme positif ou négatif [45], [46].

1.4.3  SentiStrength

18
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Sentistrength est une technique qui met en œuvre une combinaison de méthodes

d’apprentissage automatique [47]. La classification de base s’appuie sur l’ensemble des mots du

dictionnaire LIWC [45] ajouté des fonctionnalités dédiées au contexte des réseaux sociaux en ligne

(OSN). Ces fonctionnalités comprennent essentiellement une liste de mots négatifs et positifs avec

une liste de boosters (comme « très » pour renforcer et« quelque peu » à affaiblir). L’utilisation

d’émoticônes et de ponctuations répétées a été utilisée pour le même but ainsi.

1.5 Les défis de l’analyse de Sentiment

Aujourd’hui l’analyse de sentiments se concentre sur l’attribution d’une polarité à des

expressions subjectives (les mots et les phrases qui expriment des opinions, des émotions, des

sentiments, etc.) afin de décider de l’orientation d’un document ou de la polarité

positive/négative/neutre d’une opinion dans un document. Des travaux allant au-delà ont mis

l’accent sur la force d’une opinion d’expression où chaque proposition dans une phrase peut avoir

un fond neutre, faible, moyen ou élevé  .Cependant, L’analyse de sentiments exprimés dans les

groupes de discussions, les blogs, les forums et autres sites spécialisés heurte à quelques difficultés:

Une des difficultés de la classification en « positif et négatif » réside dans la nécessité d’une

bonne analyse syntaxique du texte, analyse qui peut se révéler particulièrement difficile dans des

cas de coordination entre plusieurs parties d’une phrase, d’anaphore ou de coréférence.

Une autre difficulté du langage naturel pour l’analyse automatique de sentiments est les

contextes intentionnels, pour lesquels l’expression d’opinion n’est pas un vrai sentiment. C’est le

cas dans une phrase comme : « Je croyais que l’Algérie était un beau pays. » ont montré le lien qui

existe entre les structures syntaxiques et sémantiques d’une phrase et l’expression de l’opinion

qu’elle véhicule. Ainsi l’analyse de la phrase par « paquets de mots » donne des résultats peu

satisfaisants alors qu’une analyse syntaxique du texte peut aider à trouver les expressions qui

contiennent des opinions. Les deux phrases suivantes contiennent les mêmes paquets de mots sans

pour autant exprimer les mêmes sentiments. En effet, la première phrase contient un sentiment

positif alors que la deuxième est négative : « Je l’ai apprécié pas ».

1.6  Traitement Automatique Du langage (TAL)

L’analyse des sentiments est un sous-domaine du traitement automatique du langage (TAL),

par conséquent, tous les problèmes du(TAL), que la plupart d’entre eux ne sont pas encore résolus,

s’appliquent à lui et apportent plus de difficulté sur le terrain [41]. Certains de ces problèmes sont,

la résolution de coréférence, la manipulation de négation, et les dés ambigüité de sens de mot,

synonyme. Toutefois, il est également utile de se rendre compte que l’analyse des sentiments est



Analyse des Sentiments

23

très restreinte le problème de TAL et que  le système n’a pas besoin de comprendre pleinement la

sémantique de chaque phrase ou document, mais seulement le  besoin de comprendre certains

aspects de celui-ci, c.-à-d., les sentiments positifs ou négatifs et leurs entités ou sujets cibles.

Les chercheurs ont maintenant une meilleure compréhension de l’ensemble du problème, sa

structure et les questions fondamentales. De nombreux nouveaux modèles et méthodes (formels) ont

été proposés.

La recherche antérieure dans le domaine principalement axé sur la classification du sentiment ou

de la subjectivité exprimé dans des documents ou des phrases, qui sont insuffisant pour la plupart

des applications réelles.

1.7 Conclusion

Dans ce chapitre, nous avons présenté les bases fondamentales de l’analyse des sentiments et

de l’exploration d’opinion ainsi que les différentes techniques et méthodes utilisées et leurs

principaux obstacles qui se posent sur le terrain.

Dans le chapitre suivant nous allons introduire le Deep Learninget les différents travaux liés à ce

domaine d’étude.
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Chapitre2 Deep Learning

2.1  Introduction

Depuis toujours, l’homme a cherché à réduire ses efforts et à améliorer sa productivité dans tous

les domaines en se faisant aider de machines. La première invention marquante ayant pour

beaucoup révolutionner l’humanité en ce sens était la roue, c’est-à-dire une reproduction mécanique

du roulement. La première pièce d’un robot de bois en quelque sorte.

Depuis l’invention des ordinateurs programmables, les humains rêvent de robots et de machines

capables de penser et de faire des activités quotidiennes pour faciliter leur vie.Aujourd’hui, avec

l’intelligence artificielle (IA), de tels rêves sont devenus une réalité et le domaine est devenu l’un

des domaines de recherche les plus populaires qui est florissant jour après jour, tout en contestant

toutes les barrières précédentes et établissant une nouvelle barre pour l’avenir de l’humanité.

Aujourd’hui, l’IA se déploie partout et s’impose dans de nombreux domaines (jeux vidéo,

automobile, aéronautique, conquête spatiale, techniques médicales, etc.).

Dans ce chapitre, nous introduisons l’apprentissage profond (Deep Learning, l’un des domaines

de recherche les plus populaires de l’IA. Nous passons ensuite  aux  différentes classes et

techniques en s’appuyant   sur des exemples d’application réelle.

2.2 Définitions

Nous débuterons par la définition des termes les plus importants et les plus utilisés durant le
reste de ce chapitre afin de faciliter la compréhension des prochaines séquences.

2.2.1 Intelligence artificielle (IA)

Bien que le terme Intelligence artificielle puisse sembler explicite, il existe de nombreuses

définitions. Nous utiliserons celle de Poole, Mack Worth& Goebel dans notre travail, ou  elle se

réfère à l’IA comme intelligence computationnelle et la définit comme suit : L’intelligence

computationnelle est l’étude de la conception d’agents intelligents [49].

Le terme « agent » peut désigner tout ce qui agit dans un environnement particulier, tout ce qui fait

quelque chose, que ce soit les humains, les animaux, les machines… etc.

Un agent intelligent d’autre part est un système qui agit intelligemment. Comme l’expliquent

les  chercheurs : il est approprié pour son objectif, il est flexible face à des environnements
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changeants, des objectifs changeants, il apprend de l’expérience, et il fait des choix appropriés

compte tenu des limitations  et des calculs finis [49]

2.2.2  Apprentissage Automatique (Machine Learning).

L'apprentissage automatique est un sous-domaine de l'intelligence artificielle (IA)     [50]. En

général, l'objectif de l'apprentissage automatique est de comprendre la structure des données et de

les intégrer dans des modèles qui peuvent être compris et utilisés par  tout le monde [51].

Bien que l'apprentissage automatique soit un domaine de l'informatique, il diffère des

approches informatiques traditionnelles. En effet dans cette dernière, les algorithmes sont des

ensembles d'instructions explicitement programmées utilisées par les ordinateurs pour calculer ou

résoudre des problèmes. Les algorithmes d'apprentissage automatique permettent aux ordinateurs de

s'entraîner sur les entrées de données et utilisent l'analyse statistique pour produire des valeurs qui

se situent dans une plage spécifique. Pour cette raison, l'apprentissage automatique facilite

l'utilisation des ordinateurs dans la construction de modèles à partir de données d'échantillonnage

afin d'automatiser les processus de prise de décision en fonction des données saisies.

2.2.3 Méthodes d'apprentissage automatique

Dans l'apprentissage automatique, les tâches sont généralement classées en grandes

catégories. Deux méthodes d'apprentissage automatique les plus adoptées sont l' apprentissage

supervisé qui forme des algorithmes basés sur des données d'entrée et de sortie étiquetées par

l'homme et l'apprentissage non supervisé qui ne fournit pas à l'algorithme des données étiquetées

pour lui permettre de trouver une structure et de découvrir une logique dans données entrées.

Explorons donc ces méthodes plus en détail.

2.2.4 L'apprentissage supervisé

Dans l'apprentissage supervisé, l'ordinateur est fourni avec des exemples d'entrées qui sont

étiquetés avec les sorties souhaitées. Le but de cette méthode est que l'algorithme puisse

«apprendre» en comparant sa sortie réelle avec les sorties «enseignées» pour trouver des erreurs et

modifier le modèle en conséquence. L'apprentissage supervisé utilise donc des modèles pour prédire

les valeurs d'étiquettes sur des données non étiquetées supplémentaires.



Deep Learning

27

2.2.5 L'apprentissage non supervisé

Dans l'apprentissage non supervisé, les données sont non étiquetées, de sorte que l'algorithme

d'apprentissage trouve tout seul des points communs parmi ses données d'entrée. Les données non

étiquetées étant plus abondantes que les données étiquetées, les méthodes d'apprentissage

automatique qui facilitent l'apprentissage non supervisé sont particulièrement utiles.

2.2.6 Réseaux de Neurones Artificiels

De nos jours, on ne peut pas parler de machine Learning sans parler de réseau de neurones

artificiels, un ensemble d’algorithmes dont le fonctionnement est inspiré des neurones biologiques

et qui s’appuie également sur les méthodes statistiques. L’usage de réseaux de neurones est une

technique de l’Intelligence Artificielle, optimisant les méthodes d’apprentissage automatiques

[52].

Il existe plusieurs types de réseaux neuronaux, dont chacun vient avec ses propres cas

d’utilisation spécifiques et niveaux de complexité. Le type le plus basique de réseau neuronal est

appelé réseau neuronal feedforward, dans lequel l’information voyage dans une seule direction de

l’entrée à la sortie. Un type de réseau plus largement utilisé est le réseau neuronal récurrent, dans

lequel les données peuvent circuler dans plusieurs directions.

Ces réseaux neuronaux possèdent de plus grandes capacités d’apprentissage et sont largement

utilisés pour des tâches plus complexes comme l’apprentissage de l’écriture ou de la reconnaissance

linguistique. Il existe également d’autres réseaux neuronaux convolutionnels, Boltzmann réseaux

de machines, réseaux Hopfield, et une variété d’autres.

Le bon choix du réseau de neurone dépend des données à former avec, et l’application

spécifique. Dans certains cas, il peut être souhaitable d’utiliser des approches multiples, comme ce

serait le cas avec une tâche difficile comme la reconnaissance vocale [52].

2.2.7  L'apprentissage profond ( Deep Learning)

Adopté à partir de l’apprentissage de représentation, l’apprentissage profond est un ensemble

de méthodes qui permet à une machine déprendre les données brutes qui lui sont transmises et

extraire automatiquement les représentations nécessaires à la détection ou

la classification, et elle le fait par le biais de multiples niveaux de représentation. La représentation

est transformée d’UN niveau à un niveau supérieur, plus abstrait, à travers des modules composés,
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simples, mais non linéaires. Avec la composition d’assez de telles transformations, des fonctions

très complexes peuvent être apprises [53].

Le deep learning est associé au fonctionnement des réseaux neuronaux artificiels. En principe,

c’est un humain qui doit apprendre à la machine à reconnaître les caractéristiques communes à un

objet. Mais ce n’est plus trop le cas avec la technique d’apprentissage profond. En effet, c’est la

machine qui va analyser les objets avant de décider, afin d’identifier leurs points communs.

L’homme valide ensuite.

Nous prenons une image comme exemple, une image se présente sous la forme d’un tableau de

valeurs de pixels et les caractéristiques apprises.

1. Dans la première couche de représentation représentent généralement la présence ou

l’absence de bords à des orientations et des emplacements particuliers dans l’image.

2. La deuxième couche détecte généralement les motifs en repérant des dispositions

particulières des bords, indépendamment des petites variations dans les positions des bords.

3. La troisième couche peut assembler des motifs de plus grandes combinaisons qui

correspondent à des parties d’objets familiers, et les couches suivantes détecteraient des

objets comme des combinaisons de ces parties.

L’aspect clé de l’apprentissage profond  est que ces couches de caractéristiques ne sont

pas conçues par des ingénieurs humains : ils sont appris de données en  utilisant une procédure

d’apprentissage générale [53]

Depuis ses débuts, l’apprentissage profond réalise et réalisera  de nouveau progrès

record dans la résolution de problèmes qui n’ont pu être résolus pendant de nombreuses années par

la communauté de l’intelligence artificielle. Il s’est avéré comme moyen important pour découvrir

des structures complexes dans les données de haute dimension, il est   applicable  dans de nombreux

domaines de la science, des affaires et du gouvernement. En plus de battre des records de

reconnaissance d’image [54] [55] [56][57] et  de reconnaissance vocale [58] [59 [60], elle a battu

d’autres techniques d’apprentissage automatique pour prédire l’activité des molécules

médicamenteuses potentielles [61], en analysant des données sur les accélérateurs de particules[62]

[63], la reconstruction des circuits cérébraux [64], et la prévision des effets des mutations de l’ADN

non codant sur l’expression des gènes et les maladies [65] [66]. Plus surprenant peut-être,
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l’apprentissage profond a produit des résultats extrêmement prometteurs pour diverses tâches de

compréhension du langage naturel [67], en particulier la classification des sujets, l’analyse des

sentiments, la réponse aux questions [68] et la traduction du langage [69] [70].

Les chercheurs et les praticiens prédisent un brillant avenir pour l’apprentissage profond avec

beaucoup plus de succès, et cela est dû à sa capacité de tirer parti de l’augmentation de la quantité

de données et de calculs disponibles. De nouveaux algorithmes et architectures d’apprentissage sont

constamment développés pour les réseaux neuronaux profonds afin d’accélérer ce progrès.

2 .2.8  Les classes de l’apprentissage profond

Dans cette section, nous présenterons les trois classes d’apprentissage profond par la suite

nous  partagerons les types de réseaux neuronaux utilisés avec une brève explication ainsi que

quelques exemples d’applications.

2.2.8.1  Apprentissage supervisé

Les réseaux profonds d’apprentissage supervisé, également connus sous le nom de réseaux

profonds discriminatoires, sont destinée à fournir une puissance discriminante à des fins de

classification de modèle, principalement en caractérisant les distributions postérieures des classes

conditionnées par les données visibles. Les données d’étiquettes cibles sont toujours la perspective

de régularisation où les modèles d’apprentissage non supervisés peuvent effectivement fournir une

priorité sur l’ensemble des fonctions représentées par le modèle [71].

Un CRF ( conditional random field) est intrinsèquement une architecture discriminante

superficielle, caractérisée par la relation linéaire entre les fonctions d’entrée et les fonctions de

transition. Son caractère superficiel est dû à l’équivalence établie entre le Trésor lui-même et les

modèles gaussiens et les HMM (hiddenMarkov model) ayant reçu une formation discriminatoire

[72]. Ces derniers temps, des CRF structurés en profondeur ont été développés en empilant la sortie

de chaque couche inférieure du CRF, ainsi que la date d’entrée originale, sur la couche supérieure

[73]. Il a été appliqué avec succès à la reconnaissance téléphonique [74], à l’identification de la

langue parlée [73] et au langage naturel [73].

2.2.8.2  Apprentissage non supervisé

Les réseaux profonds pour l’apprentissage non supervisé, également connu sous le nom

d’apprentissage génératif, visent à saisir la corrélation de haut niveau des données observées,

lorsqu’aucune information sur les étiquettes de classe cible n’est disponible, à des fins d’analyse de
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modèle. Lorsqu’ils sont utilisés en mode génératif, ces réseaux ont la capacité de caractériser les

distributions statistiques conjointes des données visibles et de leurs classes associées, lorsqu’elles

sont disponibles, et d’en faire partie intégrante.

Formellement, l’apprentissage non supervisé est défini comme n’utilisant aucune supervision

spécifique à la tâche d’information dans le processus d’apprentissage. De nombreux réseaux

profonds dans cette catégorie, comme les RBM (RestricteBoltzmannmachines,lesDBN (Deep Belief

network) et les auto-encodeurs de dénouement généralisés [75], peuvent être utilisés pourde

manière significative en produisant des échantillons à partir des réseaux. D’autre part, certains

réseaux dans cette même catégorie, comme les réseaux de codage clairsemés et la forme originale

des auto- encodeurs profonds, ne peuvent être échantillonnés facilement et ne sont donc pas de

nature générative.

Parmi les différentes sous-classes de réseaux profonds génératifs ou non supervisés, les

modèles profonds à base d’énergie, comme la forme originale de l’auto-encodeur profond [76] [77]

[78], sont les plus courants [76] [79] [80] [81]. La plupart des autres formes d’auto-encodeurs

profonds ne sont pas supervisées dans la nature, mais avec des propriétés et des implémentations

très différentes.

2.2.8.3  Apprentissage Hybride (Hybrid Learning)

Réseaux profonds hybrides, où l’objectif est la discrimination qui est aidée, souvent de

manière significative, avec les résultats de réseaux profonds génératifs ou non supervisés. Ceci peut

être accompli par une meilleure optimisation ou/et régularisation des réseaux profonds de la

deuxième catégorie (apprentissage non supervisé).Le terme « hybride » pour cette troisième

catégorie fait référence à l’architecture profonde qui comprend ou utilise à la fois des composantes

génératives et discriminatoires du model [82].

Un exemple de réseaux profonds hybrides est l’utilisation de modèles génératifs de

DBN(Deep Bilief Network) pour préformer des réseaux neuronaux convolutionnels profonds (CNN

profonds) [84][85] [86]. Comme le DNN (Deep Neurone Network) entièrement connecté discuté

plus tôt, la préformation contribue également à améliorer les performances des CNN profonds sur

l’initialisation aléatoire. La formation préalable des DNN ou des CNN à l’aide d’un ensemble

d’auto-encodeurs profonds régularisés [87], y compris les auto-encodeurs de dénouement, les auto-

encodeurs contractifs et les auto-encodeurs épars, est également un exemple similaire de la

catégorie des réseaux profonds hybrides.
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2.3  Analyse de Sentiment utilisant les techniques d’apprentissage profond

Dans cette partie nous   décrivons le maximum de techniques  d’apprentissage profond couvrant
l’analyse des  sentiments.

2.3.1  Réseaux de Neurones convolutifs (CNN)

Les CNN (réseaux neuronaux convolutifs) [87] sont l’un des types de neurones les plus

populaires, ils comprennent la mise en commun des couches et la sophistication car il donne une

architecture standard pour cartographier les phrases de longueur variable en phrases de vecteurs

dispersés de taille fixe.  Cette étude [88] a proposé un nouveau cadre de réseau neuronal convolutifs

(CNN) pour l’analyse visuelle des sentiments, prédire les sentiments du contenu visuel. L’approche

d’apprentissage par transfert et l’hyper-paramètre ont été utilisée dans Googlenet.Pour le travail

expérimental, un ensemble de données de twitter contenant 1269 images est sélectionné et la

propagation arrière est appliquée.

Amazon Mechanical Turk  (Mturk) et l’intelligence populaire de foule [89] est utilisé pour

étiqueter les images. Cinq travailleurs ont été impliqués pour générer un label sentiment en faveur

de chaque image. Le modèle proposé a été évalué sur cet ensemble de données et a acquis de

meilleures performances que les systèmes existants. Les résultats montrent que le système proposé

est  de haute  performance sans réglage précis sur le jeu de données Flickr. Cependant, Alexnet a été

utilisé dans des travaux précédents et GoogleNet a fourni presque 9% de progrès de performance

qu'AlexNet. Pour convertir Googlenet dans un cadre d’analyse du sentiment visuel, une meilleure

extraction des caractéristiques a été atteinte. Des états stables et fiables ont été obtenus en utilisant

des paramètres hyper.

La  recherche détaillée de [89] a présenté un aperçu de l’analyse des sentiments liés aux micro-

blogs. Le but de cette dernière  était d’obtenir les opinions et les attitudes des utilisateurs sur les

événements chauds  en utilisant le réseau neuronal convolutifs (CNN).

L’utilisation de CNN résout les problèmes de l’extraction explicite des caractéristiques et

apprend implicitement grâce aux données de formation.   Pour collecter les données de la cible,

l’URL d’imputation et le crawler ciblé ont été utilisés,  1000 commentaires de micro-blog ont été

recueillis comme un corpus et divisé en trois étiquettes, c.-à-d., 274 émotions neutres, 300 émotions

négatives et 426 émotions positives.

Dans l’étude[91], un modèle comprenant RNTN (Recursive Neural Tensor Network) et

Sentiment Treebank a été proposé pour clarifier correctement les effets de composition des phrases

à différents niveaux, c.-à-d. les phrases positives et négatives modèles existants. Dans les modèles
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existants, la signification des phrases longues ne peut pas être exprimée efficacement par espaces de

mots sémantiques, donc pour la détection des sentiments, plus riche et supervisé l’évaluation et la

formation

ressources sont nécessaires car il faut des modèles de composition plus influents. Le RNTN atteint

80,7% précision dans la prédiction du sentiment en effectuant un étiquetage à grain fin sur toutes les

phrases et surperformé les modèles précédents.

L’étude [92] a apporté un cadre généralisé  pour reconnaître les vendeurs de logiciels

malveillants et de cartes à cartes. Le modèle repose sur un apprentissage approfondi pour l’analyse

des sentiments et est utilisé dans la classification des fils et l’échantillonnage en boule de neige pour

évaluer la qualité du service/produit des vendeurs en analysant les commentaires des clients.

L’évaluation du modèle proposé a été réalisée sur un forum de cardage russe et un crawler web a été

utilisé pour approfondir la conversation à partir du forum.

Un sentiment Treebank a été utilisé et il a été formé en utilisant le réseau de tenseur neural

récursif sur un corpus de revue en ligne. Pour évaluer la validité et l’efficacité, deux expériences ont

été menées dans le cadre desquelles le modèle proposé a été comparé aux modèles basés sur Naive

Bayes, KNN et SVM. Cette étude a cherché les vendeurs qui sont fortement notés pour les

services/produits malveillants et l’efficacité de l’apprentissage approfondi dans la reconnaissance de

ces vendeurs. Les résultats ont indiqué que les techniques d’apprentissage profond obtiennent des

résultats supérieurs à ceux des classificateurs peu profonds et  il a été établi que les vendeurs de

cartes ont moins de cotes que les vendeurs de logiciels malveillants

2.3.2  Réseaux De Neurones Récurrents(RNN)

Le réseau neuronal récurrent (RNN) [86] est un modèle influent dans la modélisation du

langage car il ne représente pas le contexte de longueur fixe qui contamine tous les mots d’histoire.

Dans cette étude [96], le HBRNN (hiérarchique bidirectionnel récurrents neurone) réseau neuronal

bidirectionnel hiérarchique récurrent) a été développé pour extraire les avis des clients sur différents

hôtels d’une manière complète et concise. Pour modéliser l’information séquentielle à long terme,

HBRNN a utilisé la terminologie du RNN et le processus de production a été effectué au niveau de

l’examen par HBRNN. Les données expérimentales ont été tirées de DBS textmining Challenge

2015[96]. Le rendement de HBRNN a été amélioré grâce aux paramètres fin et le modèle a été

comparé avec LSTM (mémoire à court terme) et BLSTM (LSTM bidirectionnel). Après avoir

effectué les expériences, le rappel d’évaluation, les scores, F1 et données très biaisées. Le
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développement, l’ensemble d’essais et la comparaison des résultats avec les systèmes de référence,

dix fois la validation croisée utilisée pour présenter la performance de HBRNN.

Les principaux défis qui ont été résolus sont le manque d’examens en ligne de grande qualité

et le manque de forte asymétrie dans les données examinées. Les résultats expérimentaux de

l’ensemble de données ont prouvé que l’HBRNN donnait de meilleurs résultats que d’autres

méthodes. Ce modèle peut être appliqué à d’autres activités d’exploration d’opinion qui consiste en

un énorme volume de données.

Cette contribution [86] a été faite pour surmonter la question d’un ensemble de données de

Bangla car il est standard et large pour les tâches SA (Sentiment Analysis). Le problème a été résolu

en fournissant un ensemble de données important pour l’analyse des sentiments de 10 000 BRBT

(Bangla et Romanized Bangla Text) [86]a été utilisé pour tester l’ensemble de données en utilisant

deux fonctions de perte, c’est-à-dire l’entrée croisée binaire et catégorique. Les données ont été

recueillies à partir de différents sites comme YouTube, Facebook, Twitter et d’autres. Les

expériences ont été menées pour préparer l’ensemble de données d’une marque pour une autre (et

l’inverse) pour examiner le fait qu’il contribue à de meilleurs résultats.

Les chercheurs  [97] ont proposé un modèle séquentiel pour mettre l’accent sur l’intégration

des examens ayant une nature temporelle aux produits, puisque ces examens portaient moins sur les

études existantes. La combinaison d’unités récurrentes synchronisées avec des neurones récurrents

unités avec réseau neuronal récurrent est utilisée pour apprendre des représentations dispersées des

produits et des utilisateurs. Pour la classification des sentiments, ces représentations sont intégrées

dans le classificateur d’apprentissage automatique. L’approche a été évaluée à partir de trois

ensembles de données recueillis auprès de Yelp et de la BMDI. Chaque examen a été étiqueté selon

la cote attribuée. Pour former le réseau, l’algorithme de rétro- propagation avec la méthode

d’optimisation stochastique d’Adam a été utilisé. Les résultats montrent la modélisation séquentielle

de la représentation dispersée des produits et des utilisateurs, l’apprentissage améliore le rendement,

la classification du sentiment au niveau des documents et l’approche proposée  présentée sous

forme de tableaux.

2.3.3 Réseaux De Neurones Profond (DNN)

L’étude  [93], l’auteur a proposé un modèle d’analyse des sentiments tenant compte

contenus textuels des réseaux sociaux. Ce nouveau schéma a utilisé un modèle de réseau neuronal

profond tel quels encodeurs automatiques et le skip-gram.La base du schéma était le modèle CBOW
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(Continuous Bag-Of Words).Le modèle proposé se composait de deux parties CBOW-LR

(régression logistique) pour le texteet a été élargi comme le CBOW-DA-LR. La classification a été

faite selon lepolarité de l’information visuelle et textuelle.Quatre ensembles de données ont été

évalués, soit Sanders Corpus, Sentiment140, Semeval- 2013 et Sentibank Twitter.Le modèle

proposé a surpassé le CBOWS+SVM et le FSLM (modèle linguistique probabiliste entièrement

supervisé).Peut-être que l’ESLAM (modèle linguistique probabiliste entièrement supervisé) en

termes de données de formation de petite taille avait surpassé le modèle actuel. La fonction

d’apprentissage et de saut grammes ont tous deux nécessité de grands ensembles de données pour

une meilleure performance.

L’étude [94], une architecture de réseau neuronal profond a été proposée pour évaluer la

similitude des documents. L’architecture a été formée en utilisant plusieurs nouvelles du marché

pour produire des vecteurs pour les articles. Le T&C nouvelles a été utilisé comme un ensemble de

données. La similitude cosinus a été calculée entre les articles étiquetés et la polarité des documents

a été prise en considération, mais le contenu n’a pas été pris en considération. La méthode proposée

a permis d’obtenir un rendement supérieur en termes d’estimation de la similarité des articles selon

la polarité.

2.3 .4  Réseaux De Croyance Profond ( deepbelief networks)DBN

L’analyse automatique des sentiments exprimés dans les évaluations en ligne à grande

échelle est très importante pour les applications commerciales intelligentes [98]. La classification

par sentiment est la tâche la plus populaire de l’analyse des sentiments, ce qui est plus difficile que

la classification traditionnelle par sujet. Les caractéristiques de base, comme les mots de

vocabulaire, ne suffisent pas à bien classer les sentiments.

Deep Belief Network (DBN)  est présenté pour découvrir des caractéristiques plus abstraites

des sentiments. Pour saisir toute l’information sur les caractéristiques, il est possible de construire

un réseau de grande taille, mais en même temps, le réseau de grande taille a tendance à trop

s’adapter aux données de formation et même au bruit, ce qui réduira la capacité de généralisation du

réseau. L’étude [98], L2-norme Deep Belief Network (L2DBN) est proposé, qui utilise la
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régularisation L2-norme pour optimiser les paramètres de réseau de DBN. L2DBN est d’abord

initialisé par un algorithme d’entraînement non supervisé, puis affiné par une procédure supervisée.

Les paramètres du réseau sont optimisés en utilisant à la fois la perte de classification et la

complexité du réseau. Les résultats expérimentaux montrent que le L2DBN proposé surpasse la

méthode de pointe et le DBN de base sur des ensembles de données dorés, bruyants et hétérogènes.

L2DBN est proposé pour résoudre la tâche de classification des sentiments. Il peut obtenir des

caractéristiques abstraites de haut niveau à partir des données d’entrée et obtenir une meilleure

capacité de généralisation. Après une formation préalable et une mise au point discriminante avec la

régularisation de la norme L2, le dernier réseau profond est plus puissant pour la tâche de

classification des sentiments. Les résultats expérimentaux montrent que le L2DBN surpasse le DBN

de base et le classificateur de pointe sur quatre ensembles de données d’examen de produits.

L’amélioration est beaucoup plus importante pour les données bruyantes et hétérogènes. Nous

pouvons conclure que L2DBN est plus approprié pour résoudre des problèmes dans des applications

réelles avec des données bruyantes et hétérogènes. La bonne performance de L2DBN sur les

données hétérogènes indique également le potentiel de L2DBN pour l’apprentissage du transfert de

domaine, [63].

2.3.5  Réseaux De Neurones Hybrides

L’étude  [101] a proposé deux techniques d’apprentissage profond pour la classification des

sentiments des données Twitter thaïlandaises, c.-à-d., le réseau neuronal convolutifs (DCNN) et la

mémoire à court terme (LSTM). Le traitement des données a été effectué correctement. Les données

ont été recueillies auprès des utilisateurs et de leurs abonnés de Thai Twitter. Après avoir filtré les

données, seuls les utilisateurs ayant des tweets thaïlandais et des tweets avec des caractères

thaïlandais ont été sélectionnés. Cinq expériences ont été menées pour obtenir les meilleurs

paramètres pour l’apprentissage profond, pour comparer l’apprentissage profond avec les

techniques classiques et pour atteindre l’importance de la séquence des mots. Une triple validation

croisée a été utilisée pour vérifier le processus. Les résultats ont conclu que la  précision est élevée

en DNN par rapport à la LSTM et les deux techniques d’apprentissage profond sont plus précises

que SVM et Naïve Bayes mais inférieure à l’entropie maximale. Des précisions plus élevées ont été

trouvées dans  les phrases originales plutôt que de mélanger des phrases pour que la séquence de

mots soit importante.

La recherche [102], un modèle hybride a été  proposé qui consiste en un réseau neuronal

probabiliste (PNN) et RBM (RestricteBoltzmannmachines) à deux couches. Le but de ce modèle
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hybride d’apprentissage profond est d’obtenir une meilleure précision de la classification des

sentiments. La polarité, c’est-à-dire les critiques négatives et positives varient selon le contexte afin

de résoudre ce type de problème, ce modèle fonctionne bien, les examens neutres ne sont pas

considérés. Des expériences ont été faites avec des ensembles de données de Pang et Lee et Blitzer,

la classification binaire mise en œuvre sur chaque ensemble de données. La précision a été

améliorée pour cinq ensembles de données en le  comparant à l’état actuel de la technologie [97]. Il

n’y a pas d’autres ressources dans l’approche proposée telle que POS tagger et dictionnaire de

sentiment, etc. par conséquent, il est plus rapide que les concurrents. Pour atteindre un nombre

réduit de caractéristiques, la réduction de la dimension a été mise en œuvre, car une étude

précédente a utilisé une stratégie complexe pour la sélection des caractéristiques.

2.4  Conclusion

Dans ce chapitre nous avons décrit les principaux fondements, méthodes et techniques de

classification des sentiments. Par conséquent, nous examinerons plus précisément dans le prochain

chapitre certains des travaux réalisés à ce sujet ainsi que des études intéressantes sur l’apprentissage

en profondeur qui nous ont aidés à  proposerune nouvelle approche dans notre recherche.
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Chapitre 3 Détection de la dépression dans les réseaux sociaux :

Etat de l’art

3.1 Introduction

Comme dans tous les projets de recherches, l’étude des travaux antérieurs effectués dans le

même domaine et pour résoudre le même problème joue un rôle très important dans l’utilisation de

la bonne approche ainsi que  la recherche de la solution la plus appropriée .Par conséquent, dans le

présent chapitre, nous avons essayé de  présenter  les points saillants de notre analyse documentaire.

Nous  avons commencé  par une illustration  de quelques statistiques sur la santé mentale et la

dépression afin de mettre en évidence notre thème de recherche. Nous  somme approfondie dans

notre  problématique en partageant les principaux obstacles trouvés dans la détection de la

dépression et les méthodes classiques de détection.

Dans la deuxième partie de ce chapitre, nous avons présenté les différents travaux similaires

élaborés pour résoudre le problème de détections de dépression.

3.2 Les troubles Dépressifs

La dépression est une affection courante dans le monde qui concerne 300 millions [103] de

personnes selon les estimations. Elle diffère des sautes d’humeur habituelles et des réactions

émotionnelles passagères face aux problèmes du quotidien. Quand elle perdure et que son intensité

est modérée ou sévère, la dépression peut devenir une maladie grave. Elle peut entraîner une grande

souffrance, altérer la vie professionnelle, scolaire et familiale de la personne concernée. Dans le pire

des cas, la dépression peut conduire au suicide. Chaque année, près de 800 000 [103] personnes

meurent en se suicidant. Le suicide est la deuxième cause de mortalité chez les 15-29 ans [103].

Bien qu’il existe des traitements connus et efficaces pour combattre la dépression, moins de la

moitié des personnes affectées dans le monde (dans certains pays, moins de 10%) bénéficient de tels

traitements. Le manque de ressources, la pénurie de soignants qualifiés et la stigmatisation sociale

liée aux troubles mentaux sont autant d’obstacles à l’administration de soins efficaces.
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Dans tous les pays, quel que soit leur niveau de revenu, les personnes déprimées ne sont pas

souvent diagnostiquées correctement alors que d’autres, non affectées par ce trouble, se voient

parfois prescrire des antidépresseurs par suite d’une erreur de diagnostic. La charge de la dépression

et des autres pathologies mentales est en augmentation dans le monde. Une résolution adoptée en

mai 2013 par l’Assemblée mondiale de la Santé préconisait une réponse globale coordonnée au

niveau des pays pour faire face aux troubles mentaux [104].

On se référant à [104] près de 300 millions de personnes souffrent de dépression clinique dans

le monde, ce qui est encore plus effrayant. Selon [104] c’est que 3 à 5 % des hommes et 8 à 10 %

des femmes de la population mondiale totale sont susceptibles de vivre un épisode dépressif majeur

dans une période d’un an. La dépression  coexiste souvent avec d’autres maladies et troubles

mentaux. Selon [105], elle touche un quart des patients atteints de cancer, un tiers des survivants

d’une crise cardiaque et jusqu’à 75 % des personnes diagnostiquées d’un trouble de l’alimentation.

Encore plus absurdes conditions et les facteurs ont été associés à la dépression, et combinés

ensemble, ils pèsent généralement lourdement sur les patients qui améliorent leur qualité de vie et

celle de leurs pairs lourds [106].

Ces dernières années, les communautés de santé mentale en ligne sont devenues des ressources

de premier plan pour le soutien en santé mentale [106]. En fait, le soutien provenant de ces

communautés a permis d’améliorer de façon causale le bien-être mental comme une réduction de la

probabilité de pensées suicidaires [107]. Ce soutien peut aller du soutien affectif (SE) au soutien

informationnel (SI), en prenant souvent la forme d’empathie, de reconnaissance, de conseils ou

d’une évaluation situationnelle sur divers enjeux comme la maladie mentale, la crise, la toxicomanie

et la violence [108, 109, 110]. En outre, en raison de la grande qualité du soutien fourni par ces

OMHCS (Online Mental Health Communities), Ils sont également considérés comme un

« refuge » : ils permettent aux personnes d’exprimer des émotions désinhibantes, de s’auto-dévoiler

d’expériences stigmatisées et d’établir des relations de confiance avec leurs pairs [107, 109,

110,111].



Détection de la dépression dans les réseaux sociaux :

État de l’art

40

Les gens obtiennent souvent une conformité énorme avec une communauté par des moyens

linguistiques : « Lorsque les gens interagissent, ils adaptent leur discours, leurs schémas vocaux et

leurs gestes, pour s’adapter aux autres ». Plus précisément, les conventions d’une communauté sont

généralement adoptées au fil du temps et se manifestent par des règles de communication ou des

styles linguistiques établis par ses membres [112, 113,115, 116]. De tels accommodements sont liés

à l’amélioration de la rétroaction sociale, à une solidarité accrue, à de meilleurs échanges sociaux et

à des sentiments réciproques d’intimité [114]. Bien que ces observations aient été validées dans les

communautés en ligne en général [115, 117, 118], il existe un manque de preuves empiriques

similaires indiquant que dans les OMSC, l’adaptation linguistique se traduit par un soutien social

pour comprendre les processus sociaux  des communautés,  OMSS répondent aux besoins et aux

demandes psychologiques critiques des personnes vulnérables.

Selon l’étude [119]  Les médias sociaux sont devenus extrêmement populaires et, ces dernières

années, les troubles mentaux chez les jeunes adultes sont devenus plus fréquents. Cela ne veut pas

dire qu’ils sont liés, mais les chiffres sont ahurissants et méritent qu’on s’y attarde. En 2016, on

estime que 44,7 millions d’adultes âgés de 18 ans et plus aux États-Unis avaient une maladie

mentale. Les jeunes adultes âgés de 18 à 25 ans affichaient la prévalence la plus élevée de toutes les

maladies mentales, soit 22,1 %, comparativement aux adultes âgés de 26 à 49 ans (21,1 %) et de 50

ans et plus (14,5 %) [119].

Une autre étude [120] portait sur l’utilisation des médias sociaux et l’isolement social chez les

jeunes adultes américains. L’étude a utilisé un échantillon représentatif à l’échelle nationale de

1 787 jeunes de 19 à 32 ans. Il a évalué l’utilisation par les participants de 11 plateformes de médias

sociaux : Facebook, Twitter, Google+, Youtube, Linkedin, Instagram, Pinterest, Tumblr, Vine,

Snapchat et Reddit.L’étude a révélé que ceux qui ont visité n’importe quelle plateforme au moins

58 fois par semaine étaient trois fois plus susceptibles de se sentir socialement isolés que ceux qui

ont utilisé les médias sociaux moins de 9 fois par semaine6.Les chercheurs ont conclu que les

jeunes adultes se considéraient comme socialement isolés de leurs pairs, que ce soit vrai ou non. Ce

n’est pas parce qu’ils croient qu’ils manquent d’amis qu’ils le font. En plus des sentiments

d’isolement social et de dépression, les médias sociaux ont également été associés à l’image de soi.

Une étude a révélé qu’une plus grande utilisation d’Instagram était associée à une plus grande auto-

objection et préoccupation au sujet de l’image corporelle.
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3.3  Détection de la dépression sur les réseaux sociaux

Dans l’étude [121], un ensemble de données créé par Chaudronnier et al. Pour la linguistique

informatique et cliniquePsychologie (CLPsych) 2015  a été utilisé pour étudier la possibilité

d'utiliser Twitter comme outil pour mesurer et prédire le trouble dépressif majeur. Plusieurs

classificateurs statistiques ont été développés et comparés: Les arbres de décision, support linéaire

Vector classificateur, Naive Bayes 1-gramme, Naive Bayes 2-gramme, la régression logistique, et la

crête de classificateur. En ce qui concerne la précision, l’approche basée Naive Bayes-unigramme a

excellé avec une précision de 86% Accurancy (paramètre de performance), mais il est tombé à court

quand il s'agit de précision, ra et F-score.

D'autre part, le modèle de régression logistique a marqué un pourcentage plus élevé en termes de

précision  86%, surpassant tous les autres classificateurs. Quand il vient recall (paramètre de

performance) concernant le modèle Linear Support VectorMachine(linSVM) atteint le

pourcentage  (83%)  le plus élevé par rapport aux autres, mais a pris du retard  en précision. L’étude

montre que si l’on doit établir des priorités le paramètre rappel est plus important que le paramètre

précision, l’étude vise  une approche autoritaire par rapport à une approche sous-portante, car

l’étude porte sur l’identification potentielle de la dépression plutôt que sur le traitement. Le choix

est basé sur un modèle de contrôle accordant   la priorité au  paramètre rappel plutôt qu’à la

précision. En termes simples, l’insistance et  sur la capacité d’identifier la plupart des personnes

déprimées à risque d’identifier quelques faux positifs., accordons la priorité à la précision par

rapport à un score F1 pour la même raison un modèle qui identifie bien la dépression est plus

important qu’un modèle qui devient peu fiable à travers une myriade de faux positifs., Enfin, en

prenant tout cela en considération, et en ajoutant le fait que les ressources de calcul et le  temps sont

à considérer, une approche multinomiale vers un classificateur Naïf Bayes a été choisie pour

explorer de nouvelles recherches en raison des résultats qu'elle a montrés dans les expériences.

L’étude [122]  qui visent à prédire la maladie mentale, sans s'y limiter à la dépression, en

utilisant les médias sociaux. Les participants sont soit recrutés pour répondre à un sondage sur la

dépression et partager leurs données sur Facebook ou Twitter (section A), soit les données sont

recueillies auprès de sources publiques existantes en ligne (sections B, C et D). Ces sources

comprennent la recherche de mots-clés dans les gazouillis publics pour identifier (et obtenir tous les

gazouillis) les utilisateurs qui ont partagé leur diagnostic de santé mentale (section B), le langage de

l’utilisateur sur les forums liés à la maladie mentale (section C), ou en recueillant des gazouillis

publics qui mentionnent les mots clés de la maladie mentale pour l’annotation (section D).
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L’analyse automatisée des médias sociaux est réalisée en établissant des modèles prédictifs

qui utilisent des « caractéristiques » ou des variables qui ont été extraites des données des médias

sociaux. Par exemple, les fonctions couramment utilisées comprennent le langage de l’utilisateur

codé comme la fréquence de chaque mot, l’heure des messages et d’autres variables. Les

caractéristiques sont ensuite traitées comme des variables indépendantes dans un algorithme

(.Régression linéaire  avec sélection de variable intégrée  ou Support Vector Machines (SVM)) pour

prédire la variable dépendante d’un résultat d’intérêt (p. ex., la santé mentale des utilisateurs).

Les modèles prédictifs sont formés, à l’aide d’un algorithme, sur une partie des données

(l’ensemble de formation), puis sont évalués sur l’autre partie (l’ensemble de test) pour éviter le

débordement — un processus appelé validation croisée. Les performances de prédiction sont ensuite

présentées comme l’une des nombreuses mesures possibles

L'étude met l'accent sur le potentiel d'utilisation des médias sociaux pour la détection de la maladie

mentale et comment il peut combler les lacunes existantes dans d'autres sources de données utilisées

dans les expériences, cependant, il met en évidence le principal obstacle à ces plates-formes, ce qui

est la difficulté de détecter la maladie chez les personnes qui sont pas au courant de leur état de

santé mentale. Il aborde ainsi l'un des points les plus importants qui apparaît dans de telles études,

ce qui est de savoir comment est-il éthique et juridique d'utiliser les données publiques à de telles

fins.

Dans l’étude [123], les données ont été recueillies à partir des messages Twitter (Tweets) à

l’aide du #Bellletstalhashtagun (Bell une campagne créée par Bell Canada pour stigmatiser et

promouvoir la sensibilisation et la compréhension des problèmes de santé mentale) une  source où

se  trouve des tweets pertinents lié à  la santé mentale. Le meilleur classificateur niveau utilisateur

obtenu est 0,8750 avec une précision de 0,7778. Ce classificateur a été formé à l’aide de

l’algorithme SVM.le modèle utilise  les fonction du texte extraites comprenant le nombre de mots

positifs et négatifs ,le nombre de pronoms de la première et deuxième personne ,et le sac de mots

ces  caractérisés par la polarité mot  donne quatre  caractéristiques ,le mot déprimant donne une

caractéristiques et le module pronom retourne deux caractéristiques ,le nombre de fonctions

retournées par le module Sac de mots (BOW) ne sont pas fixes.  Utilisant  le nombre de tweets

déprimés, le nombre total de tweets et le pourcentage de déprimés. Ils ’appuie sur une règle pour

supprimer les utilisateurs qui auto-divulguer à la dépression, mais ont moins plus de 10% de tweets

de détresse afin d’améliorer les performances.

Les deux classificateurs ont été testés par différentes expériences et les résultats ont montré que les

modèles de niveau utilisateur font beaucoup mieux encore avec un petit nombre de caractéristiques.
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L’étude [124] de détection de la dépression dans les médias sociaux :

Une solution d’apprentissage par dictionnaire multimodal. La base de données est conçue des

données de dépression et de non dépressions bien étiquetées sur Twitter en ligne  par la méthode

heuristique. Pour représenter chaque utilisateur dans l’ensemble de données, l’extraction est basée

sur  des caractéristiques axées sur la dépression, inspirées non seulement par les symptômes hors

ligne des critères de dépression, mais aussi par les comportements en ligne sur les médias sociaux.

Ces caractéristiques sont composées de six groupes, à savoir les caractéristiques du réseau social,

les caractéristiques du profil de l’utilisateur, les caractéristiques visuelles, les caractéristiques

émotionnelles, les caractéristiques au niveau du sujet et le domaine spécifique.

Un modèle d’apprentissage de dictionnaire dépressif multimodal (MDL)  a été conçus pour

apprendre les représentations d’utilisateur clairement .plusieurs expériences  ont été effectuées sur

les ensembles de données étiquetés pour valider le  modèle (+3% à +10% de mieux que les

références en termes de F1-Measure) et analyser les contributions des fonctionnalités. Enfin, une

analyse a été menée sur les contributions de fonctionnalité et les comportements en ligne de la

dépression afin de révéler ceux qui ne sont pas couverts dans les critères de dépression et qui sont

importants pour de telles recherches.

Dans l’étude [125], la base de  données a été construite par l'intermédiaire d'échantillons

dérivés automatiquement à partir d'une grande quantité de données Twitter. L'étude examine quatre

troubles de santé mentale en particulier: la dépression, le trouble bipolaire, le trouble de stress post-

traumatique et le trouble affectif saisonnier. Un classificateur statistique a été utilisé tout en

construisant l'ensemble de données pour différencier entre les utilisateurs avec ces troubles. Un

LIWC (Linguistic Inquiry Word Count).LIWC fournit aux cliniciens un outil de collecte de données

quantitatives concernant l’état d’un patient par écrit (Pennebaker et al) L’analyse de chaque trouble

a été menée pour mesurer les écarts de chaque maladie à partir d'un groupe de contrôle. Différentes

expériences ont été réalisées au cours du processus, les résultats indiquent qu'il existe divers

ensembles de signaux quantifiables pertinents pour la santé mentale observable sur Twitter.

La méthode [126] utilise l'apprentissage  automatique de la machine pour classer

automatiquement les patients anxieux, sentiment intérieur et émotions en utilisant des classificateurs

en fonction des modèles syntaxiques n-grammes, le sentiment caractéristiques du lexique et mot

distribués incorporations. L'ensemble de données utilisé par des  psychologues experts spécialement

destiné à l'analyse des sentiments pour la santé mentale. Dans ce travail, la classe traditionnelle de

polarité « neutre » a été divisée en deux un sentiment double polarité (à la fois positive et négatif) et

un sentiment ni positif ni négatif. Une polarité à quatre classes et binaire
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Les expériences de prédiction et les résultats ont montré que ces dernières ont donné de meilleurs

résultats,   précision  de 90alors que la première a échoué avec seulement 78%.

Dans l’étude [127] l’'ensemble de données utilisé a été généré par la collecte des  tweets de

différentes pages. Différents modèles d’apprentissage profond ont été expérimentés dans cette étude

(CNN, RNN et GRU). D'autres critères ont été pris en considération pour comparer les

performances, il a été examiné  le model basé sur le caractère  contre le model basé sur le mot  et

incorporations contre incorporations  pré-entraîné. Les résultats ont montré que sur la base de mots

GRU a surclassé tous les autres modèles avec une précision de 98%. Une CNN basée sur les mots a

été considéré comme l’un des modèles les plus efficaces, car il a donné lieu à une précision de 97%.

L’étude  [128] utilise l'apprentissage en profondeur pour étudier l’état psychologique. A CNN,

un LSTM et un GRU ont été utilisés pour les expériences et les résultats ont montré que, même si

CNN a surperformé les deux autres modèles en termes de précision, sa sortie est déraisonnable

comparant aux sentiments de l'homme, ainsi, il a été conclu que la précision de modèle ne peut pas

refléter l'état psychologique d'une personne. GRU d'autre part, a montré plus de  résultats

raisonnables.

L’étude [129] utilise la base de données CLEF Erisk 2018. L’exploration a été faite sur Earl

risque de détection,  lutter contre la dépression et Earl risque de détection de l’anxiété. Le défi est

de détecter des traces de ces maladies Earl dans les textes publiés par les utilisateurs dans les médias

sociaux.  Deux modèles distincts, ont été utilisés sac distribué des mots et le modèle de mémoire

distribuée, sur un ensemble de données de formation de l'anorexie Erisk 2018. Les sorties de ces

deux modèles sont concaténés, Les résultats obtenues avec 0.85  F1-score, 0.91 Précision et  0.88

pour rappel.

Ce travail [130] présente une approche de détection précoce du risque de dépression et l’anxiété

sur les réseaux sociaux dans CLEF eRisk 2018. Pour les deux maladies mentales,les modèles

combinent l’information TF-IDF (frequency-inverse document frequency) TF-IDF  est calculé pour

chaque mot, et  les mots avec un faible score TF-IDF serons supprimés  dans la phrase. Enfin, le

classificateur de phrase est formé avec les phrases raffinées. Le reste de la séquence sera suivi  en

utilisant l’encodeur de phrases basé sur réseaux de neurone convultifs(CNN) pour identifier les

articles écrits par des patients potentiels. L’évaluation officielle montre que le modèle atteint unF-

score de 0,67 dans la détection de l’anxiété

3.4 Discussion
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Nous avons constaté au cours de notre revue  littérature que de nombreux travaux ont abordé  le

thème de l’analyse des sentiments tout en se basant sur les modèles statistiques  traditionnels

comme les classificateurs. Les différentes études cités dans le chapitre deux, étaient consacré pour

l’analyse des sentiments dans les domaines beaucoup plus industriel, commercial, médical et

politique mais en terme d’analyse de sentiment concernant Les maladies mentaux et les troubles  de

comportement comme l’anxiété et la dépression c.à.d. a des fin de santé mental  sont récentes .

A travers les travaux partagés, nous avons  remarqué que la source la plus riche de données en

termes de quantité, diversité, et  en  contenu  est Twitter. Il est prouvé que ces données peuvent être

utilisées pour étudier les questions cliniques, précisément  ce qui concerne les maladies mentaux, de

plus, toutes les études ont montré l’importance et l’influence des données utilisées dans les résultats

finaux. L’utilisation des mêmes techniques et méthodes sur différents ensembles de données produit

toujours des résultats différents, ce qui prouve que l’ensemble de données est  l’un des facteurs, les

plus important, dans la réussite ou l’échec d’une étude.

Nous citons  dans le tableau ci-dessous    les études qu’ont contribuées à notre approche et

conclusions,

Tableau 3-1 : Tableau comparatif des travaux de détection de dépression.

Etude Année But Algorithme de

classification

Dataset Performances

[121] 2016 Identifier la

dépression sur

Twitter

Décision Trees

Linear Support

Vector

Classifier

(CLPsych)

2015(dataset

created by

Coppersmith et

al. for the

Computational

Linguistics and

ClinicalPsycho

logy )

(CLPsych)

2015

Precision :67%

Recall :68%

F-score :75%

Accurancy :67%

Precision :83%

Recall :83%

F-score :83%
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Accurancy :82%

Naïve Bayes 1-

gram

Precision :81%

Recall :82%

score :81%-F

Accurancy :86%

Naïve Bayes2-

gram

Precision :82%

Recall :82%

score :82%-F

Accurancy :82%

Logistic

Regression

Precision :86%

Recall :82%

score :84%-F

Accurancy :82%

Ridge

Classifier

Precision :81%

Recall :79%

score :78%-F

Accurancy :79%

[122] 2015 Detecting

depression

Andmental

innless

Regresse-

linear+SVM

Tweeter

dataset

Accurancy :69%

[123] 2017 Detecting

at risks-user

svm-Orignal CLPsych2015 Precision : 50%

Recall :50%

score :50%-F

Accurancy :80%

Svm-Smote BellLetsTalk

data,

Precision : 66%

Recall :25%

score :35%-F

Accurancy :65%

Svm-Linear BellLetsTalk Precision : 58%
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data, Recall :77%

score :66%-F

Accurancy :60%

[124] 2017 Depression

detection MDL(multi

model

depressive

dictionary)

Depression

DatasetD1.Bas

ed on the

tweets (2009-

2016)

DatasetD2

Based

On tweet 2016

Precision : 85%

Recall :85%

score :85%-F

Accurancy :85%

[126] [2019] Depression

detection

SVM,RNN et

CNN

Crowddist

dataset

MH-C dataset

Precision : 44%

Recall :44%

score :68%-F

Precision : 44%

Recall :44%

score :45%-F

[127] 2018 Depression

detection

RNN

GRU

Twitter

depression

dataset

Precision : 99%

Recall :97%

score :98%-F

Accurancy :98%

GRU with char

CNN

Twitter

depression

dataset

Precision : 99%

Recall :98%

score :99%-F

Accurancy:98%

[128] [2017] Comparaison

analyse

sentiment et

les résultats

psychologique

s

CNN,

LSTM

GRU (gated

recurent units)

Kummar et al

2015

: 91%Accurancy

: 90%Accurancy

: 89%Accurancy
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[130] [2018] Depression

detection

CNN e-Risk 2018 Precision : 64%

Recall :95%

score :64%-F

Suite  à notre approfondissement dans la  documentation, ainsi que la comparaison entre les

différents travaux réalisés dans le même thème lié à  notre étude. Notre  modèle proposé consiste à

effectuer

La classification des utilisateurs sur le plan de leur état mental (dépressif ou non

dépressif).Nous avons utilisé la base de donnée e-Risk 2019 comme source de données, notre

modèle consiste a extraire les données de cette dataset et les traitées par la suite.

Le modèle sera conçu sur la base des réseaux de neurones, le choix de la conception  sera basé

sur les résultats déjà obtenues dans d’autres travaux similaires l’approche consiste à concevoir un

modèle de plusieurs couches qui traites les tweets des utilisateurs pour pouvoir les classifier a la fin.

Nous utiliserons  les réseaux de neurone convultif CNN) et d’autre méthodes comme LSTM (long

short-term Memory)  et  naïve bayes ces derniers on prouvé leur performance dans plusieurs

travaux, la spécification de notre approche et de pouvoir utiliser plusieurs tests sur plusieurs réseaux

et obtenir plusieurs résultats sur le même modèle .A la fin nous utilisant une fonction soft max qui

permettra la prise de décision.

Ce sont les points les plus importants prise en considération après le parcours de la

documentation, nous partageons dans le chapitre suivant les différents détails concernant le modèle

adopté.

3.5 Conclusion

Dans ce chapitre, nous avons présenté les œuvres les plus pertinents liés à  notre étude,  ainsi

que les plus  influencés concernant la conception de notre modèle. Sur la base de l’analyse et de

comparaison des résultats déjà obtenues nous avons inspiré notre conception afin de proposé une

approche qui donnera de meilleurs résultats.



49

Chapitre 4

Modèle de détection de dépression
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Chapitre 4 Modèle de détection de dépression

4.1 Introduction

Après avoir parcouru la littérature et avoir vu quelques travaux réalisés dans ce domaine,

nous     présentons dans ce chapitre l’architecture du  notre modèle. Ce dernier est structuré  de

plusieurs parties, la première traite les données stockées dans les fichiers  « utilisateurs », la

deuxième traite les données de formation  « train data » et de test  « test data », la troisième traite

l’apprentissage des modèles (CNN, Naive Bayes, LSTM, BiLSTM) et la dernière traite le test et

l’évaluation des  modèles

4.2 Architecture du Modèle

Le modèle proposé consiste à effectuer la classification des utilisateurs sur le plan de

leur état mental (dépressif ou non dépressif) en se basant sur les données de Dataset e-Risk2019

Les principales étapes du modèle sont les suivantes:

 Étape 1: Extraction des données (train data, Test data & sentiments Users).

 Étape 2: Prétraitement et vectorisation (Preprocessing and vectorization).

 Étape 3: Apprentissage des modèles.

 Étape 4 : Test et évaluation.

Différents travaux ont utilisé les méthodes CNN, LSTM, Naive bayes ou BiLSTM séparément

pour des études de recherche similaires, mais selon nos recherches, aucun n’a utilisé ces méthodes

d’apprentissage en profondeur simultanément dans le même but que la nôtre. La combinaison de ces

méthodes constitue la contribution majeure de notre modèle. Dans la figure 4.1, nous schématisons

les étapes constituant notre modèle de détection de dépression.
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Figure 4.1 Architecture du modèle de détection de dépression

Etape2 : Prétraitement & Vectorisation

Prétraitement

“Preprocessing”

Vectorisation

« Word2Vec »

Internet

Tweets Erisk 2019
Train data

Erisk 2019
Test data

Test Modèle de
classificationEtape1: Extraction (train data, Test

data & sentiments Users)

Etape3 : Apprentissage des Modèles

Etape

Test modèle

Train data

Test data

Data

Evaluation

Message tweets

LSTM BiLSTM CNNNaïve Bayes

Etape4 : Mesures et Evaluation

SoftMax
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4.2.1  Extraction des données (train data, Test data & sentiments Users)

Cette section donne un aperçu de l’ensemble de données utilisées dans notre étude,

ces dernières sont stockées dans des fichiers d’extension « xml » (Figure 4.2) regroupées par

utilisateur.

Suivant le dataset e-Rrisk 2019, nous avons deux ensembles de données. L’ensemble

d’apprentissage (Train data) contient 486 utilisateurs dont 83 sont déprimés et 403 sont non déprimés.

L’ensemble de test (Test data) contient 401 utilisateurs dont 52 déprimés et 349 non déprimés).

Le traitement des fichiers commencera par les fichiers de la collection de Dataset

Erisk 2019 « risk_golden_truth.txt » et « T1_erisk_golden.txt ». Le but de cette étape est la création

d’un fichier d’extension CSV qui regroupe tous les textes de tous les utilisateurs du dossier chunck(i)

pour le dossier train et un fichier d’extension « CSV » par utilisateur des dossiers chunck test.

Figure 4.2 : Structure interne des fichiers  Train  et Test dans la collection Erisk 2019

Figure 4.3 : les fichiers Utilisateur danse la collection Erisk2019
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4.2.2  Prétraitement & Vectorisation

4.2.2.1 Prétraitement "Preprocessing "

Dans le traitement automatique de (TAL), la plupart des textes et documents contiennent

de nombreux mots redondants pour la classification des textes, tels que mots vides, orthographes,

etc. Dans cette section, nous expliquons brièvement certaines techniques et méthodes de conversion,

nettoyage et traitement des documents texte.

 Supprimer les tweets non anglais, tweeter permet plus de 60 langues. Cependant, ce travail

ne concerne actuellement que les tweets anglais. Nous supprimons les tweets de nature non

anglaise.

 Remplacement des émoticônes. Les émoticônes jouent un rôle important dans la

détermination du sentiment du tweet. Par conséquent, nous remplaçons les

émoticônes par leur polarité de sentiment en recherchant dans le dictionnaire des

émoticônes.

 Supprimer l'URL. Les URL présentés  dans le tweet sont raccourcies à l'aide de

TinyUrl en raison de la limitation du texte du tweet. Ces URL raccourcies ne

contenaient pas beaucoup d'informations sur le sentiment du tweet. Ainsi, ceux-ci

sont supprimés.

 Remplacer les mentions négatives avant de supprimer les mots vides. Les tweets

consistent en diverses notions de négation. En général, les mots finissant par « n’t »

sont ajoutés avec un non comme « Won’t » remplacer par « will not », « can’t »

remplacer par « can not » .

 Hashtags. Les hashtags sont essentiellement des résumés du tweet et sont donc très

critiques. Ces hashtags ne contenaient pas beaucoup d'informations sur le sentiment

du tweet. Ainsi, ceux-ci sont supprimés.

 Séquence de caractères répétés tweets fournit aux utilisateurs une plate-forme pour

exprimer leur opinion de manière informelle tels que « woooooow »,. Les tweets sont

écrits de manière aléatoire, sans aucun souci de corriger la structure et

l'orthographe. La correction orthographique joue un rôle important dans l'analyse des

sentiments du contenu généré par l'utilisateur. Les gens utilisent des mots tels que

"coooool" et "hunnnnngry". Afin de capturer de telles expressions, nous remplaçons

la séquence de plus de trois caractères similaires par trois caractères. Par exemple,

wooooow est remplacé par wooow. Nous remplaçons par trois caractères afin de

distinguer des mots tels que "cool" et "cooooool".
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 Nous supprimons les nombres et les chiffres parce qu’ils ne servent à rien pour
mesurer le sentiment.

 lemmatisation : La lemmatisation est l’étape qui fait référence à l’analyse lexicale qui

permet de regrouper des mots d’une même famille qui partagent le même suffixe

lexical.

 La négation : Dans l’analyse du sentiment, le cas de la négation reste un problème

non résolu. C’est un cas important dans ce type de tâches qui peut changer

complètement le sentiment d’un tweet.  Nous citons l’exemple suivant "Dont" et

"Don’t" sera "Do Not", "Couldn’t" sera "Could Not".

 Suppression des mots vides : Les mots vides jouent un rôle négatif dans la tâche de

classification des sentiments. Les mots vides se produisent à la fois dans les

ensembles d'entraînement positifs et négatifs, ajoutant ainsi plus d'ambiguïté dans la

formation du modèle. Exemple {‘ourselves’, ‘hers’, ‘between’, ‘yourself’, ‘but’,

‘again’, ‘there’, ‘about’, ‘once’, ‘during’, ‘out’, ‘very’, ‘having’, ‘with’, ‘they’,

‘own’, ‘an’, ‘be’, ‘some’, ‘for’, ‘do’, ‘its’, ‘yours’, ‘such’, ‘into’, ‘of’, ‘most’, ‘itself’,

‘other’, ‘off’, ‘is’, ‘s’, ‘am’, ‘or’, ‘who’, ‘as’, ‘from’, ‘him’, ‘each’, ‘the’,

‘themselves’, ‘until’, ‘below’, ‘are’, ‘we’, ‘these’, ‘your’, ‘his’, ‘through’, ‘don’,

‘nor’, ‘me’, ‘were’, ‘her’, ‘more’, ‘himself’, ‘this’, ‘down’, ‘should’, ‘our’, ‘their’,

‘while’, ‘above’, ‘both’, ‘up’, ‘to’, ‘ours’, ‘had’, ‘she’, ‘all’, ‘no’, ‘when’, ‘at’, ‘any’,

‘before’, ‘them’, ‘same’, ‘and’, ‘been’, ‘have’, ‘in’, ‘will’, ‘on’, ‘does’, ‘yourselves’,

‘then’, ‘that’, ‘because’, ‘what’, ‘over’, ‘why’, ‘so’, ‘can’, ‘did’, ‘not’, ‘now’,

‘under’, ‘he’, ‘you’, ‘herself’, ‘has’, ‘just’, ‘where’, ‘too’, ‘only’, ‘myself’, ‘which’,

‘those’, ‘i’, ‘after’, ‘few’, ‘whom’, ‘t’, ‘being’, ‘if’, ‘theirs’, ‘my’, ‘against’, ‘a’, ‘by’,

‘doing’, ‘it’, ‘how’, ‘further’, ‘was’, ‘here’, ‘than’}
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4.2.2.2 Vectorisation

4.2.2.2.1 Tokénisation : La tokénisation est le processus consistant à décomposer un  texte en mots,

appelés jetons, La tokénisation repose principalement sur des méthodes heuristiques simples afin de

séparer les jetons en suivant quelques étapes:

 Les jetons ou les mots sont séparés par des espaces, des signes de ponctuation

ou des sauts de ligne

 Un espace ou des signes de ponctuation peuvent être inclus ou non en

fonction des besoins

 Tous les caractères contenus dans des chaînes contiguës font partie du

jeton. Les jetons peuvent être constitués de tous les caractères alpha,

alphanumériques ou numériques uniquement

4.2.2.2.2 Embeddings

L'incorporation de mots est une technique utilisée pour représenter des documents avec une

représentation vectorielle dense (Figure 4.4). Le vocabulaire de ces documents est mappé sur des

vecteurs de nombres réels [131]. Les mots sémantiquement similaires sont mappés les uns aux

autres dans l'espace vectoriel. Il existe des modèles d'intégration de mots prêts à être utilisés, tel

que la bibliothèque Gensim.

Les représentations distribuées des mots dans un espace vectoriel aident les algorithmes

d'apprentissage à obtenir de meilleures performances dans les tâches de traitement du langage

naturel en regroupant des mots similaires.

Figure 4.4 : représentation vectorielle dense
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4.2.2.2.3 Glove est un algorithme d'apprentissage non supervisé permettant d'obtenir des représentations

vectorielles de mots.

Exp: phrase = "My dreams Are Fire

My Dreams Are Fire ……… Mot(v)

My 1 0 0 0 0 0 0

Dream 0 1 0 0 0 0 0

Are 0 0 1 0 0 0 0

Fire 0 0 0 1 0 0 0

Figure 4.5 : Représentation Vectorielle d’une phrase

CBOW (Figure 4.5) tente de prédire le mot cible actuel (le mot central) en fonction des mots de

contexte source (mots environnants).

Figure 4.6 : Model CBOW [131

Skip-gram tente généralement d'obtenir l'inverse de ce que fait le modèle CBOW. Il essaie de

prédire les mots du contexte source (mots environnants) à partir d'un mot cible (le mot central).
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Figure 4.7 : Model skip-gram[131]

4.2.3 Apprentissage des Modèles (Model Training)

Notre démarche d’analyse de sentiments s’inscrit dans l’approche d’apprentissage

automatique supervisé. Nous avons utilisé les modèles suivants « CNN », « Naive  bayes »,

« LSTM » et « BiLSTM » qui seront utilisés dans l’étape « Test et évaluation ».

4.2.3.1 Les Réseaux de Neurones Convolutifs(CNN)

Aujourd'hui, les réseaux de neurones Convolutif, aussi appelés CNN ou ConvNet pour

Convolutional  Neural Network [132][133], sont toujours les modèles les plus performants pour la

classification d'images. On distingue deux parties, une première partie que l’on appelle la partie

convolutive du modèle et la seconde partie, que l’on appelle la partie classification du modèle qui

correspond à un modèle MLP (Multi Layers Perceptron)(Figure4.8).

Figure4.8 : Les deux(02) parties  de Convolutional  Neural Network [134]
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CNN est un réseau de neurones multicouches et plus précisément c’est un réseau profond

composé de multiples couches qui en générale sont organisées en blocs (CONV→ RELU →

POOL). Il existe quatre types de couches pour un réseau de neurone Convolutif (Figure 4.9):

 La couche de convolution.

 La couche de pooling.

 La couche de correction ReLU .

 La couche fully-connected.

Figure 4.9 : Les quatre types de couches pour un réseau de neurones Convolutif [134]

La couche de convolution : La couche de convolution est la composante clé des réseaux de

neurones convolutifs, et constitue toujours au moins leur première couche. Son but est de repérer la

présence d'un ensemble de composants dans les images reçues en entrée (Figure 4.10). Pour cela,

on réalise un filtrage par convolution, le principe est de faire "glisser" une fenêtre représentant

le composant sur l'image, et de calculer le produit de convolution entre le composant et chaque

portion de l'image balayée.
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Figure 4.10 : Schéma du parcours de la fenêtre de filtre sur l’image [134]

Couche de mise en commun: pooling : La couche de pooling permet de réduire le nombre de

paramètres et de calculs dans le réseau. On améliore ainsi l'efficacité du réseau et on évite le sur-

apprentissage. Ce type de couche est souvent placé entre deux couches de convolution : elle reçoit

en entrée plusieurs composants maps, et applique à chacune d'entre elles l'opération de pooling.

La couche ReLU : ReLU (Rectified Linear Units) désigne la fonction réelle non-linéaire définie

par ReLU(x)=max (0,x). Elle remplace toutes les valeurs négatives reçues en entrées par des zéros.

Elle joue le rôle de fonction d’activation [134].Souvent, la correction Relu est préférable, mais il

existe d'autres formes :

 La correction par tangente hyperbolique f(x)=tanh(x),

 La correction par la tangente hyperbolique saturante: f(x)=|tanh(x)|,

 La correction par la fonction sigmoïde : f(x)= (1+e-x)

Couche fully-connected(FC) : La couche fully-connected constitue toujours la dernière couche d'un

réseau de neurones, convolutif. La couche fully-connected permet de classifier le texte en entrée du

réseau : Elle reçoit un vecteur en entrée et produit un nouveau vecteur en sortie. Pour cela, elle

applique une combinaison linéaire puis éventuellement une fonction d'activation aux valeurs

reçues en entrée.
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CNN et  le traitement automatique de la langue naturelle (TAL) :

Au lieu de pixels d'image, la    plupart des fonctions TAL ont comme entrées des phrases ou des

documents. L’idée pour appliquer un CNN est de transformer les mots et les documents sous une

forme matricielle. Chaque ligne de la matrice correspond à un jeton, généralement un mot, mais il

peut s'agir aussi d'un caractère. C'est-à-dire que chaque ligne est un vecteur qui représente un mot. Par

exemple, pour une phrase de 20 mots utilisant une incorporation de 100 dimensions, nous aurions une

matrice de 20 × 100 comme entrée.

Un filtrage par convolution dans le traitement des images consiste à faire "glisser" une fenêtre

représentant le composant sur l'image, et de calculer le produit de convolution entre le composant et

chaque portion de l'image balayée. Cependant en TAL, nous utilisons généralement des filtres qui

glissent sur des lignes complètes de la matrice (les mots). Ainsi, la "largeur" des filtres est

généralement la même que la largeur de la matrice d'entrée. La hauteur, ou la taille de la région, peut

varier, mais les fenêtres glissantes de plus de 2 à 5 mots à la fois sont typiques

Au lieu de pixels d'image, la plupart des fonctions TAL ont comme entrées des phrases ou des

documents. L’idée pour appliquer un CNN est de transformer les mots et les documents sous une forme

matricielle. Chaque ligne de la matrice correspond à un jeton, généralement un mot, mais il peut s'agir

aussi d'un caractère. C'est-à-dire que chaque ligne est un vecteur qui représente un mot. Par exemple,

pour une phrase de 20 mots utilisant une incorporation de 100 dimensions, nous aurions une matrice de

20 × 100 comme entrée.

Dans (Figure 4.11)  l’illustration d'une architecture CNN pour la classification de phrases. Nous

décrivons trois tailles de région de filtre  2, 3et 4 chacune ayant 2 filtres. Ces derniers effectuent des

convolutions sur la matrice de phrases et génèrent des composants maps. Le regroupement 1-max est

effectué sur chaque map, c'est-à-dire que le plus grand nombre de chaque feature map est

enregistré. Ainsi, un vecteur de caractéristiques invariable est généré à partir des six maps et ces  six

composants, sont concaténés pour former un vecteur de caractéristiques pour l'avant-dernière couche. La

variable finale soft max reçoit ensuite ce vecteur de caractéristiques en entrée et l'utilise pour classifier la
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phrase; nous supposons ici une classification binaire et décrivons donc deux états de sortie possibles.

Figure 4.11 : Architecture CNN pour la classification de phrases [134].



Modèle de détection de dépression

62

4.2.3.2 Modèle  Naive- Bayes

Naive-Bayes est un modèle de classification basée sur le théorème de Bayes. C'est l'un des

algorithmes d'apprentissage supervisé les plus simples. Un modèle naïf bayésien est facile à construire,

sans aucune estimation de paramètre itérative compliquée, ce qui le rend particulièrement utile pour les

très grands ensembles de données.

 P (h): probabilité que l'hypothèse h soit vraie (quelles que soient les données). Ceci est

connu comme la probabilité antérieure de h.

 P (D): la probabilité des données (quelle que soit l'hypothèse). Ceci est connu comme la

probabilité antérieure.

 P (h | D): probabilité de l'hypothèse h à partir des données D. On parle de probabilité

postérieure.

 P (D | h): probabilité des données d étant donné que l'hypothèse h est vraie. Ceci est connu
sous le nom de probabilité postérieure

Afin de mieux comprendre son utilisation nous proposons l’exemple suivant : Nous avons  un

ensemble de données de formation sur la météo (Figure 4.12) et la variable cible correspondante

"Play Golf". Ensuite, nous devons classer si les joueurs vont jouer ou non en fonction des

conditions.

La probabilité postérieure peut être calculée en commençant par construire un tableau de fréquences

pour chaque attribut par rapport à la cible. Ensuite, transformez les tables de fréquences en tables de

vraisemblance et utilisez finalement l’équation naïve bayésienne pour calculer la probabilité a

posteriori de chaque classe. La classe avec la probabilité postérieure la plus élevée est le résultat de la

prédiction.



Modèle de détection de dépression

63

Figure 4.12 Ensemble de Données de Formation sur la Météo

.

Figure 4.12 Ensemble de Données de Formation sur la Météo

Probabilité postérieure
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4.2.3.3 Le modèle LSTM

4.2.3.3 Modèle LSTM

Les réseaux de mémoire LSTM constituent un type particulier de RNN, capable d’apprendre des

dépendances à long terme [135]. Les LSTM sont explicitement conçus pour éviter le problème de

dépendance à long terme. Tous les réseaux de neurones récurrents ont la forme d'une chaîne de

modules répétitifs de réseau de neurones (Figure 4.13).

Figure 4.13. Le module de répétition dans un RNN [136]

Les LSTM ont également cette chaîne comme structure, mais le module répétitif à une structure

différente. Au lieu d'avoir une seule couche de réseau neuronal, il y en a quatre, qui interagissent de

manière très particulière (Figure 4.14).

Figure 4.14  Le module de répétition dans un LSTM [136]

Probabilité postérieure
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Afin de donner une illustration détaillée du fonctionnement du réseau LSTM, nous décrivons

le diagramme LSTM, étape par étape. Pour le début, essayons simplement d’introduire les

notations que nous utilisons au cœur de notre explication (Figure 4.15).

Figure 4.15 Notation LSTM-BiLSTM [136]

Dans le diagramme ci-dessus, chaque ligne porte un vecteur entier, de la sortie d'un nœud aux

entrées des autres. Les cercles roses représentent des opérations ponctuelles, telles que l’addition de

vecteurs, tandis que les zones jaunes sont des couches de réseaux de neurones apprises. La fusion de

lignes indique une concaténation, tandis qu'une ligne de bille indique son contenu en cours de copie

et les copies envoyées à des emplacements différents

L’idée principale derrière les LSTM : La clé des LSTM est l’état de la cellule, la ligne horizontale qui

traverse le haut du diagramme.        L’état de la cellule est un peu comme un tapis roulant. Il court tout au

long de la chaîne, avec seulement quelques interactions linéaires mineures. Il est très facile pour une

information de circuler sans la modifier (Figure 4.16).

Figure 4.16  L’état  cellulaire du Module  LSTM   [136]
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Le LSTM a la capacité de supprimer ou d’ajouter des informations à l’état de la cellule,

soigneusement régulées par des structures appelées portes. Ces dernières sont un moyen de

laisser éventuellement passer l'information. Ils sont composés d'une couche de réseau neural

sigmoïde et d'une opération de multiplication ponctuelle (Figure 4.17).

Figure 4.17    Exemple de perceptron [136]

La couche sigmoïde génère des nombres compris entre zéro et un, décrivant la quantité de

chaque composant à laisser passer. Une valeur de zéro signifie "ne laisse rien passer", alors

qu'une valeur de un(1) signifie "laisse tout passer!". Un LSTM a trois de ces portes, pour

protéger et contrôler l'état de la cellule.

Les étapes du  LSTM : La première étape de LSTM consiste à décider quelles informations nous

stockons   à l'état de cellule. Cette décision est prise par une couche sigmoïde appelée « oublier

couche de grille. » (Figure 4.18) Il regarde ht−1ht−1et xtxt, et affiche un nombre compris

entre 00et 11pour chaque numéro dans l'état de la cellule Ct−1Ct−1. Un 11représente «garder

complètement cela» alors qu'un 00 représentent "complètement se débarrasser de cela."

Revenons à notre exemple de modèle de langage essayant de prédire le mot suivant sur la base de

tous les mots précédents. Dans un tel problème, l'état de la cellule pourrait inclure le sexe du sujet en

question, afin que les pronoms corrects puissent être utilisés. Quand nous voyons un nouveau sujet,

nous voulons oublier le genre de l'ancien sujet.

Figure 4.18   la première étape de Module LSTM [136]
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L'étape suivante consiste à décider de  nouvelles informations que nous stockerons  dans l'état de la
cellule. Cela se fait en deux parties (Figure 4.19).

1. Tout d'abord, une couche sigmoïde appelée «couche de grille d'entrée» décide des valeurs à

mettre à jour.

2. Ensuite, une couche de bronzage crée un vecteur de nouvelles valeurs candidates, C~tC~t,

cela pourrait être ajouté à l'état.

Dans la prochaine étape, nous combinons ces deux pour créer une mise à jour de l'état.

Dans l'exemple de notre modèle de langage, nous  ajouter le sexe du nouveau sujet à l'état de la

cellule, pour remplacer l'ancien que nous avons oublié.

Figure 4.19     Deuxième  étape du modèle LSTM[136]

Nous mettons à jour l'ancien état de la cellule, Ct−1, dans le nouvel état de cellule Ct.

Nous multiplions le vieil état par ft dans l’ordre d’oublier les  décisions  dans la première

étape. Puis on ajoute it∗C~t. (Figure 4.20) Ce sont les nouvelles valeurs candidates, mises à l'échelle

en fonction de la mesure dans laquelle nous avons décidé de mettre à jour chaque  valeur d'état.

Dans le cas du modèle linguistique, c’est à cet endroit que l’on supprime les informations sur le sexe

de l’ancien sujet et  on ajoute les nouvelles informations, déjà  décidé  au préalable.

Figure 4.20   La troisième étape du modèle LSTM [136]
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A la fin, nous devons décider de ce que nous allons avoir en sortie. Cette dernière sera basée sur notre

état de cellule, mais sera une version filtrée. Tout d'abord, nous exécutons une couche sigmoïde qui

détermine les parties de l'état de la cellule que nous allons afficher. Ensuite, nous mettons l'état de la

cellule à travers tanh(figure 4.21) (pour que les valeurs soient comprises entre -1et 1) et multipliez-le par

la sortie de la porte sigmoïde, de sorte que nous ne produisions que les parties que nous avons décidé.

Pour l'exemple de modèle de langage, vu qu'il vient de voir un sujet, il peut vouloir sortir des

informations pertinentes pour un verbe, au cas où ce serait la prochaine étape. Par exemple, il peut

indiquer si le sujet est singulier ou pluriel, de sorte que nous sachions sous quelle forme un verbe devrait

être conjugué si c'est ce qui suit par la suite.

Figure 4.21    la dernière étape du model LSTM [136]

4.2.3.4 -Modèle BiLSTM :

LSTM dans son noyau, préserve l’information des entrées qui ont déjà passé à travers ,elle

en utilisant l’état caché. Un BiLSTM calcule la séquence d'entrée de la direction opposée à une

séquence cachée en avant et à une séquence cachée en arrière(Figure4.22). Le vecteur codé est formé

par la concaténation des sorties finales  avant et arrière, où est la séquence de sortie de la première

couche cachée. Certains travaux antérieurs ont montré qu'en empilant plusieurs BiLSTM dans des

réseaux de neurones, les performances de classification ou de régression peuvent être encore

améliorées [137]

Figure 4.22 : Structure générale des réseaux BiLSTM [137]
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4.2.4 Test et évaluation : Dans la couche finale, la représentation est transmise à la couche

finale Soft max entièrement connectée en tant que vecteur de caractéristiques utilisé pour la

classification. Le résultat sera une distribution de probabilité sur toutes les classes.

4.3 Conclusion

Pour conclure, nous avons passé en revue les différentes phases et les différentes couches

de notre modèle proposé. Plus important encore, nous avons creusé profondément dans chaque

partie pour donner une meilleure compréhension des bases de tous les modèles utilisés. Dans le

chapitre suivant, nous décrirons  le processus que nous avons suivi pour mettre en œuvre ce

modèle et les résultats que nous avons obtenus à la fin.
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Chapitre 5

Expérimentation et résultats
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Chapitre 5                                  Expérimentation et résultats

5.1 Introduction

Maintenant que notre modèle a été conçu, il est temps de mettre la théorie en pratique et

d’évaluer l’architecture proposé. Nous commencerons par présenter la configuration expérimentale

que nous avons utilisée pour développer notre modèle et réaliser nos tests, puis nous partagerons

plus de détails sur les données utilisées dans nos expériences et le processus suivi, et à la fin, nous

partageons les résultats que nous avons obtenus.

5.2  Environnement de travail

5.2.1  Environnement matériel

Dans de telles études, le matériel joue un rôle crucial, en particulier lorsqu’il s’agit de savoir

combien de données peuvent être traitées pour le temps donné et combien de temps il faut pour

former le réseau neuronal profond et l’évaluer. Par conséquent, nous ressentons le besoin d’indiquer

quel type de machine a été utilisé pour les expériences qui ont été faites et quelles sont ses

caractéristiques.

Toutes les expériences décrites dans ce chapitre nous avons utilisé un serveur HP ProLiant

ML350e Gen8 - Serveur - tour - 5U - 2 voies - 1 x Xeon E5-2407 / 2.2 GHz - RAM 32 Go - SATA

- hot-swap 3.5" - HDD 2 x 500 Go - DVD - Matrox G200 - Gigabit LAN - Le serveur HP ProLiant

ML350e Gen8 est une plate-forme double processeur au format tour.

5.2.2 Environnement logiciel

Pour mettre en œuvre que les modèles conçus et exécuter tous les programmes et tests, nous

avons utilisé Jetbrains Pycharm Community Edition 2018.1.2 environnement de développement

[168]. Le lanceur est un IDE Python intelligent (Integrated Development Environment) avec une

énorme collection d’outils sortis de la boîte, y compris un débogueur intégré et un coureur de test,

profileur Python, un terminal intégré, et bien plus encore.

5.2.1 Python :

Le Python est un langage de programmation interprété, interactif, orienté objet. Il incorpore

des modules, des exceptions, un typage dynamique et des classes. Python combine une puissance

incroyable et une syntaxe très claire. Il dispose de liens avec de nombreuses interfaces de
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programmation pour systèmes d'exploitation et bibliothèques, ainsi que divers systèmes d'interfaces

graphiques.

5.2.2  Spyder 3.5

: Spyder est un environnement scientifique puissant écrit en Python. Il offre une combinaison

unique des fonctionnalités avancées d'édition, d'analyse et de débogage.

5.2.3 Anaconda :

Anaconda est la plate-forme standard de la science des données Python, leader de l'innovation

open source pour l'apprentissage automatique.

5.3 Package :

Comme il a été mentionné dans la section précédente, l’une des raisons pour lesquelles Python a

été Utilisé pour ce projet est la quantité de bibliothèques importantes qui existent, par conséquent,

nous sentons le besoin de présenter les plus importants qui ont été utilisés pour faire de notre

modèle une réalité.

5.3.1  Package CSV

CSV (Comma Separated Values) module pour lire et écrire des données au format CSV. [145]

5.3.2  Package Numpy

Numpy(Numeric Python) est une bibliothèque numérique apportant aux expressions
régulières. [138]

5.3.3  Package Nltk :

Nltk(Natural Language Toolkit) est une plate-forme pour la création de programmes Python

pour travailler avec des données de langage humain. [139]

5.3.5 Package pandas

Pandas est une bibliothèque écrite pour le langage de programmation Python permettant la

manipulation et l'analyse des données. Elle propose en particulier des structures de données et des

opérations de manipulation de tableaux numériques et de séries temporelles.[140]

5.3.8  TensorFlow

[141] Un Framework de programmation pour le calcul numérique créé par Google et devenu

un Framework Open Source en novembre 2015. Depuis, TensorFlow a continué à gagner une grand
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importance et popularité et rapidement devenu l’un des Framework le plus utilisés pour le Deep

Learning. Son nom s’inspire notamment du fait que les opérations actuelles des réseaux de neurones

s’effectuent principalement via une table multidimensionnelle de données, appelée Tenseurs

(Tensor) qui est l’équivalent d’une matrice. Aujourd’hui, ce framework est utilisé par les grandes

entreprises [51] comme Intel, Twitter, Contribution 58 Lenovo, Nvidia, etc.

5.3.9  Keras : Keras

Un framework open source d’apprentissage profond pour le Python, capable de s’exécuter sur

TensorFlow. Il est écrit par Francis Chollet, membre de l’équipe Google. Keras est utilisé dans un

grand nombre de startups, de laboratoires de recherche [62] (dont le CERN, Microsoft Research et

la NASA) et de grandes entreprises telles que Netflix, Yelp, Square, Uber, Google, etc. Il a été

développé dans le cadre de l’effort de recherche du projet ONEIROS (Open-ended Neuro Electronic

Intelligent Robot Operating System). En 2017, l’équipe TensorFlow de Google a pris la décision de

fournir un support pour Keras et de l’intégrer dans la bibliothèque principale de TensorFlow. Il

présente un ensemble d’abstractions de plus haut niveau et plus intuitives qui facilitent la

configuration des réseaux neuronaux [144].

5.3.10  Gensim

[142] Gensim est une bibliothèque Python pour la modélisation de sujets, l'indexation de

documents et la récupération de similarités avec les grands corpus. Le public cible est la

communauté de traitement du langage naturel (NLP) et de récupération d'informations (IR).
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5.4  Implémentation et Mise en œuvre

La Figure 5.1 présente les différentes phases de développement de notre modèle de détection

de dépression.

Figure 5.1 : Phases de développement du projet de notre modèle

5.4.1 Le  traitement des données (fichiers)

5.4.1.1 Regroupement des Fichiers et Prétraitement

Dans ce qui suit nous allons présenter les procédures de regroupement et  de prétraitement

suivi dans notre travail, dont le but de cette étape est de nettoyer les tweets et leur rendre le plus

proche possible à un langage formel.

D’abord nous avons commencé par le traitement des fichiers car les données sont stockées

dans des fichiers d’extension « xml » et sont regroupées par utilisateur.

L'ensemble de formation contenait 486 utilisateurs (83 déprimés, 403 non déprimés) et l'ensemble

de test contenait 401 utilisateurs (52 déprimés, 349 non déprimés)

5.4.1.2 Création des fichiers CSV

La structures des dossiers et des fichiers dans eRisk2019 est composée de :

Test data –T1\ T1_data.zip\data”: contient des fichiers d’extension « xml »

-« training data – T1 » est divisé en deux(02) sous dossiers

Regroupement

Sélection des textes à partir des fichiers XML et
création des fichiers  CSV Train et Test

Prétraitement « Preprocessing »

Sérialisation

Vectorisé les textes(Word2Vec) et

Création des fichiers binaire d’extension
« PKL »

« Training »  et test des Modèles

CNN, Naive Bayes Lstm, BiLSTM

Mésures et Performances

1- Accuracy 2- Precision   3- Recall
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oNegative-examples : contient les fichiers d’extension « xml » des données classées

négativement par chunk de priorité (chunk1, chunck2…Chunck10

Figure 5.2 Classification des utilisateurs (fichiers.xml / chunck)

Positive-exemples : contient les fichiers d’extension « xml » des données classées négativement par
chunk de priorité (chunk1, chunck2…. Chunck10.

5.4.1.3 La structure des Fichiers « xml »

La structure des fichiers « xml » est la suivante

<INDIVIDUAL>

<ID>subject758</ID>

<WRITING>

<DATE> 2013-10-27 13:26:17 </DATE>

<INFO> reddit post </INFO>

<TEXT> SMASH AND BURN PLS </TEXT>

</WRITING>

</WRITING>

5.4.1.4 Procédure de traitement des fichiers

La procédure de traitement des fichiers consiste à faire :

 La sélection d’un dossier chunk

 La création d’un fichier  csv  nommé « chunk + numéro de chunk+negtaive ou positive »

 Insertion des textes des balises <TEXT> de tous les fichiers « xml » de dossier chunk

sélectionné
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Figure 5.3 Code source de la procédure de regroupement et de prétraitement des trains

Figure 5.4 Code source de la procédure de regroupement et de prétraitement des tests

5.4.1.5 Procédure de Prétraitement « Preprocessing »

Une fois les fichiers créés nous avons procédé à un prétraitement qui suit les étapes
suivantes

1- Remplacer les émotions

#creer les chunk_positive_negative dans train
path_pos="C:\PXML\Train\positive/"
path_neg = "C:/PXML/Train/negative/"
for element in os.listdir(path_pos):

if os.path.isdir(path_pos + element):
f = open("C:/PXML/train/posneg/" + element + '.csv', 'w', newline='')
fnames = ['text', 'sentiments']
fout = csv.DictWriter(f, fieldnames=fnames)
for fichier in glob.glob(path_pos + element + "/*.xml"):

tree = etree.parse(fichier)
for user in tree.xpath("/INDIVIDUAL/WRITING/TEXT"):

# Travailler uniquement sur des chaines non vides
if len(user.text) > 1:

text_trait = pretraitement(user.text)
# pas de sauvegarde si la liste est vide
if len(text_trait) > 1:

print(text_trait)
# prd=swn_polarity(text_trait)
label = 1 #sentiment positive
fout.writerow({'text': text_trait, 'sentiments': label})

if os.path.isdir(path_neg + element):
for fichier in glob.glob(path_neg + element + "/*.xml"):

tree = etree.parse(fichier)
for user in tree.xpath("/INDIVIDUAL/WRITING/TEXT"):

# Travailler uniquement sur des chaines non vides
if len(user.text) > 1:

text_trait = pretraitement(user.text)
# pas de sauvegarde si la liste est vide
if len(text_trait) > 1:

print(text_trait)
label = 0 #"sentiment negative"
fout.writerow({'text': text_trait, 'sentiments': label})

path_test_posneg="C:\PXML/test/Positive_Negative/"

path_test = "C:\PXML/test/posneg/"

for element in os.listdir(path_test_posneg):

if os.path.isdir(path_test_posneg + element):

for fichier in glob.glob(path_test_posneg  + element + "/*.xml"):

fileName, fileExtension = os.path.splitext(basename(fichier))

print(fileName)

f = open(path_test + element + "_"+ fileName + '.csv', 'w', newline='')

fnames = ['text']

fout = csv.DictWriter(f, fieldnames=fnames)

tree = etree.parse(fichier)

for user in tree.xpath("/INDIVIDUAL/WRITING/TEXT"):
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2- Remplacer les abréviations

3- Supprimer les liens web(URL)

4- Supprimer les Hashtages(TAG)

5- Eliminer les caractères répétés

6- Supprimer les chiffres

7- Eliminer les ponctuations

8- Supprimer les mots vides.

Stopword= {‘ourselves’, ‘hers’, ‘between’, ‘yourself’, ‘but’, ‘again’, ‘there’, ‘about’, ‘once’,
‘during’, ‘out’, ‘very’, ‘having’, ‘with’, ‘they’, ‘own’, ‘an’, ‘be’, ‘some’, ‘for’, ‘do’, ‘its’, ‘yours’, ‘such’,
‘into’, ‘of’, ‘most’, ‘itself’, ‘other’, ‘off’, ‘is’, ‘s’, ‘am’, ‘or’, ‘who’, ‘as’, ‘from’, ‘him’, ‘each’, ‘the’,
‘themselves’, ‘until’, ‘below’, ‘are’, ‘we’, ‘these’, ‘your’, ‘his’, ‘through’, ‘don’, ‘nor’, ‘me’, ‘were’, ‘her’,
‘more’, ‘himself’, ‘this’, ‘down’, ‘should’, ‘our’, ‘their’, ‘while’, ‘above’, ‘both’, ‘up’, ‘to’, ‘ours’, ‘had’,
‘she’, ‘all’, ‘no’, ‘when’, ‘at’, ‘any’, ‘before’, ‘them’, ‘same’, ‘and’, ‘been’, ‘have’, ‘in’, ‘will’, ‘on’, ‘does’,
‘yourselves’, ‘then’, ‘that’, ‘because’, ‘what’, ‘over’, ‘why’, ‘so’, ‘can’, ‘did’, ‘not’, ‘now’, ‘under’, ‘he’,
‘you’, ‘herself’, }

Figure 5.4 Code source de la fonction prétraitement

def pretraitement(text):
TextRet= text #"liste de retour"
print("Texte avant traintement",TextRet)
TextRet=unicodedata.normalize('NFKD', TextRet).encode('ascii', 'ignore').decode(

'utf-8', 'ignore')
# La mise en minuscule de toutes nos données texte
TextRet = TextRet.lower()
# HTML tags
TextRet = re.sub(r'<[^>]+>', '', TextRet)
# @-mentions
TextRet = re.sub(r'(?:@[\w_]+)', '', TextRet)
# hash-tags
TextRet = re.sub(r'(?:\#+[\w_]+[\w\'_\-]*[\w_]+)', '', TextRet)
# URLs
TextRet = re.sub(r'http[s]?://(?:[a-z]|[0-9]|[$-_@.&amp;+]|[!*\(\),]|(?:%[0-9a-f][0-

9a-f]))+', '', TextRet)
# numbers
TextRet = re.sub(r'(?:(?:\d+,?)+(?:\.?\d+)?)', '', TextRet)
# Parenthèses
TextRet = re.sub(r'[\(\)]', '', TextRet)

TextRet = TextRet.strip()
print("Texte apres traintement", TextRet)
return TextRet
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5.4.1.6 Tokenizer

Figure 5.5 Code source de la fonction Tokenizer

5.4.1.7 Vectorisation

GloVe : est un algorithme d'apprentissage non supervisé permettant d'obtenir des représentations

vectorielles de mots.

Figure 5.6  Code source de la fonction Vectorisation

vocab_size = 20000

tokenizer = Tokenizer(num_words=vocab_size) # Setup tokenizer

tokenizer.fit_on_texts(texts)

sequences = tokenizer.texts_to_sequences(texts) # Generate sequences

word_index = tokenizer.word_index

glove_dir = 'C:/spyder/pkl/' # This is the folder with the dataset

embeddings_index = {} # We create a dictionary of word -> embedding

f = open(os.path.join(glove_dir, 'glove.6B.50d.txt'), encoding="utf8") # Open file

for line in f:

values = line.split()

word = values[0] # The first value is the word, the rest are the values of the embedding

embedding = np.asarray(values[1:], dtype='float32') # Load embedding

embeddings_index[word] = embedding # Add embedding to our embedding dictionary

f.close()

all_embs = np.stack(embeddings_index.values())

emb_mean = all_embs.mean() # Calculate mean

emb_std = all_embs.std() # Calculate standard deviation

print(emb_mean,emb_std)

embedding_dim =100 # We use 100 dimensional glove vectors

word_index = tokenizer.word_index

nb_words = min(vocab_size, len(word_index)) # How many words are there actually

embedding_matrix = np.random.normal(emb_mean, emb_std, (nb_words, embedding_dim))

# Loop over all words in the word index

for word, i in word_index.items():

# If we are above the amount of words we want to use we do nothing

if i >= vocab_size:
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5.5.  Stockage binaire de toutes les étapes dans un  fichier binaire « pkl »

Les fichiers dont l'extension est .PKL sont des fichiers de type (de format) : Exchange

Migration Wizard Packing. Après avoir finalisé notre traitement, le stockage de cette phase est

important pour l’utilisation dans l’apprentissage des modèles.

5.6 Evaluation

La conférence CLEF 2019 fournie une collection des données Dataset appelée eRisk (train et
test) sur le site « early.irlab.org »

La collection de tests pour la tâche pilote consiste en une collection de messages d'un ensemble

d'utilisateurs de médias sociaux. Il existe deux catégories d'utilisateurs, déprimés et non déprimés, et

la collection contient, pour chaque utilisateur, une séquence d'écritures dans un ordre

chronologique. Afin de simuler un scénario de détection précoce, le jeu de données a été divisé en

10 morceaux. Le premier bloc contient les 10% les plus anciens des messages, le deuxième bloc

contient les 10% les plus anciens, et ainsi de suite.Deux fichiers ont été diffusés avec la collection

Erisk 2019.

 Test_golden_truth.txt : pour les utilisateurs test e-Risk

 Risk_golden_truth.txt : pour les utilisateurs train e-Risk

import csv
import glob
import unicodedata
from os.path import basename, isfile

train_sentiment={}
def User_sentiments(fichier_user,sp):

dic = {}
# chartement du fichier
if isfile(fichier_user):

f_user = open(fichier_user, "r")
lines = f_user.readlines()

for line in lines:
line4=line.replace("\n", "").split(sp)
#print(line4)
if len(line4)==2:

lineKey.append(line4[0].strip())
lineatt.append(line4[1])
if line4[1]=="1" or line4[1]==1:

testpos+=1
testtotal+=1

dic = dict(zip(lineKey, lineatt))
f_user.close()

else:
print("chemin de fichier["+fichier_user+"] n'existe pas")

return dic,testpos,testtotal

path = "C:/PXML/"+ "test_golden_truth.txt"
test_sentiments,test_pos,test_total=User_sentiments(path,"\t")
#line2=dict(line3)
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En résumé, l'ensemble de formation contenait 486 utilisateurs (83 déprimés, 403 non déprimés) et
l'ensemble de test contenait 401 utilisateurs (52 déprimés, 349 non déprimés).

Training data Test data

Utilisateur 486 401
Positif 83 52
Négatif 434 349
Documents 531,394 544,447
Commentaire(sans titre) 367,439 366,845
Une seul line (texte vide) 141,849 147,197
Document vide 91 219
La moyenne de document par

utilisateur
599,09 663,96

Moyenne de caractères par
document

174,54 197,47

Tableau 5.1 : Les résultats obtenus après traitement des fichiers.

5.7 Mesures et performances

Maintenant que notre architecture est prête, avant de la mettre en œuvre, nous devons définir

les paramètres qui nous permettront de mesurer les résultats de notre travail et de le comparer à

d’autres travaux.

Pour ce faire, nous devons introduire ce qu’on appelle la matrice de confusion et les différentes

variables que nous utiliserons pour calculer toutes nos mesures de rendement [144].

TP : Un vrai positif est un résultat où le modèle prédit correctement la classe positive.

TN : Un vrai négatif est un résultat où le modèle prédit correctement la classe négative.

FP : Un faux positif est un résultat où le modèle prédit incorrectement la classe positive.

FN : Un faux négatif est un résultat où le modèle prédit incorrectement la classe négative.

5.7.1 Précision
La précision est le rapport entre les observations positives correctement prédites et le total des

observations positives prédites

Précision = TP / TP + FP

5.7.2 Recall
Le rappel est le rapport entre les observations positives correctement prédites et toutes les

observations de la classe réelle

Recall = TP / TP + FN



Expérimentation et résultats

81

5.7.3 F1-Score

La moyenne pondérée de la précision et du rappel. Par conséquent, ce score prend en compte

à la fois les faux positifs et les faux négatifs. Intuitivement, il n’est pas aussi facile à comprendre

que l’exactitude, mais F1 est généralement plus utile que l’exactitude, en particulier si la répartition

des classes est inégale. La précision fonctionne mieux si les faux positifs et les faux négatifs ont un

coût similaire. Si le coût des faux positifs et des faux négatifs est très différent, il vaut mieux

regarder à la fois Précision et Recall.

Score F1 = 2 * (Rappel * Précision) / (Rappel + Précision)

5.7.4 Accuracy

La précision est la mesure de performance la plus intuitive. Il s'agit simplement d'un ratio

d'observations correctement prédites par rapport au nombre total d'observations.

Accuracy = TP + TN / TP + FP + FN + TN

5.8 Phase d’apprentissage « trainning »

Dans cette section, nous allons passer en revue le processus détaillé que nous avons suivi

pour former notre modèle. Puisque notre modèle inclut différents types de réseaux neuronaux, nous

allons les parcourir séparément. Afin de tirer le meilleur parti de ce projet,. Étant donné que nous

avons des ensembles de données  axés sur la dépression, la meilleure option que nous pouvions

adopter était d’utiliser une approche d’apprentissage supervisé.

5.8.1 Apprentissage de notre modèle

L’expérience la plus importante, et celle pour laquelle toute cette étude a été faite, nous

avons utilisé   le fichier  pré-classifier de notre dataset  pour alimenter  notre première partie du

modèle en sortie nous avons pris le fichier PKL a lui d’alimenté les quatre modèles cités

auparavant, le modèle CNN, LSTM, BiLSTM  et  la fin Naïve bayes.

5.8.2 Résultats

Le tableau suivant présente les résultats de chaque expérience, en plus des résultats partagés

avec    qui utilisaient les mêmes ensembles de données que nous, mais avec des modèles statistiques

à la place.
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Modèles Accuracy Recall F1-score
Naive Bayes 0.82 0.77 0.77
Modèle CNN 0.86 0.79 0.78
LSTM 0.90 0.89 0.84
BiLSTM 0.97 0.95 0.92

Tableau : 5.2  Etat de comparatif des résultats obtenus

Suivant les résultats affichés dans le tableau 5.2 et les graphes (Figure 5.2 et Figure 5.3) , nous

remarquons que le modèle BiLSTM surpasse les trois autres modèles avec un degré élevé

(Accuracy =97 %, Recall=95 % et F1-score=092),  nous concluons que le modèle BiLSTM et plus

performant par rapport aux autres modèles selon notre étude et nos résultats.

Figure 5.8 : Représentation graphique « Histogramme 3D » des résultats
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Figure 5.9 : Représentation graphique « Courbe »  des résultats.

5.9 Conclusion

Dans ce chapitre, nous avons vu notre part de contribution au problème de l’analyse du

sentiment, représentant les outils et les jeux de données utilise, ainsi que les étapes que nous avons

suivies pour obtenir les résultats que nous montrons également pour les déférents modèles dont le

but de faire la comparaison.
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