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RESUME

Dans cette étude, un modéle basé sur la combinaison des algorithmes
genétiques (GA) et des réseaux de neurones artificiels (ANN) est proposé comme
outil d'analyse et d'optimisation des propriétés structurelles et magnétiques des
poudres de Fe-Ni nanostructurées préparées par broyage a billes a haute énergie.
Initialement, le modéle ANN a été utilisé pour établir une corrélation entre les
paramétres de broyage (temps de broyage, composition chimique et vitesse de
rotation du disque et des jarres) et le produit final (taille des cristallites et
coercivité). Différentes structures ANN ont été développées a partir des données
expérimentales recueillies des travaux antérieurs. La meilleure structure, basée
sur les critéres de performance (le coefficient de corrélation, la racine carrée de
I'erreur quadratique moyenne et I'erreur absolue moyenne) a ensuite été utilisée
pour l'optimisation par GA. GA a été utilisé pour trouver les parameétres de
broyage a billes optimaux. Des optimisations mono-objectif et multi-objectifs ont
été appliquées dans le but de réduire le temps de broyage, la taille des cristallites
et la coercivité. L'ensemble optimal de parametres de broyage dans une
optimisation multi-objectifs a été déterminé a partir d'une analyse du front de
Pareto. Ensuite, le modéle programmation génétique multi-géne a été utilisé pour
trouver une relation mathématique précise entre les données d'entrée et de sortie.
Enfin, une méthode d'analyse de sensibilité a été appliquée pour déterminer les

parameétres de broyage ayant le plus d'influence sur les paramétres de sortie.

Mots-clés : Alliages nanostructurés, mécanosynthése, algorithmes génétiques,

réseaux de neurones.



ABSTRACT

In this study a model based on the combined genetic algorithm (GA) and
artificial neural network (ANN) method is proposed as a tool for the analysis and
optimization of structural and magnetic proprieties of nanostructured Fe—Ni
powders prepared by high energy ball milling. Initially, The ANN model was
implemented to correlate the miling parameters (milling time, chemical
composition and milling rotation speed of disc and vial) to end product (crystallite
size and coercivity). Different ANN structures were developed using collected
experimental data from previous work. The best structure based on the
performance factors (the correlation coefficient, the root mean square error and
the mean absolute error) was used for optimization by GA. Then, a GA was
implemented to find the optimal ball milling parameters. A single- and multi-
objective optimizations are applied to minimize milling time, crystallite size and
coercivity. The optimal set of ball milling parameters in a multi-objective
optimization was found based on a Pareto front analysis. After that, the multi-gene
genetic programming model is used to find an accurate mathematical relationship
between input and output data. Finally a sensitivity analysis method was applied to

determine the most influential milling parameters on the outputs parameters.

Keywords: Materials nanostructured, mechanical alloying, genetic algorithms,

neural networks.
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INTRODUCTION

Les matériaux nanostructurés, aussi appelés matériaux nanocristallins ou
nanomateériaux, ont suscité un intérét croissant dans de nombreuses recherches
en raison de leurs propriétés souvent plus intéressantes que celles des matériaux
massifs de méme composition. Cela est di a la taille nanométrique des cristallites,
qui confere aux matériaux des propriétés particuliéres et ouvre de nouveaux

domaines d'application dans divers secteurs technologiques [1-2].

Les matériaux magnétiques nanocristallins ont été largement étudiés en
raison de leurs propriétés remarquables qui different considérablement de celles
des matériaux microcristallins et sont étroitement liées a la structure et a la

microstructure [3-5].

Les alliages Fe-Ni sont connus depuis longtemps et largement utilisés dans
les composants magnétiques de l'industrie de I'énergie électrique, tels que les
transformateurs et les noyaux magnétiques, en raison de leurs excellentes
propriétés magnétiques douces, a savoir une faible coercivité et une

magnétisation a saturation élevée [6].

L'intérét suscité par ces alliages magnétiques nanostructurés provient de
leurs propriétés structurales et chimiques qui sont importantes dans la
détermination de leurs propriétés magnétiques [7]. De plus, ces nanomatériaux
revétent un grand intérét pour la recherche en magnétisme, car la réduction de la
taille des grains a lI'échelle du domaine magnétique ouvre de nouvelles

perspectives pour les nanomatériaux magnétiquement doux [8].

Plusieurs méthodes ont été utilisées pour I'élaboration des alliages
nanocristallins de Fe-Ni, parmi lesquelles figurent le broyage mécanique a haute

énergie, également appelé mécanosynthése. Cette méthode est une technique



d'élaboration hors équilibre puissante qui permet de synthétiser des alliages Fe-Ni
sous forme de poudre nanocristalline [9-12].

Plusieurs travaux de recherche ont été menés sur les alliages Fe-Ni
élaborés par mécanosynthese pour différentes conditions d'élaboration a l'aide de
plusieurs types de broyeurs. Ces études ont donné des résultats intéressants
concernant la variation des parameétres magnétiques en fonction de la durée de

broyage et donc de la taille des grains [13-17].

Le but de cette étude est d'optimiser les propriétés structurelles (taille des
cristallites) et les propriétés magnétiques (champ coercitif) en utilisant des
techniques d'intelligence artificielle telles que les réseaux de neurones et les
algorithmes génétiques.

Dans un premier temps, des modéles de prédiction ont été développés en
utilisant la technique des réseaux de neurones. Ces modeles se basent sur les
résultats expérimentaux disponibles dans la littérature et prennent en compte les
parameétres les plus influents sur le phénoméne de broyage, tels que la vitesse du
plateau, la vitesse des jarres, le temps de broyage et la composition chimique de
I'alliage (parameétres d'entrée). Les propriétés spécifiques recherchées, comme la
taille des cristallites et la coercivité, sont considérées comme les paramétres de

sortie.

Les réseaux de neurones ont été choisis pour leur capacité d'apprentissage
des données, leur robustesse et leur adaptabilité aux données manquantes. En
effet, ces derniéres années, les réseaux de neurones sont devenus un sujet
d'actualité et de recherche trés réussi. lls sont appliqués avec succes a la
modélisation de nombreux systémes industriels, dans lesquels les relations entre
les variables d'entrée et de sortie sont complexes et les regles de fonctionnement

sont inconnues.

Dans l'étape suivante, l'objectif principal est de définir une approche
permettant d'aider le décideur a choisir les parameétres de broyage afin d'optimiser
les propriétés des poudres nanocristallines Fe-Ni préparées par mécanosynthese.

Cette étape est divisée en trois parties principales. La premiére partie présente



une description détaillée des algorithmes génétiques mono-objectifs et rappelle les
définitions relatives a leur fonctionnement. La deuxiéme partie est consacrée a la
programmation génétique, qui s'inspire des algorithmes génétiques et vise a créer
une relation mathématique entre les paramétres de broyage et les propriétés
nanocristallines Fe-Ni. La troisiéeme partie traite de I'optimisation multi-objectifs a
l'aide de l'algorithme NSGA-Il (Non-dominated Sorting Genetic Algorithm-Il). I
s'agit de l'algorithme le plus connu et le plus utilisé actuellement pour résoudre

des problemes d'optimisation multi-objectifs.

Cette thése est organisée en quatre chapitres :

Le premier chapitre présente une étude bibliographique composée de trois
parties. La premiére partie aborde les généralités sur les nanomatériaux, en
indiquant briévement leurs propriétés, leurs applications et leurs procédés
d'élaboration, notamment la mécanosynthése qui est détaillée. La deuxiéme partie
traite des notions sur le magnétisme et les matériaux magnétiques. La troisieme
partie est consacrée aux études antérieures sur les alliages nanocristallins de Fe-

Ni ainsi que l'application des AG-ANN dans la mécanosynthése.

Le deuxiéme chapitre est consacré a l'optimisation par les algorithmes
geénétiques. La premiére partie traite des algorithmes génétiques mono-objectifs.
La deuxiéme partie présente la programmation génétique multi-génes. La
troisieme partie explique les notions de base sur lesquelles reposent les
algorithmes multi-objectifs et présente en détail le principe de fonctionnement de
I'algorithme NSGA-II.

Le troisieme chapitre présente la théorie des réseaux de neurones. Aprés
avoir expose les différents éléments de base de cet outil mathématique, nous

nous limitons a des aspects utiles pour la suite de ce travail.

Le quatriéme et dernier chapitre aborde dans sa premiéere partie la mise en
ceuvre des réseaux de neurones pour modeéliser la relation entre les parameétres
sélectionnés et les propriétés spécifiques recherchées. Dans sa deuxiéme partie,

un couplage de réseaux de neurones et d'algorithmes génétiques a été réalisé



dans le but d'optimiser les propriétés nanocristallines Fe-Ni obtenues par

mécanosynthése.

Enfin, cette étude se termine par une conclusion générale qui rappelle les

principaux résultats de ce travail, et les perspectives qu’ils permettent d’envisager.
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CHAPITRE 1

ETUDE BIBLIOGRAPHIQUE

1.1 Généralités sur les nanomatériaux

1.1.1 Les nanomatériaux

Les nanomatériaux sont définis comme des matériaux constitués de nano-
objets dont la taille se situe entre 1 et 100 nm [18]. Comme illustré dans la figure
1.1, ces matériaux contiennent une proportion significative d'atomes situés aux
limites des grains, ce qui leur confére des propriétés intéressantes qui ne se

retrouvent pas dans I'équivalent massif [19].

Figure 1.1 :Représentation schématique des grains et joints de grains d’un

nanomatériau [19]

Selon le matériau et la technique d'élaboration, les joints de grains peuvent
avoir différentes épaisseurs, allant d'une a plusieurs couches atomiques. Plus la
taille des grains est petite, plus le rapport surface/volume est important. La fraction

d'atomes localisés aux joints des grains est d'environ 3 % pour des grains de 100
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nm et de plus de 50 % pour des grains de moins de 5 nm, avec une épaisseur de
joint d'environ 1 nm [20]. La figure 1.2 illustre cette évolution du pourcentage
d'atomes situés au joint de grains d'un solide nanocristallin en fonction de la taille

des grains.
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Figure 1.2 : Evolution du pourcentage d’atomes situés au joint de grains d’un

solide nanocristallin en fonction de la taille des grains [20].

1.1.2 Classification des alliages nanocristallins

Les nano-objets Les nano-objets peuvent se présenter sous forme de
particules, de fibres ou de tubes (appelés charges ou renforts), de couches
minces ou de composants structuraux. lls sont utilisés soit tels quels (comme
catalyseurs, pour le transport de médicaments, pour le polissage de plaquettes de
silicium et de disques durs en microélectronique, etc.), soit dans le but de
développer de nouveaux matériaux. lls peuvent étre incorporés dans une matrice
pour apporter de nouvelles fonctionnalités ou modifier les propriétés mécaniques,

optiques, magnétiques ou thermiques.

Les nanomatériaux peuvent étre classés en quatre catégories en fonction

de la dimension de leur nanostructure [21]:
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e Matériaux de dimension zéro: Une dimension zéro signifie que le matériau
a une taille nanométrique dans les trois directions de l'espace et n‘a donc aucune
dimension micro ou macroscopique. Cela correspond a la définition des
nanoparticules [21]. Les nanoparticules peuvent étre isolées ou s'agréger pour
former des amas nanostructurés. Elles peuvent étre déposées sur une surface, en

suspension dans un gaz ou dans un liquide, ou en état de poudre.

e Matériaux de dimension 1: Dans le domaine des nanomatériaux a une

dimension, on trouve les nanofils et les nanotubes [21].

e Matériaux de dimension 2: |l s'agit de matériaux sous forme de couches

minces, comme les dépbts d'agrégats ou les revétements [21].

e Matériaux de dimension 3: Il s'agit de matériaux sous forme compacte

(nanocomposites), comme les céramiques et les métaux nanostructurés [21].

© < D | ‘
Ne R, R
QOB
o3
Dimension 0 Dimension 1 Dimension 2
Nanoparticules Nanofils, Nanodépéts
nanobaguettes,
nanotubes

Figure 1.3 : Classification des matériaux nanostructurés [21]

1.1.3 Méthodes d’élaboration des nanomatériaux

Les méthodes d’élaboration des nanomatériaux sont classées en 3 grandes

classes [22]:
a) Technique par voie physique

L’élaboration des nanoparticules peut étre réalisée a partir d'une phase
vapeur extraite d'un matériau source par chauffage (fusion en creuset ou sans) ou

par bombardement (faisceau d'électrons). Dans la plupart des cas, la vapeur du
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solide que I'on souhaite former est refroidie par collision avec un gaz neutre et le

matériau est collecté sur une paroi froide.
b) Technique par voie chimique

Plusieurs techniques de fabrication sont couramment utilisées dans
l'industrie. Dans les réactions en phase vapeur, les matériaux précurseurs
vaporisés sont introduits dans un réacteur CVD (Chemical Vapor Deposition) dans
lequel les molécules de précurseurs sont adsorbées a la surface d'un substrat

maintenu a une température adaptée.

Les réactions en milieu liquide donnent lieu a des synthéses et sont le plus
souvent effectuées a partir d'une solution aqueuse ou organique contenant les
réactants. La précipitation des nanoparticules est obtenue par une modification

des conditions de I'équilibre physico-chimique, soit par coprécipitation.

Enfin, les techniques sol-gel permettent de produire des nanomatériaux
(optiques, magnétiques, électroniques, catalyseurs, énergietiques, capteurs...) par

le biais de réactions de polymérisations inorganiques.

c) Technique par voie mécanique
Parmi les techniques d’élaboration par méthode mécanique, la technique
dite mécanosynthése consiste généralement a broyer des poudres

micrométriques qui en général, varient de 1 a 30 um d’'un ou de plusieurs alliages.

C’est la technique sur laquelle nous nous sommes basés dans notre étude,
en nous intéressant particulierement a I'optimisation des matériaux nanostructuré

élaborés par la mécanosynthése.

1.1.4 Propriétés des nanomatériaux

Les nanomatériaux présentent des propriétés nouvelles et intéressantes :
trés souvent, leurs caractéristiques différent notablement de celles des mémes
matériaux a I'état massif. Par exemple sur le plan mécanique, la microdureté du
FesoCo49 €laboré par broyage mécanique augmente a mesure que la taille des
cristallites diminue, et cela est di aux microdistorsions induites par les dislocations

créées durant la phase de mécanosynthese [23].
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L’effet de la nanostructuration se traduit par un phénoméne de super
eélasticité : un matériau en cuivre nanocristallin obtenu par laminage a froid peut
avoir un allongement extrémement important (de plus de 5000 %) [24]. La
nanostructuration permet d’améliorer la dureté et la résistance des matériaux sans
compromettre leur ductilite. En effet, dans un métal classique, il existe des
dislocations, qui sont des défauts de la structure reliant les agrégats. Lorsqu’on
exerce une contrainte sur le métal, cela provoque un déplacement des

dislocations et le métal se déforme.

Cependant, dans les nanomatériaux, la fraction de dislocation est trés faible
par rapport a la fraction des joints des grains et des joints triples, ce qui rend la
résistance a la déformation beaucoup plus importante: le matériau a I'état

nanocristallin est plus dur que dans I'état massif [25].

Les propriétés électriques sont également influencées par la diminution de
la taille des grains. En effet, lorsque la taille des grains des matériaux est réduite a
I'échelle nanométrique, la résistivité électrique devient trés élevée par rapport a
celle des matériaux classiques a I'état massif. Par exemple, la résistivité mesurée
dans le nickel nanométrique (avec une taille des grains de 11 nm) est trois fois
plus grande que celle mesurée dans le nickel polycristallin a I'état massif (avec
une taille des grains de 100 um). Des augmentations similaires sont observées

dans le cuivre, le fer et le plomb nanométriques [25].

L'introduction de nanoparticules et/ou de nanotubes peut modifier de
maniére drastique la conductivité électrique de matériaux considérés comme
isolants [26]. Le fait que les nanoparticules aient des dimensions inférieures aux
longueurs d'onde du visible (380-780 nm) permet d'améliorer les propriétés
optiques du matériau [26]. L'utilisation de nanoparticules permet également
d'améliorer certaines propriétés de transfert thermique, méme pour de faibles
fractions volumiques. Par exemple, I'ajout de 0,2 % en fraction volumique de
nanoparticules de fer entraine une augmentation de plus de 10 % de la
conductivité thermique du fer massif [27]. Dans le domaine de I'enregistrement
magnétique, l'utilisation des nanotechnologies a permis d'augmenter de prés de

huit ordres de grandeur la densité de stockage [27].
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1.1.5 Domaines d’application des nanomatériaux

Durant ces derniéres années, grace a leurs nouvelles caractéristiques
physico-chimiques, les structures a taille nanométrique ont été exploitées par les
chercheurs dans différents domaines scientifiques (Nano-biologie, Nano-
systémes..). Les nanomatériaux sont toujours utilisés pour une fonction
particuliére. Toutes les grandes familles de matériaux sont concernées : les
métaux, les céramiques, les oxydes magnétiques, les diélectriques, les carbones,
les polymeéres, etc. Du fait de leurs propriétés variées et souvent inédites, les
nanomatériaux recelent de potentialités trés diverses et leurs utilisations ouvrent

plusieurs perspectives.

Les nanomatériaux permettent ainsi des innovations incrémentales et de
rupture dans de nombreux domaines d’activité tels que : la santé, 'automobile, la
construction, Il'agroalimentaire ou encore [I'électronique. L’application des
nanomatériaux magnétiques a ainsi permis de développer de nouvelles gammes,
d’utilisation a champ coercitif et a champ a saturation variable, non réalisables

avec les matériaux classiques.

Tableau 1.1 : Domaines d’applications des nanomatériaux [28].

secteurs exemples d’applications
d’activité
Automobile, Matériaux renforcés et plus Iégers ; peintures extérieures avec

aéronautique et | effet de couleur, plus brillantes, anti-rayures, anti-corrosion et
aérospatial anti-salissures ; capteurs optimisant les performances des
moteurs ; détecteurs de glace sur les ailes d’avion;

pneumatiques plus durables et recyclables...

agroalimentaire Emballages actifs ; additifs : colorants, anti-agglomérants,...

Electronique et Mémoires a haute densité et processeurs miniaturisés; cellules
communications | solaires ; bibliotheques électroniques de poche ; ordinateurs et

jeux électroniques ultra-rapides; écrans plats...
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Chimie et

matériaux

Pigments ; charges ; poudres céramiques ; inhibiteurs de
corrosion ; catalyseurs multi-fonctionnels ; textiles et

revétements anti-bactériens et ultra-résistants...

Pharmacie et

santé

Médicaments et agents actifs ; surfaces adhésives médicales
antiallergénes ; médicaments sur mesure deélivrés uniquement

a des organes précis ; vaccins oraux ; imagerie médicale...

Construction

Ciments  autonettoyants et  anti-pollutions, vitrages

autonettoyants et anti-salissures ; peintures ; vernis ; colles ;

mastics...

Défense Détecteurs d’agents chimiques et biologiques ; systémes de
surveillance miniaturisés ; systemes de guidage plus précis ;
textiles légers et qui se réparent d’eux-mémes...

Energie Cellules photovoltaiques nouvelle génération ; nouveaux types

de batteries ; fenétres intelligentes ; matériaux isolants plus

efficaces ; entreposage d’hydrogéne combustible...

Environnement

et écologie

Diminution des émissions de dioxyde de carbone ; production
d’eau ultra pure a partir deau de mer ; fertilisants plus
efficaces et moins dommageables ; analyseurs chimiques

spécifiques...

1.2 Elaboration des matériaux nanostructurés par broyage mécanique

L'élaboration de poudres nanostructurées et/ou de poudres dont la taille

des particules est nanométrique repose sur des voies d'élaboration variées. Parmi

celles-ci, on trouve le broyage a haute énergie (mécanosynthése). Il s'agit d'une

technique d'élaboration hors équilibre qui permet de produire des alliages

nanostructurés a partir d'un mélange de poudre élémentaire.

a) Broyage mécanique a haute énergie
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Contrairement au broyage classique utilisé depuis la préhistoire pour
réduire en poudre les matériaux, le broyage a haute énergie permet de
synthétiser, a température ambiante, des matériaux organisés a |['échelle
nanométrique. Cette méthode est difficile, voire impossible a obtenir par des
méthodes classiques telles que la fusion-solidification. J. Benjamin a développé
cette méthode de synthése dans les années 60 afin de réaliser des dispersions
d'oxydes (AI203, Y203) dans des alliages de nickel dans le but d'améliorer leur

propriété mécanique [29].

A partir des années 80, cette technique a été utilisée pour réaliser des
alliages amorphes [30, 31], des solutions solides sursaturées d'éléments
immiscibles et des matériaux nanostructurés [32, 33]. Deux termes sont
couramment utilisés dans la littérature anglo-saxonne pour désigner le processus
de broyage a haute énergie : " mechanical alloying " qui est la mécanosynthése
proprement dite, puissant outil permettant la production de poudres
nanostructurées métastables a partir d'un mélange de poudres élémentaires (les
poudres initiales ayant une composition différente de celle du produit), et "
mechanical milling ou grinding " qui est la mécanosynthese, broyage mécanique
non réactif qui consiste a confiner des poudres (de métal pur ou d'alliages) de
composition stoechiométrique pour obtenir un matériau nanostructuré non

nécessairement homogeéne.
b) Principe du broyage a haute énergie

Le principe du broyage mécanique a haute énergie consiste a agiter une
jarre contenant des billes d'acier non oxydables et de la poudre. Cette poudre peut

étre un mélange de poudre d'éléments purs ou de poudre d'un pré-alliage.

Grace a la force centrifuge et sous l'effet des collisions répétées des billes
entre elles et des billes avec la paroi de la jarre, le composé va étre fracturé
jusqu'a l'obtention de particules de dimension nanométrique. Différents types de
broyeurs peuvent étre utilisés, tels que le broyeur attriteur, ou les billes sont mises
en mouvement par l'intermédiaire de palettes en rotation (figure 1.4 a), ou encore
le broyeur vibrant ou le mouvement des billes est provoqué par des vibrations

haute fréquence (figure 1.4 b) et le broyeur planétaire, ou le mouvement des billes
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résulte de la rotation de la jarre (figure 1.5). Pour cette étude, nous avons utilisé le
troisieme type.

pilon vertical

jarre
e

refroidissement .

= pareau -
\
refroidissement
=  pareau
billes
barre pour bouger les billes a— support pour la jarre -
(a) Broyeur Attriteur (b) Broyeur vibrant

Figure 1.4 : Broyeurs attriteur et vibrant.

Le broyeur planétaire

Dans ces types de broyeurs, connus comme broyeurs centrifuges, les
jarres dans lesquelles on place des billes de 10 ou 20 mm de diamétre avec la
poudre, sont fixées sur des satellites tournants, qui sont montés sur un plateau
tournant. Les jarres tournent avec une vitesse angulaire w, tandis que le plateau

tourne avec une vitesse (2 (figure 1.5).

Horizontal Section v

Movement of the
supporting disc

Centrifugal
force

Rotation of the grinding bowl

Figure 1.5 : Schématisation d’un broyeur a mouvement planétaire et de I'action

des billes pendant le processus.
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Le broyage est effectué soit par chocs, soit par frottements. En I'absence de
chauffage externe, la température moyenne des récipients est comprise entre 50
et 120 °C, selon la vitesse des billes. L'élévation locale de température est
comprise entre 60 et 300 °C. Afin d'éviter une élévation excessive de la
température, le broyage est généralement réalisé en plusieurs cycles, avec des
périodes de repos. L'état stationnaire est généralement atteint aprés 24 a 100

heures de broyage, selon les matériaux broyés [34].
c) Mécanisme physique du broyage

Le broyage mécanique pour la production d'un composé a partir d'éléments
purs ou combinés repose sur les phénomenes répétés de soudage et de fracture
résultant de I'action des chocs entre les billes, la poudre et les parois du récipient.
Ces phénomeénes de soudage et de fracture des poudres assurent I'échange de
matiére entre les particules pendant le broyage, ce qui conduit a un mélange
intime a I'échelle atomique des éléments de départ. La fracture des particules de
poudre entraine la formation de nouvelles surfaces qui peuvent adhérer a d'autres
particules ou sur lesquelles de nouveaux grains peuvent se former. Le mélange au
niveau atomique est facilité par la diffusion a froid des atomes du soluté dans le
réseau du solvant grace aux défauts créés pendant I'action mécanique. L'énergie
introduite dans la poudre peut conduire a la formation de nouvelles phases

(amorphes, solutions solides, composés intermétalliques, etc.).

En effet, le produit final est obtenu lorsque I'équilibre entre les processus de
fracture et de soudage est atteint, ce qui conduit @ une dimension stable des
particules. La différence entre les procédés classiques et le broyage mécanique
réside dans le fait que dans ce dernier, les transformations de phase se
produisent dans un processus dynamique sous l'effet continu des déformations

meécaniques et de la chaleur générée par les chocs de déformation [35].
d) Les paramétres impliqués dans la mécanosynthése

Le broyage mécanique est un processus qui implique un grand nombre de
parameétres qui ont un effet considérable sur la nature du produit final. On peut
distinguer les paramétres contrélables et les parameétres non contrélables (mal

maitrisés).
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Les parameétres contrdlables comprennent :

- L'énergie du broyeur : elle dépend de chaque type de broyeur. En principe,
une énergie élevée conduit a une obtention plus rapide du produit final [36].
L'énergie du broyeur est également liée a la vitesse de broyage. Une vitesse trop
elevée fait que les billes restent collées sur les parois sans agir sur la poudre et
augmente la température de la jarre, ce qui a des effets négatifs sur le produit final
(par exemple, I'oxydation) [37-38].

- La nature des billes et des jarres : elle prend en compte le type d'acier des
billes, leur dimension et leur nombre, qui ont une influence sur l'efficacité du
broyage [37-39].

- Le rapport masse bille/masse poudre : il influence la formation des phases
dans les poudres broyées. Il peut varier de 1/1 a 220/1, et a mesure que ce
rapport augmente, le temps nécessaire pour obtenir le produit final peut étre réduit
[37-39].

- Le degré de remplissage (billes + poudre) : c'est un autre facteur important
dans le broyage mécanique. Un remplissage trop faible ou trop important diminue
I'efficacité du processus ; un taux de remplissage optimal est atteint a 50-60% du
volume de la jarre. Le produit final peut dépendre du taux de remplissage de la
jarre avec les billes [37-39].

- Le temps de broyage : c'est le paramétre qui décrit l'intervalle de temps
nécessaire pour obtenir le produit final. 1| dépend du type de broyeur utilisé, du
mode d'action des billes sur la poudre (collisions élastiques ou frottements) et de
la température de broyage [39].

- Broyage continu ou séquentiel : le broyage continu peut conduire a
l'obtention d'un produit différent de celui obtenu lors d'un broyage avec des

pauses [40].
Les paramétres non contrdlables comprennent :

- L'atmosphére dans laquelle se poursuit le broyage : elle peut influencer la
nature et la taille du produit final. En général, des gaz inertes tels que I'argon (Ar)
ou I'nélium (He) sont utilisés pour éviter la contamination, mais I'air, le diazote (N2)
ou I'nydrogéne (H2) peuvent également étre utilisés pour produire des nitrures,

des hydrures, des oxydes, etc. [37-38]. Il a été constaté que les gaz inertes
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peuvent créer des défauts dans la poudre finale, mais aussi qu'ils peuvent étre
"piégés" dans le composé final [41]. Selon la nature de I'atmosphére de broyage,
la mécanosynthése peut étre réalisée dans un environnement sec (air, Ar, He, N2
ou H2) ou humide (des composés organiques peuvent étre introduits, par
exemple, dans I'atmosphere de gaz inerte).

- La température de broyage : elle influence la formation de I'état final du
produit. Une température élevée entraine une augmentation de la taille des
cristallites, mais réduit leurs contraintes et leur solubilité a I'état solide [37-38]. La
température varie pendant le processus de broyage ; une température plus élevée
est observée pendant la période de formation du produit final. On constate une
différence de température entre les billes et la paroi ainsi qu'entre différents types
de poudres broyées (ductiles, fragiles) [42].

- La contamination : c'est le principal défi de la mécanosynthése. Parmi les

facteurs contribuant a la contamination des poudres, citons :

» Les billes et les jarres : la contamination en fer dépend de I'énergie du
broyeur, du temps de broyage et de la température atteinte dans la jarre
[37-38];

» |L'atmospheére de broyage : réaction avec la poudre broyée et formation de

produits indésirables.

1.3. Généralités sur les matériaux magnétiques

1.3.1 Matériaux magnétiques

Les matériaux les plus importants du point de vue magnétique en génie
électrique sont les matériaux ferromagnétiques principalement composés de fer,
de nickel ou de cobalt, et dont la résultante globale des moments magnétiques
microscopiques est différente de zéro. La direction et le sens de ces moments

magnétiques microscopiques sont identiques.

Le phénomeéne d'orientation des moments magnétiques a l'intérieur des
matériaux ferromagnétiques se produit de maniere localisée [43]. L'expérience
montre que tous les matériaux magnétiques d'un volume suffisant se divisent

spontanément en régions plus petites appelées " domaines magnétiques " ou

domaines de Weiss " [44].
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A lintérieur d'un domaine, tous les moments magnétiques atomiques sont
maintenus paralléles par les forces d'échange, de telle sorte que chaque domaine
se présente comme un petit volume aimanté a saturation (/s) avec une orientation
différente de celle de ses voisins. Les interfaces entre les domaines sont appelées
" parois de Bloch ", a travers lesquelles I'orientation des moments magnétiques

passe progressivement d'un domaine a l'autre (figure 1.6 b).

Paroi de Bloch

Paroi de Bloch Domaine magnétigue

Joint de
arain

\

Figure 1.6. a) Domaines de Weiss; b) Rotation des moments magnétiques dans
une paroi de Bloch a 180° [45].

1.3.2 Influence d’'un champ magnétique extérieur

L’application d’'un champ magnétique extérieur H se traduit par
l'introduction d’un nouveau terme d’énergie qui modifie I'état primitif d’équilibre

énergétique du matériau créant ainsi une nouvelle configuration [45 - 46].

Trﬁ?ﬁﬁ TTT’%TTT
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Figure 1.7 : Evolution des domaines de Weiss sous l'action d’'un champ

H

magneétique extérieur croissant dans un matériau ferromagnétique [45].
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Tout d'abord, il y a une augmentation de certains domaines au détriment de
leurs voisins par le déplacement des parois (figure 1.7). Pour de faibles champs,
ce déplacement reste réversible. Lorsque les champs sont plus forts, les
déplacements deviennent irréversibles : les domaines deviennent moins
nombreux et leurs directions d'aimantation spontanée s'alignent progressivement
dans la direction du champ H. Pour des champs importants, les derniéres parois

disparaissent et on obtient la saturation macroscopique du matériau (figure 1.7).

Le mouvement des parois dépend de plusieurs parameétres, notamment : la
perméabilité du matériau, lintensité de I'excitation, ainsi que le nombre

d'obstacles.

1.3.3 Mécanisme d’aimantation et cycle d’hystérésis

On appelle hystérésis les phénoménes ou les mécanismes irréversibles qui
se produisent lors de I'évolution de I'état du matériau. Le cycle d'hystérésis
magnétique représente la variation de l'induction magnétique (ou de I'aimantation)
d'un matériau en fonction du champ magnétique appliqué. Il fournit des

informations sur les caractéristiques magnétiques intéressantes d'un échantillon.

K M {L ¥l

H=0 I
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Figure 1.8 : Courbe de premiére aimantation (OA), et cycle d’hystérésis
(ABCDEFA) d’un matériau ferromagnétique [25].
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En général, d'un point de vue pratique, on utilise le cycle d'hystérésis des
matériaux magnétiques pour obtenir certaines grandeurs physiques telles que
I'aimantation a saturation (Ms), I'aimantation rémanente (Mr) et le champ coercitif
(Hc). Lorsqu’on place ce matériau ferromagnétique dans un champ H externe, les
parois vont se déplacer de maniere a renforcer ce champ H extérne. Si
H augmente considérablement, le domaine favorablement orienté occupera tout le
volume du matériau qui sera alors aimanté a saturation. La courbe ci-dessous

représente le cycle d'hystérésis du matériau ferromagnétique (figure 1.8).

Lorsque H augmente a partir de zéro, les parois de Bloch se déplacent,
entrainant une aimantation de I'échantillon. Quand H est suffisamment intense
(Hs), un seul domaine occupe tout I'échantillon. L’aimantation correspondante est
I'aimantation a saturation (Ms). Si on diminue H, on oblige les parois a se déplacer
a nouveau. Le mouvement de retour n'est pas le méme que celui suivi lorsque H
augmentait car une partie du mouvement des parois est irréversible (en raison des
défauts cristallins). L’aimantation qui reste lorsque H est nul s’appelle aimantation
rémanente a saturation (Mr). Le champ nécessaire pour annuler cette aimantation
s'appelle le champ coercitif (Hc). Le champ permettant d’annuler I'aimantation
rémanente s'appelle le champ coercitif rémanent (Hc). La courbe d’aimantation
ainsi obtenue est une boucle d’hystérésis ou cycle d’hystérésis (ABCDEFA); les
paramétres caractéristiques de cette boucle sont les grandeurs Ms (Hs) et Hc.
L’aire du cycle d’hystérésis représente I'énergie dépensée, par unité de volume du
matériau, pour réorienter les moments magnétiques des domaines et déplacer les
parois de Bloch, au cours d’'un cycle complet de variation du champ magnétique
externe [25].

1.3.4 Les différentes formes du cycle d’hystérésis

Les cycles d’hystérésis peuvent prendre diverses formes, qui peuvent varier

fortement d'un matériau magnétique a l'autre.

Pour les matériaux ferromagnétiques et ferrimagnétiques, on distingue deux
grandes classes de matériaux magnétiques en fonction de la forme du cycle
d'hystérésis et de la valeur du champ coercitif : les matériaux magnétiques doux et

les matériaux magnétiques durs. Dans la (figure 1.9), les cycles d'hystérésis
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caractéristiques des matériaux magnétiques durs (a) et doux (b) sont présentés ;

la courbe de premiere aimantation est indiquée avec une ligne en pointillé.

M M
M
“He 2 H. H He IHC H
“M, Jj*ml
(a) (b)

Figure 1.9 : Cycle d’hystérésis pour un matériau magnétique dur (a) et un

matériau magnétique doux (b) [47]
a) Matériaux magnétique doux :

Les matériaux magnétiques doux se caractérisent par un cycle d'hystérésis
étroit et possédent une trés grande perméabilité. lls s'aimantent et se
désaimantent facilement ; le champ coercitif ne dépasse pas 103A/m [48]. Pour
obtenir un bon matériau magnétique doux, les parois de domaine doivent bouger
facilement sous l'action du champ magnétique appliqué. Par conséquent, ces
matériaux doivent avoir une faible quantité d'impuretés et de défauts. De
nombreux matériaux magnétiques doux sont utilisés, tels que le fer pur, les
alliages Fe-Ni (permalloy), les alliages Fe-Si, les alliages Fe-Al, les alliages Fe-Co,
etc. [48].

b) Matériaux magnétiques durs :

Les matériaux durs présentent des cycles d'hystérésis extrémement larges.
Il s'agit d'aimants permanents qui ne se désaimantent pas facilement et qui ont
une faible perméabilité ainsi qu'une forte valeur de champ coercitif (généralement
supérieure a 104 A/m) [48].
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Dans le cadre de notre étude, nous nous intéressons au comportement des
matériaux ferromagnétiques doux. Ces matériaux doux possédent un champ
coercitif faible (en général inférieur a 1000A/m). Lorsque le champ extérieur varie,
tres peu d'obstacles s'opposent au déplacement des parois de Bloch et a la
réorientation des domaines magnétiques. En d'autres termes, ces matériaux
présentent peu de défauts dans leur structure cristalline ainsi qu'une anisotropie
réduite. lls sont caractérisés par une trés haute perméabilité, une induction a
saturation Bs élevée et de faibles pertes par hystérésis. Les matériaux
magnétiques doux peuvent étre aimantés facilement a l'aide de champs
magneétiques faibles. lls sont utilisés dans les noyaux (ou circuits magnétiques)
des transformateurs, des moteurs et des générateurs, dans les inductances de

précision des circuits électroniques, les écrans magnétiques, etc.

1.4 Travaux antérieurs sur les propriétés structurales et magnétiques des alliages

Fe-Ni nanocristallins obtenus par mécanosynthése.

Plusieurs chercheurs ont étudié les propriétés microstructurales et
magnétiques des alliages Fe-Ni élaborés par mécano synthése. D’aprés la
littérature, nous avons constaté que ces propriétés dépendent de la composition et
des conditions d’élaboration (composition de l'alliage, vitesse de broyage, temps
de broyage, etc.). A cet égard, nous citerons quelques résultats des travaux de
recherche qui ont été obtenus sur les alliages nanostructurés Fe-Ni obtenus par

mécanosynthése.

1.4.1 Propriétés structurales

1.4.1.1 Influence de la durée de broyage

Djekoun et al. [49] ont élaboré par mécanosynthése les compositions Fego-
oNix (x = 22, 26, 30, 50 at %) jusqu'a 96 h de broyage au moyen d’'un broyeur
planétaire de type Fritsch (Pulvérisette P7). La figure 1.10 présente I'évolution de
la taille des cristallites D et de la microdistorsion e en fonction du temps de
broyage pour le composé Fe-50 % Ni. Les auteurs ont observé que la taille des
cristallites décroit de fagon monotone tandis que la microdistorsion augmente

avec l'augmentation de la durée de broyage.
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Figure 1.10 : Variation de D et € de Fe-50 % Ni pour différents temps de broyage
[49]

Hamzaoui et al. [50] ont élaboré dans un broyeur planétaire des alliages

Fe-10%Ni et Fe-20%Ni. La figure 1.11 donne I'évolution du paramétre de maille

en fonction de la durée de broyage.

a (nm)

0.2871

0.2869
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Figure 1.11 : Evolution du paramétre de maille en fonction de la durée de broyage
des alliages Fe-10%Ni et Fe-20%Ni. [50]
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lIs ont observé que la diminution de la taille des grains entraine une
augmentation des paramétres de maille, ce qui se traduit par une augmentation de
la fraction volumique des joints de grains. Par conséquent, la structure moins
dense des joints de grains peut exercer une pression négative sur les interfaces,
ce qui peut entrainer une augmentation des paramétres de maille. On remarque
également que les paramétres de maille augmentent lorsque la teneur en nickel

augmente.

1.4.2 Influence de la vitesse de broyage

Kh. Gheisari et al. [51], ont étudié l'influence de la vitesse des jarres w sur
les propriétés structurales du composé Fe—45%Ni pendant 24 heures de broyage
effectué a I'aide d’'un broyeur planétaire a déférentes vitesse du plateau 2 avec un

rapport des vitesses|w|/2 = 1.65.
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Figure 1.12 : Taille des particules (um) et taille des cristalites (nm) de Fe-45%Ni

en fonction de la vitesse de rotation des jarres [51]

Ces auteurs ont constaté que, lorsque I'énergie cinétique augmente et que
la vitesse de broyage dépasse 250 rpm (w), les phénomeénes de soudage a froid
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deviennent prédominants par rapport aux phénoménes de fragmentation, la taille
des particules sont tendance a se souder et former des grosses particules, les
fragments générés par ce mécanisme entrainent une réduction de la taille des

grains, comme illustré dans la figure 1.12.

1.4.2 Propriétés magnétiques

1.4.2.1 Influence de la durée de broyage

Dans la figure 1.13, Jartych et al. [52] présentent I'évolution de I'aimantation
a saturation en fonction de la durée de broyage des alliages Fe-20%Ni, Fe-35%Ni
et Fe-50%Ni obtenus par mécanosynthése avec un broyeur planétaire. lls ont
observé que l'aimantation a saturation augmente avec la durée de broyage. Cette
augmentation est le résultat de la diminution de la taille des grains (lorsque la
durée de broyage augmente, la taille des grains diminue), atteignant 10 nm aprés
50 heures de broyage.
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Figure 1.13 : Aimantation a saturation pour les alliages 20%Ni, 35%Ni et 50%Ni
en fonction du temps de broyage [52].
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Ces grains deviennent des domaines magnétiques éliminant ainsi
l'influence des parois de Bloch. Ces auteurs ont également montré que les valeurs
de l'aimantation a saturation décroissent lorsque la teneur en nickel augmente.
Cette augmentation de l'aimantation est principalement liée a la formation de
I'alliage [53].

Dans une autre étude, Guitoum et al [34] ont étudié le composé FesoNisg,
élaboré dans un broyeur planétaire de type Retsch PM400. En ce qui concerne le
comportement du champ coercitif Hc, ils ont constaté a partir de la figure 1.14, que
pour un temps de broyage, t, inférieur a8 h, Hc augmente lorsque t augmente.
Cependant, pour t > 8 h, Hc augmente (diminue) de fagon monotone pour les
alliages FesoNisp (FegoNiyp). L’augmentation de Hc au début de la formation
(0 <t < 8h)du composé semble étre liée a 'augmentation des contraintes dans
les deux cas. De plus, au début de la formation du composé FesoNisg, la valeur
minimale de Hc égale a 4.03 Oe a été enregistrée pour un temps de broyage de
8 h. Cependant pour I'alliage FegoNizo, la valeur minimale de Hc égale a 4.23 Oe a

été atteinte aprés 36 h de broyage et pour une taille des grains de l'ordre de

11 nm.
40
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Figure 1.14 : Variation du champ coercitif en fonction de la durée de broyage pour
les deux alliages FesoNisg et FeggNizg. [34]
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1.4.2.2 Influence de la composition

KUHRT et al [54] ont étudié I'évolution de I'aimantation a saturation Ms et du
champ coercitif Hc en fonction de la composition de nickel dans un broyeur
planétaire type P5, et cela pour différentes intensités de broyage. lls ont remarqué
d’apres la figure 1.15 que I'aimantation a saturation décroit lorsqu'on passe de la
région riche en fer a celle riche en nickel, avec une déviation aux alentours de 30

% Ni pour une intensité de 9, de 40% Ni pour une intensité de 7 et de 50% Ni pour
une intensité de 5.
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Figure 1.15 : Evolution de I'aimantation a saturation en fonction de la teneur en

nickel pour différentes intensités de broyage [54]
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Khurt et al. [54] ont étudié également I'évolution champ coercitif en fonction
de la composition du nickel pour différentes intensités de broyage, ils ont constaté
d’apres la figure 1.16 que le changement de l'intensité de broyage n’a pas d’effet
sur le comportement de la coercivité. Les valeurs élevées du champ coercitif sont
dues aux fortes microdistorsions causées par le processus d’élaboration. Le
maximum du champ coercitif est de 2000 A/m et le minimum est de ~ 400 A/m,
situé a une composition correspondant a 80%Ni. lls ont conclu que la
meécanosynthése n'est pas appropriee pour [|'élaboration de matériaux

magnétiquement doux a cause des microdistorsions engendrées.
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Figure 1.16 : Evolution du champ coercitif en fonction de la teneur en nickel pour

différentes intensités de broyage [54]

1.5 Application des AG-ANN dans la mécanosynthése

L'algorithme génétique est un outil d'optimisation trés puissant qui permet
de trouver de bonnes solutions pour les problemes les plus complexes de
plusieurs parametres. De plus, il s'agit d'une technique couramment utilisée qui
utilise les résultats des réseaux de neurones comme entrée de l'algorithme

génétique pour déterminer les conditions optimales lors de la mécanosynthése.
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Torabi et al [55] ont utilisé différents pourcentages en poids de Cr et
différents temps de broyage pour synthétiser un composé nanostructuré Cu-Cr
préparé par broyage mécanique a haute énergie. Tout d'abord, un réseau
neuronal artificiel a rétropropagation a été développé pour prédire la micro-dureté.
Ensuite, un algorithme génétique a été développé pour spécifier les paramétres
qui permettent d'obtenir la dureté maximale des alliages Cu-Cr.

Zeraati et al [56] ont utilisé des réseaux de neurones combinés avec des
algorithmes génétiques multi-objectifs pour optimiser et améliorer les propriétés
magneétiques et structurelles d'un alliage ternaire nanostructuré FeCoNi préparé
par mécanosynthése. lls ont utilisé le pourcentage pondéral de Fe, Co et Ni en
tant qu'éléments d'alliage, le temps et la vitesse de broyage, le temps et la
température de recuit, ainsi que le rapport bille/poudre (RBP) comme parameétres
d'entrée pour prédire les paramétres de sortie, a savoir la taille des grains, la

saturation de lI'aimantation et la coercivité.

Mahdavi et al [57] ont utilisé un réseau neuronal artificiel (ANN) et un
algorithme génétique (GA) pour trouver les conditions optimales (température de
frittage, temps de frittage, pression de compactage, temps de broyage et vitesse
de rotation des jarres) permettant d'atteindre la dureté maximale de I'AI6061
renforcée par des nanotubes de carbone multiparois (MWCNT). lls ont examiné
différentes architectures neuronales pour déterminer la structure optimale du
modele, c'est-a-dire la structure neuronale qui donne une bonne corrélation. La
structure trouvée a été utilisée comme fonction d'ajustement pour I'algorithme
geénétique. Apres comparaison avec les données expérimentales, ils ont conclu
que le modele GA-ANN est une méthode puissante pour trouver les conditions
optimales de préparation de I'AI6061-MWCNT.

Yazdanmehr et al [58] ont développé un modele théorique basé sur un
réseau neuronal artificiel (ANN) et un algorithme génétique (GA) pour optimiser
les propriétés magnétiques des poudres nanocristallines Fe-Si préparées par
mécanosynthése. Le modéle ANN a été utilisé pour corréler le temps de broyage,
la composition chimique, la vitesse de broyage et le rapport bille/poudre (BPR) a
la coercivité et a la taille des cristallites des poudres. En combinant les deux

méthodes (GA-ANN), ils ont pu trouver les conditions optimales pour obtenir une
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coercivité minimale et une taille de cristallite minimale. Aprés comparaison avec
les données expérimentales, ils ont conclu que ['algorithme GA-ANN est une
méthode utile, efficace et solide pour trouver les conditions de broyage et la
composition chimique optimale. Cette méthodologie permet de réduire le nombre
d'essais expérimentaux nécessaires pour optimiser le comportement magnétique
des poudres Fe-Si nanocristallines.
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CHAPITRE 2

OPTIMISATION PAR ALGORITHMES GENETIQUES

2.1 Introduction

Les ingénieurs et concepteurs sont quotidiennement confrontés a des
probléemes technologiques de plus en plus complexes, qui surviennent dans des
secteurs trés divers. Le probleme a résoudre peut souvent étre considéré comme
un probleme d'optimisation dans lequel une ou plusieurs fonctions objectives, ou
fonctions de colt, sont définies et cherchées a étre minimisées (ou maximisées)
par rapport a I'ensemble des paramétres concernés [59]. La résolution de ce type
de probléme a conduit au développement de méthodes de résolution de plus en
plus performantes, parmi lesquelles on compte les algorithmes génétiques.

Ce chapitre est organisé en trois parties. La premiére partie est consacrée
aux algorithmes génétiques en tant que méthode d'optimisation mono-objectif.
Aprés une présentation générale du principe de fonctionnement d'un algorithme
geénétique, nous décrirons en détail ses différentes composantes. La deuxieéme
partie est consacrée a la programmation génétique, une méthode introduite par
[60], dont le modéle s'inspire des algorithmes génétiques et vise a créer
automatiquement un programme pour résoudre un probleme. Elle suit le méme

schéma qu'un algorithme génétique [61].

Enfin, la derniére partie traite de I'optimisation multi-objectifs par le biais des
algorithmes génétiques. Nous commencerons d'abord par un bref rappel des
spécificités d'un probleme a plusieurs obijectifs, puis nous évoquerons le concept
de dominance et la notion d'optimalité au sens de Pareto, qui caractérisent cette
classe de problemes. Enfin, nous détaillerons I'algorithme élitiste (NSGA-II) qui

sera utilisé dans la suite de ce travail.
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2.2 Probléme d'optimisation

Un probléme d'optimisation se définit comme la recherche du minimum ou
du maximum d'une fonction donnée. On peut également trouver des problémes
d'optimisation pour lesquels les variables de la fonction a optimiser sont
contraintes a évoluer dans une certaine partie de I'espace de recherche. Dans ce
cas, il s'agit d'un probléme d'optimisation sous contraintes [62].

Un probléme d’optimisation mono-objectif se définit par :

- Une fonction objective (de colts) a optimiser (minimiser ou maximiser),
- Des variables de décision et leurs espaces de recherche,
- Un ensemble de contraintes a respecter.

D'une maniére générale, un probléme d'optimisation mono-objectif peut étre

écrit sous la forme générale suivante :

Min f(x)
9i(x;) <0 i=1,..p
{hj(xk)zo j=1,...,q (1.1)

Xkmin =< Xk =< Xkmax
Ou:
f (x;) est le critére a minimiser, également appelé fonction objectif

x; est un vecteur a n variables. Ces variables sont les paramétres du probléme a

optimiser.
gi(xx) et hi(x,) représentent respectivement les contraintes d'inégalité et
d’égalité.

Xemin €1 Xkmax désignent les contraintes du domaine qui délimitent I'espace de

recherche.

La solution d’un probléme d’optimisation est alors donnée par un ensemble
de paramétres pour lesquels la fonction objective présente une valeur minimale,

en respectant les contraintes d’égalité et d’inégalité.
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2.3 Algorithmes génétiques mono-objectif

Les algorithmes génétiques (AG) développés par John Holland [63]
présentent des qualités intéressantes pour la résolution de problémes

d’optimisation complexes.

Leurs fondements théoriques ont été exposés par Goldberg [64]. lIs tentent
de simuler le processus d'évolution des espéces dans leur milieu naturel : une
transposition artificielle des concepts basiques de la génétique et des lois de
survie énoncées par Darwin. L'algorithme génétique représente un individu par un
code, c'est-a-dire un ensemble de données (appelées chromosomes) qui

identifient complétement cet individu.

La reproduction est, dans ce domaine, un tirage aléatoire de chromosomes
de deux individus, donnant naissance a des individus enfants ayant une empreinte
génétique nouvelle, héritée des parents. La mutation génétique est caractérisée
dans le code génétique de l'enfant par I'apparition d'un nouveau chromosome,

inexistant chez les individus parents [65].

Ce phénomeéne génétique d'apparition de "mutants" est rare, mais il permet
d'expliquer les changements dans la morphologie des espéces, toujours dans le
sens d'une meilleure adaptation au milieu naturel. La disparition de certaines
espéeces est expliquée par "les lois de survie" selon lesquelles seuls les individus
les mieux adaptés auront une longévité suffisante pour générer une descendance.
Les individus peu adaptés tendent a disparaitre. C'est une sélection naturelle qui
conduit, de génération en génération, a une population composée d'individus de

plus en plus adaptés.

Un algorithme génétique est construit de maniére tout a fait analogue. Dans
I'ensemble des solutions d'un probléme d'optimisation, une population de taille N
est constituée de N solutions (les individus de la population) qui sont
convenablement marquées par un codage qui les identifie complétement. Une
procédure d'évaluation est nécessaire pour déterminer la force de chaque individu
de la population. Ensuite, une phase de sélection (qui sélectionne les individus en

fonction de leur force) et une phase de recombinaison (utilisant des opérateurs
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artificiels de croisement et de mutations) générent une nouvelle population
d'individus, qui ont de bonnes chances d'étre plus forts que ceux de la génération
précédente. De génération en génération, la force des individus de la population
augmente et aprés un certain nombre d'itérations, la population est entiérement
composeée d'individus forts, c'est-a-dire de solutions quasi-optimales du probleme
posé.

Le fonctionnement d'un GA est basé sur les phases suivantes [66]:

1. Initialisation: une population initiale de taile N chromosomes est tirée

aléatoirement.
2. Evaluation: chaque chromosome est décodé puis évalué.

3. Reproduction: création d’'une nouvelle population de N chromosomes en
utilisant une méthode de sélection appropriée.

4. Opérateurs génétiques: croisement et mutations de certains chromosomes au

sein de la nouvelle population.

5. Retour a la phase 2 tant que la condition d’arrét du probléeme n’est pas
satisfaite.

2.3.1 Codage et population initiale

Tout d'abord, il est nécessaire de représenter les différents états possibles
de la variable dont on cherche la valeur optimale sous une forme utilisable pour un
AG : c'est le codage. Cela établit une connexion entre la valeur de la variable et
les individus de la population, imitant ainsi la transcription génotype-phénotype qui
existe dans le monde vivant. Il existe principalement trois types de codage : le

codage binaire, le codage réel et le codage en base n.

2.3.1.1 Codage binaire

Ce codage a été le premier a étre utilisé dans le domaine des AG. Il
présente plusieurs avantages : un alphabet minimum {0,1}, une facilité de mise en
place des opérateurs génétiques et des fondements théoriques existants.

Néanmoins, ce type de codage présente quelques inconvénients:
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1. Les performances de ['algorithme sont réduites pour les probléemes
d'optimisation de grande dimension nécessitant une haute précision numérique.
Pour de tels problemes, les GA basés sur les chaines binaires ont des

performances limitées, comme le montre Michalewicz [67].

2. La distance de Hamming entre deux nombres voisins (nombre de bits
différents) peut étre assez grande dans le codage binaire : I'entier 7 correspond a
la chaine 0111 et la chaine 1000 correspond a I'entier 8. Or, la distance de
Hamming entre ces deux chaines est de 4, ce qui entraine souvent une

convergence plutét que I'obtention de la valeur optimale.

2.3.1.2 Codage réel

Il a le mérite d’étre simple. Chaque chromosome est en fait un vecteur dont
les composantes sont les paramétres du processus d’optimisation. Par exemple,
si on recherche I'optimum d’une fonction de n variables f(xq,x,...,xX,_1,%,), ON

peut tout simplement utiliser un chromosome ch contenant les n variables :

ch: X, Xy Xp_1 Xn

Avec ce type de codage, la procédure d’évaluation des chromosomes est
plus rapide grace a I'absence de I'étape de transcodage (du binaire vers le réel).
Les résultats donnés par Michalewicz [59] montrent que la représentation réelle
conduit souvent a une meilleure précision et un a gain important en termes de

temps d’exécution.

2.3.1.3 Codage en base n

Dans ce type de codage, les génes constituant un chromosome sont des
chiffres exprimés dans une base de numération n, ce qui permet de représenter n

valeurs discrétes.

L’algorithme génétique démarre avec une population composée de N
individus dans le codage retenu. Le choix des individus conditionne fortement la
rapidité de I'algorithme. Si la position de 'optimum dans I'espace de recherche est
totalement inconnue, il est intéressant que la population soit répartie sur tout

'espace de recherche. Si, par contre, des informations a priori sur le probleme
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sont disponibles, il parait évident de générer les individus dans un espace
particulier afin d’accélérer la convergence. Disposant d’une population initiale
souvent non homogeéne, la diversité de la population doit étre entretenue au cours
des générations afin d’explorer le plus largement possible I'espace de recherche.

C’est le role des opérateurs de croisement et de mutation.

2.3.2 Opérateur de croisement

Le croisement est le principal opérateur agissant sur la population des
parents. |l permet de créer de nouveaux individus par I'échange d’informations
entre les chromosomes par le biais de leur combinaison. La population courante
est divisée en deux sous populations de méme taille (N/2) et chaque couple
formé par un membre provenant de chaque sous-population participe a un
croisement avec une probabilité (pc) souvent supérieure a 0,5. Si le croisement a
eu lieu entre deux chromosomes parents (ch,et ch,), constitués de [ genes, on
tire aléatoirement une position de chacun des parents. Ensuite on échange les
deux sous chaines terminales de chacun des chromosomes, ce qui produit deux

enfants ch; et ch, comme indiqué sur la figure 2.1

Figure 2.1 : Croisement en un seul point

Dans notre exemple, figure 2.1, un croisement localisé a la quatrieme
position a eu lieu entre les chromosomes ch; et ch,: il s’agit d’'un croisement en un
seul point. Ainsi, on peut étendre ce principe de combinaison en choisissant non

pas un seul point, mais 2, 3, etc...(croisement en multipoints) [68].

Ce type de croisement est tres efficace et peut s’étendre a n'importe quel

type de chaines (réelles, en base n, etc...). Néanmoins certains auteurs [69]



47

préférent utiliser dans le cas des chaines réelles, un croisement de type
barycentre (appelé croisement arithmétique): deux génes ch,(i) et ch,(i) sont
sélectionnés dans chacun des parents a la méme position i. lls définissent deux

nouveaux ch; (i) et chj (i) par combinaison linéaire :

{ch;(i) = ax chy (i) + (1 — @) X chy (1) (2.2)

chy(i) = (1 — a) X chy (i) + a X ch, (i)

Ou a est un paramétre de pondération aléatoire qui prend généralement ses

valeurs dans l'intervalle [0, 1].

Quoi qu’il en soit, il se peut que l'effet de 'opérateur de croisement soit
insuffisant pour assurer une meilleure exploration de I'espace de recherche. Ainsi
dans le cas du codage binaire, certaines chaines peuvent totalement disparaitre
de la population. Par exemple, si aucun chromosome de la population initiale ne
contient de 1 en premiére position et que ce 1 fait partie de la chaine optimale a
trouver, aucun croisement ne peut faire apparaitre cet élément. Ce dernier ne peut
s’introduire dans la population que si I'on introduit un autre opérateur et C’est,

entre autres, pour remédier a ce probléme que I'opérateur de mutation est utilisé.

2.3.3 Opérateur de mutation

Le réle de cet opérateur est de modifier aléatoirement la valeur d’'un géne
dans un chromosome. Dans le cas du codage binaire, chaque bit a; € {0,1} est

remplacé par son complémentaire a, = 1 — a;.

ch: |1)0{1/0/ 1| =) ch: |1(0/0 0|1

I

Geéne a muter

Figure 2.2 : Principe de I'opérateur de mutation

Dans I'exemple de la figure 2.2, une mutation a eu lieu sur le troisieme

gene du chromosome ch et elle I'a transformé de 1 en 0.
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Pour les chaines codées en bas n, la mutation consiste a remplacer le

gene initial par un chiffre en base n tiré au sort.

Dans le cas d’un codage réel, on utilise principalement deux opérateurs de
mutation: la mutation uniforme et la mutation non uniforme [70]. En supposant une
probabilité de mutation fixée p,,, un tirage au sort pour chaque géne x; d’un
chromosome ch permet de décider si ce géne doit étre modifi€¢ ou non. Nous
supposons que le géne prend ses valeurs dans un intervalle [x*", x"%*]. Pour la
mutation uniforme, qui est une simple extension de la mutation binaire, on
remplace le gene x; sélectionné par une valeur quelconque x, tirée aléatoirement

dans l'intervalle [x*", x4¥].

2.3.4 Fonction d’évaluation

Un algorithme génétique nécessite généralement la définition d’une fonction
rendant compte de la pertinence des solutions potentielles, a partir des grandeurs
a optimiser. Cette fonction sera utilisée par les processus de sélection pour
favoriser les individus les mieux adaptés, c’est a dire dit les meilleures solutions
au probléme. L'évaluation représente donc la performance de l'individu par rapport
au probléme a résoudre. De ce fait, cette fonction est en lien avec la fonction
objectif de ce dernier. Aucune regle n’existe pour définir cette fonction
d'évaluation. Tout comme le choix du mode de représentation des solutions, le
choix du mode d'évaluation a un impact important sur la maniere dont I'algorithme
va parcourir I'espace de recherche, et donc sur les solutions qu'il renverra

finalement.

2.3.5 Opérateur de sélection

La sélection crée une population intermédiaire constituée de copies des
individus de la population courante. En régle générale, le nombre de copies d’'un
individu est directement lié a la fithess relative de lindividu au sein de la
population. Il existe plusieurs méthodes heuristiques qui représentent la
reproduction, la méthode la plus connue et la plus utilisée étant la sélection par
roulette biaisée (roulette wheel selection) de Goldberg [71]. Selon cette méthode,
chaque chromosome est copié dans la nouvelle population proportionnellement a

sa fitness. On effectue en quelque sorte, autant de tirages avec remise qu'il y a
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d’éléments existant dans la population. Ainsi, pour un chromosome particulier ch;
de fitness f(ch;), la probabilité de sa sélection dans la nouvelle population de taille
N est:
N — _ flchi)
plch) = o 2 (2.3)
Plus un individu est performant par rapport aux autres, plus il a de chances
d'étre reproduit dans la population. Les individus ayant une grande fitness relative

ont donc plus de chances d'étre sélectionnés. On parle alors de sélection
proportionnelle.

Le nombre de copies attendu pour chaque individu résultant de la sélection

est alors égal a:

f(chy) f(chy)
=— 2.4
IV Feenpy  f (24)

n; =N Xp(ch;) =

L'inconvénient majeur de ce type de reproduction réside dans le fait qu'il
peut favoriser la domination d'un individu qui n'est pas nécessairement le meilleur.
Cette méthode peut également entrainer une perte de diversité en favorisant la
domination d'un super-individu. Pour remédier a cet inconvénient, on préfére
souvent des méthodes qui n'autorisent en aucun cas l'apparition de super-
individus. Par exemple, la sélection par tournoi (tournement selection) ou d'autres
méthodes qui impliquent un changement d'échelle (Scaling) et/ou des notions de

voisinage entre chromosomes (Sharing).

2.3.5.1 Sélection par tournoi

On tire aléatoirement deux individus dans la population et on reproduit le
meilleur des deux dans la nouvelle population. On répéte cette procédure jusqu’a
ce que la nouvelle population soit compléte. Cette méthode peut donner de bons

résultats, mais elle a I'inconvénient d’éliminer de bons individus.

2.3.5.2 Sharing

Le principe du sharing consiste a ajuster la fitness des individus pour éviter
gu’ils se concentrent dans une niche principale (optimum globale). La technique
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de partage de la fitness (fitness sharing), introduite par Goldberg et Richardson
[72], réduit la fitness de chaque individu d’un facteur correspondant environ au

taux d’agrégation de la population autour de son voisinage :

f'(chy) =520 (2.5)
Ou le compteur de niche m; se calcule de la maniére suivante:

m; = %74 sh(dy) (2.6)

Ou N désigne la taille de la population et sh mesure la similarité entre deux

individus i et j en fonction de la distance d;; et le rayon de niche gy,

d;i \% i
Sh(dij) = {1 _(goshfzr) St dij.< Ishar (27)
sinon

La figure 2.3 montre deux exemples de répartition de populations dans le
cas d’une fonction multimodale: le premier sans sharing et le deuxiéme avec

sharing.

" o
o -]
o0
oy 4
. / J solutions
solutions. &
%
o
o

Sans sharing Avec sharing
Figure 2.3 : Effet de sharing sur la répartition des solutions

Si le principe de sharing a été utilisé initialement dans l'espace des
paramétres (le critere de distance étant fonction des parameétres), il est tout a fait
possible de I'adapter dans I'espace des objectifs. C’est d’ailleurs cette idée qui est

exploitée dans les algorithmes génétiques multi-objectifs.
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2.3.5.3 Elitisme

La stratégie élitiste consiste a conserver le meilleur individu a chaque
génération. Ainsi I'élitisme empéche I'individu le plus performant de disparaitre au
cours de la sélection ou que ses bonnes combinaisons soient affectées par les
opérateurs de croisement et de mutation. Aprés chaque évaluation de la
performance des individus a une génération t donnée, le meilleur individu de la
génération précédente (t —1) est réintroduit dans la population si aucun des
individus de la génération tn’est meilleur que Ilui. Par cette approche, la
performance du meilleur individu de la population courante est monotone de

génération en génération.

2.4 Programmation Génétique Multi-Géne

La programmation génétique (PG) fait partie les algorithmes
evolutionnaires, elle est basé sur le méme principe d’évolution que les algorithmes
génétiques. La PG posséde plusieurs variantes, dont sa version robuste la
programmation génétique multi-géne MGGP, Cette derniere est congue pour
développer un modéle mathématique empirique, qui est une combinaison linéaire
pondérée d’'un certain nombre d’arbres de GP et est appelée "génes". "Multi-gene"

fait référence a la combinaison linéaire de ces genes [73].

La MGGP est capable de proposer des équations mathématiques
concrétes que les réseaux de neurones ou d’autres techniques ne peuvent pas le
faire [74].

Généralement, les structures évoluées par la programmation génétique
sont représentées par I'une des trois formes suivantes : sous forme linéaire, sous
forme d’arbre ou sous forme de graphe. Dans notre application, c'est la structure
sous forme d'arbre, appelée "arbre syntaxique" et présentée sur la figure 2.4, qui

sera utilisée.

La figure 2.4 montre un exemple de modele MGGP dans lequel le résultat
est représenté par une combinaison linéaire de deux génes développés a 'aide de
trois variables d’entrée (x1,x2,x3). Chaque géne est un modéle non linéaire car il

contient des termes non linéaires (cos(.),log(.)). Les coefficients linéaires (poids)
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de Gene1 et Gene2 (d,et d,) et le biais (d,) du modele sont obtenus a partir des
données d’apprentissage a l'aide d’'une analyse de régression (méthode des

moindres carrés ordinaires).

Gene 1 Gene 2

y = do + dy[cos(zy * x2) — (23/2)] + da[(xg * x3) + log(x; * 2)

Figure 2.4 : Exemple typique d’'un modele MGGP représentée sous forme d’arbre

Pour les opérateurs génétiques, le croisement consiste a sélectionner deux
arbres GP (Parent1 et Parent2) au hasard dans la population du pool
d’accouplement. Un nceud de chaque arbre est sélectionné de maniéere aléatoire,
les sous-arbres situés sous les noeuds sélectionnés sont échangés et deux
descendants (Enfant1 et Enfant2) sont générés. Un exemple du fonctionnement

du croisement est illustré a la figure 2.5.

Par contre, la mutation se concentre sur un parent unique et la modifie pour
former le nouvel enfant. La mutation signifie I'évolution d'une structure
complétement nouvelle déterminée au hasard au nceud sélectionné (c’est-a-dire
que le sous-arbre du nceud choisi est supprimé et qu’'un nouveau est créé au

hasard, en “poussant” vers le point de mutation choisi).
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Parentl Parent2 Enfantl Enfant2

Figure 2.5 : Opération de croisement en MGGP

Ce changement aléatoire ou l'apparition de génes, comme le montre la
figure 2.6, permet a certains programmes de la nouvelle génération de s’éloigner
du chemin évolutif de la population générale afin que différents programmes

puissent étre examinés.

Point de mutation

Figure 2.6 : Opération de mutation en MGGP

L’utilisateur peut décider d’'un compromis entre la précision et la complexité
du modele de prédiction en contrdlant le nombre maximum de génes autorisés
dans chaque individu et la profondeur des arbres dans MGGP, ce qui permet de

faire un compromis entre la simplicité et la précision de la méthode.
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2.5 Optimisation multi-objectifs

Dans la section précédente, nous avons seulement considéré le cas de
probléemes monoobjectif. Cependant, la plupart des probléemes réels sont en fait
des problémes multi-objectifs, c’est-a-dire que I'on cherche a optimiser
simultanément plusieurs critéres qui sont généralement conflictuels (par exemple,
on peut avoir besoin de maximiser la qualité d’'un produit tout en minimisant son
prix de revient). L’optimisation multi-objectif (aussi appelée multicritere) consiste

donc a optimiser simultanément plusieurs fonctions.

On peut formaliser un probléme d’optimisation multi-objectif comme suit :

(Min (FG) = (10, £260), 1o () 2.8)
x€C

Ou n représente le nombre de fonctions objectifs et x = (xq,x,,...,x,,) est le
vecteur représentant les variables de décision. C représente I'ensemble des
solutions réalisables associées a des contraintes d’égalité et d’'inégalité et F(x) est
le vecteur d’objectifs a optimiser (ou criteres de décision) avec n >= 2 comme le
nombre de fonctions objectifs. L'espace des objectifs (ou espace des critéres) est
I'image de l'espace de décision par la fonction objectif F (ou ensemble des points
réalisables Y = F(C)).

On remarque que ce type de probleme n'a pas une seule solution optimale,
mais potentiellement plusieurs, en fonction des objectifs que I'on considére plus ou
moins importants. Il est donc difficile d'établir une définition précise de ce que doit
étre I'optimum. C'est pourquoi on fait intervenir un décideur, qui choisira parmi les

solutions possibles celle qui lui semble la meilleure.

Dans la littérature, on trouve deux classifications différentes des méthodes

de résolution des problémes d'optimisation multiobjectif.

Le premier classement adopte un point de vue centré sur le décideur et
divise ces méthodes en trois familles selon la coopération entre la méthode

d'optimisation et le décideur :
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— Les méthodes a priori : Le décideur intervient avant le processus d'optimisation
et définit ses préférences en pondérant les objectifs en fonction de leur

importance.

— Les méthodes progressives ou interactives : Le décideur affine son choix au fur

et a mesure du processus en écartant ou en favorisant des solutions.

— Les méthodes a posteriori : Le décideur intervient aprés I'optimisation et choisit
la solution qui lui semble la plus intéressante parmi I'ensemble des solutions

fournies par la méthode.

Le deuxiéme classement se base sur la fagon dont les méthodes traitent les
fonctions objectifs. On distingue les méthodes agrégées, les méthodes basées sur
I'équilibre de Pareto, ainsi que les méthodes non agrégées et non Pareto, qui sont

détaillées dans la suite.

2.5.1 Méthodes agrégées

Les méthodes agrégées transforment un probléeme multiobjectif en un
probléme monoobijectif, en regroupant les critéres a optimiser dans une seule
fonction objectif. Les méthodes d’agrégation les plus simples utilisent une fonction
de mise a I'’échelle pour chaque critére, afin de pouvoir les additionner (modéle
additif) ou les multiplier (modéle multiplicatif)

La méthode d'agrégation la plus connue et la plus utilisée est la moyenne
pondérée. Cette méthode consiste a additionner tous les objectifs en leur
attribuant un coefficient de poids. Ce coefficient traduit I'importance relative que le
décideur accorde a chaque objectif :

F(x) = X2 wifi(x) (2.9)
Ou les poids w; = 0 sont tels que Y7, w; =1

Bien que largement utilisée, cette méthode présente toutefois quelques
probléemes. D'un c6té, le décideur doit déterminer a I'avance les poids de chaque
critére, ce qui repose sur sa connaissance du probleme. D'un autre c6été, il doit

étre capable d'exprimer les interactions entre les différents critéres.
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2.5.2 Méthodes basées sur I'équilibre de Pareto

Ces méthodes reposent sur le postulat de V. Pareto [75] : "Il existe un
équilibre tel que I'on ne peut pas améliorer un critére sans détériorer au moins l'un

des autres critéres".

La notion de solution optimale unique dans l'optimisation mono-objectif
disparait pour les problémes d'optimisation multi-objectifs, au profit de la notion
d'ensemble de solutions Pareto optimales, selon le critére de dominance au sens
de Pareto. On appelle front de Pareto (ou surface de compromis) du probleme
I'ensemble des points de I'espace de recherche tels qu'il n'existe aucun point qui
soit strictement meilleur que les autres sur tous les critéres simultanément. Il s'agit
de I'ensemble des meilleurs compromis réalisables entre les objectifs
contradictoires. L'objectif de I'optimisation est d'identifier cet ensemble de

compromis optimaux entre les critéres.
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Figure 2.7: Front et rangs de Pareto pour un probléme de minimisation de deux

objectifs.

La figure 2.7 présente un exemple de front de Pareto. Cependant, il est

important de noter que le front de Pareto peut prendre différentes formes, telles
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que concave, discontinu, etc. Les solutions situées sur le front de Pareto ne
peuvent pas étre comparées, car aucune n'est systématiquement meilleure que
les autres sur tous les objectifs. C'est donc au décideur de choisir la solution a

retenir.

De nombreux algorithmes génétiques ont été développés pour résoudre ce
type de probléme. Parmi les plus significatifs figurent : I'algorithme Multi Objective
Genetic Algorithm (MOGA) [76], l'algorithme Niched Pareto Genetic Algorithm
(NPGA) [77], qui utilise une sélection par tournoi basée principalement sur la
dominance de Pareto, l'algorithme Non Dominated Sorting Genetic Algorithm
(NSGA) [78], et enfin I'algorithme NSGA-II [79], qui est sans doute I'algorithme le

plus populaire.

2.5.3 Méthodes non agrégées et non Pareto

En général, les méthodes non agrégées et non Pareto traitent séparément
les objectifs dans leur processus de recherche. Elles ne se basent donc sur aucun
des deux principes énoncés précédemment. Un exemple de ce type de méthode
est l'algorithme génétique a évaluation vectorielle (VEGA : Vector Evaluated
Genetic Algorithm), présenté par Schaffer [80]. La seule différence avec un
algorithme génétique classique réside dans le processus de sélection. Si nous
avons m objectifs et une population initiale de n individus, alors la population est
divisée en m sous-populations, chacune contenant les meilleurs individus (n/m)
pour un objectif particulier. Ensuite, la population est reconstruite et les opérateurs
geénétiques de croisement et de mutation sont appliqués.

2.5.4 Etude de l'algorithme génétique multi-objectifs NSGA-II

Les méthodes d'optimisation utilisées dans le domaine de la conception en
ingénierie ont été améliorées au fil du temps en intégrant de nouveaux opérateurs
pour mieux résoudre les problémes d'optimisation multi-objectifs. L'algorithme
NSGA-II, proposé par [79], est mis en ceuvre dans le chapitre 4 pour l'optimisation
multi-objectifs des propriétés nanocristallines. Il s'agit d'une évolution de
I'algorithme NSGA [79] qui intégre un mécanisme d'élitisme et utilise une
technique de nichage simplifiée basée sur un mécanisme d'estimateur de densité

(crowding). Les principales caractéristiques de cet algorithme sont détaillées dans
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les sections suivantes, notamment la méthode de classification des individus, la

définition de la distance de crowding, la description de la méthode de sélection et

la structure de l'algorithme.

1. Classification des individus

Avant la sélection, chaque individu de la population se voit attribuer un rang

correspondant au front auquel il appartient. Les individus non dominés de la

population appartenant au front optimal (1er front) regoivent un rang égal a 1. Ces

individus sont ensuite retirés de la population et I'opération est répétée pour les

fronts successifs en incrémentant le rang.

\ 3éme front
(rang = 3)

"\‘.- O“"\‘ 2éﬂ.E fr()ﬂt
Ts...2 (rang =2)

o 1% front (Pareto-optimal)

_:"' =\ (rang=1)

»
5

Figure 2.8 : Classification des individus selon le rang de Pareto.

2. Distance de crowding

La distance de crowding d’'une solution i (ou d’'un individu) est calculée en

fonction du périmétre formé par les solutions du méme front les plus proches de i

sur chaque objectif. La figure 2.9 montre une présentation a deux dimensions

associée a la solution i. Le calcul de la distance de crowding nécessite tout

d’abord le tri des solutions selon chaque objectif, dans un ordre ascendant.
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Ensuite, pour chaque objectif, les individus possédant les valeurs limites (la
plus petite et la plus grande valeur de fonction objective) se voient attribuer a une
distance infinie (o). Pour les autres solutions intermédiaires, on calcule une
distance de crowding égale a la différence normalisée des valeurs des fonctions
objectifs de deux solutions adjacentes. Ce calcul est réalisé pour chaque fonction
objective. La distance de crowding d’une solution est calculée en sommant les

distances correspondantes a chaque objectif.

L’algorithme de la figure 2.10 montre la procédure de calcul de la distance
de toutes les solutions non-dominées de I'ensemble I. Dans cet algorithme, f£i*?
et £i-1 représentent respectivement la valeur de la m*™ fonction objectif de la
solution i + 1 et i — 1, tandis que les paramétres £Y%* et fMn représentent les

valeurs maximale et minimale de la m"*™ fonction objectif.
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Figure 2.9 : Distance de crowding, les cercles noirs représentent les solutions

appartenant au front optimal [79].

Apreés ce calcul, toutes les solutions seront caractérisées par un indice de

nichage (la /-distance).
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3. Opérateur de sélection

La sélection est basée sur un opérateur de comparaison, noté crowded
comparison ( <,), qui utilise les concepts de rang de Pareto et de distance de
crowding présentés précédemment. Cet opérateur guide le processus de sélection

vers les solutions Pareto-optimales.

Algorithm 1 Calcul de la distance de crowding pour chaque solution d’'un
front

1:1 = |I|, nombre de solutions dans le front I

2: Pour chaque solution i poseri[i]gistance = 0, Initialisation des distances.
3: Pour chaque objectif m:

— I = trier(I,m), trier I par ordre croissant selon le critéere m

— I[1]distance = I[l]distance = +oo

— Pouri=2jusqual — 1 faire

I[i]distance = I[i]distance + (f7£l+1 - r#ll_l)/(frrnl/mx + frrnl/”n)

Figure 2.10 : Calcul de la distance de crowding pour chaque solution d’un front.

Chaque solution (i) de la population est identifiée par son rang (i,qng) €t

par sa distance de crowding (igistance)- LOpérateur défini ci-dessous permet

d’identifier un ordre de préférence entre deux solutions i et j :
l <nj st (irang < jrang) ou ((irang = jrang) et idistance > jdistance)) (210)

Lorsqu'il s'agit de deux solutions de rangs différents, on préféere la solution
de rang inférieur (c'est-a-dire appartenant au meilleur front). Si les deux solutions
appartiennent au méme front, on privilégie celle qui est située dans la région ou la
densité de solutions est plus faible, c'est-a-dire celle qui posséde la plus grande
valeur de distance de crowding. Cet opérateur de sélection intensifie donc la
recherche des solutions Pareto-optimales tout en préservant la diversité parmi les

solutions équivalentes.



61

4. Etapes du NSGA-II

Dans cet algorithme, une population de parents (P;) de taille (N) et une
population (Q,) de taille (N) sont assemblées pour former une population(R; =
P, UQ;), comme le montre la figure 2.11. Cet assemblage permet d’assurer
I'élitisme. La population de taille (2N) est ensuite triée selon un critere de non-
dominance pour identifier les différents fronts Fj, F,, etc. Les meilleurs individus
vont se retrouver dans le ou les premiers fronts. Une nouvelle population parent
(P.4+1) est formée en ajoutant les fronts (premier frontF;, second frontF,, etc.) tant
que le nombre d’'individus ajoutés ne dépasse pas la taille limite de I'archive N. Si
le nombre d’individus présents dans (P;;;) est inférieur a (N), un tri selon la

distance de crowding est appliqué au premier front (F;) non inclus dans (P;,;).

Ce tri a pour objectif d’insérer les (N — |P:;1|) meilleurs individus qui
manquent dans la population (P;,,). L’insertion des individus du front Fi se fait par
troncation, relativement au tri effectué pour maintenir un maximum de diversité

dans la population.

Tn selon la
dominance Tn selon la distance Py,
de crowding Noavelle
F b population
Py E, enfant Qi
2 est crée par :
F; Sélection
Croisement
S [ — | . -E> = Mutation

Q

Individus rejetés

4_

100

Boucle sur la génération

Figure 2.11 : Principe de l'algorithme NSGA-II [79].
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Une fois que les individus appartenant a la population (P;,,) sont identifiés,
une nouvelle population enfant (Q.,,) est créée par sélection, croisement et
mutation. La sélection par tournoi est utilisée mais le critere de sélection est
maintenant basé sur I'opération de comparaison <,, défini précédemment (1.6). Le
processus continu d’une génération a la suivante, jusqu’a ce que un critere d’arrét
soit vérifié.

Aprés initialisation aléatoire de la population initiale P,, une itération de

NSGA-Il se déroule comme suit :

1. Créer Q.a partir de P.en utilisant le tournoi et en appliquant des opérateurs de

variation génétique aux individus gagnants.

2. Réunir les populations des parents et des enfants R, = P, U Q,.Trier 'ensemble

résultant R.en sous-ensemble F;

3. Soit une nouvelle population P,,,; = ¢. Soit le compteur des sous-ensembles

non-dominés.
i =1.
4. Tantque |Piyq| + |F;| < N,Pey1 =Py UF; eti =i +1.

5. Ordonner l'ensemble F;selon les “distance d’encombrement” (crowding
distance) et Inclure (N — |P,,|)solutions ayant les valeurs de distance les plus

grandes dans la population P; ;.

Il est important de noter que le tri de R,en sous-ensembles non-dominés fait
en stade 1 et le remplissage de la population P;, peuvent étre effectués
simultanément. Chaque fois qu’'un nouveau front est trouvé on vérifie s’il peut
rentrer dans P;,;entierement si ce n'est pas le cas, le processus du ranking

s’arréte.

2.6 Conclusion

Dans ce chapitre, nous avons décrit le fonctionnement et les différents

opérateurs d'un algorithme génétique mono-objectif. Nous avons également



63

abordé le probléme de I'optimisation multi-objectifs et présenté quelques
algorithmes génétiques de résolution mentionnés dans la littérature. Parmi les
algorithmes examinés, on trouve NSGA-Il, qui est actuellement l'une des

techniques de référence garantissant la diversité des solutions Pareto optimales.
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CHAPITRE 3

RESEAUX DE NEURONES

3.1. Introduction

Depuis quelques années, les réseaux de neurones connaissent un succes
croissant dans divers domaines des sciences de l'ingénieur, y compris celui des

matériaux nanocristallins.

Les réseaux de neurones artificiels (ANN) sont des systemes paralléles et
distribués de traitement de l'information inspirés par le fonctionnement du cerveau
humain. Ce chapitre présente le principe de fonctionnement des ANN, leurs
différentes algorithmes d'apprentissage, ainsi que les facteurs affectant
I'application réussie des ANN de type feedforward, en particulier les perceptrons
multicouches (MLP, Multi Layer Perceptron) comme approximateurs universels de

fonctions.

lls présentent deux similitudes avec le cerveau humain :

- La connaissance est acquise par le réseau a travers un processus
d'apprentissage.
- Les forces de liaison entre neurones (poids synaptiques) sont utilisées pour

stocker la connaissance acquise.

Dans ce chapitre, nous nous limitons a une présentation succincte des
notions fondamentales des ANN et du vocabulaire nécessaire a la compréhension
des parties suivantes de cette thése.
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3.2. Notions sur les réseaux de neurones artificiels

3.2.1. Neurone biologique et neurone artificiel

Les réseaux neuronaux artificiels sont inspirés du fonctionnement des
neurones biologiques pour le traitement de l'information. Ce concept est utilisé
pour simuler des processus massivement paralléles avec des éléments de
traitement connectés dans une architecture de réseau. Dans le cerveau humain,
I'apprentissage se produit a travers un réseau de neurones connectés par l'axone,

les synapses et les dendrites (figure 3.1) [81].

Dendrites

Synapses

\ N

Corps cellulaire ou soma

Figure 3.1 : Neurone biologique [81]

Le neurone biologique est composé d'un corps cellulaire et d'un noyau. Les
dendrites se ramifient a partir du corps cellulaire. Les dendrites acheminent
I'information de I'extérieur vers le soma, qui est le corps du neurone. L'information
traitée par le neurone est ensuite transmise aux autres neurones le long de
l'axone. La jonction entre deux neurones est appelée synapse. Les dendrites
recueillent les signaux électrochimiques ou les potentiels d'action provenant
d'autres cellules ou de I'extérieur via les synapses, et les acheminent vers le corps
cellulaire ou le soma. En plus de son rdle dans le métabolisme de la cellule, le
soma collecte et concentre les informations et en fait une sommation. Si le
potentiel somatique dépasse un certain seuil, un potentiel d'action est émis, ce qui

correspond a une oscillation électrique trés breve. L'axone est un prolongement
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cellulaire chargé de transmettre l'information nerveuse a d'autres cellules via les

synapses grace a son arborisation terminale.

Les synapses se trouvent au niveau du contact entre les neurones. Elles
convertissent les impulsions nerveuses en signaux chimiques, c'est-a-dire en
molécules de neurotransmetteurs. Lorsqu'un potentiel d'action atteint I'extrémité
d'un axone, une quantité de neurotransmetteurs est libérée dans lintervalle
synaptique. Le nombre de synapses par neurone varie considérablement, allant

de plusieurs centaines a une dizaine de milliers [81].

Le neurone artificiel (figure 3.2) recoit des entrées qui sont analogues aux
impulsions électrochimiques que les dendrites des neurones biologiques regoivent
d'autres neurones. Il est donc un opérateur mathématique trés simple qui traduit la
représentation mathématique d'un neurone biologique. Il posséde des entrées qui
peuvent étre les sorties d'autres neurones ou des signaux extérieurs, et une sortie.
La valeur de la sortie résulte du calcul de la somme des entrées, pondérées par
des coefficients (poids synaptiques), et du calcul d'une fonction non linéaire
bornée de cette somme pondérée. Cette fonction (fonction d'activation) est le plus

souvent une fonction sigmoide ou un échelon [82].

Seuil
x1 @—>»( M ]
x; @—>» M l
G\ Sortie
P poc—
e
X3 .—>® Z . K s o
Unité de Fonction

sommation d'activation

Xp wn
Signaux ou Poids
varia bl'es synaptiques
d'entreée

Figure 3.2 : Neurone artificiel, [81]
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Le tableau 3.1 résume la correspondance entre le neurone biologique
(figure 3.1) et le neurone artificiel (figure 3.2). On remarque que chaque

composant ou constituant du neurone artificiel trouve son inspiration biologique.

Tableau 3.1 : Correspondance entre modeles neuronaux biologiques et artificiels

[83]
Cerveau Réseau de neurones
Neurone Elément processeur
Dendrites Somme pondérée
Corps cellulaire Fonction d’activation
Axone Fonction de sortie
Synapse Poids

3.2.2. Concept du réseau de neurones de type feedforward

Les neurones artificiels sont arrangés en couches (figure 3.3). La couche
d’entrée recoit des signaux d'entrée u; du monde réel et chaque couche
successive recoit les sorties pondérées w;ju; de la couche précédente comme
entrée. Cela crée un ANN de type feedforward (cas de perceptrons multicouches),
dans lequel chaque sortie d’une couche est alimentée en avant a la couche
suivante ou elle est traitée. Les sorties de la derniére couche constituent les

sorties vers le monde réel [84].

Dans un tel ANN de type feedforward un neurone, dans une couche cachée
ou une couche de sortie, a deux taches [81].

¢ |l additionne le biais aux entrées pondérées de plusieurs connexions, puis
applique une fonction d’activation (aussi appelée fonction de transfert ou fonction
de seuillage) a cette somme comme donnée par I'équation 3.1 (pour le neurone j

de la couche cachée de la figure 3.3) [85] :

ZJ = fh(2?=1 Winui + bU)' ] = 1,2, v, m (31)
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Hj;

Couche d’entrée Couche cachée Couche de sortie avec
avec n neurones avec m neurones | neurones et | sortie
et n entrées.

Figure 3.3: Réseau de neurones artificiels de type feedforward [81]

e |l propage la valeur résultante par les connexions partantes aux neurones
de la couche suivante ou elle subit le méme processus tel que donné par
'équation 3.2 (par exemple les sorties de la couche cachée alimentée au neurone

k de la couche de sortie donnent la sortie v,) [85]
Vg = fo(zz‘n:1 Wliclij + bok); k=12, ..,1 (3.2)

En combinant des équations 3.1 et 3.2 on obtient la relation entre la sortie

v, et les entrées u; d’'un ANN:
Ve = fo(XTe witifn(BTey Wi + byj) + boi) (3:3)

Le nombre de neurones dans la couche d'entrée et la couche de sortie est
déterminé par le nombre de variables indépendantes et dépendantes
respectivement. Le modélisateur définit également le nombre de couches cachées

et le nombre de neurones dans chaque couche cachée. Le modeéle est développé



69

a travers un processus d'apprentissage ou un ensemble de données
expérimentales des variables indépendantes est présenté a la couche d'entrée du
réseau. Les sorties de la couche de sortie comprennent une prédiction des
variables dépendantes. Le réseau apprend les relations entre les variables
indépendantes et dépendantes en comparant itérativement les sorties calculées
avec les sorties expérimentales, puis en ajustant la matrice de poids et le vecteur
des biais de chaque couche grace a un algorithme d'apprentissage de
rétropropagation du gradient d'erreur. Ainsi, le réseau développe un modéle
neuronal capable de prédire avec une précision acceptable les variables de sortie
dans le domaine des données d'apprentissage. Par conséquent, 'objectif de la
modélisation neuronale est de minimiser les erreurs de prédiction de I'ensemble
des données de validation présentées au réseau a la fin de ['étape

d'apprentissage [86].

3.2.3. Fonctions d’activation

La fonction d'activation calcule la valeur de I'état du neurone, qui est
transmise aux neurones aval. Elle sert également a introduire une non-linéarité
dans le fonctionnement du neurone. Contrairement aux neurones biologiques dont
I'état est binaire, la plupart des fonctions de transfert sont continues, offrant une
infinité de valeurs possibles comprises dans l'intervalle [0, +1] ou [-1, +1]. Il existe
de nombreuses formes possibles pour la fonction de transfert. Le tableau 3.2
résume quelques fonctions de transfert utilisées dans le programme de calcul
techniques MatLab® [87,84].

De plus, étant donné que la continuité et la différenciabilité des fonctions
d'activation a tous les points sont les caractéristiques requises par les algorithmes
d'optimisation actuels, les fonctions d'activation typiques qui répondent a ces
exigences sont la fonction linéaire, la fonction tangente hyperbolique et la fonction
sigmoide logarithmique. Selon [88], la fonction linéaire est plus appropriée pour
les neurones de sortie, tandis que les fonctions sigmoides sont plus appropriées

pour les neurones des couches cachées.
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Tableau 3.2: Fonctions de transfert usuelles, a = f(n), [83]

Nom de la ) ] Fonction
Relation entrée Graphe de la
fonction MATLAB®
/ fonction
. correspondante
sortie
a=n .
............ L/
L T/ purelin
Linéaire > N
/
............. SR
1 a
Logistique C=Txen | . Al oas
— ogsi
(Sigmoide — o 959
0
logarithmique) | |
-1
e+n _ e—n a
A= i.-n !
Tangente e h e | _
) - M tansig
hyperbolique 0 -
........... o

3.2.4. Architecture des réseaux de neurones artificiels

Nous avons

introduit précédemment

le concept de ANN de type

feedforward, il existe cependant d’autres types de ANN. En se basant sur le guide

d’utilisateur de la boite a outils des ANN de MatLab® [83] des principaux types

d’ANN sont:

- Les réseaux de neurones non bouclés (perceptron multi couches, réseaux

a fonctions de base Radiales).

- Les réseaux de neurones bouclés (cartes auto-organisatrices de Kohonen,

réseaux de Hopfield).
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3.2.5. Sélection d’'un réseau de neurones artificiel

Il est clair que l'application réussie des ANN pour la modélisation des

problemes d'ingénierie est fortement affectée par quatre facteurs majeurs [81] :

- Letype de réseau;

- La structure de réseau (nombre de couches cachées, nombre de neurones
par couche cachée) ;

- Les fonctions d’activation ;

- L’algorithme d’apprentissage.

3.2.5.1. Sélection du type de réseau

Parmi les réseaux de neurones de type feedforward qui possédent la
propriété d’approximateur universel de fonction, on trouve les MLP. lIs présentent

ces caractéristiques [81] :

- Un MLP peut avoir une ou plusieurs couches cachées.

- Pour un MLP, les neurones des couches cachées ou de la couche de sortie
ont le méme modéle.

- Les couches cachées et la couche de sortie d'un MLP, sont non linéaires.
Cependant, en cas de régression non linéaire la couche de sortie est de

préférence linéaire.

3.2.5.2. Sélection de la structure du réseau

Il est bien établi que la variation du nombre des neurones de(s) couche(s)
cachée(s) a un effet significatif sur la capacité de prédiction du réseau. Le nombre
adéquat de neurones cachés dépend d'une fagon complexe de, [89] :

— Le nombre de neurones de la couche d’entrées et de sorties ;

— La taille ou la dimension de I'’échantillon d’apprentissage ;

— La quantité de bruit dans les cibles (sorties du réseau) ;

— La complexité de la fonction ou de la classification a faire apprendre au
réseau;

— L'architecture du réseau ;

— Le type de fonction d'activation des neurones cachés ;
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— L’algorithme d’apprentissage ;

— La régularisation

Dans la plupart des situations, il est impossible de déterminer le nombre
adéquat de neurones cachés sans entrainer plusieurs réseaux et évaluer ensuite
I'erreur de généralisation de chaque réseau. Un nombre trop faible de neurones
cachés conduit a des erreurs d'apprentissage et de généralisation élevées en
raison du sous-apprentissage, tandis qu'un nombre trop élevé de neurones
cachés entraine une erreur d'apprentissage trés faible mais une erreur de

généralisation élevée en raison du sur-apprentissage [89].

Comme nous l'avons mentionné précédemment, il n'y a pas de régles
générales pour déterminer le nombre de couches cachées d'un MLP pour un
probléeme donné. Par conséquent, la stratégie d'essai et d'erreur est la plus
raisonnable [90]. Selon [91], la méthode la plus courante pour optimiser les
performances d'un ANN est de varier le nombre de neurones dans la couche
cachée et de choisir l'architecture qui présente la meilleure capacité de

généralisation.

3.2.5.3. Sélection de la fonction d’activation

Les fonctions d'activation pour les unités cachées sont nécessaires pour
introduire la non-linéarité dans le réseau. Pour l'apprentissage par rétro
propagation, la fonction d'activation doit étre différentiable et il est préférable
qu’elle soit bornée; les fonctions sigmoides comme “logsig” et “tansig” sont les
choix les plus habituels. La fonction “tansig” qui produit des valeurs positives et
négatives a tendance a permettre un apprentissage plus rapide que des fonctions

qui produisent seulement des valeurs positives comme la fonction “logsig” [89].

3.2.5.4. Sélection du type d’apprentissage : Apprentissage supervisé

Cette technique d'apprentissage consiste a calculer les parameétres de
connexion entre les différentes couches du réseau de neurones de maniere a ce
que les sorties du réseau soient aussi proches que possible des sorties désirées
pour les exemples utilisés. Les combinaisons d'entrées et de sorties désirées

étant préalablement connues, il s'agit d'adapter les paramétres du réseau afin
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que, pour chaque exemple, la sortie du réseau corresponde a une sortie désirée
et connue. Ainsi, I'apprentissage supervisé force le réseau a converger vers un
état final précis chaque fois qu'une donnée d'entrée lui est présentée [92]. Pour
cela, des algorithmes d'optimisation sont utilisés, cherchant de maniére itérative a
minimiser une fonction de colt qui mesure I'écart entre la réponse réelle du
réseau et la réponse désirée. Ce type d'apprentissage est utilisé dans de
nombreuses architectures de réseaux de neurones artificiels non bouclés, tels que
le MLP (Perceptron Multi-Couches).

: : : Sortie désirée
Entrées > Superviseur

i

Ll Réseau de neurones

Sortie calculée

[ Erreur

Figure 3.4: lllustration d’apprentissage supervise

3.2.5.5. L’apprentissage

L'apprentissage est la procédure par laquelle les valeurs des poids
synaptiques du réseau sont déterminées et la structure du réseau est établie.
Plusieurs algorithmes d'apprentissage utilisent la procédure de rétropropagation et
bien que chacun ait ses propres avantages, comme le taux de calcul et les
exigences de calcul et de mémoire de stockage, il n'y a aucun algorithme qui
convient a tous les problémes. La performance de chaque algorithme dépend du
processus modélisé, de I'échantillon d'apprentissage et du mode d'apprentissage.
Cela explique que le choix des algorithmes, bien qu'il soit d'une importance
primordiale, dépend étroitement de [I'application concernée et demeure
principalement expérimental [93]. L'algorithme de rétropropagation du gradient

comporte donc deux phases [93].

La premiére phase "forward" concerne le signal qui se propage vers l'avant

du réseau, d'un neurone a un autre, aprés initialisation des poids synaptiques et
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des biais. Pendant cette phase, les poids synaptiques restent inchangés. Cette
phase commence donc a la premiére couche cachée par le calcul du signal de
tous les neurones qui la constituent et se termine a la couche de sortie par le

calcul de la fonction d'erreur de tous les neurones qui la constituent également.

La deuxiéme phase, appelée "backward", concerne la propagation en sens
inverse du signal d'erreur a travers les couches, en partant de la couche de sortie.
Pour chaque neurone, on calcule le gradient local de I'erreur afin de corriger les
poids synaptiques, une connexion a la fois, en utilisant une régle connue sous le
nom de régle Delta. Pour un neurone de sortie, le gradient local est égal au signal
d'erreur multiplié par la dérivée de la fonction d'activation appliquée a l'entrée

nette de ce neurone.

L'algorithme de rétropropagation peut prendre deux formes ou modes. La
premiere, appelée rétropropagation incrémentale ou séquentielle, consiste a
ajuster les poids aprés chaque présentation. En revanche, la rétropropagation par
lots (batch backpropagation) n'ajuste les poids qu'aprés un certain nombre de
présentations (une époque), généralement égal au nombre d'exemples de
I'échantillon d'apprentissage. Dans cette forme, on évite les interférences entre les
modifications successives des poids : en calculant le gradient sur la somme des
erreurs obtenues pour chaque exemple du lot, on effectue une sorte de moyenne.
Cependant, si la base d'apprentissage est trés importante, le besoin en capacité
de mémoire de stockage et la redondance des informations rendent la procédure
par lots moins efficace que la procédure séquentielle [89]. La rétropropagation se
résume a un probléme de recherche de minimum, ce qui souléve au moins trois

questions liées a l'optimisation multidimensionnelle [94, 95]:

- Vers quel minimum la convergence s’effectue-t-elle ?
- A quelle vitesse I'algorithme converge-t-il ?

- Quelles sont les capacités de mémoire nécessaires ?

Les algorithmes de rétropropagation implantés actuellement dans les
logiciels de réseaux de neurones artificiels (ANN) varient en fonction de la
méthode d'optimisation utilisée et visent a apporter la meilleure solution a ces trois

questions [81].
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Un probléme important qui peut survenir lors de I'apprentissage est celui du
surapprentissage. Si le réseau de neurones apprend par cceur, il donnera de
mauvais résultats lorsque des données exclues du jeu d'apprentissage lui seront

présentées.

Il existe des méthodes pour optimiser la phase d'apprentissage afin d'éviter
le surapprentissage ou le sous-apprentissage, notamment la technique de l'arrét

prématuré (early stopping) et la technique de régularisation.
e arrét prématuré (Early stopping)

La technique de l'arrét prématuré consiste a diviser les données disponibles
en trois ensembles distincts. Le premier ensemble est utilisé pour I'apprentissage
du réseau de neurones, le deuxieme pour tester le réseau et le troisieme pour
vérifier la capacité de généralisation du réseau [96]. Pour le deuxieme ensemble,
l'erreur de test (entre les prédictions et les cibles) calculée pendant la phase
d'apprentissage doit normalement diminuer au fil du processus d'apprentissage.
Mais lorsque le réseau commence a apprendre par cceur (I'erreur de test
recommence a croitre), I'apprentissage est arrété prématurément, d'ou le nom
d"apprentissage avec arrét prématuré" donné par [97] ou d™apprentissage
atténué" donné par [95]. L’apprentissage avec arrét prématuré se comporte

comme montré sur la figure 3.5

Emreur
quadratique o Apprentissage . ,
: Sur-apprentissage

moyenne : insuffisant

Y
v

Validation

» Itérations

Figure 3.5 : Evolution schématique de I'erreur de I'erreur sur les sous-ensembles

d’apprentissage et de validation en fonction du nombre d'’itérations.
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e Régularisation Bayésienne

La méthode de régularisation Bayésienne consiste a modifier la fonction de
colt (MSE) en lui ajoutant un terme de régularisation (MSW ) égal a la somme des

carrés des poids W;;et des biais by, afin de pénaliser les valeurs absolues élevées

des poids et éviter ainsi le phénoméne de sur-apprentissage [98]. On obtient donc
une fonction du colt MSE " régulée " (MSE ,.,) qui est donnée comme suit

(Equation 3.4):

MSE, o, = yMSE + (1 — y)MSW (3.4)

Avec MSW = 23N (d, —y)? et MSW =—3"P w?
N Np j=1"]

Ou y est un scalaire positif qui pondére I'importance des valeurs des poids sur
'erreur quadratique moyenne, N I'ensemble d’apprentissage, d; la valeur cible, y;

la valeur de sortie du réseau, N,le nombre de parameétres du réseau et w;un des

poids W;;ou des biais b, du réseau de neurones.

15

+ Vecteur d’entrées
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Figure 3.6 : Comparaison entre I'apprentissage avec l'algorithme de LM seul et
I'algorithme LM+BR [100].
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La régularisation bayésienne minimise la combinaison linéaire de
MSE,.4afin d’obtenir une valeur optimale dey. Cette modification entraine une
diminution des poids et des biais et force le réseau a donner une bonne réponse,

évitant ainsi le sur-apprentissage.

La régularisation bayésienne est résolue a l'aide de l'algorithme de
Levenberg-Marquardt [99]. Cet algorithme permet de mesurer le nombre de
paramétres (poids et biais) réellement utilisés par le réseau. Cette méthode est
souvent utilisée car elle est trés simple a mettre en ceuvre et ne nécessite pas

I'utilisation d'un ensemble de validation pour contrdler I'apprentissage du réseau.

Tableau 3.3 : Résumé des caractéristiques des algorithmes d’apprentissage de
rétro propagation implantés dans MatLab® [83].

Algorithme Caractéristiques

Levenberg-Marquardt

Levenberg-Marquardt | C'est I'algorithme d’apprentissage le plus rapide pour les
(trainlm) réseaux de taille modérée. Il a la caractéristique de
réduction de meémoire pour [utilisation quand

I'échantillon d’apprentissage est grand.

Régularisation

Mise a jour des poids et des biais selon l'optimisation de
Levenberg-Marquardt. Il réduit au minimum une

Régularisation
E combinaison d'erreurs quadratiques et des poids et

Bayésienne ) , . L i

détermine ensuite la combinaison correcte afin de
(trainbr) produire un réseau avec une capacité de géneralisation
meilleure. Ce processus est appelé la régularisation
Bayésienne. I réduit la difficulté de déterminer

I'architecture de réseau optimum.
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La régularisation bayésienne, qui suppose que les poids et les biais suivent
des distributions spécifiques (les paramétres sont estimés au fur et a mesure de

I'apprentissage), donne en général des résultats trés satisfaisants [100].

Le tableau 3.3 résume les algorithmes d’apprentissage par rétropropagation
implantés dans la boite a outils des ANN du programme MatLab® [83].

3.3. Conclusion

Tout au long de ce chapitre, nous avons fourni des informations sur les
réseaux de neurones de maniére générale, en mettant I'accent sur les réseaux de
neurones de type feedforward qui sont les plus couramment utilisés dans les
modélisations statiques en raison de leur capacité d'approximation universelle.
Nous avons présenté un algorithme d'apprentissage trés utilisé dans la
communauté des réseaux neuronaux : l'algorithme de rétropropagation du
gradient de l'erreur. De nombreux travaux lui ont été consacrés et plusieurs
modifications ont été proposées pour accélérer le temps d'apprentissage, réduire
les besoins en mémoire et améliorer la capacité de généralisation ainsi que les

performances du réseau obtenu.
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CHAPITRE 4

RESULTATS DE LA MODELISATION

4.1 Application du réseau de neurones

4.1.1 Introduction

Nous avons utilisé le logiciel Matlab R2014a lors de la phase de prédiction
pour établir un modele de réseaux de neurones. Ce logiciel contient une boite a

outils dédiée au développement de réseaux de neurones.

4.1.2 Conception de la base de données

4.1.2.1 Collections de données

Dans ce travail, nous avons collecté une base de données composée de 38
ensembles de données. Ces ensembles de données sont issus des résultats
expérimentaux disponibles dans la littérature et comprennent les parameétres
d'entrée suivants : la vitesse de rotation du disque (2), la vitesse de rotation des
jarres (w), la composition chimique (pourcentage en poids de nickel %Ni) et le
temps de broyage (t). Les paramétres de sortie sont la taille des cristallites (D), et
la coercivité (Hc). Toutes ces données ont été obtenues a partir de l'alliage Fe-Ni
broyé dans un broyeur planétaire a haute énergie (Retsch PM 400) et dans un
broyeur a billes P4 vario (Fritsch). Les deux broyeurs utilisent des billes d'acier de
20 millimétres de diamétre et des jarres d'acier d'un volume de 50 ml. Le poids
total des poudres est de 10 g et le rapport entre le poids des billes et celui des
poudres est de 10:1 [50,53]. Les données complétes sont présentées dans

I'Annexe B.
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Nous avons utilisé cette base de données pour entrainer les réseaux de

neurones et obtenir des prédictions sur les matériaux nanocristallins. Le tableau

4.1 présente les plages de valeurs retenues pour chaque paramétre d'entrée.

Tableau 4.1 : Domaine de variations des parametres d’entrés

Parameétre Minimum | Maximum | Unité
Vitesse de rotation du disque (2) 212 424 rpm
Vitesse de rotation des jarres (w) 50 800 rpm
Composition chimique (pourcentage en

poidspde nickeI%N?) ¢ g 10 20 "
Temps de broyage (t) 0 96 h

4.1.1.2. Normalisation des données

Avant d'injecter la base de données dans le réseau de neurones, un
prétraitement est nécessaire pour rendre les données plus adaptées a I'entrée et a
la sortie du réseau. En effet, lorsque les variables d'entrée présentent des valeurs
d'ordres de grandeur et de nature trés différentes, les valeurs les plus petites n'ont
aucun effet sur l'apprentissage. Par conséquent, dans ce cas, il est préférable de
normaliser les données afin qu'elles aient le méme impact statistique sur la
conception du modele. Il existe plusieurs approches pour normaliser les données,
nous avons choisi une méthode qui permet d'avoir des données normalisées
comprises entre 0.1 et 0.9, en utilisant I'équation de normalisation suivante :

N; = 0.1+ 08 (Stme)

max—Xmin

4.1)

Ou N; est la valeur normalisée, X; est la valeur originale et X,,;, et X4 sont

respectivement la valeur minimale et maximale de X; [101].

La fonction "mapminmax" de Matlab (boite a outils de réseaux de neurones
de Matlab) réalise la normalisation selon I'équation 4.1, et la fonction inverse de

normalisation est réalisée par la fonction "reverse".
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4.1.2 Développement du modéle ANN

4.1.2.1. L’architecture de réseau de neurones

Le réseau de neurones que nous avons mis en place est composé de trois
couches : une couche d'entrée, une couche cachée et une couche de sortie. Ce
réseau contient quatre parameétres d'entrée et deux parameétres de sortie qui
correspondent respectivement aux caractéristiques d'entrée et de sortie du
matériau nanocristallin. Le nombre de neurones dans la couche cachée n'est pas
prédéterminé, il a été déterminé pendant la phase d'apprentissage. La fonction
d'activation utilisée pour les neurones de la couche cachée est la fonction
tangente hyperbolique, tandis que celle utilisée pour les neurones de sortie est la

fonction linéaire.

La figure 4.1 présente une représentation symbolique de cette architecture.

Couche de sortie

Couche d’entrée

Couche cachée

Figure 4.1: Architecture du réseau de neurones proposé
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La méthodologie d'exécution ANN est décrite dans I'organigramme
présenté sur la figure 4.2.

v

Collection des données
expérimentales

\_ ‘ J
( )\
Normalisation des données
\ J
v
4 N\

Sélection de la structure du réseau |«

v

Initialisation les poids et les biais

v

Phase d’entrainement et de test

Non

Critéres d'arrét

{ Fixer les poids et les biais }

Figure 4.2 : Organigramme ANN ultilisé.

4.1.2.2 Algorithme d’apprentissage

Nous avons utilisé la technique de régularisation bayésienne, comme
mentionné dans le chapitre 3. Cette technique permet d'entrainer le réseau a

I'aide de l'algorithme "trainbr" de Levenberg-Marquardt, qui modeére les poids afin
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de réduire le sur-apprentissage. Cet algorithme est disponible dans I'outil réseau
de neurones de Matlab. L'avantage de cette technique est sa simplicité de mise en
oceuvre, car elle ne nécessite pas I'utilisation d'un ensemble de validation pendant

I'apprentissage.

4.1.2.3 Découpage de la base de données

La base de données est divisée en deux ensembles : un ensemble pour
I'apprentissage du réseau et un autre pour tester les prédictions du réseau. 75 %
des données (28 exemples) de I'ensemble de la base de données sont utilisées
pour I'entrainement du réseau de neurones. Les 25 % restants (10 exemples) sont
réservés pour tester le réseau de neurones une fois l'apprentissage terminé.
L'objectif est de vérifier si le réseau de neurones est capable de généraliser et de

prédire des valeurs pour des données sur lesquelles il n'a pas été entrainé.

4.1.2.4 Critére d’évaluation des performances du modéle

L'évaluation de la capacité de prédiction d'un modéle mathématique qui
représente au mieux toutes les données numériques de la base de données
d'apprentissage doit étre effectuée. Il existe plusieurs parameétres statistiques,
dont trois sont couramment utilisés : la racine carrée de l'erreur quadratique
moyenne (RMSE), le coefficient de corrélation (R) et I'erreur absolue moyenne
(MAE). Voici leurs définitions :

Le coefficient de corrélation (R) : Ce coefficient exprime une relation linéaire
entre deux variables. Si R est égal a zéro, les deux variables sont linéairement

indépendantes, et si R est égal a 1, elles sont linéairement dépendantes.

_ YiXi—X)(Y;-Y)
VX — X)2(Y, - V)2

(4.2)

La racine carrée de l'erreur quadratique moyenne (RMSE) : Il s'agit de la
racine carrée de la moyenne des carrés des différences entre les prévisions et les
observations. Plus la valeur de cette grandeur se rapproche de zéro, moins la
dispersion est importante et plus le modele prédit correctement les résultats

expérimentaux.
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no(X - Y)?
RMSE = % (4.3)

L'erreur absolue moyenne (MAE) : Il s'agit de la moyenne arithmétique des
valeurs absolues des différences. Plus cette grandeur tend vers zéro, moins il y a
d'écart, en termes d'erreur absolue, entre les prédictions du modéle et les
résultats expérimentaux.

i=11X; — Yil

MAE = ——— 4.4
. (44)

ou:

X; : Sorties mesurées

Y; : Sorties prédites
X : Moyenne de sorties mesurées
Y :Moyenne de sorties prédites

n : Nombre d’échantillons

En combinant ces critéres mentionnés ci-dessus, nous sommes en mesure

d'évaluer de maniére satisfaisante la capacité de prédiction du modéle ANN.

4.1.3 Détermination de l'architecture optimale du réseau

Le choix de l'architecture du réseau (les entrées externes, le nombre de
couches cachées, le nombre de neurones cachés, les sorties, les connexions
entre les neurones et la fonction d'activation des neurones dans chaque couche)
influence considérablement la qualité des résultats. Selon [102], une seule couche
cachée utilisant des fonctions de transfert sigmoide est suffisante pour approximer

n'importe quelle fonction non linéaire avec la précision souhaitée.

4.1.4 Resultats

4.1.4.1 Estimation de la taille des cristallites

Pour obtenir un réseau optimal, nous avons fait varier le nombre de

neurones dans la couche cachée de 5 a 20, avec un pas de 5 neurones. Le seuil
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d'apprentissage a été fixé a e-06. Le nombre maximum d'itérations a été fixé a
1000.

L'architecture neuronale est considérée comme optimale lorsque les
racines carrées de l'erreur quadratique moyenne et de I'erreur absolue moyenne
sur les ensembles d'apprentissage et de test sont du méme ordre de grandeur et
les plus petites possibles, et que les coefficients de corrélation sont proches de 1.

Des illustrations statistiques et graphiques ont été utilisées pour évaluer les
modeéles neuronaux. Nous avons fait varier le nombre de neurones pour
sélectionner les meilleures valeurs pour le nombre de neurones et de couches

cachées.

Le tableau 4.2 résume les performances de I'ANN. On peut constater que le

nombre optimal de neurones dans la couche cachée est de 10.

Tableau 4.2 : Performances du réseau de neurones pour D

Performance Nombre de neurones de la couche cachée pour D
Apprentissage Test
5 10 15 20 5 10 15 20
R 0.9990 | 0.9990 | 0.9989 | 0.9990 | 0.9939 | 0.9983 | 0.9979 | 0.9983
RMSE 0.4476 | 0.4462 | 0.4525 | 0.4490 | 1.8930 | 1.5517 | 1.6311 | 1.5739
MAE 0.2950 | 0.2866 | 0.2957 | 0.2945 | 1.3322 | 0.9758 | 1.0408 | 0.9731

Il est possible de conclure que l'ajout de neurones cachés ne fait
qu'augmenter la taille des réseaux de neurones et n'a aucun effet positif sur
I'amélioration de la précision [103]. En se basant sur les résultats de performance
des réseaux de neurones présentés dans le tableau 4.2, il a été déterminé qu'une
seule couche cachée avec 10 neurones est le meilleur modéle pour prédire la

taille des cristallites.
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La figure 4.3 illustre la variation de l'erreur quadratique moyenne
(correspondant a l'erreur entre les valeurs normalisées des prédictions et les
mesures experimentales de la taille des cristallites D) en fonction du nombre

d'itérations (epochs) pour la meilleure architecture neuronale trouvée.

Best Training Performance is 6.2012e-05 at epoch 57

10
Train
Test
o't Best
107}
[0
(7]
£
107
-4
107k ~
N\
10-5 E | | | | | |
0 50 100 150 200 250 300

332 Epochs

Figure 4.3 : Apprentissage d’'un ANN avec 10 neurones dans une couche cachée.

Comme mentionné précédemment, la procédure d'ajustement des poids et
des biais du modéle neuronal est effectuée par une technique d'optimisation, qui
est un algorithme d'apprentissage. Cette technique vise a minimiser l'erreur

quadratique moyenne (MSE) par itération.

On observe dans la figure 4.3 que lorsque le nombre d'itérations (ou
époques) augmente, les poids et les biais du modéle neuronal convergent vers
leurs valeurs optimales, ce qui entraine une diminution continue de la MSE
observée. La meilleure performance obtenue lors de la phase d'entrainement est

de 6.2012e-5 apres 57 itérations.

La figure 4.4 présente le diagramme de parité, qui représente les valeurs
mesurées expérimentalement et les valeurs prédites par le ANN, pour

I'apprentissage et le test.
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a) Apprentissage b) Test
60 : : : : 60 ‘ : :
- —a&— Expérimental —a&— Expérimental
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40| 1 40|
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Figure 4.4: Valeurs estimées de la taille des cristallites

On remarque une légeére différence entre les valeurs expérimentales et les

valeurs prédites par I'ANN.

a) Apprentissage: R=0.9990 b) Test: R=0.9982

60 60 ‘
® Données ® Données
Ideal fit
50 Ideal fit 50 ea o
— 40 — 40
€ €
L. L.
Q 30 0 3g
° °
o ‘D
O 20! Q2
10 10
0 : : : : : 0 : : : : :
0 10 20 30 40 50 60 0 10 20 30 40 50 60
Expérimental D[nm] Expérimantal D[nm]

Figure 4.5: Valeurs prédites du D en fonction des données expérimentales.

En conséquence, le réseau neuronal artificiel (ANN) est capable de
généraliser et de prédire des valeurs pour des données sur lesquelles il n'a pas

été entrainé.
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La comparaison des données prédites (données de test) par ce réseau
avec les données expérimentales permet de conclure que les prédictions sont
relativement proches de la réalité. Ces résultats prouvent que la capacité de

généralisation de ce réseau est satisfaisante, ce qui confirme son efficacité.

La figure 4.5 a) montre la comparaison des valeurs prédites obtenues pour
la taille des cristallites avec les résultats expérimentaux en utilisant le modéle
neuronal optimal. La valeur R de 0,9990 pendant la phase d'apprentissage indique
un coefficient de corrélation élevé. On peut également constater sur la figure 4.5
que les points de données sont proches de la ligne diagonale du graphique, ce qui

démontre un bon modéle de prédiction.

Pour la phase de test, comme le montre la figure 4.5 b), la valeur R est
égale a 0,9982. Cela signifie que la capacité de prédiction de ce réseau est
satisfaisante, ce qui confirme son efficacité. Les neurones sont connectés les uns
aux autres par des connexions pondérées. Ce sont les poids de ces connexions
qui régissent le fonctionnement du réseau et permettent une application de
I'espace des entrées vers l'espace des sorties, grace a une transformation non
linéaire. Le modéle neuronal optimal pour la taille des cristallites est constitué de 4
neurones d'entrée, 10 neurones cachés et deux neurones de sortie, dont la sortie

est estimée comme suit :

D = purelin(LW X tansig(IW X [x1; x2; x3; x4 ] + b1)+b2) (4.5)

Ou [x1; x2; x3; x4 ] est le vecteur d’entrée

x1 = Q est la vitesse de rotation du disque,x2 = w est la vitesse de rotation des
jarres, x3 = %Ni est la composition chimique (pourcentage en poids de nickel),

x4 = t est le temps de broyage

IW et b1 sont les poids et les biais de la couche cachée et LW et b2 sont les poids
et les biais de la couche de sortie. Ces quantités sont présentées dans le tableau
4.3.



Tableau.4.3 : Poids de connexions pour D
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W LW b1 b2
-0.0039 0.0444 -0.0316 -0.0652  0.1485 0.1150 1.6383
-0.1602 0.1686 0.2235 -0.8481  -1.0019 -0.4344
-0.0305 0.0306 0.0938 -0.4441  0.5995 0.4572
-0.1524 0.1531 -0.1250 -0.2804  0.4516 0.3415
0.2931 -0.2096 0.0665 2.7624  -0.9506 -0.0302
-0.2297 0.1898 0.1607 6.6689  -3.1800 0.4063
0.0157 -0.0526 0.0219 0.0699  -0.1777 -0.1418
0.0140 0.0336 -0.0134 -0.0313  0.0737 -0.0502
-0.4110 0.4148 0.5286 3.0219  0.8767 0.4158
0.2385 -0.2485 0.4209 0.6394 0.9204 0.6676

4.1.4.2 Estimation de la coercivité

De maniére similaire a la modélisation précédente, la meilleure structure

pour le modeéle neuronal est obtenue en variant le nombre de neurones de la

couche cachée de 5 a 20, avec un pas de 5 neurones. L'évaluation des modéles a

été réalisée en utilisant les critéres d'évaluation des performances suivants : R,
RMSE et MAE.

La variation de R, RMSE et MAE pour l'ensemble des données

d'apprentissage et de test en fonction du nombre de neurones dans la couche

cachée est illustrée dans le tableau 4.4.

En comparant les résultats de ce tableau, on peut conclure que le nombre

optimal de neurones dans les couches cachées est de 10.
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Tableau 4.4: Performances du réseau de neurones pour Hc.

Performance Nombre de neurones de la couche cachée pour Hc
Apprentissage Test
5 10 15 20 5 10 15 20
R 0.9752 | 0.978 | 0.9720 | 0.972 | 0.964 0.9769 | 0.9324 | 0.933
RMSE 84.214 | 82.495 | 89.399 | 89.148 | 116.310 | 107.449 | 145.548 | 144.647
MAE 55.525 | 57.000 | 59.274 | 59.155 | 88.046 | 67.647 | 123.573 | 122.456

La figure 4.6 illustre la variation de l'erreur quadratique moyenne, qui
correspond a l'erreur entre les valeurs normalisées des prédictions et les mesures
expérimentales de la coercivité Hc, en fonction du nombre d'itérations (epochs)

pour la meilleure structure neuronale trouvée.

Best Training Performance is 0.00053635 at epoch 310

10 -
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100 1 A BeSt
10"
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=
107 1
e ——
10° L
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’IO-4 E | | | | | | | |
0 50 100 150 200 250 300 350 400
423 Epochs

Figure 4.6: Apprentissage de 'ANN avec 10 neurones dans une couche cachée.
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Les performances du modele ANN pendant la phase d'apprentissage pour
la coercivité sont présentées dans la figure 4.6. On remarque une diminution
continue et la meilleure performance de la phase d'entrainement est de
0,00053635, observée apres 310 itérations.

a) Apprentissage b) Test
1600 1500 [
i | —— Expérimental
1400
1200
1000 |
1000
£ £
< 800 <
ﬁf )
600 *
500 |
400
200
0 L L L L L 0 L L L L
0 5 10 15 20 25 30 0 2 4 6 8 10
Données Données
Figure 4.7: Valeurs estimées de la coercivité.
a) Apprentissage: R=0.9780 b) Test: R=0.9769
1600 1600
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Figure 4.8: Valeurs prédites du Hc en fonction des données expérimentales.

La figure 4.7 présente une comparaison entre les prédictions du réseau

neuronal pour la coercivité et les données expérimentales de l'ensemble de
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données d'apprentissage et de test. On observe que les valeurs prédites de

coercivité sont assez proches des valeurs mesurées expérimentalement.

La figure 4.8 illustre la comparaison entre les résultats prédits et les

résultats expérimentaux pour la coercivité en utilisant le modéle neuronal optimal.

Les valeurs de R sont de 0,9780 et 0,9769 pour la phase d'apprentissage et de

test respectivement, ce qui indique une concordance acceptable entre les valeurs

mesurées expérimentalement et les valeurs prédites. Cela signifie que la capacité

de prédiction de ce réseau est satisfaisante.

Tableau 4.5 : Poids de connexions pour Hc.

W LW b1 b2
-1.1147 0.0188 0.1350 0.6910 1.0015 0.4357 0.4855
0.1513 -1.7290 0.3513 0.4417  0.9643 -0.2693
0.5368 0.4419  -0.01042 0.9363  0.9640 -0.0077
-0.4833 1.5781 -0.0942 1.5683  -1.1781 -0.7241
-0.4028 0.6426 -0.05917 0.4018 1.0241 0.5035
0.0175 -0.0117 0.0152 0.0061  -0.0312 -0.0161
-0.3455 0.9668 0.1336 -1.5521 1.2203 -0.2924
-0.0196 0.0131 -0.0171 -0.0069  0.0350 0.0181
-1.0102 -1.0609 0.0840 -0.0225 -0.8534 0.7069
0.0193 -0.0129 0.0168 0.0068 -0.0344 -0.0178

Le modéle de réseau de neurones optimal pour la coercivité comprend 4

neurones d'entrée, 10 neurones cachés et 2 neurones de sortie, dont la sortie est

estimée comme suit :

Hc = purelin(LW X tansig(IW X [x1; x2; x3; x4] + b1)+b2) (4.6)

Ou [x1; x2; x3; x4 ] est le vecteur d’entrée
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x1 = 0 représente la vitesse de rotation du disque,x2 = w représente la vitesse
de rotation des jarres, x3 = %Ni représente la composition chimique (pourcentage

en poids de nickel), et x4 = t représente le temps de broyage

IW et b1 sont les poids et les biais de la couche cachée, et LW et b2 sont les
poids et les biais de la couche de sortie. Ces quantités sont illustrées dans le
Tableau 4.5

4.2 Optimisation par les Algorithmes génétiques

4.2.1 Introduction

Nous avons utilisé le logiciel Matlab R2014a lors de la phase d’optimisation.
Ce logiciel contient une boite a outils (toolbox) dédiée au développement des
algorithmes génétiques.

4.2.2 Optimisation mono-objectif

4.2.2.1 Intégration d’'un GA avec ANN

Grace a la modélisation ANN, nous avons obtenu une fonction non linéaire
(équation 4.7) qui représente la relation entre les variables d'entrée et les sorties,
et qui est considérée comme une cartographie entrée-sortie. Nous avons utilisé un
modéle ANN pour représenter le systtme complexe de broyage a billes, et la
prédiction de la sortie correspondante du modéle a été rapidement estimée en
fonction des modifications des paramétres d'entrée. Le modéle ANN s'est donc
avéré tres utile en termes de temps de calcul pour I'optimisation, car un algorithme
génétique nécessite de nombreuses itérations pour calculer la sortie en fonction
de la modification des variables d'entrée. Par conséquent, I'utilisation du systeme
intégré ANN et GA nous permet de rechercher rapidement les paramétres

optimaux de broyage. L'expression est la suivante :
D,Hc = f(2,w,%Ni,t) 4.7)
Sous les contraintes :

212 < () <424
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50 < w <800
10 < %Ni < 20
0<t<9e6

Ou Qest la vitesse de rotation du disque, w est la vitesse de rotation des
jarres, %Ni est la composition chimique (pourcentage en poids de nickel), et t est

le temps de broyage

L'organigramme présenté a la figure 4.9 illustre le processus d'optimisation,
qui est basé sur l'intégration d'un algorithme génétique (GA) dans un réseau
neuronal artificiel (ANN). Le GA fonctionne en quatre étapes : génération (création
d'une population aléatoire), évaluation (comparaison des individus), sélection
(conservation uniquement des meilleurs individus) et croisement/mutation

(permettant I'évolution des meilleurs individus en les reproduisant).

La population initiale est définie comme un ensemble d'individus. Chaque
individu est représenté par un chromosome. Chaque chromosome comprend un
nombre de génes égal aux variables a optimiser. La figure 4.9 illustre un

chromosome composé de 4 génes, représentés par x1, x2, x3 et x4

x1 x2 x3 x4
| | ! |
400 200 20 50

Figure 4.9 : Un chromosome typique

Un algorithme génétique (GA) utilise la fonction objectif (fournie par le
modeéle neuronal le plus prédictif) pour classer les individus de la population en
fonction de leur qualité. Cette fonction objectif peut étre définie par les équations
(4.5) et (4.6). Les valeurs de D et Hc sont extraites des meilleurs modeles d'ANN

entrainés.
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Figure 4.10 : organigramme de GA-ANN

4.2.2.2 Paramétrage du GA

Chaque probléme a résoudre est unique, et une méthode d'optimisation ne

peut pas étre la plus efficace pour toutes les applications. La littérature offre des

informations sur la mise en place des algorithmes génétiques, y compris de

nombreux paramétres liés a leur évolution, tels que la taille de la population, le

nombre de générations, la fonction de sélection, etc.
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Tableau 4.6 : Parametres pour la mise en ceuvre de l'algorithme AG

Parameétres Valeur
Nombre de variables 4
Fonction fitness ANN: 4:10 1
Taille de la population 30
Codage de population Réelle
Fonction de scalling Rank
Fonction de selection Tournoi
Elitisme 0.04
Fonction de croisement / fraction Croisement arithmétique/0.85
Fonction de mutation/fraction Mutation uniforme/0.1
Nombre de générations 100

L'influence de ces paramétres sur la convergence des algorithmes a été
évaluée en utilisant une approche de l'essai et de l'erreur afin de déterminer les
meilleurs choix pour optimiser notre méthode. Les principaux paramétres utilisés

sont présentés dans le tableau 4.6.

4.2.2.3 Résultats

e Optimisation de D

L'optimisation de D mono-objectif vise a minimiser une fonction objectif, qui est

exprimée de la maniére suivante :
Min (D) Avec D = f(22, w,%Ni,t) 4.7)

La figure 4.11 illustre comment la fonction fitness (D) varie au fil des
générations, en diminuant jusqu'a atteindre une valeur optimale minimale de 8,58
nm. Nous avons utilisé une méthode de sélection par tournoi combinée avec une
approche élitiste, ce qui permet de conserver la meilleure solution obtenue au
cours des générations et se traduit par une diminution de la fonction objectif dans

le cas d'un probléme de minimisation.
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Figure 4.11 Evolution de la fonction fitness (D) au cours des générations

Les résultats de I'optimisation et les parameétres de broyage correspondants

sont présentés dans le tableau 4.7.

Tableau 4.7 : Parameétres optimaux de la taille des cristallites

Q[rpm] w[rpm] %Ni[%] t[h] D[nm|]

424 50 20 96 8.58

v" Optimisation de Hc

La fonction fitness de I'optimisation mono-objectif pour le paramétre Hc est

exprimée de la maniere suivante :
Min (Hc) Avec Hc = f(2,w,%Ni,t) (4.8)

La courbe de la figure 4.12 illustre la variation de la fonction fitness (Hc) au
fil des générations. Elle diminue jusqu'a atteindre une valeur minimale de 46,63
A/m. Les résultats de l'optimisation et les parameétres correspondants sont

répertoriés dans le tableau 4.8.
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Figure 4.12 : Evolution de la fonction fithness (Hc) au cours des générations

Tableau 4.8 : Paramétres optimale de la coercivité

Q[rpm] w[rpm] %Ni[%] t[h] Hc[A/m]

212 390 20 84 46.63

Les résultats d'optimisation (Tableau 4.7 et Tableau 4.8) concordent bien
avec les résultats expérimentaux. Vives et al [104] ont montré que lorsque la
puissance du choc augmente, la taille des cristallites diminue. La puissance du
choc correspond aux vitesses élevées du plateau et aux faibles vitesses des
jarres. Hamzaoui et al [105] ont observé que de faibles valeurs du champ coercitif
sont enregistrées pour de faibles vitesses du plateau (1 et des vitesses élevées
des jarres w. Ceci peut s'expliquer par une dépendance (en D6) entre le champ
coercitif et la taille des cristallites. lls ont conclu que pour les propriétés
magnétiques, la coercivité dépend du mode d'élaboration utilisé (choc : plateau >>
jarres ou friction : plateau << jarres). De plus, Herzer [106] a montré que les
matériaux nanocristallins dont la taille des grains est inférieure a 20 nm présentent

de faibles valeurs de champ coerecitif.
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4.2.3 Optimisation multiobjectif

4.2.3.1 Intégration de NSGA-Il avec ANN

L'optimisation multi-objectif repose sur la prédiction de réseaux de
neurones. A partir de ces prédictions, un programme Matlab génére I'algorithme
d'optimisation NSGA-II.
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Figure 4.13 Organigramme de NSGA-II.

A son tour, l'algorithme d'optimisation NSGA-Il génére aléatoirement un

ensemble de solutions initiales dans leur espace de recherche tout en fixant les
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paramétres de la méthode d'optimisation. Ensuite, I'algorithme calcule la valeur de
la fonction objective de chaque solution en communiquant avec les résultats du
premier programme (réseaux de neurones). Les opérations d'optimisation sont
ensuite appliquées pour garantir que le meilleur individu soit présent a chaque
geénération. Cette boucle se répeéte jusqu'a ce que la condition d'arrét soit atteinte
(voir Figure 4.13).

4.2.3.2 Paramétrage du NSGA-I|

Les opérateurs de l'algorithme NSGA-II sont guidés par un certain nombre
de parametres fixés au début de l'optimisation. De nombreuses simulations ont
eté réalisées sur la base de l'essai et de l'erreur afin de trouver des valeurs
adéquates pour ces parametres. Le tableau 4.9 présente les principaux

parameétres utilisés dans la toolbox MATLAB.

Tableau 4.9 : Parametres pour la mise en ceuvre de I'algorithme NSGA-II.

Paramétres Valeur
Nombre de variables 4
Fonction fitness ANN1T: 4:10:1; ANN2: 4:10 :1
Taille de la population 30
Codage de population Réelle
Fonction de selection Tournoi
Elitisme 0.04
Fonction de croisement / fraction Croisement arithmétique/0.85
Fonction de mutation/fraction Mutation uniforme/0.1
Nombre de générations 200

4.2.3.3 Résultats

Dans ce cas, trois types de probléemes d'optimisation multi-objectifs sont
définis, a savoir : optimisation de D par rapport a t, optimisation de Hc par rapport

a t et optimisation de D par rapport a Hc.

v" Optimisation de D par rapport a t




101

Les résultats sont présentés dans la figure 4.14 sous forme de front de
Pareto. L'exemple traité concerne la taille des cristallites et le temps de broyage.
Dans ce cas, nous avons un probléeme de minimisation a deux objectifs. Nous
observons que les deux objectifs sont contradictoires, car en diminuant 0b2:t,
l'objectif Ob1:D tend a se détériorer, et vice versa. Au fur et @ mesure des
générations, le NSGA-Il tend a regrouper les populations autour du front de

Pareto, tout en minimisant les deux objectifs Ob1 et Ob2.
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Figure 4.14 Front de Pareto-multiojectif pour la taille des cristallites et le temps de

broyage

Les solutions non dominées correspondent a un compromis entre les deux
objectifs. Etant donné qu'aucune des solutions dans I'ensemble Pareto-optimal
n'est absolument meilleure qu'une autre, toutes les solutions sont acceptables. Le
choix d'une solution par rapport a une autre dépend du décideur. Les résultats

sont détaillés dans le tableau 4.10.



Tableau 4.10 : Solutions pour la taille des cristallites et le temps de broyage
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Qrpm] w[rpm] %Ni[%] t[h] D[nm] t[h]
1 414 122 20 61,18 8,71 61,18
2 418 112 18 46.72 9.02 46.72
3 420 102 20 37,29 9,90 37,29
4 366 135 19 20,33 14,70 20,33
5 417 128 17 12.3 21.99 12.3
6 420 88 16 8.12 28.55 8.12
7 424 90 18 2.32 43.45 2.32

v" Minimisation de Hc par rapportat

La figure 4.15 montre les résultats obtenus sous forme de front de Pareto.
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Figure 4.15 Front de Pareto du champ coercitif et le temps de broyage
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Dans l'exemple traité, nous abordons le champ coercitif et le temps de
broyage. Comme précédemment, nous rencontrons un probléme de minimisation

a deux objectifs. Les résultats de I'optimisation sont détaillés dans le tableau 4.11.

Tableau 4.11 : Solutions de la coercivité et le temps de broyage

Q[rpm] w[rpm] %Ni[%] t[h] Hc[A/m] t[h]
1 214 387 20 74,14 46,74 74,14
2 212 339 19 57,69 143,43 57,69
3 217 352 18 47.63 246.60 47.63
4 213 348 20 37.36 378.5 37.36
5 218 342 19 24.56 594.6 24.56
6 221 344 18 15.94 757.4 15.94
7 215 346 17 9.14 888.7 9.14

v Minimisation de D par rapport a Hc

La figure 4.16 illustre la répartition des solutions de la derniére population
dans l'espace objectif (Ob1: D et 0Ob2: Hc). On remarque clairement que la
distribution des solutions n'est pas uniforme sur le front de Pareto représenté dans
cette figure, ou certaines régions sont occupées par plusieurs solutions et d'autres
sont completement vides. Cette répartition non uniforme est due a la nature des
deux objectifs qui ne sont pas contradictoires [107], contrairement a ce qui est
généralement observé en optimisation multi-objectif. En cas de objectifs
contradictoires, I'algorithme est en mesure de garantir une distribution uniforme
des solutions, comme le montrent les figures D par rapport a t et Hc par rapport a
t. Il est intéressant de noter que la meilleure solution obtenue précédemment se
trouve a une extrémité du front de Pareto, ce qui démontre la robustesse et la
fiabilité de I'approche NSGA-II.
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Figure 4.16 Front de Pareto de la taille des cristallites et la coercivité
Le tableau 4.12 donne les solutions de Pareto du 1* rang (non dominés).

Tableau 4.12 : Solutions de la taille des cristallites et la coercivité

Qrpm] w[rpm] %Ni[%] t[h] D[nm] Hc[A/m]
220 377 20 76 8,65 67,60
216 375 20 77 8,68 60,73
217 377 20 79 8,70 57,92
214 378 20 78 8,71 51,45
212 379 20 78 8,77 48,10
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A titre de comparaison, les figures 4.17 et 4.18 présentent les résultats
d'optimisation de cette étude ainsi que des données expérimentales provenant de

la littérature, respectivement sur la taille des cristallites et la coercivité.
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Figure 4.17 Comparaison de la taille des cristallites

Guittoum et al [34] ont étudié le composé FegyNiz, €laboré dans un broyeur
planétaire de type Retsch PM400. La vitesse de rotation du plateau était de 240
rom et le rapport de masse bille/poudre était de 45:1. Aprés 2 heures de broyage,
ils ont obtenu une taille de cristallites de 40 nm, puis de 11 nm aprés 48 heures de
broyage (étant donné que la taille des cristallites diminue avec l'augmentation du
rapport de masse bille/poudre [108]). lls ont trouvé aussi une valeur de Hc égale,
dans la limite de l'incertitude expérimentale, a environ 4 Oe (= 318 A/m) pour 48 h
de broyage.

Hamzaoui et al [53] ont obtenu, pour le FegyNiz en utilisant un broyeur de
type FRITSCH P4, avec un rapport de masse bille/poudre de 10:1. La vitesse de
rotation du disque était de 412 rpm et celle des jarres était de 100 rpm, pour un
temps de broyage de 36h. lIs ont également mesuré une coercivité Hc de 400 A/m
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pour une vitesse de rotation du disque de 212 rpm et des jarres de 400 rpm. lIs
ont observé que de faibles valeurs de champ coercitif étaient enregistrées pour de
faibles vitesses du plateau et des vitesses élevées des jarres. En revanche, de
faibles valeurs de taille de cristallites étaient enregistrées pour de faibles vitesses

des jarres et des vitesses élevées du plateau.
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Figure 4.18 Comparaison de la coercivité

Dans une autre étude, Younes et al [109] ont examiné le composé FegyNixo,
elaboré dans un broyeur planétaire de type Retsch PM400. La vitesse de rotation
du plateau était de 300 rpm le rapport de masse bille/poudre était 10:1. lls ont
obtenu une taille des cristallites de 17 nm et une valeur de Hc de 16,01 Oe (=

1274 A/m) aprés 20 heures de broyage.

Comme le montrent ces figures, la méthode d'optimisation utilisée dans
cette étude nous a permis de déterminer les meilleures conditions de broyage afin

d'améliorer les propriétés des matériaux nanocristallins.
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4.3. Modélisation par Programmation génétique

4.3.1 Introduction

Une fois que les paramétres d'entrée du modeéle ont été déterminés, nous
avons préparé une base de données d'apprentissage et de test. En utilisant ces
données, le modéle prédictif établit une relation mathématique entre les
parametres d'entrée et de sortie.

4.3.2 Implémentation de la méthode MGGP

4.3.2.1 Base de données

Tout comme les réseaux de neurones, la méthode MGGP nécessite une
base de données pour générer un modeéle prédictif. La qualité de cette base de
données influence I'apprentissage de l'algorithme. Nous avons utilisé les mémes
données collectées et utilisées dans la partie consacrée a la modélisation par les

réseaux de neurones (paragraphe 4.1.2.1).

Sur l'ensemble de la base de données, 75% des données (soit 28
exemples) sont utilisées pour entrainer le modéle MGGP. Les 25% restants (soit
10 exemples) sont réservés aux tests. Cette base de données comprend les
variables d'entrée (temps de broyage, composition chimique et vitesse de rotation
du disque et des jarres) ainsi que les sorties qui correspondent aux deux

propriétés a modéliser : la taille des cristallites et la coercivité.

4.3.2.2 Paramétrage du MGGP

Un ensemble de paramétres doit étre ajusté afin de lancer le processus
de recherche du modéle optimal. Ces algorithmes nécessitent également la
connaissance des parameétres pertinents (appelés terminaux) et des fonctions, en
plus de la base de données qui sert de terrain d'apprentissage pour affiner et
proposer un modele mathématique. Généralement, il n'existe pas de méthode
précise pour trouver une configuration optimale de l'algorithme, car cela dépend
de la nature du probléme étudié. Dans notre cas, nous avons utilisé I'approche de

'essai et de I'erreur, qui nous permet d'ajuster les parameétres en fonction des
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résultats obtenus a chaque fois. Le tableau 4.13 présente les principaux

parametres utilisés :

Tableau 4.13 : Paramétres pour la mise en ceuvre de l'algorithme MGGP

Parameétres Valeurs
Fonction set +,—,%,/, "2, cos, tanh, exp
Fonction fitness RMSE
Taille de population 200
Nombre de génération 200
Elitisme 0,02
Nombre maximal de génes 4
Profondeur maximale de l'arbre 4
Taux de croisement 0.85
Taux de reproduction 0.10
Taux de mutation 0.05
Méthode de sélection Tournoi

4.3.3 Résultats

Dans cette partie de notre travail, nous avons effectué plusieurs
simulations. Pour chaque simulation, nous avons utilisé les critéres d'évaluation
des modéles définis dans le paragraphe 4.1.2.4 afin de sélectionner les meilleurs

modéles.

Les modéles les plus performants sont présentés sous forme d'équations
mathématiques (4.9) et (4.10). Ces équations décrivent respectivement la taille
des cristallites D et la coercivité Hc en fonction des parameétres d'entrée du

broyage.

D = 7.55 + 24.04 tanh(x2/x3(x4)?) — 2051 tanh(cos(x4) /(x4)?)
+ 935.5 exp(cos(x4)) tanh(x4)/x1 + 0.05184 x1 tanh(x3) /x4 (4.9)

Hc = 1435 + 0.0005486((x1)? + x1x2)/cos(2x2) — 211 cos(x4 — x2 x4)
+2.148 ((x1)% + (x2)3) /(x3 (x2 + x4))
— 6362 x1x4/(x1 + x4)? (4.10)
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Ou x1 = Q est la vitesse de rotation du disque,x2 = w est la vitesse de rotation

des jarres, x3 = %Ni est la composition chimique (pourcentage en poids de

nickel), x4 = test le temps de broyage

Tableau 4.14 : Données statistiques pour les phases de formation et de test

statistique Modéle MGGP
D Hc
Apprentissage Test Apprentissage Test
R 0.999 0.998 0.989 0.984
RMSE 0.34 0.75 55.91 65.79
MAE 0.28 0.53 47.80 56.77

Les performances des modéles prédictifs de la taille des cristallites, ainsi

que la coercivité développée par la MGGP, sont présentées dans le tableau 4.14,
la figure 4.19 et la figure 4.20.
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Figure 4.19 : Valeurs prédites de D.
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Figure 4.20 : Valeurs prédites de Hc.

Nous constatons que les deux modeéles sont performants pour la prédiction
de la taille des cristallites et la coercivité, en effet sur la figure 4.19 et figure 4.20,
on constate clairement moins de dispersion autour de I'axe (x=y) qui représente
théoriquement le modeéle idéal. Ce qui exprime aussi une liaison fortement linéaire
entre les résultats théorique de ces modeéles et les résultats expérimentaux. En
plus, la MGGP est capable de proposer des équations mathématiques concrétes

contrairement aux réseaux neuronaux [74].

Les performances de ces deux modeles sont satisfaisantes, selon les
coefficients de corrélation R, la racine carrée de l'erreur quadratique moyenne

RMSE, ainsi que I'erreur absolue moyenne MAE.

L'analyse de sensibilité (SA) permet de déterminer la contribution d'une
variable d'entrée en mesurant son impact et son influence sur la variable de sortie.
Nous utilisons une procédure simple proposée par Garg et al [110]. Le
pourcentage d'analyse de sensibilité de chaque parameétre d'entrée est déterminé
a l'aide des formules suivantes :

L;

n
j=1 L;

SA; = 4.11)

Avec L; = fmax(xi) - fmin(xi)
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OU frnax(x;) et fiin(x;) sont, respectivement, le maximum et le minimum de la
sortie prédite sur le ieme parametre d'entrée, les autres variables étant égales a

leurs valeurs moyennes.
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Figure 4.21 : Pourcentage de contribution de chaque variable d'entrée.

Le graphique a barres de la figure 4.21 illustre l'impact des variables
d'entrée sur les variables de sortie, en utilisant les équations mathématiques
fournies par le modéle MGGP (équations (4.9) et (4.10)). Ce graphique indique
que parmi les quatre variables d'entrée, le temps de broyage a le plus grand
impact sur D, suivi de la vitesse de rotation du disque et de la vitesse de rotation
des jarres, tandis que le pourcentage de nickel a un impact faible. En ce qui
concerne la variable de sortie Hc, les quatre variables d'entrée ont un impact
relativement similaire, bien que la vitesse de rotation du disque et le pourcentage

en poids de nickel aient Iégérement plus d'effet sur Hc que les autres variables.

4.4 Conclusion

Dans cette partie du travail, nous avons développé un modéle en utilisant
des algorithmes génétiques et un réseau neuronal artificiel (ANN) pour optimiser
la taille des cristallites et la coercivité de la poudre de Fe-Ni nanostructurée

obtenue par mécanosynthese.
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Tout d'abord, nous avons utilisé un modéle prédictif basé sur un réseau de
neurones a trois couches, avec 10 neurones dans la couche cachée (4:10:1), des
fonctions de transfert tansig-purelin et [l'algorithme d'apprentissage de

régularisation bayésienne. Ce modeéle présente une capacité prédictive élevée.

Ensuite, nous avons utilisé le réseau neuronal le mieux entrainé comme
fonction objectif pour l'algorithme génétique. Nous avons utilisé deux approches
mono-objectifs (GA-ANN) et multi-objectifs (ANN-NSGA-II) pour déterminer les

propriétés de broyage optimales.

Enfin, nous avons utilisé une procédure basée sur la méthode MGGP pour
etablir des relations fonctionnelles entre les propriétés recherchées (taille des
cristallites et coercivité) et les conditions de broyage. Nous avons également
utilisé une méthode d'analyse de sensibilité pour déterminer la contribution en
pourcentage de chaque parametre de broyage sur les paramétres de sortie, en
utilisant les relations mathématiques fournies par le modéle MGGP.
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CONCLUSION

Les matériaux nanostructurés a base de fer offrent un avantage
technologique en raison de leurs propriétés structurales et magnétiques. La

mécanosynthése est I'une des techniques utilisées pour obtenir ces matériaux.

L'étude bibliographique réalisée sur ces matériaux a révélé que leurs
propriétés dépendent principalement de nombreux paramétres qui influencent le
processus de broyage dans un broyeur planétaire (vitesse du plateau, vitesse des

jarres, temps de broyage, pourcentage d'alliages, etc.).

Notre premiére contribution dans cette thése consiste a utiliser des réseaux
de neurones artificiels pour modéliser les propriétés nanostructurales d'un alliage
Fe-Ni produit par mécanosynthese dans un broyeur a haute énergie. Dans ce but,
nous avons construit et optimisé un modéle neuronal de type feed-forward afin de
prédire I'évolution des paramétres de sortie, a savoir la taille des cristallites et le

champ coerecitif.

Le modéle neuronal que nous avons développé est composé de quatre
neurones dans la couche d'entrée (vitesse du plateau, vitesse des jarres,
pourcentage en poids de nickel et temps de broyage), d'une couche cachée avec
un nombre de neurones optimisé lors du processus d'apprentissage, et d'un

neurone dans la couche de sortie (taille des cristallites ou champ coercitif).

La fonction de transfert utilisée pour la couche cachée est la fonction
tangente hyperbolique, et celle utilisée pour la couche de sortie est linéaire.
L'algorithme d'optimisation choisi est celui de Levenberg-Marquardt, qui est réputé
pour sa fiabilité et sa rapidité. Pour éviter le phénoméne de sur-apprentissage,
nous avons utilisé une approche de régularisation bayésienne, qui consiste a
pénaliser la fonction de colt afin d'empécher les poids de prendre des valeurs

élevées. De plus, nous avons développé un algorithme itératif pour déterminer le
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nombre optimal de neurones dans la couche cachée, ainsi que les fonctions de
transfert appropriées. Nous avons obtenu une bonne concordance entre les
valeurs expérimentales et les valeurs prédites par le modéle neuronal. En outre, le
modeéle neuronal utilisé a démontré une excellente capacité prédictive, avec des

coefficients de corrélation approchant l'unité.

Notre deuxiéme contribution s'est basée sur le développement d'une
méthodologie hybride d'optimisation, qui combine un réseau de neurones artificiels
(ANN) avec un algorithme d'optimisation par les algorithmes génétiques. Ce
dernier est un outil tres puissant pour résoudre des problémes d'optimisation.
Cependant, I'utilisation efficace de tels algorithmes dépend du bon choix de
différents parameétres de l'algorithme, tels que la fonction colt qui permet de
classer les solutions appropriées, ainsi que le type de codage et la méthode de
sélection. Le premier choix dépend du type de variable optimisée (continue ou
discrete) et de la précision désirée. Lorsqu'il s'agit de choisir une méthode de
sélection, il est important de prendre en compte le nombre d'objectifs définis. Pour
un probléme d'optimisation mono-objectif, la méthode de sélection utilisée est
celle du tournoi. En revanche, pour un probléme multi-objectif avec des objectifs
contradictoires, la sélection par tournoi est utilisée, mais il est nécessaire d'opter
pour un critére de sélection basé sur le principe de dominance selon Pareto. Un
algorithme basé sur les algorithmes génétiques est chargé de proposer aux
décideurs un ensemble de solutions potentielles pour résoudre le probléme.

Le couplage des réseaux de neurones artificiels avec les algorithmes
génétiques a été utilisé pour optimiser les conditions de broyage. Dans cette
approche, une méthode d'optimisation mono-objectif est utilisée pour déterminer
les valeurs optimales de la taille des cristallites et du champ coercitif. En paralléle,
une méthode d'optimisation multi-objectif est utilisée pour obtenir I'ensemble des
solutions optimales de Pareto. Le programme NSGA-II est utilisé pour les trois cas
suivants : taille des cristallites vs temps de broyage, champ coercitif vs temps de

broyage et taille des cristallites vs champ coerecitif.

Les résultats de test ont montré clairement que le modéle a donné des
résultats trés satisfaisants, avec des coefficients de corrélation R trés élevés, de

0.9983 et 0.9769 pour la taille des cristallites et la coercivité respectivement. Les
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résultats obtenus sont optimisés par rapport a les constations disponibles dans la

littérature.

Notre troisieme contribution consiste en I'application de la méthode de
programmation génétique pour trouver des formules mathématiques reliant les
parameétres de sortie aux variables d'entrée du broyage. Ensuite, une analyse de
sensibilité a été réalisée pour identifier les parameétres d'entrée les plus influents

sur le processus de broyage.

Cette thése a montré plusieurs pistes de recherche qui feront l'objet de

travaux futurs :

- Conception d’'un modéle plus général reliant I'effet de tous les paramétres
de broyage sur des propriétés nanostructures.

- Valider expérimentalement ce qu’on a obtenu par notre étude théorique.

- Modélisation et optimisation des propriétés nanostructures de différents
alliages (binaire, ternaire,...).

- Combinaison des techniques utilisées avec dautres méthodes

d’intelligence artificielle.



ANN :
BR:
GA:
GP:
LM :
MAE :
MGGP :
MLP :
MSE :

MSW :
MSE ;¢4 :
NSGA-II

RMSE :
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ANNEXE A

LISTE DES SYMBOLES ET DES ABREVIATIONS

Réseaux de neurones artificiels
Régularisation bayésienne
Algorithme génétique
Programmation génétique
Algorithme de Levenberg-Marquardt.
Erreur absolue moyenne
Programmation génétique multi-géne
Perceptron multi couches

Erreur quadratique moyenne ou fonction de coat
Terme de régularisation
Fonction du colt régulée

Algorithme génétique de tri non dominé
Racine carrée de 'erreur quadratique moyenne
Taille des cristallites

Fonction d’erreur

Fronts de Pareto

Critéres de décision

Champ magnétique

Champ coercitif

Poids de la couche cachée

Poids de la couche de sortie

Aimantation rémanente
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logsig :

pc:
pm:
purlin :

sh:

tansig :

Aimantation a saturation
Taille de la population
Sortie réelle.

Population de parents
Population initiale
Population d’enfants
Coefficient de corrélation
Sorties mesurées

Sorties prédites

Moyenne de sorties mesurées
Moyenne de sorties prédites
Poids synaptique

Sortie de la couche cachée
Biais de la couche cachée
Biais de la couche de sortie
Distance de niche
Chromosome

Fonction fitness ou objectif
Sigmoide logarithmique
Compteur de niche
Nombre d’échantillons
Probabilité de croisement
Probabilité de mutation
Fonction d’activation linaire
Fonction de sharing

Temps de broyage
Tangente hyperbolique

Signal d’entrée
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Signal de sortie

Vecteur d’entrée

Vitesse de rotation du plateau
Paramétre de pondération
Rayon de niche:

Vitesse de rotation de la jarre.
Pondérations des objectifs
Pourcentage en poids de nickel

Opérateur de comparaison de densité

: Distance de crowding

laistance -

Rang d’un individu
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PARAMETRES D’ENTRES ET DE SORTIES DE BROYAGE MECANIQUE

ANNEXE B

Q(rpm) | w(rpm) %Ni t (h) D (nm) Hc (A /m) References
212 200 20 36 12.31 550
212 50 20 36 11.90 700
212 100 20 36 11.70 720
212 400 20 36 11.50 400
300 200 20 36 11.00 710
300 400 20 36 10.90 580
300 50 20 36 11.00 1040
300 100 20 36 10.60 900
424 200 20 36 11.00 750
424 400 20 36 10.60 450
424 50 20 36 10.20 1350
424 100 20 36 10.00 1420 [53]
212 50 10 36 12.39 750
212 100 10 36 12.20 730
212 200 10 36 12 .60 580
212 400 10 36 12.00 420
300 50 10 36 11.25 1100
300 100 10 36 11.00 1020
300 200 10 36 11.70 750
300 400 10 36 11.20 600
424 50 10 36 10.40 1500
424 100 10 36 10.20 1600
424 200 10 36 11.00 800
424 400 10 36 10.60 500
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400 800 10 0 54.60 1215
400 800 10 8 36.96 1300
400 800 10 16 24.48 1095
400 800 10 24 13.80 630
400 800 10 36 11.28 505
400 800 10 72 9.84 160
400 800 10 96 10.32 170
400 800 20 0 52.20 1100
400 800 20 8 30.72 1000
400 800 20 16 20.64 950
400 800 20 24 12.24 510
400 800 20 36 11.00 495
400 800 20 72 9.00 95
400 800 20 96 9.60 95

[50]
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